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共同利用施設における実験終了後の研究成果数予測
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概要：大型放射光施設 “SPring-8”は，国内外の産官学に開かれた共同利用施設であり，幅広い分野の研究
開発に利用されている．本施設のリソースには限りがあることから，成果に基づいた施設運用が求められ
る．そのため，成果が増加・減少する研究領域の把握は，施設運用の方向性を考えるために重要である．
研究成果は論文として公表されるケースが大半であるが，論文化には実験後 2，3年を要する場合が多く，
即時的な把握は困難という問題がある．そこで本論文では，研究施設の運営支援に活用することを目的に，
実験期終了後 3年経過時点の成果公開状況を事前に予測するモデルを構築した．その結果，相関係数 0.937
で予測できることを確認した．
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Abstract: Large synchrotron radiation facility “SPring-8” is a shared utilization facility opened to domestic
and abroad researchers of industry, government and academia. It is used for research and development in
the wide range of fields. Due to limitation of resources, facility operation needs to be based on research out-
comes. Therefore, understanding how research area/method is blooming or declining is essential to consider
the direction of facility operation. Most of the research results are published as papers, but in many cases it
takes 2 or 3 years after the experiments, which makes it difficult to figure out research trends immediately. In
this paper, for the purpose of utilizing to support the operation of the research facility, we make a predicting
model of the number of registered publications in advance after 3 years since the end of the experimental
period. As a result, our model can be predicted with a correlation coefficient of 0.937.
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1. はじめに

国費を投入して整備・運用される共同利用施設は，利用

者による利用研究成果を最大化し，学術の進歩と社会経済

の発展に寄与する責務がある．そのため，限られた予算と

人的リソースの中で，施設側のサービスを最適化すること

1 電気通信大学/高輝度光科学研究センター
The University of Electro-Communications, Chofu, Tokyo
182–8585, Japan / JASRI, Sayo, Hyogo 679–5198, Japan

2 奈良先端科学技術大学院大学
Nara Institute of Science and Technology, Ikoma, Nara 630–
0192, Japan

3 電気通信大学
The University of Electro-Communications, Chofu, Tokyo
182–8585, Japan

a) shinbe@spring8.or.jp

が肝要であり，これまでの利用実績をもとに今後成長が期

待される研究領域（分野・手法）を予測することは，実験

設備の更新をともなう将来計画の策定といった施設運用の

方向性を考えるためにも重要である．だが，共同利用施設

の研究成果である論文が公表されるまでには，実験終了か

ら年単位の時間を要することが多いため，施設内の特定の

実験設備を利用して発表された研究成果が今後どの程度増

加または減少するかを，即時的に把握することは困難であ

る．そこで本論文では，国内外の産学官の研究者等に開か

れた共同利用施設である SPring-8（スプリングエイト）*1の

*1 http://www.spring8.or.jp/
本論文の内容は，執筆者の見解に基づいてまとめられたものであ
り，執筆者の属する機関の公式見解を示すものではないことを付
記する．
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利用統計データに対して機械学習を適用し，将来の公表論

文数を予測するモデルを構築することを目的とする．本モ

デルを利用することで，実験終了から一定期間経過後の公

表論文数を事前に予測することが可能となり，今後発展が

期待される研究領域のトレンド把握や計画から実施まで時

間を要する設備更新を進める際の需要予測データとして活

用されることが期待される．

2. SPring-8の概要

SPring-8は，兵庫県南西部の播磨科学公園都市に建設さ

れ，1997年 10月に供用を開始した大型放射光施設である．

赤外線から硬 X線までの光を使う，国内外の産学官の研究

者に広く開かれた共同利用施設として，物質科学・地球科

学・生命科学・環境科学・産業利用等の幅広い分野の研究

開発に活用され，年間のべ約 1万 5千人が来所し，2千件

以上の実験すなわち利用研究課題（以下，課題）が実施さ

れている．

SPring-8には，“ビームライン”*2と呼ばれる特性の異な

る実験設備が複数設置されている．研究者は，神辺ら [1]

が構築し 2005年から運用している専用のポータルサイト

“SPring-8 User Information”*3（以下UIサイト）上でユー

ザ登録を行い，Webベースの課題申請書に研究の目的，手

法，分野，希望利用時間，用途に応じた利用希望ビームラ

イン等の情報を記入し，提出する．その後，科学・技術・安

全上の観点から審査を受け，採択されると利用が可能とな

る．採択率は応募時期やビームラインによって異なるが，

約 6割である．施設側は，毎年 5・6月，11・12月にかけ

て課題の公募を行っており，おおむね 10月～2月頃，4～

7月頃に実験時間（ビームタイム）を提供している．また，

夏期の長期点検期間を境に前期（A期）・後期（B期）の 2

つに運転サイクルが分かれているため，「2011B」「2013A」

のように「年 +期番号」で実施期を識別している．なお，

運転期間中は 24時間稼働であり，研究者は “シフト”単位

（1シフト= 8時間）で実験を行っている．

SPring-8 で実施される実験において，利用料を免除さ

れる課題（成果非専有課題）*4は全体の 8割近くを占める

が，これらの課題を実施した研究者は，期終了後 3年以内

に「成果公開認定要件を満たす研究成果」（以下，認定成

果）*5を公表し，UIサイトの成果データベースに発表媒体

等の情報を登録する義務を負う．また，「成果公開の促進

に関する選定委員会からの提言」[2]に基づき，2011B期か

ら，期終了後 3年以内に正当な理由なく認定成果を登録し

*2 http://www.spring8.or.jp/ja/about us/whats sp8/
facilities/bl/

*3 https://user.spring8.or.jp/
*4 課題の種類については，https://user.spring8.or.jp/?p=672 参
照．なお，利用料免除課題においても，消耗品等の実費負担分は
別途請求される．

*5 定義の詳細は，https://user.spring8.or.jp/?p=748 参照．

なかった研究者に対し，新たな課題申請書の受付けを行わ

ない措置が開始された．そのため，過去に実施された課題

の成果登録状況を定期的に確認し，期日内の成果登録を促

す取り組みを行うことは，施設側の重要なミッションであ

るといえる．さらに，利用研究成果の最大化を達成するに

は利用動向に応じたビームラインの再整備が不可欠である

が，成果登録数の増減を各期終了後 3年経過してから追跡

し，その後の高度化計画に反映した場合，アップグレード

したビームラインが利用可能になるまでに少なくとも 4～

5年の時間差が生じ，急激に発展する研究領域の受け皿に

なることが困難になることも考えられる．そこで本論文で

は，期終了後 3年経過時点の認定成果の登録件数の予測を，

課題申請数や研究分野・手法のカテゴリ，課題申請者の所

属分類といった説明変数を特徴量とした機械学習モデルに

より行う．これにより，たとえば成果登録数の減少が予測

されるビームラインに対して成果登録の推進策をあらかじ

め促したり，研究領域の趨勢を指し示す成果登録数を事前

に推定したりすることで，中長期的な整備投資の判断資料

として用いることが可能となる．

SPring-8では，各課題における責任者を「実験責任者」

と定義し，実験責任者と共同で実験を行う研究者を「共同

実験者」と呼ぶ．また，実験責任者と共同実験者の総称を

「ユーザ」と規定しているため，本論文でもこれらの呼称を

使用する．

3. 先行研究

共同利用施設における利用効果の分析事例として，江端

ら [3]による北海道大学オープンファシリティの使用者申

請データに関する統計分析ならびに論文の謝辞情報のテキ

ストマイニング分析の事例がある．当該施設の取組効果を

測定する指標として「利用装置数」の把握が重要であるこ

と，また謝辞に北大オープンファシリティの名称を記述し

た論文は，平均より被引用数が多い傾向が見られたことか

ら，謝辞情報をもとに共同利用施設の効果を測ることは有

効であることが示されている．また，米谷ら [4]は，日本

国内の大学の研究開発投資（インプット）と論文数（アウ

トプット）との関係をWeb of Scienceのデータをもとに回

帰分析し，研究者数および研究費と論文数には正の相関が

あることを明らかにしている．

昨今，機械学習手法が普及し様々な分野の予測に用いら

れている [5], [6], [7]．なかでも，論文発表から特定年経過

後の引用論文数を予測する先行研究としては，イギリスの

医学誌 BMJのデータベースに登録された論文について発

表から 2年後の引用論文数を予測した Lokkerら [8]の回帰

モデル分析や，MEDLINEデータベースの登録論文に対し

機械学習アルゴリズムの 1つである SVMを用いて 10年

後の被引用論文が閾値以上になるかを予測した Lowrence

ら [9]の研究，Web of Knowledgeの書誌情報および著者
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情報をもとに SVMの回帰モデルである SVRを適用して 3

年後の被引用論文数を予測したMatsuiら [10]の研究があ

る．また関ら [11]は，Lokkerらや Lowrenceらの先行研究

に対し，以下の問題を指摘している．

• モデル構築に用いた特徴量が汎用的ではない．
• 一定以上の被引用論文数を獲得する論文は，論文全体
の中では一部であるにもかかわらず，学習に用いた

データセットの半分以上が高被引用論文で占められて

いる．

• 検証に用いたデータの説明変数が確定した時点では，
学習用データの目的変数の値はまだ確定しておらず，

結果的に未来のデータから生成されたモデルを用いて

予測精度の評価を行っている．

これらの先行研究では，論文数と相関のある変数の分析

や被引用論文数の予測モデルに関する提案は行われてきた

ものの，研究機関や共同利用施設における一定期間経過後

の発表論文数自体を直接予測するものはなかった．そこで

本論文では，SPring-8を利用して創出された成果である論

文数を機械学習モデルによって予測し，予測値と実測値と

を検証することで予測精度について議論する．

4. 予測モデルの構築

本章では，構築した成果登録数の予測モデルの概要につ

いて述べる．

4.1 提案モデルの概要

成果登録数の予測モデル構築に用いる学習データとし

て，UIサイトのデータベースに蓄積された各種データか

ら予測に有効と考えられる複数の統計値を特徴量として

抽出し，「課題情報」「研究分野・手法情報」「ユーザ属性

情報」にグループ分けした．各グループを，本論文では

“データセット”と呼ぶ．課題の応募数，採択数，利用者数

といった主要な統計情報は，ユーザ向けオンライン情報誌

“SPring-8/SACLA利用者情報”*6等のWebサイトで公表

されている．

4.2 データセットに含まれる特徴量の構成

各データセットに含まれる特徴量の構成について述べる．

4.2.1 共通情報

以下の情報は，成果登録数の予測に関する基本的なパラ

メータであるため，すべてのデータセットに共通の特徴量

として含まれる．

• 期番号（期名を整数値に置換）
• ビームライン（各ビームライン名を整数値に置換）
• ビームライン種別*7（共用ビームライン = 1，専用ビー

ムライン = 2に置換）

*6 https://user.spring8.or.jp/sp8info/

4.2.2 データセットA：課題情報

施設利用を希望する研究者は，具体的な使用希望ビーム

ラインと希望シフト数を課題申請書に記入のうえ，課題審

査を受ける．課題申請が採択された場合は，実験で使用す

るビームラインと利用可能なシフト数が正式決定するが，

施設側が提供するビームラインが課題申請時の希望とは異

なる場合もある．また，実験装置の不具合やユーザの都合

による実験未実施といった事態も発生しうるため，ユーザ

が実験で使用したシフト数の合計値は，各期終了時点で初

めて確定する．

予測モデルで使用する 1つめの特徴量群として，課題申

請数・希望シフト数ならびに課題終了後の実施数（キャン

セルされた課題を除いた件数）・実施シフト数の合計値を

期・ビームライン単位で集計し，用いた．具体的な特徴量

群の構成を以下に示す．

• 申請課題件数
• 申請課題共用ビームライン件数
• 申請課題専用ビームライン件数
• 申請課題希望シフト数
• 申請課題共用ビームライン希望シフト数
• 申請課題専用ビームライン希望シフト数
• 実施課題件数
• 実施課題共用ビームライン件数
• 実施課題専用ビームライン件数
• 実施課題使用シフト数
• 実施課題共用ビームライン使用シフト数
• 実施課題専用ビームライン使用シフト数

4.2.3 データセット B：研究分野・手法情報

SPring-8で実施される課題は，研究分野・手法ともに多

岐にわたる．そのため課題審査は，課題申請書に記載され

た希望審査分野に基づき，グループ分けしたうえで行われ

る．認定成果の公開（研究成果の論文化）に必要な平均期

間や 1課題あたりの平均成果登録数は研究分野・手法ごと

に傾向が異なるため，これらを特徴量群に用いた．なお，

研究分野・手法および希望審査分野は，課題申請書内に選

択肢（大分類・小分類）が用意されており，申請者はいず

れかのカテゴリを選択する必要がある*8．本論文では，こ

のうち大分類のみを特徴量に使用した．具体的な特徴量群

の構成を以下に示す．

• 実施課題希望審査分野［生命科学］件数
• 実施課題希望審査分野［散乱回折］件数
• 実施課題希望審査分野［XAFS・蛍光分析］件数

• 実施課題希望審査分野［分光］件数

*7 ビームラインは，設置者の違いによって 3 タイプに分類される
（https://user.spring8.or.jp/?p=976）．本論文では，このうち
「共用」および「専用」ビームラインの成果登録数の予測を行う．

*8 希望審査分野，研究分野分類，研究手法分類の一覧は，https://
user.spring8.or.jp/?p=1499 からダウンロード可能な課題申請
書下書きファイルに記載されている．
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• 実施課題希望審査分野［産業利用］件数
• 実施課題研究分野［ビームライン技術］件数
• 実施課題研究分野［素粒子・原子核科学］件数
• 実施課題研究分野［生命科学］件数
• 実施課題研究分野［医学応用］件数
• 実施課題研究分野［物質科学・材料科学］件数
• 実施課題研究分野［化学］件数
• 実施課題研究分野［地球・惑星科学］件数
• 実施課題研究分野［環境科学］件数
• 実施課題研究分野［産業利用］件数
• 実施課題研究分野［その他］件数
• 実施課題研究手法［X線回折］件数

• 実施課題研究手法［X線散乱］件数

• 実施課題研究手法［X線磁気散乱］件数

• 実施課題研究手法［X線非弾性散乱］件数

• 実施課題研究手法［X線・軟 X線吸収分光］件数

• 実施課題研究手法［光電子分光］件数
• 実施課題研究手法［X線イメージング］件数

• 実施課題研究手法［X線光学］件数

• 実施課題研究手法［特殊環境実験］件数
• 実施課題研究手法［その他］件数

4.2.4 データセットC：ユーザ属性情報

課題申請書の申請を行った実験責任者の所属分類や実験

のために SPring-8に来所したユーザののべ人数，初利用者

数といった，課題審査を経て採択された課題に関する情報

を特徴量に用いた．具体的な特徴量群の構成を以下に示す．

• 実施課題実験責任者分類［大学等教育機関］のべ数
• 実施課題実験責任者分類［国公立研究機関等］のべ数
• 実施課題実験責任者分類［産業界］のべ数
• 実施課題実験責任者分類［海外］のべ数
• 来所のべ数
• 共用ビームライン来所のべ数
• 専用ビームライン来所のべ数
• 来所初利用数
• 共用ビームライン初利用数
• 専用ビームライン初利用数

4.3 学習アルゴリズムの検討

機械学習モデルの構築には，統計分析ソフトウェアの R

言語*9および統合開発環境の RStudio*10を用いた．また機

械学習アルゴリズムは，用途に応じた様々な手法が提案さ

れているが，本論文では集団学習アルゴリズムの 1つであ

るランダムフォレスト [12]を成果登録数の予測に用いた．

ランダムフォレストは，学習・評価速度が速く，説明変数の

重要度（寄与度）が算出可能といった特徴がある．そこで，

同一データセットから重回帰分析とランダムフォレストに

*9 https://www.r-project.org
*10 https://www.rstudio.com

よるモデルをそれぞれ構築し，予測精度の比較を行った．

4.4 特徴量群の絞り込みとチューニング

続いて，モデルの予測精度を高めるため，データセット

の組合せを変えながら，予測結果がどのように改善される

かを調べた．さらに，重要度が高く判定された特徴量を組

み合わせたデータセットを抽出し，モデルを再構築するこ

とで，予測精度を最大化する特徴量群の絞り込みを行った．

5. 予測モデルの評価実験

本章では，学習アルゴリズムおよびデータセットの違い

による予測精度の評価とモデルのチューニングによる精度

改善の結果について述べる．

5.1 評価実験の概要

モデルの構築に使用する学習データには，2005B～2012B

期（7年半，15期分）のビームライン別集計値 606件を用

いた*11．

まずはじめに，アルゴリズムの違いによる予測精度の差

異を評価するため，データセット A・B・Cおよび全特徴

量群を連結したデータセット（A + B + C）に含まれる実

績データを用いてランダムフォレストおよび重回帰分析モ

デルを構築し，10交差検証法*12による予測精度の評価を

行った．重回帰分析に基づくモデル式の作成においては，

ステップワイズ法*13による変数選択を行っている．

次に，データセット A・B・Cおよび各データセットを

連結した特徴量群（A + B，A + C，B + C，A + B + C）

における 2005B～2012B期の実績データからランダムフォ

レストによる予測モデルを構築し，2013A期の成果登録数

の予測値と実測値との適合度を調べた．

SPring-8では，定期的な公募課題に加えて，年間を通じ

てそのつど募集を行う課題制度や，スタッフの R&D業務

の一環で行うインハウス課題等が存在するため，応募・採

択課題総数といった，ある期における利用実績データが完

全に確定するタイミングは，A期は 9月末，B期は 3月末

頃となる．したがって，本論文における A期のデータは毎

年 10月 1日早朝，B期のものは毎年 4月 1日早朝にデー

タベースから取得したものを使用した．なお，予測対象で

ある成果登録数は，期終了後 3年経過時点の値であるため，

2013A期のデータがすべて確定した日時は，2016年 9月

末であった．

*11 SPring-8 の供用開始は 1997B 期であるが，UI サイトは 2005B
期から運用が始まったため，データセットも当期からとなる．

*12 データを 10 分割し，検証データを 1 グループずつ取り出してい
く．残る 9グループを学習データとするモデルを計 10回構築し，
各モデルから目的変数を予測することで，予測精度を評価する手
法である．

*13 回帰式を構成する変数を組み換えながら，「モデルのよさ」の判
定基準である AIC（赤池情報量規準）を最も改善する変数を選択
する方法である．
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5.2 ランダムフォレストと重回帰分析による予測精度の

評価

10交差検証法による予測値と実際の成果登録数との適合

度の評価には，相関係数およびRMSE（Root Mean Squared

Error）を用いた．RMSEは，次の式によって求められる

値で，0に近いほど予測値と実測値との乖離が小さいこと

を示す．

RMSE =

√√√√ 1
n

n∑
i=1

(yi − ŷi)2

n：予測対象数，yi：実測値（成果登録数），ŷi：予測値

ランダムフォレストと重回帰分析の相関係数の比較を

表 1 に，RMSE の比較を表 2 に示す．いずれのデータ

セットにおいても，ランダムフォレストの方が相関係数が

高く，また RMSEが小さかったことから，成果登録数の

予測にはランダムフォレストが有効であることが確認され

た．よって，今後の分析にはランダムフォレストを用いて

行う．

5.3 データセット別の予測精度の比較

次に，各データセットからランダムフォレスト予測モデ

ルを構築し，2013A期の成果登録数の予測を行った．相関

係数および RMSEの比較を表 3 に示す．

表 3 の結果から，データセットは単体で学習データに用

いた場合よりも複数組み合わせてモデル構築した方が，予

表 1 相関係数の比較

Table 1 Comparison of correlation coefficients.

A B C A + B + C

ランダムフォレスト 0.873 0.909 0.893 0.908

重回帰分析 0.773 0.822 0.812 0.853

表 2 RMSE の比較

Table 2 Comparison of RMSE.

A B C A + B + C

ランダムフォレスト 6.424 5.595 5.964 5.565

重回帰分析 8.310 7.469 7.646 6.857

表 3 データセットの組合せによる相関係数と RMSE の比較

（2013A 期の成果登録数の予測）

Table 3 Correlation coefficient and RMSE for each data set.

相関係数 RMSE 特徴量数

A 0.914 6.010 15

B 0.909 6.374 28

C 0.923 5.734 13

A+B 0.935 5.349 40

A+C 0.929 5.505 25

B+C 0.930 5.497 38

A+B+C 0.934 5.309 50

測精度は高くなることが確認された．だが，特徴量の中に

は予測への寄与が低いものも含まれており，これらの特徴

量が予測精度の低下の原因となることも考えられる．そこ

で次節では，全特徴量を結合したデータセット A + B + C

から特徴量の取捨選択を行い，予測精度の改善を行う．

5.4 特徴量の重要度に基づく説明変数の取捨選択と予測

精度の改善

データセット A + B + Cを学習データに用いたランダム

フォレスト予測モデルにおける特徴量の重要度（Increased

Mean Squared Error，以下 IncMSE）を求めた．IncMSE

は，各特徴量がモデルにどのぐらいの影響があるかを，ラ

ンダムフォレストの学習に用いられなかったデータを利用

して評価した値である．モデルへの影響度の大きい特徴量

ほど，IncMSEの値は高く算出される．各特徴量の重要度

の順位を表 4 に記す．なお，表中の「種別」は，各特徴量

が前述のデータセット A，B，Cのいずれかまたはすべて

のデータセットに含まれているかを示している．

さらに，特徴量を IncMSEの高い順に並べ替え，最上位

から特徴量を 1つずつ追加したデータセットを計 50個作

成し，ランダムフォレストで学習を行った．各データセッ

トの予測モデルにおける，2013A期の成果登録数の予測値

と実測値の適合度（相関係数，RMSE）を図 1 に示す．

その結果，IncMSE上位 13位までの特徴量を含んだ予測

モデルが，相関係数・RMSEともに最適な値を示すことが

分かり，14位以降の特徴量を加えた場合に予測精度が低下

することが判明した．そこで，IncMSE上位 13位までの

特徴量を含むモデルを，本論文では「チューニングモデル」

と呼ぶことにする．全特徴量を用いた予測モデル（すなわ

ちデータセット A + B + C）における相関係数は 0.934，

RMSEは 5.309であるが，対してチューニングモデルの相

関係数は 0.937，RMSEは 5.157となり，重要度に基づく

特徴量の絞り込みによって予測精度の改善が確認された．

チューニングモデルの特徴量の構成は，前述の表 4 の第 1

位から第 13位（区切り線の上）までが該当する．

これらの特徴量の組合せによるチューニングモデルが，

2013A期以前の予測についても有効であるかを確認するた

め，過去の期の成果登録数を，予測対象期以前の学習デー

タをもとに推定した場合の相関係数およびRMSEの検証を

行った（表 5）．相関係数の最低値は，学習期間：2005B～

2011A期・予測対象：2011B期における 0.842であり，ま

た直近 2期（2012A・2012B期）においては 0.935・0.924

の値を示していることから，特定期の予測にオーバフィッ

ティングしたモデルではないことが確認された．

チューニングモデルに基づく 2013A期の成果登録数の予

測値と実測値をビームラインごとに取得し，実測値の高い

ビームラインから並べ替えたグラフを図 2 に示す．なお，

グラフ中に具体的なビームライン名は表示していない．
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図 1 重要度（IncMSE）の高い順に特徴量を 1つずつ加えて作成した計 50個のデータセット

をランダムフォレストの学習データに用いた場合の，各モデルにおける 2013A期の予測

値・成果登録数の適合度の推移（上図：相関係数，下図：RMSE）

Fig. 1 Fitness transition of predicted and actual value in 2013A period for each ran-

dom forest model created by adding feature one by one in descending order of

IncMSE (Upper figure: correlation coefficient, lower figure: RMSE).

図 2 2013A 期の成果登録数の予測値と実測値

※ Y 軸方向の点線は，予測値と実測値が最も乖離したビームラインを示す

Fig. 2 Predicted and actual value of registered publications in 2013A period.

6. 考察

本章では，はじめにランダムフォレストと重回帰分析の

モデル構造の違いについて定性的な側面から言及する．続

いて，チューニングモデルで選択した特徴量群の構成につ

いて考察し，2013A期の成果登録数の予測値と実測値との

乖離の大きかったビームラインについて，原因を分析する．

最後に，本論文の予測対象である将来の成果登録数を，ど

の時点の確定データから予測することが妥当であるかにつ

いて検討する．

6.1 学習アルゴリズムのモデル構造に関する考察

本論文では，ランダムフォレストと重回帰分析の各手法

に対して予測精度に関する評価実験を行い，相関係数およ

びRMSEといった定量的な観点から，ランダムフォレスト

の予測精度が重回帰分析よりも優れていると結論づけた．

定性的な視点で 2つの手法を比較すると，重回帰分析は

線形モデルであり各因子には従属関係がない一方，ランダ

ムフォレストは決定木を弱学習器とした集団学習アルゴ

リズムであることから，因子間に暗黙的な従属関係が存在

している違いがある．ランダムフォレストの回帰モデルで

は，複数の決定木（回帰木）*14の平均値を予測結果に用い

ているため，決定木分析のように変数間の階層構造を可視

化することは困難であるが，アルゴリズム内部に決定木が

組み込まれていることはすなわち，研究活動に関わる複数

*14 本論文では，決定木の生成数を 1,000とした．複数回の試行の結
果，おおむね 500以上であればモデルが安定することを確認して
いる．
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表 4 特徴量の重要度の順位

※区切り線は，重要度上位 13 位までを示す．

Table 4 Descending order list of features by IncMSE.

順位 特徴量名 種別

1 実施期 共通

2 実施課題件数 A

3 実施課題実験責任者分類［大学等教育機関］のべ数 C

4 来所のべ数 C

5 実施ビームライン 共通

6 実施課題研究分野［物質科学・材料科学］件数 B

7 申請課題件数 A

8 実施課題研究手法［光電子分光］件数 B

9 実施課題実験責任者分類［国公立研究機関等］のべ数 C

10 共用ビームライン来所のべ数 C

11 実施課題研究手法［X 線回折］件数 B

12 実施課題実験責任者分類［産業界］のべ数 C

13 実施課題研究分野［産業利用］件数 B

14 来所初利用数 C

15 実施課題研究分野［生命科学］件数 B

16 共用ビームライン初利用数 C

17 申請課題共用ビームライン件数 A

18 実施課題研究手法［X 線・軟 X 線吸収分光］件数 B

19 実施課題実験責任者分類［海外］のべ数 C

20 申請課題共用ビームライン希望シフト数 A

21 申請課題希望シフト数 A

22 実施課題研究分野［地球・惑星科学］件数 B

23 実施課題研究分野［化学］件数 B

24 実施課題共用ビームライン件数 A

25 実施課題専用ビームライン件数 A

26 実施課題希望審査分野［産業利用］件数 B

27 実施課題研究手法［X 線非弾性散乱］件数 B

28 実施課題研究手法［X 線散乱］件数 B

29 専用ビームライン来所のべ数 C

30 実施課題研究手法［X 線イメージング］件数 B

31 実施課題希望審査分野［散乱回折］件数 B

32 申請課題専用ビームライン件数 A

33 実施課題希望審査分野［XAFS・蛍光分析］件数 B

34 実施課題使用シフト数 A

35 申請課題専用ビームライン希望シフト数 A

36 実施課題専用ビームライン使用シフト数 A

37 実施課題共用ビームライン使用シフト数 A

38 実施課題希望審査分野［生命科学］件数 B

39 実施課題研究分野［ビームライン技術］件数 B

40 実施課題研究手法［特殊環境実験］件数 B

41 実施課題研究手法［その他］件数 B

42 実施課題研究分野［その他］件数 B

43 実施課題希望審査分野［分光］件数 B

44 実施課題研究分野［環境科学］件数 B

45 実施課題研究分野［医学応用］件数 B

46 実施課題研究手法［X 線光学］件数 B

47 専用ビームライン初利用数 C

48 実施課題研究手法［X 線磁気散乱］件数 B

49 ビームライン種別 共通

50 実施課題研究分野［素粒子・原子核科学］件数 B

表 5 2005B 期を起点として学習データを 1 期ずつ増やした場合の

予測精度の検証

※最小学習期間は 2005B～2007B 期の 5 期分とした．

Table 5 Verification of prediction accuracy when learning data

is incremented by one period starting from 2005B pe-

riod.

学習期間 予測対象期 相関係数 RMSE

2005B～2007B 2008A 0.858 6.141

2005B～2008A 2008B 0.859 4.576

2005B～2008B 2009A 0.872 7.199

2005B～2009A 2009B 0.883 5.215

2005B～2009B 2010A 0.895 6.210

2005B～2010A 2010B 0.908 4.797

2005B～2010B 2011A 0.879 9.383

2005B～2011A 2011B 0.842 13.204

2005B～2011B 2012A 0.935 7.369

2005B～2012A 2012B 0.924 6.387

の因子の従属関係に基づいて成果が創出されることを示唆

している．本論文では，IncMSEに基づく各特徴量の定量

的な評価は行ったが，成果創出に寄与する複数の特徴量間

の相互作用の解明については，今後の課題としたい．

6.2 チューニングモデルで選択した特徴量に関する考察

チューニングモデルの 13個の特徴量群には，データセッ

ト A・B・Cに由来するものがそれぞれ 2個，4個，5個

含まれており，モデルの構成要素にまったく用いられない

データセットは存在しなかった．また，全データセットに

共通する 3個の特徴量群のうち，「実施期」「実施ビームラ

イン」という，予測対象の成果登録数の傾向を最も端的に

象徴すると考えられる特徴量は構成要素に含まれていた一

方で，ビームラインの運用形態を示す「ビームライン種別」

は，重要度が低く判定され，チューニングモデルには用い

られなかった．これは，「ビームライン種別」は「ビームラ

イン」ごとに一意に決まり，同一ビームライン内や実施期

ごとに変遷するパラメータではないため，「実施ビームラ

イン」の特徴量で代替できたものと推測される．

データセット別に着目すると，データセット Aに基づ

くものとして，「実施課題件数」「申請課題件数」がチュー

ニングモデルの特徴量群に含まれていた．一方，シフト数

（実験時間）の累計値等の特徴量は閾値以下となったが，こ

れは研究分野・手法ごとに 1課題あたりの平均シフト数は

異なるものの，成果登録数の予測の観点においては，課題

数の影響の方が相対的に強かったためと考えられる．

データセット Bからは，研究分野・手法ともに 2つのカ

テゴリがチューニングモデルの特徴量群に取り込まれた．

モデルに用いられた研究分野である「物質科学・材料科学」

と「産業利用」，研究手法の「光電子分光」と「X線回折」

は，それぞれ対応するビームライン群が大きく分かれてお

り，成果登録数の傾向を表現するパラメータとして，重要
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度が高く判定されたと考えられる．

データセット Cに由来する特徴量群には，当該ビームラ

インを利用したユーザののべ数である「来所のべ数」に加

え，「共用ビームライン来所のべ数」という共用ビームライ

ンに限定したユーザ数の集計値が含まれていた．これは，

専用ビームラインの場合，各期のユーザ層に大きな変化が

ない一方，共用ビームラインはユーザの流入・流出が継続

的に発生しているため利用者数に変動があり，共用ビーム

ラインの成果登録数の傾向予測に本パラメータが寄与した

ためと考えられる．また，「大学等教育機関」「国公立研究

機関等」「産業界」といった実験責任者の所属分類に関する

特徴量が複数含まれていたが，これは大学・研究機関と産

業界のユーザでは前者の方が論文による成果公表への意欲

が相対的に高いため，成果登録数の予測パラメータにこれ

らの集計値が影響したものと推測される．

6.3 予測値と実測値の乖離に関する考察

2013A期の成果登録数の予測値と実測値は，最大で 14.82

の差異が生じた．図 2 のY軸方向に点線を引いた部分（成

果登録数第 40位のビームライン）が該当箇所にあたり，予

測値 21.82に対し，実測値は 7であった*15．当該ビームラ

インの現場の担当者に，2013A期の成果登録数の落ち込み

について確認したところ，当該期は機器の不調により採択

課題数が通常よりも少なくなってしまったこと，また実施さ

れた課題についても当初の予定どおりに測定できなかった

といった事実が判明した．したがって，当該ビームライン

における予測値と実測値との乖離は，本論文のモデルに含ま

れていない要因による影響が大きかったものと考えられる．

6.4 将来予測の起点と予測先の期間に関する考察

関ら [11]は，X年を起点として Y年経過後の実測値を

目的変数する予測モデルにおいて，X + Z年後から Y年経

過時点の予測値を検証データとして用いる場合，Z � Yの

区間では未来のデータから生成されたモデルをもとに値を

推定することになり，予測可能性に関する議論が行えない

と論じている（図 3）．

本論文の目的は，認定成果の公表年限である「期終了後

3年経過時点」の成果登録数の予測することであるが，関

らの指摘に基づくと，2013A期の期終了「直後」に目的変

数を推定するには，学習データとして 2010A期までの確定

値*16からモデルを構築する必要があることになる（図 4）．

そこで，2010A 期までのデータを学習に用いたモデル

（以下，制限モデル）を別途構築し，2013A期の予測精度

*15 成果登録数は必ず整数値をとる．
*16 2010A 期の目的変数である成果登録数が確定したのは期終了後

3年経過した 2013年 9月末であり，2013A期の説明変数も同じ
日に確定した．したがって，翌日以降に 2013A 期の終了後 3 年
経過時点の成果登録数を予測するのであれば，学習データに未来
の値は含まないことになる．

図 3 学習データに使用する期間と予測対象期との概念図

※ Z � Y の場合，X + Z 年時点では確定していない未来の値

を予測モデルの学習データに含む．
Fig. 3 Conceptual diagram of periods used for learning data

and prediction target period.

図 4 本論文における学習データと予測対象期との関係

Fig. 4 Relationship between learning data and prediction tar-

get period in this paper.

の追加検証を行った．制限モデルにおけるビームラインご

との成果登録数の予測値と実測値の差異を示したグラフを

図 5 に示す．なお，予測値は，すべて 1.5倍掛けて補正を

行っている（理由は後述）．

制限モデルの相関係数は 0.847，RMSEは 8.811となり，

チューニングモデル（図 2）と比べ，予測精度が低下するこ

とが確認された．これは，学習データの減少に加え，2011B

期から，期終了後 3年以内に成果登録を行わなかった実験

責任者に対し，新たな課題申請書の受付けを行わない制度

が開始されたことにより，実施課題総数に対する成果登録

数すなわち成果登録率が劇的に改善された影響があげられ

る*17．2005B期以降の期別の成果登録率の推移を図 6 に

図示する．

つまり，2010A期までの学習データには，成果登録率の

改善にともなう成果登録数の増加傾向が織り込まれていな

いため，予測精度の低下につながったものと考えられる．

また，制限モデルの予測結果を俯瞰すると，ほぼすべての

ビームラインにおいて，予測値が実測値よりも下振れして

いたことから，成果登録の義務化前の 2011A期と義務化後

の 2011B期では，成果登録率が 57.5%から 89.3%まで上昇

したことに着目し，登録率の上昇倍率（1.553 � 1.5倍）を

予測値に掛けることで実測値との乖離を補正した．これに

*17 表 5 における，予測対象期：2011B の相関係数が表中の最低値
を示したものも，同様の原因によるものと考えられる．
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図 5 学習データを 2010A 期までに制限した場合の成果登録数の予測値と実測値

※予測値は，すべて 1.5 倍掛けて補正を行っている．

Fig. 5 Predicted and actual value of registered publications when learning data is lim-

ited to 2010A period.

図 6 2005B～2013B 期の成果登録総数と成果登録率の推移

Fig. 6 Trends in the total number of registered publications and the publication regis-

tration rate for 2005B–2013B periods.

より，RMSEは 13.477から 8.811まで改善されている．

チューニングモデルと（図 2）と制限モデル（図 5）の

2013A 期の予測精度を比較した場合，前者の最大誤差が

14.82（予測値：21.82，実測値：7）に対し，後者は 29.26

（予測値：15.74，実測値：45）であった．したがって，制

限モデルはビームライン全体の大まかな成果登録数の予測

には利用可能ではあるものの，当該期の全ビームラインに

おける平均成果登録数 22.27以上の最大誤差が生じている

ことから，成果登録数の将来予測を精緻に行うには，2011B

期以降のパラメータを学習データに組み込むことが必要で

あるといえる．だが，「未来の値」を学習データに含まず

に，予測対象期の終了直後に 3年経過時点の成果登録数を

予測するには，少なくとも 2011B期の目的変数が確定した

2015年 3月末時点の学習データをもとにモデルを構築し，

検証用データとして 2014B期以降の実績値と比較する必要

がある．そのため，モデルの妥当性については 2014B期の

終了後 3年経過時点の 2018年 3月末以降にしか議論でき

ないことになることから，2012B期までの確定データをも

とにモデルを構築し，2013A期の予測値と実測値との適合

度について検証した本論文では，「期終了後 2年半経過時

点で，半年後の成果登録数を予測」した場合のモデルであ

るととらえ，学習データの確定までの日時と検証用データ

の時間差を最小にすることを優先した．

なお，2011B期以降の成果登録率は大きく変動していな

いことから，今後，運用制度等に大幅な見直しがなく，同

様の傾向が当面続くと仮定すれば，実際の運用上は，期終

了後直後に 3年経過時点の成果登録数を予測するモデルと

して「チューニングモデル」は利用できるものと考える．

7. 結論

本論文では，大型放射光施設 SPring-8で実施された成果

非専有課題に対する期終了後 3年経過時点の成果登録数を

ビームライン単位で予測するモデルを構築した．予測モデ

ルのアルゴリズムにはランダムフォレストを使用し，学習

データについては「課題情報」「研究分野・手法情報」「ユー

ザ属性情報」に関する特徴量を用いた．各特徴量群に対し

予測精度が高くなる組合せを検証した結果，複数のデータ

セットを結合した学習モデルの方が単体のデータセットよ

りも良好な値を示した．

さらに，ランダムフォレストの計算過程で算出される特

徴量の重要度（IncMSE）の高いものから特徴量を 1つずつ

足し合わせたデータセットを用意し，それぞれの学習デー

タに対してモデルを構築のうえ，予測精度の評価を行った．

その結果，重要度上位 13位までの特徴量を足し合わせた学
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習モデルの相関係数が最も高く，RMSEは最小となった．

当該モデルを，本論文では「チューニングモデル」と位置

付けている．

また，チューニングモデルに対して，予測値と実測値と

の乖離が大きいビームラインの状況を確認したところ，予

測対象期においては「機器不調による実施課題数および成

果登録数の減少」といった，本論文の特徴量には含まれて

いない要素が影響していたことが判明した．ビームライン

ごとの運転時間や機器の稼働状況といった，予測精度のさ

らなる向上に寄与しうる特徴量の組み込みと評価について

は今後の課題である．

成果登録数は，研究分野・手法によって差はあるものの，

実施課題数の母数が多いほど増加する傾向にある．実施課

題数は，ビームラインの特性や研究分野，競争倍率，実験

に供出できる時間等の複合的な要素によって決まるため，

数の大小によってビームラインのアクティビティを単純に

評価することはできず，また成果登録数についても同様で

ある．研究領域の盛衰を映し出すビームラインの成果創出

効果を総合的に評価するには，実施課題に対する成果登録

数すなわち成果登録率や，登録論文自体のインパクト，被

引用論文数といった複数の指標が必要となる．ビームライ

ンの将来計画に寄与する指標として，次は成果登録率の予

測を行い，成果登録数との関係について分析を進めたい．
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