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畳込みニューラルネットワーク向け重み量子化手法の検討

氏原収悟1 密山幸男1

概要：画像識別などに多く用いられる深層学習の畳込みニューラルネットワーク（CNN）のハードウェア
実装において、回路規模の削減やメモリ使用量の削減を目的として、重み係数や演算データの量子化に関

する研究が注目されている。ニューラルネットワークの構成やデータセットによっては、数ビット程度ま

で量子化するにもかかわらず、単精度浮動小数点演算による処理と同程度の認識精度が得られたという報

告もある。一方で、重み係数の量子化は、学習パラメータや量子化の手順などによって認識精度が大きく

変わるため、それらの最適化は容易ではない。そこで本研究では、オープンソースフレームワークのひと

つである Chainerを用いて様々な量子化手法を評価できる環境を構築した。また、重み係数量子化の一手
法を提案し、従来手法による認識精度と比較評価を行った。
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1. はじめに

深層学習のひとつである畳込みニューラルネットワーク

（CNN: Convolutional Neural Network）とは、人間などの視

神経系を模倣したニューロンモデルを多層にしたものであ

る。CNNは、医療分野では新薬の発見や画像診断の自動

化 [1]、自動車分野では自動運転など、さまざまな分野で

実用化が進められている。CPU (Central Processing Unit)や

GPU (Graphics Processing Unit)の性能向上によって、CNN

の膨大な演算量に起因する問題は軽減されつつあるが、よ

り高い認識精度を得るために学習処理に求められる演算

量は増加する一方であり、ソフトウェアによる実装には処

理速度や消費電力の面で限界がある。そこで高速化や低消

費電力化を目指したハードウェア実装に関する研究が盛

んに行われており、特に FPGA（Field Programmable Gate

Array）を用いた実装が注目されている。ハードウェア化

において、特に FPGAなどでは演算器ブロックやメモリブ

ロックなどの回路資源が限られているため、回路規模やメ

モリ使用量を削減するために深層学習に用いられる重み係

数などのビット数を削減することが有効であり、さまざま

な量子化手法が報告されている [2]-[8]。画像識別の分野で

は、係数などを二値化、三値化する手法も提案されており、

分類数が少ない Cifar-10などのデータセットを用いた際、

単精度浮動小数点を用いるよりも認識精度が向上したとい

う報告もある [3]-[6]。また、分類数 1,000のデータセット
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である ImageNetを用いた場合でも、重み係数を 4ビット

の固定小数点に量子化して単精度浮動小数点より認識精度

が向上したという報告もある [8]。そこで本研究では、オー

プンソースフレームワークのなかでも自由度が高いと言わ

れている Chainer[9]を用いて、さまざまな量子化手法を評

価できる環境を構築した。さらに、重み係数量子化の一手

法を提案し、既存の量子化手法による認識精度と比較評価

を行った。

2. CNNの概要

CNNは多層ニューラルネットワークの一つである。入

力画像に対して畳込み処理を行うことで特徴量を抽出し、

これを繰り返すことで識別を行うことができる。畳み込み

処理で用いられる重み係数は、学習によって得られる。

CNNの代表的な構成である LeNetの層構成を図 1に示

す。CNNは、畳込み層、プーリング層、全結合層と呼ばれ

る３種類の層で構成される。入力は、サイズがNx ×Ny の

F枚（以下、この枚数を特徴マップ数と呼ぶ）の画像デー

タである。入力画像がグレーケールの場合は F=1、カラー

の場合は RGBで F=3となる。入力を受け取る層以降の特

徴マップ数は、直前の畳込み層の出力特徴マップ数となる。

すなわち、入力サイズは Nx ×Ny × F となる。

畳込み層では、入力に対して重み係数の畳み込み演算を

施す。畳み込み層の基本構造を図 2に示す。入力サイズが

Nx ×Ny の各特徴マップに対して H ×H のサイズの重み

係数を畳み込む。畳み込み演算結果は、活性化関数 f を経

て、出力特徴マップとして出力される。同様の処理を重み
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図 1 LeNet の構成
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図 2 畳み込み層の構造

!" #$ %& '

# % '# "%

"& () ## !!

!$ %* && &"

#$ '#

() ##

図 3 Max Pooling の処理
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図 4 全結合層の構造

係数の枚数だけ行ことにより、出力特徴マップは重み係数

と同じ枚数になる。

プーリング層は、特徴の位置感度を低下させることによ

り、特徴の微小な位置変化に対する不変性を実現する処理

であり、基本的には畳込み層と対で使われる。プーリング

は、特徴マップ毎に独立して行われるため、特徴マップ数

は変化しない。プーリングのひとつであるMax Poolingを

図 3に示す。Max Poolingは、ある領域内の値の中で最大

の値を出力する。

全結合層の基本構造を図 4に示す。全ての入力に重み係

数を掛け、総和を取り、活性化関数 f を経た値が出力の 1

要素となる。同様の処理を重み係数の枚数分行うことによ

り、出力数は重み係数の枚数と等しくなる。
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図 5 単純量子化処理の流れ

3. 既存の量子化手法

3.1 重み係数の量子化

重み係数の量子化は、まず単精度浮動小数点による学習

処理によって得られた重み係数について、量子化を施すこ

とである。量子化を施す手順については、全ての重み係数

を一斉に量子化する方法（以後、本稿では単純量子化と呼

ぶ）や、段階的に量子化を進める方法などがある。

二値化モデルでは、BNN（Binarized Newral Networks）[3]

が単純量子化を採用している。BNNは、重み係数と入力

値を {-1, 1}に二値化して推論を行う。BNNでは活性化関

数に Sign関数を用いており、正の値ならば 1、負の値なら

ば-1というように二値化を行う。また、三値化モデルとし

ては、TWN（Ternary Weight Network）[5][6]が単純量子化

を採用している。TWNは、重み係数を {-1, 0, 1}に三値化
して推論を行うものであり、-1, 0, 1の各値の割合を決める

スケーリング係数と閾値を用いて三値化を行う。TWN[5]

（以後、本稿では TWN1と呼ぶ）ではスケーリング係数は

正負で同じ値を用いる。TWN1を改良した TWN[6]（以後、

本稿では TWN2と呼ぶ）では正負で異なる値を用いる。

3.2 単純量子化

単純量子化手法を図 5に示す。単純量子化では、学習処

理によって得られた重み係数を一度に量子化する。量子化

した重み係数を用いて学習画像の識別を行い、誤差を出力

する。その誤差を用いて重み係数を更新する際は、量子化

した値ではなく単精度浮動小数点で行う。更新した重み係

数を再び量子化し、テスト画像の識別を行う。この一連の

処理を認識精度が収束するまで繰り返す。

3.3 インクリメンタル量子化

INQ（Incremental Network Quantization）[8]に用いられ

ている量子化手法（以下、本稿ではインクリメンタル量子

化と呼ぶ）の流れを図 6に示す。インクリメンタル量子化
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図 6 インクリメンタル量子化処理の流れ
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図 7 インクリメンタル量子化手法（例：5 ビットに量子化）

では、学習処理によって得られた重み係数を部分的段階的

に量子化する。まず、学習で得られた重み係数の半数を量

子化し、学習画像の識別を行った結果である予測誤差を出

力する。この誤差を用いた重み係数の更新は、量子化した

値ではなく単精度浮動小数点で行う。更新した重み係数を

用いてテスト画像の識別を行う。これらの処理を認識精度

が収束するまで繰り返したあと、未量子化係数の半数をラ

ンダムに選択、量子化し、再び認識精度が収束するまで係

数更新の処理を繰り返す。図 7に示すように、重み係数を

量子化した後の値は 2の乗数または 0の値を取る。再度認

識精度が収束するまで学習を行い、未量子化係数を更新す

る。認識精度が収束すれば、未量子化係数からランダムに

半数選択して量子化し、認識精度が収束するまで学習を行

う。この一連の処理を INQでは計 4回繰り返して重み係

数を全て量子化している。

4. 提案量子化手法

提案手法では、出力層に近い層の重み係数が入力層に近

い重み係数より重要であるという考えに基づいたものであ

る。入力層を量子化しても出力層に近い層で学習による調
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図 8 提案量子化処理の流れ
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図 9 提案量子化手法（例：5 ビットに量子化）

整が利くように、入力の方から順に量子化を行っていく。

提案手法の量子化処理を図 8に示す。INQにおける量子化

と同様に、まず単精度浮動小数点で学習を行い、重み係数

を得る。図 9に示すように、重み係数を入力に近い方から

順に量子化と学習を交互に繰り返し、全ての層を量子化す

るまで実行する。

5. 評価環境

5.1 オープンソースフレームワーク

本稿ではフレームワークとして Chainer ver1.24.0を用い

た。本研究を開始した当時、自由度が最も高いフレーム

ワークのひとつが Chainerであったことがその選択理由で

ある。現在では、TensorFlow[10]などさまざまなオープン

ソースフレームワークが公開されており、Chainerの他に

も自由度が高いフレームワークが多数存在する。
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図 10 VGG-9 の層構成

表 1 VGG-9 のパラメータ構成

層
特徴マップ数 出力

入力 出力 サイズ

Conv1 3 128 32× 32

Conv2 128 128 32× 32

Max Pool 128 128 16× 16

Conv3 128 256 16× 16

Conv4 256 256 16× 16

Max Pool 256 256 8× 8

Conv5 256 512 8× 8

Conv6 512 512 8× 8

Max Pool 512 512 4× 4

FC1 8,192 1,024 1

FC2 1,024 1,024 1

Output 1,024 10 1

5.2 ネットワーク構成

BNN, TWN1, TWN2, INQを提案手法の比較対象とする

ため、それぞれで用いられているネットワーク構成につい

て述べる。BNNでは VGG-9、TWN-1では VGG-8、TWN2

と INQでは ResNet-18が用いられている。以下では、これ

ら 3つのネットワーク構成について概説する。

5.2.1 VGG-9
提案手法と BNN を比較するため、VGG-9 と呼ばれる

ネットワーク構成を対象とする。VGG-9の層構成を図 10

に示し、パラメータ構成を表 1に示す。VGG-9は畳込み

層 6層、プーリング層 3層、全結合層 3層で構成される。

BNNでは活性化関数として Sign関数を用いているが、本

稿で用いた Chainer v1.24.0は Sign関数が実装されていな

かったため、代わりに ReLU関数を用いた。

5.2.2 VGG-8
提案手法と TWN1との比較のため、VGG-8と呼ばれる

ネットワーク構成を対象とする。VGG-8の層構成を図 11

に示し、そのパラメータ構成を表 2に示す。VGG-8は畳込

み層 6層、プーリング層 3層、全結合層 2層で構成される。

5.2.3 ResNet-18
提案手法と TWN2および INQとの比較のため、ResNet-

18と呼ばれるネットワーク構成を対象とする。ResNet-18

の層構成を表 3に示す。Residual unitとは、畳込み層を 2

層通った値と、畳込み層を 2層通る値と特徴マップ数を同
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図 11 VGG-8 の層構成

表 2 VGG-8 のパラメータ構成

層
特徴マップ数 出力

入力 出力 サイズ

Conv1 3 128 32× 32

Conv2 128 128 32× 32

Max Pool 128 128 16× 16

Conv3 128 256 16× 16

Conv4 256 256 16× 16

Max Pool 256 256 8× 8

Conv5 256 512 8× 8

Conv6 512 512 8× 8

Max Pool 512 512 4× 4

FC 8,192 1,024 1

Output 1,024 10 1

表 3 ResNet-18 のパラメータ構成

層
特徴マップ数 出力

入力 出力 サイズ

Conv1 3 64 112× 112

Max Pool 64 64 56× 56

Residual unit1 64 64 56× 56

Residual unit2 64 64 56× 56

Residual unit3 64 128 56× 56

Residual unit4 128 128 56× 56

Residual unit5 128 256 56× 56

Residual unit6 256 256 56× 56

Residual unit7 256 512 56× 56

Residual unit8 512 512 56× 56

Global Average Pooling 512 512 1

Output 512 1,000 1

じにするために畳込み層を 1 層だけ通った値を足し合わ

せ、出力とする構成である。カーネルサイズは ResNet-18

の 1層目の畳込み層のみ 7× 7とし、他のカーネルサイズ

は全て 3×3とした。

5.3 画像データセット

画像データセットとは、学習に用いる学習画像と認識精

度の測定に用いるテスト画像の 2種類の画像で構成されて

いる。本稿では、画像データセットとして、表 4に示す 2

種類の画像データセットを用いた。Cifar-10は一般画像認

識用のデータセットであり、カテゴリ数が少なく、比較的
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表 4 データセット
データセット 学習画像 テスト画像 画像サイズ カテゴリ数

Cipher-10 5 万枚 1 万枚 32 × 32 10

ImageNet 約 122 万枚 約 60 万枚 224 × 224 1,000

表 5 VGG-8と VGG-9におけるパラメータ構成
パラメータ 学習時 量子化時

epoch 数 160 20

初期学習率 0.1 0.5

学習率を減衰させる epoch 数 80, 120 5 毎

学習率の減衰率 10% 50%

バッチサイズ 100 100

重み減衰 0.0001 0.0001

モーメンタム 0.9 0.9

表 6 ResNet-18におけるパラメータ構成
パラメータ 学習時 量子化時

epoch 数 35 2

初期学習率 0.1 0.25

学習率を減衰させる epoch 数 30 1 毎

学習率の減衰率 10% 25%

バッチサイズ 64 64

重み減衰 0.0001 0.0001

モーメンタム 0.9 0.9

小規模なデータセットである。一方、ImageNetは Cifar-10

と同じく一般画像認識用のデータセットであるが、Cifar-10

と比較してカテゴリ数が多いため、より高い画像識別能力

が求められる。

5.4 パラメータ構成

評価実験において、ネットワーク構成を VGG-8、VGG-9

とするときのパラメータ構成は、表 5に示すようにした。

量子化前の単精度浮動小数点での学習時のパラメータ構成

は、文献 [5]における VGG-8に関するパラメータ構成と同

様にした。量子化時のバッチサイズ、重み減衰、モーメン

タムの値は量子化前の学習時と同じ値を設定した。

ネットワーク構成を ResNet-18とするときのパラメータ

構成を表 6に示す。量子化前の学習時の epoch数は TWN1

で認識精度が収束するまでの epoch数とした。epoch数以

外の量子化前の学習パラメータ構成は、TWN1と同様にし

た。量子化時のバッチサイズ、重み減衰、モーメンタムの

値は、量子化前と同じ値に設定した。

5.5 評価項目

提案量子化手法と既存手法について認識精度を用いて比

較評価する。既存の量子化手法による認識精度は、文献で

報告されている値を採用する。構築した評価環境を用いて

求めた量子化前の認識精度は、各文献に記載されている値

と異なるため、評価指標として量子化前の認識精度と量子

化後の認識精度の差を用いる。

表 7 BNN と提案手法との認識精度の比較（VGG-9、Cifer-10）
手法 係数ビット数 認識精度

BNN
32-bit 88.60%

1-bit 88.68%

提案手法
32-bit 85.86%

5-bit 84.93%

4-bit 82.78%

表 8 TWN1 と提案手法との認識精度の比較（VGG-8, Cifer-10）
手法 係数ビット数 認識精度

TWN1
32-bit 92.88%

2-bit 92.56%

提案手法

32-bit 88.05%

5-bit 86.02%

4-bit 84.42%

6. 評価結果

6.1 単純量子化

6.1.1 BNN
BNNと提案手法の認識精度を表 7に示す。BNNでは、

二値化後の認識精度は二値化前よりもわずかに良くなって

いる。しかし、提案手法では量子化後の認識精度は量子化

前と比べ係数のビット数が 5ビットでは約 1%、4ビット

では約 3%低下している。これはほぼ同等の結果と考える

こともできるが、提案手法では活性化関数として Sign関

数ではなく ReLU関数を用いたことが認識率低下の原因の

一つとして考えられる。ReLU関数を用いることにより負

の値が消されるため、取りうる値が少なくなってしまう可

能性が考えられる。

6.1.2 TWN
TWN1 と提案手法の認識精度を表 8 に示す。TWN1 で

は、三値化を行った後の認識精度は三値化前の認識精度よ

りもわずかに低下している。提案手法では、量子化前後の

認識精度の差は、TWN1と比較してより大きく低下してい

る。提案手法の量子化を行った後の認識精度は量子化前と

比べ、係数のビット数を 5ビットにしたとき約 2%、4ビッ

トにしたとき約 4%低下した。

ResNet-18 のネットワーク構成を用いたときの TWN1,

TWN2と提案手法との認識精度の比較を表 9に示す。三値

化後の認識精度は、TWN1では量子化前より低下し、TWN2

では量子化前よりわずかに向上している。一方、提案手法

による量子化後の認識精度は、量子化前と比べて係数ビッ

ト数を 5ビットにしたとき約 10%も低下しており、TWN1

および TWN2に対して提案量子化手法による認識精度の

低下が大きい。この原因のひとつとして、提案量子化手法

では、量子化ビット数に対して小さい値の場合は単純な切

り捨てになってしまうため、ある一定以下の値が 0 にな

り、そのケースが多かった可能性が考えられる。一方で、
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表 9 TWN1, TWN2 と提案手法との認識精度の比較（ResNet-18,

ImageNet）
手法 係数ビット数 認識精度

TWN1
32-bit 65.40%

2-bit 61.80%

TWN2
32-bit 57.20%

2-bit 57.50%

提案手法
32-bit 61.92%

5-bit 52.40%

表 10 INQ と提案手法との認識精度の比較（ResNet-18, ImageNet）
手法 係数ビット数 認識精度

TWN

32-bit 68.27%

5-bit 68.98%

4-bit 68.89%

3-bit 68.08%

2-bit 66.02%

提案手法
32-bit 61.92%

5-bit 52.40%

TWN1および TWN2ではスケーリング係数を用いて 0の

数を適当な割合に設定するため、良い結果につながった可

能性が考えられる。

6.2 インクリメンタル量子化

INQと提案手法との認識精度の比較を表 10に示す。INQ

では係数を 2ビットまで量子化した場合はわずかに低下し

たが、3ビット以上であれば量子化前と同等以上の認識精

度となった。一方で、提案手法により 5ビットまで量子化

した場合の認識精度は、量子化前と比べて約 10%も低下し

た。この原因のひとつとして、本稿における提案手法では

量子化は単純な切り上げで行っていることが考えられる。

INQにおける量子化演算は、特別な演算式に基づいて行わ

れている。

7. まとめ

畳込みニューラルネットワーク向け重み量子化のための

評価環境を Chainerを用いて構築し、量子化手法について

既存手法との比較評価を行った。ネットワーク構成として

VGG-8, VGG-9, ResNet-18、データセットとして Cifer-10

と ImageNetを用い、単純量子化としては二値化と三値化、

さらにインクリメンタル量子化との比較評価を行った。実

験結果より、従来手法では数ビットまで量子化しても単精

度浮動小数点を同等以上の認識精度を実現できているが、

提案量子化手法では同等以下もしくは大きく低下させる

結果となった。その原因の一つとして、量子化を行う手順

よりも量子化の演算方法や、活性化関数も含めた学習パラ

メータ設定に大きく依存することが考えられる。

本稿では自由度の高さを根拠に Chainer ver1.24.0を元に

評価環境を構築したが、バージョンは最新のものではない。

また現在は Chainer以外にもさまざまなオープンソースフ

レームワークが存在しており、より自由度が高く扱いやす

いものもあると考えられるので、フレームワーク選択の見

直しも含めて今後の課題としたい。
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