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Fuegoにおける展開済みノードを用いたLGRFの評価

中村 あすか1,a) 富永 浩文2,b) 前川 仁孝3,c)

概要：本研究では，モンテカルロ木探索を用いたオープンソースの囲碁プログラムである fuegoの勝率を

向上することを目的とする．Fuegoは，モンテカルロ木探索を用いて着手を決定するため，LGRF(Last-

Good-Reply with Forgetting) によるプレイアウト精度の向上が期待できる．LGRFを適用した Fuegoは，

プレイアウト中の応手のみを LGRFテーブルに記憶するため，好手でない着手を LGFTテーブルに記憶

する場合がある．そこで，提案する手法では，好手である可能性の高い着手を LGRFテーブルに記憶する

ために，展開済みノード情報を利用する．提案手法である LGRF/EN(LGRF/Expanded Node)は，展開

済みノードの応手を ENテーブルに記憶する．これにより本手法のプレイアウトは，展開済みノードの応

手と LGRFテーブルの応手を着手するため，ランダムに決定する着手を削減することができる．評価の結

果，提案手法は Fuegoに対して，1手あたりの探索時間を 10秒とした対局において約 62％の勝率を得ら

れることが確認できた．

Evaluation of Fuego with LGRF Using the Expanded Nodes
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1. はじめに

コンピュータ囲碁では，2017年 5月に棋士・柯潔に勝利

した AlphaGo [1], [2]や，第 1回世界電脳囲碁オープン戦

で優勝した DeepZenGo[3] をはじめとした多くのプログラ

ムがモンテカルロ木探索 [4]を使用しており，その有効性が

知られている [5], [6]．本稿では，モンテカルロ木探索を用

いたオープンソースの囲碁プログラムである Fuego[7], [8]

を題材に，モンテカルロ木探索の棋力を向上することを目

的とする．

モンテカルロ木探索は，プレイアウトを用いて局面を評

価する探索アルゴリズムである．プレイアウトは，仮想的
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に生成した終局状態の勝敗に基づいて局面の評価値を算出

する．モンテカルロ法の特性より，局面の優劣を正確に判

断するためには，多くのプレイアウトを行う必要がある．

一方，ルール上の制約により制限時間内に次の手を決定す

る必要があることから，実行可能なプレイアウト回数には

制限がある．このため，モンテカルロ木探索やプレイアウ

トの効率化が行われている．

モンテカルロ木探索を効率化するアルゴリズムとして，

Fuegoでは，UCT(Upper Confidence Bound 1 applied to

Trees)[9]が用いられている．UCTは，深く探索する必要

のある有望なノードを早期に判断し，有望なノードに対し

て多くのプレイアウトを行う．また，Fuegoでは，ランダ

ムシミュレーションを用いてプレイアウトを行う．このた

め，プレイアウトを効率化するためのアルゴリズムとして，

RAVE(Rapid Action Value Estimation)[10]が用いられて

いる．RAVEは，特定の局面から行ったプレイアウトの結

果を類似する別の局面の評価に利用する手法である．

Fuegoの棋力を向上するためには，上記のような手法だ

けでなく，プレイアウト自身の改良も必要である．プレイ

アウト中の着手を改良するための手法のひとつにプレイア
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図 1 モンテカルロ木探索

ウトで勝利した応手を利用する LGRF(Last Good Reply

with Forgetting)がある [11], [12]．LGRFは，プレイアウ

トで勝利したプレイヤーのプレイアウト中の応手を LGRF

テーブルに記憶し，記憶した応手をプレイアウトで着手す

る．一方，プレイアウト結果を元に応手を LGRFテーブル

に記憶するため，好手でない着手をテーブルに記憶する場

合がある．本手法の棋力を向上するためには，プレイアウ

トで有望な手を着手するようにテーブルに有望な手を記憶

する必要がある．

そこで，本稿では，モンテカルロ木探索で展開した

ノードが有望であることを利用し，展開済みノードの

応手をプレイアウトで優先的に着手する手法として

LGRF/EN(LGRF/Expand Node)を提案する．

2. コンピュータ囲碁におけるモンテカルロ木
探索

モンテカルロ木探索は，モンテカルロ法とゲーム木探索

を組み合わせた探索アルゴリズムである [4]．図 1に，モ

ンテカルロ木探索の例を示す．図中の探索木は，ノードが

局面，エッジが着手を表す．コンピュータ囲碁は，対局中

の局面の優劣を短時間で正確に評価することが困難である

が，終局した局面であればどちらが勝利したかを簡単に計

算できる [13]．このため，モンテカルロ法を用いてプレイ

アウトと呼ばれる終局までのシミュレーションを行い，そ

の勝率で局面の優劣を評価する．図 1中の波線はプレイ

アウトを表し，〇と×はプレイアウト結果の勝敗を表す．

ゲーム木では，深さ 1に有望であると評価されたノードの

優劣が，深さ 2以降の対局相手が選択した着手によって大

きく変化する可能性がある．このため，葉ノードの勝率が

あらかじめ設定した閾値を超えると，優劣の評価の精度を

さらに向上させるために，図のようにノードを展開しその

ノードからプレイアウトを開始する．

モンテカルロ木探索は，モンテカルロ法によるプレイア

ウトの回数を増やすことで局面の優劣を示す評価値の信頼

性が高まるため，より有望な着手を選択できる．囲碁では

各手番ごとに制限時間を設けて探索するため，各手番で実

行可能なプレイアウト回数には上限がある．このため，モ

ンテカルロ木探索では，明らかに悪い手が着手に選択され

ないことを利用し，このような着手へのプレイアウト回数

を少なく抑えることで有望な着手に多くのプレイアウト回

数を割り当てることが重要となる．このように，モンテカ

ルロ法を用いたプログラムを強くするためには，木探索や

プレイアウトの効率を高める必要がある [14], [15]．

2.1 UCT

UCTは，有望な着手を判定するために UCB1値を用い

る手法である．UCB1値は，統計学や機械学習の分野で研

究されているMulti-Armed Bandit問題において高い報酬

を得るために，UCB1アルゴリズムで使用される評価値で

ある [16]．UCTは，根ノードから順にUCB1値の高いノー

ドを辿り，葉ノードに到着するとそのノードに対してプレ

イアウトを行う．探索木上に展開済みのノードの勝率は，

プレイアウトが行われるたびにその結果に基づき更新され

る．本手法を用いることで，有望な着手ほど深く子ノード

を展開して探索できる．このため，本手法は，ゲームの知

識を用いたヒューリスティックなどと併用して多くのプロ

グラムで用いられている [6]．

2.2 LGRF

LGRFは，プレイアウトで勝利した応手を LGRFテーブ

ルに記憶し，プレイアウトで優先的に着手する手法である．

LGRFテーブルは LGRF-2テーブルと LGRF-1テーブル

から構成されており，LGRF-2テーブルは連続する 2手に

対する応手を格納するテーブルであり，LGRF-1テーブル

は任意の手に対する応手を格納するテーブルである．図 2

に LGRFテーブルを用いない場合のプレイアウトの例を，

図 3に LGRFテーブルの例を示す．図中の黒いノードは

黒の手番の局面，白いノードは白の手番の局面であり，四角

いノードはプレイアウト中に生成された局面である．ノー

ド間のエッジのアルファベットは着手した石の位置を表す．

LGRF-2テーブルは，図中 n回目の応手黒 hのように連続

する 2手に対する応手を保持する．また，LGRF-1テーブ

ルも同様に 1手に対する応手を保持する．本手法のプレイ

アウトでは，テーブルに応手が存在する場合は，応手を着

手し，そうでない場合はランダムに着手する．プレイアウ

トの勝敗が確定すると，勝利したプレイヤーの応手をテー

ブルに記憶し，敗北したプレイヤーの応手をテーブルから

削除することで，LGRFテーブルを更新する．図 3のテー

ブルを用いて，図 2中のプレイアウトを行うと，LGRF-2

テーブルの連続する 2手 c, gの応手 hによって n回目のプ

レイアウトが b, c, g, hの白番勝利となる．このため，黒

番の着手 cに対する白番の応手 gを 2つのテーブルに格納

する．また，白番の着手である応手 hを LGRF-2テーブル

から削除する．
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図 2 プレイアウトの例

図 3 LGRF テーブル

3. 展開済みノードを用いた LGRF

Fuegoのモンテカルロ木探索は，UCTや RAVEを用い

ることで効率良く木探索を行うが，プレイアウトではラン

ダムシミュレーションを行う．このため，Fuegoに LGRF

を適用することで，プレイアウト精度の向上が期待できる

が，プレイアウト結果によっては好手でない着手をテーブ

ルに記憶する場合がある．そこで，本研究では，Fuegoが

有望なノードを展開することを利用し，展開済みノードの

応手をテーブルに記憶する．

展開済みノードの応手は，木探索部分で有望であると判

断され，選択された着手であり，プレイアウト中にランダ

ムに選択された着手よりも有望な着手である可能性が高い

と考えられる．このため，展開済みノードの応手は，ラン

ダムに選択された着手よりも優先的に記憶する方が良いと

考えらえる．一方，展開済みノードの応手をプレイアウト

の応手と同様に LGRFテーブルに保持すると，信頼でき

る着手なのかそうでないのかを区別することが難しい．こ

れらを踏まえて，提案手法である LGRF/ENでは，LGRF

テーブルとは別に，展開済みノードを格納するためのテー

ブルを使用する．

図 4 LGRF テーブル

また，囲碁には，「手番が進んでも同一着手の評価値は変

化しにくい」という特徴があり，モンテカルロ木探索にお

いても，この特徴を生かすことで棋力を向上することがで

きる [17]．このため，LGRF/ENでは，LGRFテーブルと

ENテーブルに格納された応手の情報を，以降の手番にも

参照する．

図 4に，LGRF/ENがプレイアウトに用いる LGRFテー

ブルとENテーブルの例を示す．ENテーブルはEN-2テー

ブルと EN-1テーブルから構成されており，各テーブルに

根ノードからプレイアウトを行う葉ノードまでの展開済み

ノードの応手を保持する．本手法は，図 4のテーブルを

上から順に参照し，テーブルの応手をプレイアウトで着手

する．その後，テーブルにプレイアウトで勝利したプレイ

ヤーの応手を記憶し，敗北したプレイヤーの応手を削除す

る．図 4のテーブルを用いて図 2のプレイアウトを行うと

n回目のプレイアウトが白番勝利のため，EN-1テーブル

に根ノードからノードGまでの着手のうち，着手 aに対す

る白番の応手 dを格納する．また，n+ 1回目のプレイア

ウトが a, d, b, h, fとなり，黒番勝利であれば n + 1回目

のプレイアウトで着手された白手番の応手 dをテーブルか

ら削除する．

4. 評価

提案手法の有効性を示すために，LGRFおよびLGRF/EN

を用いた Fuegoと用いない Fuegoとで対局を行い，勝率を

評価する．ただし，LGRF-1テーブルのみを参照するLGRF
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表 1 Fuego に対する 3000 局の対局結果

黒番勝ち数 白番勝ち数 勝率

LGRF-1 752 756 50.27 ％

(± 1.79)

LGRF-2 767 753 50.67 ％

(± 1.79)

表 2 Fuego に対する 900 局の対局結果

黒番勝ち数 白番勝ち数 勝率

LGRF/EN-1 285 270 62.33%

(± 3.17)

LGRF/EN-2 255 269 58.22%

(± 3.22)

を LGRF-1，LGRF-1テーブルと LGRF-2テーブルの両方

を参照する手法を LGRF-2と呼ぶ．また，同様に，LGRF-

1 において EN-1 テーブルを用いる手法を LGRF/EN-1，

LGRF-2において EN-1テーブルと EN-2テーブルを用い

る手法を LGRF/EN-2と呼ぶ．評価環境は，CPUが Intel

Core2 Quad Q9650 3.00GHz，メモリが 8GBである．対

戦用のプログラムは GoGui-twogtp[18]を使用し，対局条

件は，中国ルール，9路盤， コミ 6目半，1手あたりの思

考時間を 10秒とし，対局相手を LGRFを用いない通常の

Fuegoとする．

まず，表 1に，LGRF-1および LGRF-2を用いた Fuego

の勝率を示す．表中の括弧内の数値は，95%信頼区間であ

る．表より，LGRF-1は，自身が白番で対局した 1500局

のうち 752局と，自身が黒番で対局した 1500局のうち 756

局で勝利し，白番と黒番を合わせた勝率が約 50%である．

このため，Fuegoのモンテカルロ木探索に対して，通常の

LGRF-1および LGRF-2が高い有効性を持つとは言えな

いことが分かる．これは，プレイアウト回数が少ないほど

LGRFテーブル内に評価の低い着手が格納されやすいこ

とが原因であると考えらえる．LGRFは，プレイアウトで

LGRFテーブル内の応手を着手できない場合，着手をラン

ダムに決定する．これにより，LGRFテーブル内に応手の

情報が少ない探索早期に，評価の低い着手が LGRFテーブ

ルに格納された可能性がある．

次に，表 2に，LGRF/EN-1および LGRF/EN-2を用い

た Fuegoの勝率を示す．表より，ENテーブルを用いた手

法は，ENテーブルを用いない手法よりも通常の Fuegoに

対して高い勝率が得られることが確認できた．これは，EN

テーブルを用いたことにより，プレイアウトでランダムに

決定する着手の数が減少したためであると考えられる．ま

た，LGRF/EN-2よりも LGRF/EN-1の方が高い勝率が得

られることが確認できた．

5. おわりに

本稿では，Fuegoの勝率を向上するために，展開済みノー

ドの着手をテーブルに記憶する LGRF/EN を提案した．

評価の結果，LGRF/EN-1を用いた Fuegoは通常の Fuego

に対して約 62%，LGRF/EN-2 を用いた Fuego は通常の

Fuegoに対して約 58% の勝率で勝ち越すことが確認でき

た．ただし，ENテーブルがプレイアウトに与える効果に

対してさらなる考察を行う必要がある．このため，今後の

課題として，勝率が向上した原因の調査や検証を行う必要

がある．
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