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ウェアラブルデバイスを着用した学習における
英単語解答時の記憶度合い推定

長谷川 達人1,a) 柏 友也2

概要：e-learning等のコンピュータを用いた学習支援の分野では，学習者の学習状況に応じて出題内容を

動的に変更するといった学習支援に関する研究が行われている．しかし，コンピュータは学習者の心身の

状態を観測することが難しいため，学習者の入力した解答情報のみを用いて学習支援を行っていることが

多い．本研究では，学習時にウェアラブルデバイスを着用することで，システムが学習者の心身の状態を

認識し，効率的な自主学習支援環境を提供することを目的とする．本稿では，眼鏡型ウェアラブルデバイ

スであり，眼電位や頭部動作の簡易計測ができる JINS MEMEを用いて，英単語四択問題における記憶度

合いを認識する課題に取り組んだ結果を報告する．
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1. はじめに

近年，ユビキタスコンピューティングの技術が広く普及

してきており，これを応用した学習支援も行われつつある．

身近な例としてはスマートフォンがある．スマートフォン

は 2017年の総務省調査において個人保有率が約 60％と

なっており，20～30代に限定すると 90％を超えている．

スマートフォンアプリケーションの開発も進んでおり，単

純な英単語クイズのアプリから，授業動画の配信を行うス

タディサプリ*1のような教材配信まで幅広いシステムが開

発されている．ユビキタスコンピューティングの発展は今

後もますます続き，一般にも普及していくと考えられる．

ウェアラブルデバイスや IoTという言葉が頻繁に聞かれる

ようになってきたことからも，発展と普及が進んでいるこ

とが伺える．皮膚に貼り付けるデバイスや，インプラント

（体内への埋め込み）ライクなデバイスの研究なども現実

的になってきている．ユビキタスな技術が発展し普及して

いく事によって，より高度な学習支援が実現できると考え

られる．

本研究では，英単語の自主学習に焦点を当て，英単語四

択問題実施時における学習者の記憶度合いを推定する研究
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課題に取り組む．学習時にメガネ型のウェアラブルデバイ

スを着用して，解答時の眼電位や頭部の動作を計測する点

が特色である．記憶度合いが推定できることによって，正

解したが実は覚えていなかった単語などを抽出できるよう

になり，復習問題の自動生成に役立てられる．これにより，

自主学習の効率化を支援することを本研究の目的とする．

2. 関連研究

2.1 工学的技術を応用した学習支援

コンピュータを用いた学習支援に関する研究は盛んに行

われている．例えば，オープンソースの e-learningプラッ

トフォームであるmoodle*2が有名である．moodleでは教

材の提示や課題，小テスト，調査，チャット，Wiki等の

多くの機能を備えており，組織の教育において学習管理シ

ステム（LMS：Learning Management System）として使

われることが多い．LMSのような学習支援だけではなく，

工学的な技術を応用した研究も行われている．学習履歴を

分析し教示者が学習者の理解度を把握する支援を行うシス

テム [1]や，e-learningの学習履歴からドロップアウト兆候

のある学習者を早期抽出する手法 [2]等，幅広く研究され

ている．大規模な LMSが普及したことにより学習履歴の

ビッグデータが蓄積され，そのデータの利活用に関する研

究 [3]も行われてきている．学習者の解答情報をもとに理

解度と問題の難易度を推定し，理解度合いに応じた練習問

題の自動生成を行うシステムに関する研究 [4]等もある．

*2 moodle: https://moodle.org/
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システムの操作情報を用いて学習支援を行う研究も行わ

れている．コンピュータ上での学習動作の分析によって学

習状況や心理状態を推測し，状況に応じた学習支援を行う

もの [5]や，学習時の操作時間の変動から学習者の行き詰

まりを検出する手法 [6]，解答時のオンライン手書きデータ

をもとに未定着な記憶を推定する手法の開発 [7]等，様々

な研究がある．他にも，カメラと AR技術を応用した無機

化学の仮想実験システム [8]のように，画像分野の技術で

ある ARの応用も行われている．さらに，ウェアラブルデ

バイスも一般に普及しつつあり，腕型のウェアラブルデバ

イスを用いた学習活動の状態推定に関する研究 [9]等も行

われている．

2.2 学習課題に対する印象の推定

理解しているか否かと言った「理解度合い」のように学

習中の課題に対する印象を推定する研究が行われている．

従来の対面の授業形態では，教示者が学習者の表情や学習

進捗等を目で見て経験で判断した上で，もしくは学習者か

らの申告によって，教示者は学習者の課題に対する印象を

認識することができた．その上で，学習者の状態に応じた

動的な指導内容の変更が可能であった．しかし，e-learning

やスマートフォンを用いた自主学習環境では学習者の動作

や課題に対する印象をコンピュータが認識することは容易

ではない．これらを認識することができれば，教示者がい

ない自主学習環境においても，対面の授業のように動的な

指導内容の変更が実現できる．前節でも学習者の理解度を

認識する研究についていくつか紹介したが，本節ではより

本研究に関連の深い研究について紹介する．

課題に対する主観的難易度を推定する研究として，中村

らの研究 [10] では，四則演算の穴埋め問題に対する主観

的難易度（高いか低いか）の推定に取り組んでいる．モニ

タに装着したステレオカメラから学習者の顔動画を撮影

して，顔動作を分析することで主観的な難易度の推定を

行っている．学習者ごとに特徴量の選択や学習を行い，約

85%の推定精度を実現したとしている．繁田らの研究 [11]

では，初級英語リスニング問題に対する主観的難易度（難

しいか簡単か）の推定に取り組んでいる．設置型の眼球運

動計測装置（Free View）と顎台を用いて学習者の眼球運

動を計測し，眼球動作を分析することで主観的な難易度

の推定を行っている．LOSO-CV（Leave-one-subject-out

Cross-Validation）で推定精度評価を行ったところ約 85%

の推定精度を実現できたとしている．

課題に対する確信度合いを推定する研究として，山田ら

の研究 [12]では，TOEICの Part5の英短文穴埋め問題に

対する確信の有無の推定に取り組んでいる．モニタ装着型

のアイトラッカ（Tobii EyeX）から学習者の視線を計測し，

視線情報を分析することで確信度合いの推定を行っている．

被験者ごとに，LOO-CV（Leave-one-out Cross-Validation）

で推定精度評価を行った結果，約 90%の推定精度を実現で

きたとしている．

3. ウェアラブルデバイスを用いた学習支援

3.1 提案手法

本研究では，英単語四択問題を対象に正解不正解（以降，

正誤とする）だけでは判断できない「本当の意味での記

憶度合い」を推定する．これまで，e-learningやスマート

フォンアプリケーションではコンピュータは学習者の解答

メタ情報のみを取得することができた．そのため，多くの

システムではシンプルに四択を解答するだけ，もしくは正

誤の表示を行うだけであった．P-Study System*3のような

一部のシステムでは，正誤の履歴を記録し，忘却曲線理論

を参考にして適切なタイミングで復習を促すようなものも

ある．しかし，特に四択問題では選択肢を見た上で消去法

や予想を立てて解答することができるため，正誤の履歴は

英単語を記憶しているかという情報を必ずしも反映してい

ない．「本当の意味での記憶度合い」が推定できることで，

復習時に見逃されがちな勘で解答して正解してしまってい

た課題や，実際は覚えているけど押し間違え等の理由によ

り間違って解答してしまった問題等をコンピュータが認識

できるため，復習問題の自動生成の際に，より学習に効果

的な問題を選択することができるようになる．

学習者は図 1のように眼鏡型のウェアラブルデバイスを

着用し，PC上で英単語四択問題に取り組む．提案手法で

は，ウェアラブルデバイスから眼の動き（眼電位），頭部の

動き（加速度），頭部の回転（ジャイロ）のセンサ情報を計

測する．同時に，解答に関するメタ情報（解答時間）を計

測する．計測した情報を機械学習によって分類し，課題に

対する記憶度合いを推定する．

本研究では，英単語四択問題を対象としていることから，

解答情報には選択肢を見たことによるバイアスがかかって

いる．これを踏まえて本研究では，推定対象である記憶度

合いを次の 5段階で定義する．

( 1 ) 完璧に知っていて解答した

( 2 ) 4択の選択肢から推測した上で自信がある

( 3 ) 4択の選択肢から推測した上でたぶんあっている

　 程度に自信がある

( 4 ) 4択の選択肢から推測したがあまり自信がない

( 5 ) 完全にわからない

3.2 計測データと特徴量

本提案手法では眼鏡型のウェアラブルデバイスに株式会

社 JINSの JINS MEME Academic*4を採用した．図 2の

ように，JINS MEMEは着用すると一般的な眼鏡にしか見

えないほど生活に溶け込めるウェアラブルデバイスである．

*3 P-Study System: http://www.takke.jp/
*4 JINS MEME: https://jins-meme.com/
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図 1 提案手法の概要

Fig. 1 The outline of our proposed method.

図 2 JINS MEME の着用イメージ

Fig. 2 Wear image of JINS MEME.

JINS MEMEは加速度とジャイロ（計 6軸）の計測ができ

るMT，さらにこめかみの 3点式眼電位センサで眼電位（4

次元：EOGR，EOGL，EOGH，EOGV）を簡易計測でき

る ES，それぞれ生センサデータを記録することができる

Academic（現在 ES R）の三種類がある．今回，実験段階

として生センサデータを分析することから Academicを採

用しているが，搭載しているセンサは ESと同等である．

図 1のように，計測する情報は JINS MEMEから加速度，

ジャイロ，眼電位の計 10軸をサンプリング周波数 100Hz

で計測し，同時に英単語四択問題に取り組む．計測した情

報は時系列で記録され，一つの問題に対して一つの記憶度

合いを予測するため図 3のように，問題ごとにフレーム化

してセンシング特徴量と解答メタ特徴量の抽出を行う．

センサ情報は人間が見ても実世界でどういう意味を持つ

か理解することが難しい．眼電位から目の動きを推定する

研究 [13]もあるが，今回は実世界での意味には焦点を当て

ず，センサ情報からシンプルに算出できる特徴量を用いて

記憶度合いの推定を実現する．センシング特徴量はフレー

ム化したセンサデータから，各軸に対する基本的な統計量

（最大値，最小値，平均値，標準偏差，分散）とピークに関

する特徴量（ピーク数，ピーク数比率，ピーク高さ（平均，

図 3 センサーデータとフレーム化

Fig. 3 Sensor data and framing.

最大，最小，比率），ピーク面積（平均，最大，最小，比

率），ピーク幅（平均，最大，最小，比率），ピーク toピー

ク間隔）をピーク種類（上ピーク，下ピーク，上下セット

ピーク，下上セットピーク）ごとに算出し，計 670次元と

なった．このうち，各軸に対する基本的な統計量について

は，次元ごとに標準化を行ったものを用いた．

解答メタ情報は問題自体の文字数や難しさ，選択肢の種

類や類似度等，問題の単語自体から得られる特徴量を加味

することもできるが，今回はシンプルに解答に要した時間

のみを採用した．したがって，問題自体のバイアスを度外

視して予測を行う．

3.3 本研究の位置づけ

関連研究でも述べた通り，本研究のように学習者の課題

に対する印象を何かしらの装置を用いて推定する研究はい

くつか行われている．本研究も含めて関連研究はそれぞれ

学習内容，使用装置，識別対象など全く同じではない．関

連研究の中でも設置型アイトラッカを用いた英語短文穴埋

め問題の確信度推定 [12]が，眼に関する情報を用いて問題

に対する確信度合いを推定するという点で，本研究に一番

近いと考えられる．
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以上を踏まえた上で，本研究の特色は 2点あり，一つは

ウェアラブルデバイスを用いて推定を行うという点であ

る．関連研究にある手法は，カメラを用いたものや専用の

アイトラッカを用いたもの等，精度の高い情報を得やすい

外部機器を使用している．カメラから顔動作を観測するこ

とや，アイトラッカから視線情報を計測することで，学習

者の動作情報を高い精度で認識することができ，その分印

象の推定精度も高くなると考えられる．一方，本研究では

ウェアラブルデバイスを用いており，得られる情報は眼電

位等の波形データのみである．関連研究における，カメラ

からの顔動作，アイトラッカからの視線情報は人間が見て

も理解しやすい情報である一方，眼電位等の波形データは

人間が見ても理解が難しい．このことから，印象の予測も

難しくなるであろう点が挑戦的である．将来ユビキタスコ

ンピューティングがより一層普及し，ウェアラブルデバイ

スやインプラントライクなデバイスが当たり前になってい

くであろうことを踏まえると，ウェアラブルセンシングに

よって学習支援が行えるということは，現在でいうスマー

トフォンで学習支援が行えるような手軽さが利点となり得

る．さらに，場所を選ばないという利点もある．

もう一つの特色は，英単語四択問題を対象としていると

いう点である．英単語四択問題は図 4（評価実験で用いた

アプリ）のように英単語が一語表示され，対応する選択肢

が四つ表示されて意味が一致するものを選択する形式の問

題である．関連研究では英語のリスニング（問題本文＋四

択選択肢）や，英語短文穴埋め問題を対象としており，ど

ちらも単語のみではなく文で構成されている．問題が文の

場合，文の読解を行うために文の前後を視線が行き来した

り，選択肢と文を行き来したりするため視線から得られる

情報が単語四択問題に比べて多いと考えられる．したがっ

て，少ない視線の動きの情報から英単語に対する記憶度合

いを推定するという点も挑戦的である．また，英単語四択

問題に関連する研究はアプリケーション開発と実践に関す

る研究 [14]はあるが，本研究のように英単語四択問題に対

する印象を推定する研究は今のところ見つからなかった．

図 4 英単語四択問題

Fig. 4 Four-choice question of English vocabulary.

4. 評価実験

4.1 実験概要

提案手法により英単語四択問題における学習者の記憶度

合いの推定が実現できるかを評価するための実験を実施し

た．被験者に対して研究の概要，個人情報の取り扱い，実

験手順を説明し同意書に記名いただいた．同意を得た被験

者に対して，JINS MEMEの着用と動作確認，練習問題 10

問，本番問題 100問を実施した．練習問題の際に記録した

情報は操作の慣れによるバイアスがかかる可能性があるた

め利用せず，本番の 100問のみを対象データとする．

実験は図 4に示した Excel VBAアプリケーションを用

いており，四択を選択した直後に問題に対する記憶度合い

（5段階）を選択してもらう操作を計 100問実施する．英

単語はWeblio語彙力診断テスト*5より，TOEIC470，600，

730，860，950点突破対策問題を引用させていただき，均

等に 20問ずつ計 100問選択した．この 100問をランダム

に並び替え，すべての被験者に同じ問題を提示した．記憶

度合い 5段階は実験概要説明時にそれぞれの意味をしっか

りと説明し，練習問題 10問で練習してもらった．実験の

際には一般的なオフィスデスクにモニタが置かれ，学習者

は図 5のように椅子に着座してマウス操作でモニタに表示

された問題に解答する．

なお，今回は PC上での学習を想定して実験を実施した

が，これは提案手法を PC に限定するものではない．す

なわち，今回の実験によって検証を行わないがスマート

フォンやタブレットなど持ち運び可能なデバイスと JINS

MEMEを用いても実現できると見込んでいる．

4.2 計測データ

実験は研究に同意を得た大学院生，社会人合計 10名（男

9名，女 1名）を対象に行った．したがって，10名× 100

問で 1000データを生成する．しかし，うち一人（男）は

記憶度合い選択における五択の意図を誤解して実験を行っ

たため除外した．また，1 人は 1 問のみデータの欠損が

図 5 実験風景

Fig. 5 Experiment image.

*5 語彙力診断テスト: https://uwl.weblio.jp/vocab-index
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表 1 計測データの分布

Table 1 Distribution of our recorded data.

記憶 全員 A B C D E F G H I

度合 誤 正 誤 正 誤 正 誤 正 誤 正 誤 正 誤 正 誤 正 誤 正 誤 正

(1) 5 425 0 25 1 44 1 54 1 44 0 50 0 42 0 76 1 47 1 43

(2) 7 146 0 19 0 13 0 14 0 19 1 15 3 22 2 7 1 21 0 16

(3) 24 83 1 16 2 17 2 7 2 8 8 8 4 3 0 8 3 6 2 10

(4) 58 73 3 19 4 8 8 5 5 9 5 3 9 8 4 2 7 7 13 12

(5) 46 32 9 8 9 1 6 3 5 7 5 5 6 3 1 0 5 2 0 3

全体 140 759 13 87 16 83 17 83 13 87 19 81 22 78 7 93 17 83 16 84

あったため 99問の解答データのみを採用した．最終的に

899 件の解答データを分析対象とした．残った 9 名の年

齢は 24.4(±1.8)歳，TOEICスコアは 580.0(±121.5)点で

あった．

計測データの分布を表 1に示す．横軸は全員の総計と

各被験者（A～I）の問題に対する正誤であり，縦軸は問題

に対して被験者が選択した記憶度合いである（番号は 3.1

節で定義したものと同等）．問題の正答率を見てみると全

員で約 85%となり，個別では 78%～93%と高めの正解率と

なった．次に，記憶度合いの選択比率を見ると，全体では

(1)が約 50%，その他が約 9%～17%となった．個別で見る

と，Aのように均一に回答した被験者もいれば，Gのよう

に (1)が極端に多い被験者もいた（Gは TOEICスコア，

正答率ともに最も高い）．他の被験者はおおむね似た傾向

となった．(1)から (5)のデータ数が一定であることが望

ましいが，被験者ごとに英語能力に差がある事や，選択し

た問題の難易度に対して被験者の能力が高かったこともあ

り，偏ったデータとなっている．

ここで (1)～(2) を記憶済み，(3)～(5) を要復習と仮定

すると，従来システムのように正誤をもとに復習の必要

性を判定すると，本来は要復習なのに偶然正解している

188(83+73+32)データが見逃されてしまうということにな

る．これは要復習となっている 316のうち約 60%であり，

これを見逃すことは本来覚えきれていない単語を見逃して

しまい，復習に重大な影響を与えると考えられる．また正

誤という 2値情報のみでは，本研究の対象としている 5段

階を識別することはできない．

4.3 推定精度の評価

4.3.1 機械学習アルゴリズムと特徴選択

機械学習アルゴリズムには様々な手法が提案されている

が，ノーフリーランチ定理で示されるように全ての問題

に対して最適に働くアルゴリズムはない．近年では Deep

Learningが脚光を浴びているが，学習に必要なデータ量

や計算量が多いことや，パラメータチューニング，センサ

データへの適応等，色々な面で時間がかかりすぎる．今回

はファーストステップとして，時系列センサデータの分類

問題に対して一般的に実施されるフレーム化からの特徴量

抽出を行い，探索的に機械学習アルゴリズムの選定と特徴

量選択，パラメータチューニングを実施することとした．

まず，アルゴリズム自体が特徴選択を兼ねる RF（Ran-

dom Forest[15]）による重要度評価と推定精度評価を実施

したが，無意味な特徴量が多すぎたため推定精度が大きく

向上しなかった．そこで，貪欲法による特徴量選択といく

つかの学習アルゴリズム（RF，SVM，SGD，k-NN，Bag-

ging，AdaBoost，Naive Bayes，Decision Tree，MLP）に

よるAccuracyでの推定精度評価を実施したところ，特徴選

択＋ SVM（Support Vector Machine [16]）が最も高い推定

精度を示した．したがって，以降は Pythonの scikit-learn

より SVMをデフォルトパラメータ（rbfカーネル，C=1.0，

gamma=auto）で用いた結果で議論を行う．なお，デフォ

ルトパラメータとしたのは，パラメータチューニングを

行っても推定精度が大きく向上しなかったためである．

4.3.2 比較対象

本研究の有効性を示す上でいくつかの手法を比較対象と

して構築し，それぞれによる推定精度の差を考察する．ま

ずはベースラインとして予測を実施しない場合を考える．

今回は分類対象が不均等なデータであるため，全てを (1)

と予測すればおおよそ 50%の推定精度となる．したがっ

て，全ての予測を最もメジャーなクラスに予測を行うとい

う手法をベースラインとする．もう一つのベースラインと

して，従来のアプリケーションが用いていた正誤情報のみ

を用いた場合の予測精度をベースライン（正誤）とする．

続いて提案手法として，解答所要時間のみを用いた場合

（時間のみ），解答所要時間とセンサ特徴量から特徴選択を

実施した場合（時間＋センサ），それぞれに正誤情報を付加

した場合（「時間＋正誤」と「時間＋センサ＋正誤」）の 4

ケースを比較対象とする．なお，関連研究において英単語

四択課題に対する解答所要時間と記憶度合いの関連を分析

した研究がなかったことから，解答所要時間のみを用いた

場合を提案手法として比較対象群に含めた．

今回紹介した関連研究の推定対象は全て 2 値であった

（主観的難易度や確信度が高いか低いか）．本提案手法にお

いても 2値分類の場合の推定精度を確認するため，記憶度
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表 2 推定精度の評価結果 （Acccuracy [%]）

Table 2 Evaluation results of estimation accuracy. (Acccuracy [%])

LOSO 被験者別 LOO-CV

-CV Avg. A B C D E F G H I

5 クラス
分類

ベースライン 47.8 47.8 25.0 45.5 55.0 45.0 50.0 42.0 76.0 48.0 44.0

ベースライン（正誤のみ） 52.3 54.7 34.0 53.5 62.0 44.0 58.0 51.0 80.0 54.0 56.0

提案手法（時間のみ） 59.4 61.8 55.0 56.6 67.0 59.0 55.0 62.0 79.0 60.0 63.0

提案手法（時間＋正誤） 59.5 64.1 58.0 60.6 68.0 61.0 61.0 61.0 80.0 62.0 65.0

提案手法（時間＋センサ） 65.4 71.7 62.0 70.7 80.0 67.0 70.0 66.0 89.0 73.0 68.0

提案手法（時間＋センサ＋正誤） 65.3 71.9 62.0 70.7 80.0 68.0 70.0 66.0 89.0 73.0 68.0

2 クラス
分類

ベースライン 63.5 63.5 44.0 57.6 68.0 63.0 65.0 64.0 83.0 68.0 59.0

ベースライン（正誤のみ） 77.8 77.7 57.0 72.7 84.0 75.0 83.0 83.0 88.0 83.0 74.0

提案手法（時間のみ） 87.7 86.3 84.0 90.9 89.0 92.0 84.0 75.0 90.0 90.0 82.0

提案手法（時間＋正誤） 88.4 88.3 86.0 92.9 89.0 92.0 89.0 82.0 90.0 88.0 86.0

提案手法（時間＋センサ） 88.3 93.2 89.0 96.0 96.0 96.0 92.0 88.0 95.0 95.0 92.0

提案手法（時間＋センサ＋正誤） 89.0 93.6 89.0 96.0 96.0 96.0 94.0 88.0 96.0 95.0 92.0

合いを再構築し，記憶している（1と 2），記憶していない

（3，4，5）とした 2値分類の推定精度を評価する．

推定精度評価を行う手法として，LOSO-CV と被験者

別 LOO-CVを採用する．LOSO-CVとは一人の被験者の

データをテストデータに，残りの被験者のデータ全てを学

習データとして交差検証を行う評価手法である．被験者別

LOO-CVは被験者ごとのデータで，1データをテストデー

タに，同被験者の残りのデータを学習データにして交差検

証を行う評価手法である．なお，特徴選択は学習データの

みを用いてそれぞれにおいて実施する．

実際の運用環境を考えると，学習者の正解ラベル付き

データを入手することは手間がかかることから，LOSO-CV

による評価結果が実運用時の推定精度と言える．しかし，

今回は被験者別 LOO-CVにより，個人ごとに最適な特徴

量の選択と学習モデルの構築を行うことによって，本提案

手法が最大でどの程度までの予測を実現可能とするのかと

いう点に関して議論を行うこととする．

4.3.3 手法間の推定精度比較

推定精度の評価結果を表 2に示す．縦軸は前節で述べた

比較対象と提案手法を 5クラス，2クラス分類に対して実

施した際の Accuracyである．横軸は LOSO-CVと被験者

別 LOO-CVを各被験者に実施した結果とその平均である．

はじめに，LOSO-CVと被験者別 LOO-CVの精度を比

較すると，後者のほうが推定精度が高い傾向が確認できる．

有意な特徴量に個人差があることから，個人ごとに最適な

特徴量を選択することで推定精度が向上することを表して

いる．したがって，LOSO-CVの推定精度をどこまで被験

者別 LOO-CVの推定精度に近づけていけるかという個人

適応が今後の課題である．以降は，個人適応ができている

ことを前提とし，提案手法の推定精度の上限という意味で

被験者別 LOO-CVの平均に着目する．

続いて手法間の差異について考察する．5クラス分類に

着目すると，ベースラインで推定精度が 47.8%，54.7%で

あり，提案手法では 61.8%から 71.9%となっており，提案

手法によって推定精度が 17.2%上昇していることが確認で

きる．また，時間のみの場合よりもセンサを併用すること

で推定精度が 7.8%向上しており，ウェアラブルセンシン

グの有効性を確認した．時間のみの場合と正誤を付加した

場合，時間＋センサの場合と正誤を付加した場合でそれぞ

れの精度を確認すると，時間のみに正誤を付加する場合は

推定精度が 2.3%上昇するが，センサを用いた場合はほと

んど上昇しなかった．したがって，提案手法は学習者の正

誤にかかわらず，単語を記憶しているのか否かを推定する

ことができていると考えられる．

次に，2クラス分類（記憶済か否か）に着目すると，ベー

スラインで推定精度が 63.5%，77.7%であり，提案手法では

86.3%から 93.6%となっており，こちらも提案手法によっ

て推定精度が 15.9%上昇していることが確認できる．2ク

ラス分類で着目すべき点は，LOSO-CVにおける提案手法

間の差異である．5クラス分類時には，特徴選択を実施す

ることによって LOSO-CVでもセンサ情報を用いた時に推

定精度が 5.9%上昇したが，2クラス分類ではあまり上昇し

なかった．しかし，被験者別 LOO-CVでは，センサ情報

を用いない場合は LOSO-CVから精度が上昇しないのに対

し，センサ情報を用い場合は 4.6%上昇していることから，

適切な特徴選択と個人適応ができれば 2クラス分類におい

てもセンサが有意に働くことが確認できる．

4.3.4 提案手法による予測結果の分析

提案手法では，個人適応ができていれば最終的に 5クラ

スを精度 71.7%で識別できることができることがわかった

（正誤の情報は除く）．正解と予測に関する混同行列を表 3

に示す．表より，最多クラスである (1)で F-measureが最

良となっていることが確認できるとともに，誤分類に偏り

があることが伺える．
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表 3 提案手法（時間＋センサ）の被験者別 LOO-CV の混同行列

Table 3 Confusion matrix of LOO-CV result for each partici-

pant by our proposed method(Time & sensor).

正解

(Accuracy=71.7%) (1) (2) (3) (4) (5)

予測

(1) 406 53 18 6 3

(2) 16 77 26 15 5

(3) 4 7 39 8 12

(4) 2 12 17 91 26

(5) 2 4 7 11 32

Recall [%] 94.4 50.3 36.4 69.5 41.0

Precision [%] 83.5 55.4 55.7 61.5 57.1

F-measure [%] 88.6 52.7 44.1 65.2 47.8

例えば (1) と (2) では相互に誤りが多く，(3) は (2) や

(4)に誤りが多い．本研究の定義では (1)から (5)は名義尺

度ではあるが順序性がなくもない．そこで，予測に対して

±1までを正解として許容した場合，推定精度は 90.0%と

なった．すなわち，提案手法は 5クラス分類に対して 90%

の精度で ±1の範囲で予測ができるということである．ま

た，(3)の Recallに着目すると他に比べて低めであること

が確認できる．(3)は「選択肢から予想したが自信がない」

であり，この場合記憶済みの時ような動きをすることもあ

れば記憶できていない時ような動きをすることもある中間

的な位置づけのため予測が困難であったと考えられる．な

お，関連研究ではこのような中間データを事前に除外して

評価を行っているものもある．

4.3.5 提案手法が学習効率に与える影響

本提案手法により学習がどの程度効率化されるかを考察

するため，解答が正解だった時と誤りだった時に分割して

描いた 2クラス分類の混同行列をそれぞれ表 4，表 5に

示す．これまでのアプリケーションでは，解答が正解だっ

た時にはその単語は記憶されているものとして，誤りだっ

た時は記憶されていないものとして扱われてきた．すなわ

ち，表 4の 759件が全て記憶済みと扱われ，表 5の 140件

が全て未記憶として扱われていた．

まず，表 4の正解した時に焦点を当てる．今回のデータ

セットでは，正解だった 759件のうち未記憶だったものが

188件あった．本提案手法によってそのうち 161件を未記

憶と認識することができ，従来見逃されていた 188 件中

161件（85.6%）を認識することを可能とした．一方，記憶

済み 22件も未記憶と誤認識しているため，22件余計に復

表 4 解答が正の時の混同行列

Table 4 Confusion matrix

when each answer

was correct.

予測 \ 正 記憶済 未記憶

記憶済 549 27

未記憶 22 161

表 5 解答が誤の時の混同行列

Table 5 Confusion matrix

when each answer

was incorrect.

予測 \ 正 記憶済 未記憶

記憶済 8 8

未記憶 4 120

習を行う必要が出てくるが，推定できた 161件に対して 22

件は大くはないと考える．

次に，表 5の誤りだった時に焦点を当てる．今回のデー

タセットでは，誤りだった 140件のうち，記憶済みだった

ものは 12件あった．本提案手法によってそのうち 8件は

記憶済みと認識することができ，従来記憶済みにも関わら

ず復習していた 12件のうち 8件を復習不要と認識するこ

とを可能とした．一方，未記憶の 128件のうち 8件を記憶

済みと誤認識しているため，8件が見逃されることになる．

これを考えると解答が誤りだった場合は提案手法にかかわ

らず全て復習を行うほうが無難であると考える．

以上を総合すると，まず解答が不正解の場合は全て復習

を行い，正解の場合は提案手法で推定を行い未記憶と判定

された場合に復習を行う．本手法を行うことによって，未

記憶とされた 316件のうち 289件（91.5%）を復習でき，

34件を記憶済みだが念のため復習する事となる．従来は

未記憶 316件のうち不正解だった 128件（40.5%）を復習

し，12件を記憶済みだが間違えたので復習することとして

いた．これを踏まえると，要復習単語の見逃しを 50%以上

削減しており，効率的な学習に寄与していると考える．な

お，パラメータを調整することで再現率適合率のバランス

を変え，無駄な復習を行いたくない人や未記憶単語を確実

に復習したい人に向けたチューニングも可能である．

4.3.6 特徴量に関する分析

本稿では，英単語四択問題における記憶度合いの推定精

度に焦点を当て，記憶度合いと学習者の眼の動きの因果関

係を模索することは二の次としてきた．観測したセンサ

データから人間が意味を理解できる情報（瞬目回数等）へ

の変換を行わず，センサデータから有用と思われる特徴量

を多数抽出し，特徴選択を行うという手法を採用した．

どの特徴が有効に働いたかという点について考察する．

提案手法は貪欲法を用いて有用な特徴量を 1 つずつ追加

していくことで有用な特徴量セットを探索した．計算時

間がかかりすぎることから特徴量数の上限を 10 とした．

LOSO-CVによる評価で 5クラスと 2クラスの評価を行っ

た際の特徴量数と推定精度の関係を図 6に示す．選択数

図 6 特徴選択と推定精度（LOSO-CV）

Fig. 6 Feature selection and accuracy by LOSO-CV.
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表 6 LOSO-CV で 5 クラス分類した際の特徴選択結果

Table 6 Selected features for 5 classes by LOSO-CV.

順序 内容

1 解答所要時間

2 EOGR の下ピーク数

3 加速度 X の最大

4 EOGH の下上セットピークの幅の比率

5 EOGR の上下セットピークの数

6 EOGV の上下と下上セットピーク数の比率

7 EOGR の上下セットピークの幅比率の平均

8 ジャイロ X の最小

9 EOGV の上下セットピークの上ピークの面積比率

10 EOGH の上下と下上セットピークの幅の比率

0はベースライン（正誤のみ）とした．5クラスでは特徴

量が増えるごとに徐々に推定精度が向上しているようにも

見えるため，上限を 20にして再度探索したところ，11で

65.5%が最高精度となった．2クラスでは 2以降概ね収束

している．

5クラス分類において選択された特徴量を表 6に示す．

解答所要時間は真っ先に選択されるケースが多く，眼電位

は上下セットピークに関する特徴量が選択されやすい傾向

にあった．おそらく瞬目や眼をしかめる動作から発生して

いるものと考えている．

5. おわりに

本研究では，ユビキタス時代における効率的な自主学習

を支援するシステムの構築を目的として，英単語四択問題

における記憶度合いを 5段階で推定する課題に取り組んだ．

解答から得られるメタ情報に，メガネ型のウェアラブルデ

バイス JINS MEMEを用いて学習者の眼の動きと頭部の

動きを計測した情報を加え，機械学習によって記憶度合い

の推定を行った．提案手法を評価した結果，5クラス分類

を個人ごとに特徴選択を行える環境を想定した場合におい

て，提案手法は 71.7%の推定精度を達成した．正誤のみを

用いた場合（54.7%）に比べ 17.0%の精度向上に成功し，解

答時間＋正誤を用いた場合（64.1%）に比べても 7.6%精度

を向上させている．

本実験データでは，正誤を用いた従来手法では未記憶

316件のうち不正解だった 128件（40.5%）を認識するこ

とができたが，提案手法では未記憶 316 件のうち 289 件

（91.5%）を認識できた．要復習単語の見逃しを 50%以上削

減しており，効率的な学習に寄与していると考える．

本稿では被験者別に特徴量選択を行った結果で議論を

行ったが，現実環境での運用を考えると LOSO-CVでの精

度向上が望まれる．今後は，個人適応や転移学習等の技術

によって自己データを学習しない環境における推定精度の

向上や，提案手法を用いた学習における継続的な学習効果

とユーザビリティを評価していきたい．
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