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教師なし系列マッチング

和田 崇史1,a) 岩田 具治2,b)

概要：異なるドメイン間のデータで対応関係を見つけることは, 長年取り組まれてきた重要な問題である.

しかし, 多くの既存手法では人手で作成されたドメイン間でパラレルなデータを用いて対応関係を学習する

ため, そのような教師データがない場合には適用できないという問題がある. そこで本稿では, パラレルな

データを用いずに異なるドメインの系列データを対応づける手法を提案する. 全ドメインで共通の LSTM

を持つ系列 AutoEncoderを学習することによって, 各ドメインの特徴量を共通の空間で表現する線形写像

を獲得し, 異なるドメインで共通した系列のダイナミクスを獲得することを可能にする. 複数言語の対訳文

のマッチングにより, 本提案法の有効性を示す.

Unsupervised Sequence Matching

Takashi Wada1,a) Tomoharu Iwata2,b)

1. はじめに

異なるドメインのデータをマッチングさせることは,デー

タ間の関係性を明らかにするために重要なタスクであり,こ

れまでにも様々なマッチングの手法が提案されてきた [1–9].

その多くは教師データを元にデータ間の対応関係を学習す

る手法であり, 例えば２つの言語で同じ意味の文をマッチ

ングする場合はパラレルコーパスや対訳辞書を用いて対応

関係を学習することが多い. しかし, このようなパラレル

な教師データの生成には多くのコストがかかる上, 希少な

データであれば必ずしもそうしたデータが手に入るとは限

らないため, そのような教師データなしで対応関係を学習

する手法が望まれる. そこで本研究では, 複数の異なるド

メインの系列データを教師なしでマッチングさせる手法

を提案する. 全ドメインで共通の LSTM [10]を持つ系列

AutoEncoder [11]を学習をすることで, 各ドメイン固有の

分散表現が共通の空間上で表さられ, 異なるドメインの系

列データのマッチングが可能となる. なお, 本稿では異な
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る言語で同じ意味の文をマッチングさせることで提案手法

の有効性を示すが, 本研究の提案手法はデータの種類に依

存せず, 様々な系列データに適用可能な汎用性の高いモデ

ルである.

2. 提案手法

本研究では, 系列データのマッチングを行う. ま

ず, 入力となるのは D 個のドメインの離散系列データ

xd
n(x

d
n,1, x

d
n,1, ...x

d
n,Td

n
);n = 1, ...Nd, d = 1, ..., D である.

ここで Nd はドメイン dの全系列数, T d
n は xd

n の系列長を

示す. なお, 系列データ xd
n の各要素はドメイン間で異なっ

ており, ドメイン間で共通の要素を抽出して類似度を測る

ことはできないものとする. ただし, ドメイン間の潜在ダ

イナミクスは共通していると仮定しており, 各ドメイン間

で対応関係にある要素の系列データ中での順序が, それぞ

れのドメイン間で近いものとする. そして, 各系列 xd
n から

ドメイン間の類似度が定義できる実数値ベクトル ud
n を求

め, このコサイン類似度 cossim(ud
n, u

d′

n′)を用いて異なるド

メインの系列を対応付ける.

本研究では, ud
n を求めるのにマルチドメイン系列 Au-

toEncoder という手法を提案する. マルチドメイン系列

AutoEncoderとは, 全ドメインで共通の LSTMを持つ系

列 AutoEncoder [11]を学習することによって, 各ドメイン
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図 1 本研究が提案するマルチドメイン系列 AutoEncoder. ドメイ

ン Aの入力 xと出力 x̂, 及びドメイン Bの入力 zと出力 ẑが

それぞれ近くなるように学習を行う. なお, Encoder-Decoder

の LSTM のパラメータは全ドメインで共通のものを学習し,

各ドメインの分散表現 E 及び出力の線形写像 W はそれぞれ

独立に学習する.

の特徴量を共通の空間で表現する線形写像を獲得し, 異な

るドメインで共通した系列のダイナミクスを獲得する手法

である (図 1).

以下, 本提案手法の詳細を示す. 系列 AutoEncoder は

Encoder と Decoder に分かれており, Encoder では Bi-

directional RNN [12]を用いて系列データ xdをエンコード

する. より具体的には, xd の t番目の要素 xd
t の隠れ層 sdt

は, xd
t が入力された時の順向き Encoderの隠れ層

−→
sdt と逆

向き Encoderの隠れ層
←−
sdt の和

sdt =
−→
sdt +

←−
sdt (1)

で表され,
−→
sdt 及び

←−
sdt は以下の式で表される.

−→
sdt = ffwd(

−−→
sdt−1,E

dxdt ) (2)

←−
sdt = fbkw(

←−−
sdt+1,E

dxdt ) (3)

ここで, ffwd, fbkw は RNNによる非線形変換で, 本研究で

は Long Short-Term Memory units (LSTM) [10]を用いた.

なお, xd
t は要素の idを表す one-hotベクトルとなり, Ed

の線形写像によって得られる分散表現が LSTMへと入力

される. ここで, ffwd 及び fbkw は全ドメインでシェアされ

ているが, Ed は各ドメインで独立に学習される. そして,

Decoderの隠れ層 hd
t の初期値 hd

0 を, 順向き Encoderの最

後の要素 xd
T の隠れ層

−→
sdT と, 逆向き Encoderの最初の要素

xd
0 の隠れ層

←−
sd0 の和

hd
0 =
−→
sdT +

←−
sd0 (4)

とし, Decoder のセル状態の初期状態も同様に各方向の

Encoderの最終セル状態の和とする. そして, これらの情

報を元に入力文と同じ文の生成を行うよう学習する. 具体

的な Decoderの式は以下の通りである.

hd
t = fdec(h

d
t−1,E

dydt−1) (5)

p(ydt |yd<t, x
d
t ) = softmax(Wdhdt ) (6)

ここで, fdec は LSTM による非線形変換, ydt は式 (6) の

argmaxを取ることで Decoderが t番目に生成した要素の

one-hot ベクトルである. Encoder と同様, fdec は全ドメ

インで共通しているが, 行列W d 及び Ed は各ドメインご

とで独立に学習される行列であり, 式 (5)における Ed は

Encoder の式 (2),(3) のものと共通である. なお, 近年の

Encoder-Decoderの生成モデル, 特に機械翻訳においては

この構造に Attention機構 [13]を適用したモデルが主流で

あるが, 系列 AutoEncoderでは単に Encoderの入力文を

Decoderへと Attention機構でコピーするように学習が進

んでしまい, マッチングに必要な系列データの分散表現を

Encoderでうまく獲得することができないため, 本研究で

は注意機構は用いていない.

また, 本研究ではそれぞれの系列データの意味空間が

より近くなるように, 次の工夫をモデルに施した. まず,

Decoderへの最初の入力 yd0 (<BOS>トークン)の分散表

現を, 各ドメインで同じものを用いた. また, 系列の生成の

終了を示す <EOS>トークンが出力される確率を hd
t から

求めるための線形写像も, 各ドメインで同じものを用いた.

従って, 式 (6) は以下のように書き換えらる.

p(ydt |yd<t, x
d
t ) = softmax([WEOShd

t ,W
dhd

t ]) (7)

ここで, [x, y]は xと yの結合を意味し, WEOS は 1×hの行

列, W dは V d×hの行列, hは hd
t の次元数, V dは <EOS>

トークンを除くドメイン dの全要素の数である . WEOS は

全ドメインで共通のものを学習する.

そして, 以上の手法で全ドメインの系列 AutoEncoderを

学習した後, 系列データ xd を表す実数値ベクトル ud を次

のように求める. 　

ud =
1

T

T∑
t=1

sdt (8)

Tは xdの系列長である. すなわち, xdの各要素の Encoder

隠れ層 sdt の平均を系列データの分散表現 ud とし, そのコ

サイン類似度を測ることで各ドメインの系列データのマッ

チングを行う.

3. 関連研究

対応関係を示す教師データなしで異なるドメイン間のオ

ブジェクトを教師なしでマッチングさせる一般的な手法

は KS (Kernelized Sorting) [1]，CKS (Convex Kernelized
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Sorting) [2], MCCA (Matching CCA) [3]，LSOM (Least-

Squares Object Matching) [4], ReMatch (Relataional

Matching) [5], MMLVM (Many-to-many Matching Latent

Variable Model) [6]などがこれまでに提案されてきた. し

かし, これらのオブジェクトマッチングの手法では系列

データを適切にマッチングできないという問題があった.

また, これらの手法では組合せ最適化問題の一種である線

形割当問題を解くことによってマッチングを行うが, それ

には O(n3)(nはオブジェクトの数) の計算量が必要なため,

データの数が増えると膨大な計算時間がかかるという問題

もある.

また系列データの中でも特に, 異なる言語の対応関係を

教師なしで学習するモデルとしては, [7–9]があげられる.

これらはまず word2vec [14]や FastText [15]によって単語

の分散表現を各言語で独立に得た後, それらを同じ空間へ

とマップする線形写像を教師なしで学習する手法である.

ただし, 上記の方法は単語のマッチングを行う手法であり,

文のような系列データのマッチングではうまく行かない可

能性がある. 加えて, これらの手法には以下の問題点が存在

する. まず, [7]は実際には各言語におけるアラビア数字の

分散表現の対応関係を用いて線形写像を学習しているため,

そのような明らかな対応関係がドメイン間で存在していな

いデータには適用できないという制約がある. また, [7–9]

はいずれも, 各言語の分散表現の間に線形の関係性がある

ことを前提とした手法であるため, 正確な分散表現を得る

のに充分な量のデータが各ドメインで存在しない場合には

適用できない可能性がある. 一方, 本提案手法は比較的小

規模のデータでも学習可能でかつ非常にシンプルなモデル

であり, 様々なデータに適用可能な非常に汎用性の高いモ

デルである.

また, 本提案手法では異なるドメインのデータを共通の

LSTMに入力してモデルの学習を行ったが, そうした異な

るドメイン間でパラメータをシェアするニューラルネット

ワークのモデルは一般に Siamese Neural Network [16]と

よばれており, それぞれのデータを同じ空間で表現するこ

とができると知られている. 例えば, [17]では本研究と同

様, 共通の LSTMに２つの言語の文を入力し, 教師データ

を用いて異なる言語の文の意味的類似度を測るモデルを提

案している. また, [18]では複数の言語の翻訳モデルを全言

語共通の Attention-based Encoder-Decoderで学習するこ

とに成功しており, 異なる言語で同じ意味の文を Encoder

に入力した際に, Attention機構によって得られる context

vectorの分散表現が異なる言語間で距離が近くなることが

確認されている. すなわち, 共通の Encoder-Decoderモデ

ルで複数の言語の文の分散表現を学習した場合, それぞれ

が同じ空間で表現されることを示している.

4. 実験

4.1 評価方法

本研究では,提案手法の有効性を示すために対訳文のマッ

チングを教師なしで行なった. 具体的には, ソース言語の

文それぞれに対し, 文の分散表現のコサイン類似度が高い

ターゲット言語の文 Top10, Top5, Top1を抽出して, それ

らの中にソース言語の文の対訳文が含まれているかどうか

でマッチングの精度を測った. なお, 提案手法では文の分

散表現は式 (8)で表される.

4.2 データセット

学習及び評価に用いたデータは, Europerl-v7 [19] の英

語, スペイン語, イタリア語のパラレルコーパスである. ま

ず, 英語–イタリア語と英語 –スペイン語の対訳コーパスか

ら, 英語を中間言語として 3言語間で同じ意味のスペイン

語–英語–イタリア語の文をそれぞれ 52000文ランダムに抽

出し, [ソース言語–ターゲット言語]のペアをそれぞれ [ス

ペイン語–英語 (es-en)], [イタリア語–英語 (it-en)], そして

[イタリア語–スペイン語 (it-es)]と変えて実験を行なった.

ただし, 教師なしで各言語のマッチングを行うことが本研

究の目的であるため, 各コーパスの文のオーダーをシャッ

フルし, それぞれを独立の単言語コーパスとして用いた.

なお, 学習, 開発, 評価に用いた文の数は, 各言語で 50000,

1000, 1000文である. すなわち, 1つの言語ペア毎に 100000

文の学習データを用いてマルチドメイン系列AutoEncoder

を学習する. そして, モデル選択の基準には, 開発において

２言語の AutoEncoderの loss (cross entropy)の合計が最

も低かったモデルを最良のモデルとし, 文のマッチングに

用いた. なお, データの前処理として tokenize, lowercase,

cleaninigをMoses [20]のツールキット*1を用いて行い, 文

長が 50単語を越えない文のみを学習及び評価に使用した.

各言語の語彙サイズは英語, スペイン語, イタリア語でそれ

ぞれ 24k, 35k, 35kであった.

4.3 ベースライン

今回, ベースラインとして本提案手法を 4つのマッチン

グの手法と比較した. 1つ目は完全にランダムでマッチン

グを行なった時の正解確率（ランダムマッチング）,2つ目

は系列データの長さが最も近い文をランダムに抽出して

マッチングする手法（系列長マッチング）, 3つ目が異なる

ドメインで独立に学習された単語の分散表現間の線形写像

を, 対訳辞書データなしで学習する教師なし単語マッピン

グ [7], そして 4つ目が Convex Kernelized Sorting [2]であ

る. 以下, 後半２つの手法の概要を説明する.

*1 https://github.com/moses-smt/mosesDecoder
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4.3.1 教師なし単語マッピング

まず学習データを用いて, ソース言語とターゲット言語

の単語の分散表現 X, Z を word2vecにより独立に学習し

た後, 各言語のコーパスから正規表現 [0-9]+でマッチング

するオブジェクトを抽出し, それらを両言語の初期の対訳

辞書として利用する（例: 1-1, 2-2, 1992-1992）. そして,

お互いの分散表現の空間が近くなるような直行行列による

線形写像W を以下の式で学習する.

W ∗ = arg min
W

∑
i

∑
j

Dij ||Xi∗W − Zj∗||2

s.t. WWT = WTW = I

(9)

Xi∗ はソース言語における i番目の単語の分散表現を示し,

Zj∗ はターゲット言語における j番目の単語の分散表現を

示す. また, Dij は辞書の対応関係を示し, もしソース言

語の単語 iとターゲット言語の単語 jが対訳関係にあれば

Dij = 1, それ以外は Dij = 0となる. そして, [21]に習い,

W を学習する前にX と Z をそれぞれあらかじめベクトル

長の正規化及び中心化することにより, 式 (9)は以下の式

で効率的に求められる.

W ∗ = arg max
W

Tr(XWZTDT ) (10)

Tr(·)はトレース演算子を示す. 式 (10)で線形写像W を

学習したのち, 以下のように対訳辞書 Dを更新する.

Dij =

1 if j = arg max
k

(Xi∗W ) · Zk∗

0 otherwise

(11)

そして, 更新された対訳関係Dを用いて, 再び式 (10)で新

たなW を得る. この self-learningのステップをアルゴリズ

ムが収束するまで繰り返し, 最後に得られたWを両言語の

線形写像とする. すなわち, アラビア数字のみの対訳辞書

でおおよその線形写像W を学習した後, 写像後の空間にお

いて距離が一番近い単語同士を対訳関係にあるとみなして,

より正確な線形写像Wを段階的に学習する手法である.

なおイタリア語–英語のマッチングでは, アラビア数字

の対訳関係の代わりに対訳辞書データ D を与えて式 (10)

で線形写像を学習する教師ありの手法も本提案手法と比較

した. また, 本手法の実装と英語–イタリア語の対訳辞書

は, [7]の著者によって公開されているコード及びデータを

用いた*2. 英語–イタリア語の対訳辞書は, Europerlのパラ

レルコーパスにおいて高頻度で現れた単語のアラインメン

トによって作成されたものである.

そして文の分散表現としては, 文中の未知語を除いた単

語の写像後の分散表現の平均を用いた. したがって, ベー

*2 https://github.com/artetxem/vecmap

,

es-en it-en it-es

ランダムマッチング 0.001 0.001 0.001

系列長マッチング 0.000 0.000 0.002

教師なし単語マッピング 0.137 0.047 0.246

CKS 0.046 0.021 0.019

提案手法 0.265 0.185 0.397

提案手法+ <BOS>, <BOS> の共有 0.344 0.191 0.504

表 1 各言語対において, 最もコサイン類似度が高い文でマッチング

した時のマッチングの正解率

Top1 Top5 Top10

ランダムマッチング 0.001 0.005 0.010

系列長マッチング 0.002 0.015 0.059

教師なし単語マッピング 0.246 0.470 0.568

CKS 0.019 – –

提案手法 0.397 0.590 0.682

提案手法+ <BOS>, <BOS> の共有 0.504 0.699 0.759

表 2 イタリア語–スペイン語における, 各手法のマッチングの正解

率. Top1, Top5, Top10 はそれぞれコサイン類似度が最も高

い文を 1, 5, 10 文抽出した時に正解が含まれている率を示す

スラインにおいては提案手法とは異なり, 文の分散表現に

語の語順が考慮されていない, いわゆる bag of wordsの形

で表されていることとなる.

4.3.2 Convex Kernelized Sorting

Convex Kernelized Sorting (CKS) [2]とは, を２つの異

なるドメイン間の依存関係を最大化させるようにデータを

並べ換え, 両者を教師なしでマッチングさせる手法である.

ここで依存関係を測るのに用いられるのはヒルベルト-シュ

ミット独立基準（HSIC）[22]である. 本研究では提案手法

との比較のためテストデータ 1000文を CKSを用いてマッ

チングを行なった. CKSが他の手法と大きく異なるのは,

CKSは学習データを一切用いず, 評価データのみからマッ

チングを行う点である. また, 本手法は２つのドメイン間

のデータを一対一対応させる手法であるため, Top1の結果

のみを比較する. なお, 各文の特徴量を文中に現れる各単

語の頻度を要素とする bag of wordsで表されたベクトル

で表現した. また, 実装には [2]の著者によって公開されて

いるコードを使用した*3.

4.4 学習

2つの言語でミニバッチを独立に作り, 1ミニバッチご

とに言語を変えて各言語の AutoEnocderの cross entropy

が下がるようにモデルの最適化を行った. 最適化には

SGD [23]を用いて, 学習率の初期値を 1.0とし, 開発にお

いて 2言語の AutoEncoderの lossの合計が上がった時に

学習率を 0.7倍することで, 学習率を徐々に減衰させた. エ

ポック数は 60, バッチサイズは 64, Encoderと Decoderの

隠れ層の次元数及び単語の分散表現の次元数は 500とした.

また式 (6)及び (7)において, 過学習を防ぐためにドロッ

*3 https://astro.temple.edu/~tuc17157/codes/CKS_code.

zip
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プアウト [24]を Decoderの隠れ層 hd
t にドロップアウト率

0.3で適用した. モデルのパラメータの初期値は [-0.1, 0.1]

の一様分布から得るランダムの値を用いた.

5. 結果

表 1 に各言語のマッチングの結果を示す. まず,2 つの

本提案手法を比較すると, <BOS>トークン及び <EOS>

トークンを各言語間でシェアすることによって, スペイン

語–英語のマッチングの精度が+0.079, イタリア語–英語の

ペアで+0.006, そしてイタリア語–スペイン語のマッチング

で+0.107といずれの言語対でもマッチングの精度が向上

していることがわかる. 従って, トークンをシェアすること

で各言語の文の分散表現がお互いにより近い空間で表現さ

れていることがわかる. また, 教師なし単語マッピングとの

比較では, 英語–スペイン語のマッチングの精度が+0.207,

イタリア語–英語のペアで+0.144, そしてイタリア語–スペ

イン語のマッチングで+0.258と全ての言語対において提

案手法がベースラインの手法を大幅に上回っていることが

わかり, 提案手法の有効性が示された.

また, 表 2が示しているのはイタリア語の各文とコサイ

ン類似度が最も高いスペイン語文を上から 10, 5, 1文それ

ぞれ抽出した時に対訳文が含まれている率である. ここで

も, <EOS>トークンと <BOS>トークンをシェアした提

案手法が最も高い精度でマッチングができていることが確

認できる.

そして, 図 2, 3 は, イタリア語–英語の単語マッ

ピングを n 個の単語ペアから成る対訳辞書 D(n =

0, 300, 600, 900, 1200, 1500) を用いて学習した時の Top1

及び Top10の結果を本提案手法と比較した図である. こ

の時, 線形写像は与えられた対訳辞書 Dから式 (10)によ

り求めており, 式 (11) で対訳辞書の更新を段階的に行う

self-learningは行なっていない*4. ただし, n = 0の場合は

4.3.1で示したようにアラビア数字の対応関係を初期の対

訳辞書として用い, その後 self-learningを行なった結果で

ある. 本提案手法のマッチングは, 対訳辞書で 300または

600の単語ペアを教師データで与えた手法よりも精度が高

く, 900の単語のペアを与えた時と同じくらいの精度であ

ることがわかる. 従って, 本提案手法は非常に精度よくマッ

チングができていることがわかる.

6. 分析

表 1の言語間の結果を比較すると, 本提案手法のイタリ

ア語–スペイン語のマッチングの結果が, 他の言語対と比べ

て精度がかなり良いことがわかる. これは, イタリア語とス

*4 対訳辞書データ D を初期の辞書として self-learning を行うこと
も試したが, 行わない場合に比べて精度が大幅に悪化した. これ
は, 本研究で word2vec の学習に用いたデータが 5 万文と小規模
なため, 低頻度で現れる単語の分散表現を言語間で線形写像を行
うことが難しいためだと考えられる.
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図 2 イタリア語–英語のマッチングにおいて, 対訳辞書の単語のペア

数 (seed)を変えて単語マッピングを学習した時の, Top1マッ
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図 3 イタリア語–英語のマッチングにおいて, 対訳辞書の単語のペ

ア数 (seed) を変えて単語マッピングを学習した時の, Top10

マッチングの正解率の推移と, 本提案手法の精度の比較

ペイン語の語順や語彙などの言語構造が比較的似ているた

め, マルチドメイン系列 AutoEncoderで両言語共通のダイ

ナミクスを効率よく学習できたためだと考えられる. 特に,

提案手法においてはイタリア語–スペイン語の 1000文のパ

ラレルコーパスのうち 50.4%の文を教師なしでマッチング

することに成功しており, 系列データの特徴が近いデータ

であれば異なるドメインでも高い精度でマッチングを行う

ことができることが示された.

7. おわりに

本研究では, マルチドメインで共通の系列 AutoEncoder

を学習することで, パラレルコーパスなどの教師データが

存在しない場合でも異なるドメインの系列データをマッチ

ングすることができることを示した. そして, マッチング

させる言語のペアを変えて比較することで, 系列データの

特徴が似ているイタリア語–スペイン語の方がその他の言

語対よりもマッチング精度が高いことが明らかとなった.

今後, 言語以外の系列データに本提案手法を適用したい.
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