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大規模ニューラルネットワークモデルの 
Out-of-Core 学習の性能評価 

 

今井晴基†1	 レドゥック トゥン†1	 根岸康†1	 関山太朗†1	 河内谷清久仁†1 

 
概要：深層学習のニューラルネットワークモデルは年々大規模化し，今後 GPU メモリー上に載せることは困難にな
ることが想定される．それら大規模なモデルを用いた学習を実現する手法として，各層の計算時に必要となるデータ

のみを GPU に配置し，その他の層のデータを CPU に退避させる Out-of-Core 学習の手法が存在する．Out-of-Core 学
習は CPU-GPU間のデータ通信によるオーバーヘッドを発生させるが，全ての層のデータが GPU上に載らないモデル
の学習も可能とする．我々はこの Out-of-Core学習の機能を Chainer version 3に移植・実装し，複数 GPUへの対応を
行った．本稿では，GoogLeNetや ResNetなど既存モデルを拡張した大規模モデルと ImageNetを拡大したデータセッ
トを用いて Out-of-Core学習の実行時間の評価を行なった．Out-of-Core学習により 2倍から 6倍のバッチサイズが実
行可能となった．またその実行オーバーヘッドは最大 80%程度であった． 
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Performance evaluation of Out-of-Core training 
for large-scale neural network models 
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TARO SEKIYAMA†1	 KIYOKUNI KAWACHIYA†1 
 

Abstract: Neural network models of deep learning have been expanded and it can be difficult to fit them in GPU memory. To 
realize training of such large model, there is an Out-of-Core training which locates only necessary data for each layer on GPU and 
swap out data of other layers to CPU. The Out-of-Core training incurs additional overhead of the CPU-GPU communication, but 
we can realize training of the very large network model. We ported and implemented the Out-of-Core training to Chainer version 
3 and also implemented multi-GPU Out-of-Core training. In this paper, we evaluated execution time of the Out-of-Core training 
by using enlarged existing models such as GoogLeNet and ResNet and enlarged imageNet dataset. We confirmed we can run 2 to 
6 times larger batch size by using the Out-of-Core training with up to about 80% overhead. 
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1. はじめに   

	 深層学習は画像認識，音声認識など様々な分野において

既存手法を圧倒する性能を示し続けている．その性能実現

には，より深く大規模なニューラルネットワークが必要不

可欠となってきており，大規模画像認識の競技大会である

ILSVRC[1]では，2012年に Hintonらの 8層の AlexNet[2]を

起点として，2014年のVGG[3]は 19層，2014年GoogLeNet[4] 

22 層，2015 年 ResNet[5]152 層と年々大規模なネットワー

クを利用したチームが優勝し続けている．また，医療画像

処理など実応用においても，3 次元データにおいて 3 次元

の畳み込み処理を行うことが期待されているなど[6]，今後

も大規模化の流れは継続するものと考えられる． 

	 ネットワークの大規模化に伴う演算量の増加などから，

深層学習は GPU を用いて実行されることがほとんどであ

る．GPUの演算能力は，新しいデバイスが出るたびに飛躍

的に向上しているが，メモリー容量は，演算能力と比較し
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て向上していない．最新の NVIDIA® Tesla® V100 において

も 16GBと据え置かれている．GPUのメモリーは HBM な

ど高速であるが高価なメモリーが搭載されていることなど

から，今後もその飛躍的な増加は困難と考えられる．その

ため，大規模ネットワークの実行には GPU メモリー容量

の制約がより大きな課題となると考えられる． 

	 その回避のために医療画像処理ではアプリケーションに

特化したメモリー使用量の削減手法が開発されている[6]．

また，より汎用的に利用可能なメモリー圧縮手法なども開

発されている[7]．しかし，メモリー削減手法だけではさら

なる大規模化に対処することに限界がある．伝統的に HPC

のアプリケーションが，それを回避するために演算とメモ

リーを分割して分散環境でアプリケーションを実行してき

たように，深層学習でもネットワークを分割するアプロー

チが開発されてきている[8][9]．一般的にニューラルネット

ワークは密に結合している部分も多いため，分散化した時

の通信オーバーヘッドはより大きくなる可能性があるため
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今後様々な工夫が必要となる．NVIDIA社の CUDAライブ

ラリが提供する機能 Unified Memoryを利用すれば，アプリ

ケーションが GPU の実メモリー以上のメモリーを使用す

ることが可能になる．Unified Memoryによりプログラムを

ほぼ変更することなくより大規模なネットワークの実行が

可能になるが，実行時間が数分の一程度に低下してしまう

ため，現状では実用的な選択肢とならない． 

	 もう一つのアプローチは，本稿で評価を行う Out-of-Core

学習である．Out-of-Core学習とは全てのネットワークのデ

ータを GPU メモリーに確保し続けるのではなく，演算対

象のレイヤーのデータのみを GPU に載せ，他のレイヤー

のデータは CPU側のメモリーに退避させる手法である[10]．

GPU はホスト CPU にアクセラレータとして搭載されてい

るが，演算量は GPUの方が圧倒的であるため，深層学習で

は CPU はあまり利用されておらず，CPU のメモリーも十

分に活用されていないことが多い．このアプローチの課題

は CPU-GPU 間の通信が非常に多くなるため，そこがボト

ルネックになってしまう点である．NVLink など高速なリ

ンクも採用されることもあるが，GPUのメモリーバンド幅

と比較して低速である． 

	 本稿では，その Out-of-Core学習の実行時の CPU-GPU間

の通信の影響の評価を中心に性能評価を行い，その高速化

の可能性や今後の課題を検討する．以下，第 2章では，Out-

of-Core学習の動作を解説し，第 3章では，今回評価に用い

る Chainer における実装について述べ，第 4 章では計測条

件と計測結果の評価を行い，第 5章でまとめとする． 

2. Out-of-Core 学習 

	 本章では本稿で評価を行う Out-of-Core 学習について述

べる．図 1に L層のニューラルネットワークの誤差逆伝搬
法における処理とデータの流れを示す．上段に順伝搬処理，

下段に逆伝搬処理が書かれている． 

	 順伝搬処理の l層においては，l-1層の出力 A[l-1]を入力
とし，重み W[l]とバイアス b[l]から(1)式を用いて，出力 Z[l]

を求める．Z[l]に(2)式のように活性化関数 g を適用し l+1

層の入力とする．1 から L 層まで同様の処理を行い，Loss

関数の出力 dY(=dA[L])を逆伝搬処理の入力とし，逆伝搬処
理を行う．逆伝搬の l層においては，l+1層の出力 dA[l]，

l 層の順伝搬で入力 A[l-1], 計算結果の Z[l]，重み W[l], バ

イアス b[l]を用いて，(3)式から(6)式を用いて，l 層の逆伝

搬における出力 dA[l-1]，重み更新の勾配 dW[l], バイアス
更新の勾配 db[l]を求める．この処理を各層で順次行うこと
で全ての層の dW, dbを求め，これらを用いて，重み W, バ

イアス bを更新する．この順伝搬処理，逆伝搬処理を 1回

のパラメータ更新としてこれを継続して行うことで Loss

関数の出力を小さくしていく．Out-of-Core学習でない通常

の場合(以下，In-Core学習とする)，逆伝搬での入力 A[l-1], 

Z[l], W[l], b[l]は順伝搬で計算された後，逆伝搬で利用され

るまで GPU メモリー上に保持される．畳み込みニューラ

ルネットワークの場合，最初の層の方がそのデータサイズ

が大きい傾向があり，それらはその最初の層の逆伝搬処理

が完了するまで保持され続けるため，多くの GPU メモリ

ーが消費され続けることになる． 

	 一方，Out-of-Core学習においては，逆伝搬処理で利用す

る順伝搬処理の入力，演算結果を GPU メモリー上に保持

し続けるのではなく，各層の順伝搬処理後，これを一旦

CPUに退避させる．そして，逆伝搬でその層の演算を行う

前に，CPU から GPU に戻し，各層の処理を行う．深いネ

ットワークの場合，大量のデータを CPUメモリーに退避さ

せるため，CPU メモリーを大量に消費することになるが，

CPU メモリーは GPU メモリーと比較すると安価で容量も

大きいため，多くの場合問題とならない．課題は，CPUメ

モリーにデータを退避させる通信時間であり，それが大き

くなりすぎると In-Core 学習に対して大幅な処理時間の増

加を招く． 

 

 
図 1 Out-of-Core学習の処理とデータの流れ 

 

3. Chainer における Out-of-Core 学習の実装 

	 本稿では，2章の Out-of-Core学習の評価を Chainerを用

いて評価を行った．Chainerは，Preferred Networks社が開発

している深層学習用のフレームワークであり，Pythonの行

列演算用ライブラリ Numpy 互換のインターフェースを持

つ CUDA実装の行列演算ライブラリである Cupyを利用し
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GPU 上で動作させることができる．また，Chainer versin2

においては，Out-of-Core学習をサポートする派生レポジト

リー[14][15]を利用することで実現可能である．今回我々は，

最新の正式リリースである Chainer version3に，Version 2の

Out-of-Core 学習のコードを移植し，それに対して，複数

GPU対応や性能向上のための修正を行った． 

3.1 Chainer version2 における Out-of-Core の実装 
	 Chainerにおける順伝搬，逆伝搬の計算過程を説明するた

めに，図 2に計算グラフの構造を簡易的に示す．分岐はな

いケースである． 

 

 
図 2 Chainer 計算グラフ構造 

 

順伝搬においては，ユーザーが作成したネットワークのモ

デルファイルを元に，各レイヤー (Function)ごとに

Function_nodeオブジェクト，Variable_nodeオブジェクトを

順次作成しながら，計算グラフを作成していく． 

逆伝搬処理においては，順伝播で作成した Function_node

オブジェクトと Variable オブジェクトを逆順にたどる．

Chainer version2の場合，入力データを含む Variable_nodeを

inputs 変数で参照することができ，Variable_node はそれを

作成した creator_node 変数で参照できる．逆伝播処理は

Variable_node中の backward関数を creator_nodeがなくなる

まで順次呼び出すことで実行する． 

	 Out-of-Core 学習の実行時のオプションとしては，async, 

fine_granuralityがある．asyncは CPU-GPU間のデータ退避

復帰の通信を同期して行うか非同期に行うかの設定である．

非同期に行う場合，通信時間が隠されることから Out-of-

Core学習のオーバーヘッドが小さくなるため，高速に実行

できるが，逆伝搬処理の時，次のレイヤーのデータをプリ

フェッチしておくことになるため，そのレイヤーの処理の

ためのデータに加え次のレイヤーのデータも GPU メモリ

ーに配置しておくことになるため，メモリー使用量が増加

する．	 	  

	 またモデルファイルを修正することなく，自動的に CPU-

GPU 間の通信を行い Out-of-Core 学習を実現可能である．

fine_granuralityオプションは，これを Trueにするとレイヤ

ーごとに細粒度で CPU-GPU間の通信を行う設定である． 

3.2 Chainer version3 への移植のための変更点 
	 本節では，Chainer version2の Out-of-Core機能を Chainer 

version3に移植し，複数 GPU対応するために行った変更点

について説明する．Version3 においても上記の基本構造は

同様である． 

3.2.1  逆伝播処理方法の変更への対応 

	 Version2ではすべての Variable_nodeが逆伝搬処理の関数

backward()を持っていたため，どの Variable_node からも逆

伝搬処理を開始することができたが，Version3では Variable

オブジェクトの開放を積極的に行うために[16]，一部の

Variable_nodeのみが bakward関数を持つ事となり，逆伝播

処理の実装方法が変更された．このため Out-of-Core学習の

実装に際しては，この変更への対応を行う必要があった． 

3.2.2 マルチ GPU 対応 

	 深層学習のデータ並列は多くの深層学習のフレームワー

クで実装されており，Chainerにおいても In-Core学習で実

行可能である．データ並列実行は各 GPUは，1GPUでの実

行と同じ処理を行うが，重み・バイアスの更新を複数 GPU

の結果を用いて更新するものであり，実質的にバッチサイ

ズを増加させたことに相当する．複数 GPU の結果を集約

する部分は Reduction 演算であり，ここに比較的大きな通

信が発生する．Out-of-Core 学習の Version 2 の Out-of-Core

実装では，1GPUで実行のみが実装されていた．このため，

Version3 への移植に際して複数 GPU でのデータ並列で実

行するための拡張を行った．各 GPUはそれぞれ CPUへデ

ータ退避を行うため Out-of-Core学習においても各 GPUの

処理は 1GPUと変わらない．ただし，NUMA構成になって

いる時は，CPUと GPUの Affinityが正しく設定されていな

いと CPU-GPU間の通信が効率的に行われない．そのため，

NVIDIA Management Library(NVML)の Pythonインターフェ

ースである pynvml/py3nvmlを利用し，CPU-GPU affinityを

設 定 す る こ と と し た ． 具 体 的 な API と し て は

nvmlDeviceSetCpuAffinity()を利用して各プロセスに各 GPU

との Affinityを設定している． 

4. 計測 

4.1 計測対象ネットワーク 
	 本稿では３章で述べた Chainer version3 を用いて Out-of-

Core学習の性能評価を行った．評価に利用するニューラル

ネットワークは GoogLeNet, ResNet50, ResNet152を用いた．

訓練画像として ImageNet[11]の画像を用いる．確率的勾配

降下法においては計算効率向上のため訓練画像をいくつか

のバッチに分けて，そのバッチごとに重みの更新を行う．

本計測では，まずこれらのネットワークのバッチサイズを

増加させることで In-Core 学習では実行できないバッチサ

イズを利用して Out-of-Core学習を行う．バッチサイズを増

加させても，様々なパラメータ調整を行うことで，学習は

高速に進む報告もある[12]が，一般に大きすぎるバッチサ

イズの利用は推奨されていない[13]．そこで，それらのネッ

トワークを簡易的な方法で拡大し，これらも評価に用いる

ことにした．既存のネットワークの入力画像サイズは

224x224 となっているが，これを 2240x2240 と 100 倍に拡
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大し， ImageNet の画像も 100 倍に拡大して用いる．

GoogleNet，ResNet 等多くの Convolution Network が，前半

が Convolution 層，後半が全結合層から構成されている．

この内，Convolution 層だけを入力サイズに合わせて修正し，

全結合層のサイズは変更しない． Convolution 層において

は，入力サイズに比例して使用メモリー量と計算量が増加

する．一方，全結合層においては，入力サイズの二乗に比

例して，使用メモリー量と計算量が増加するので，入力サ

イズに合わせて全結合層を拡大することは現実的ではない．

Convolution 層と全結合層を結合する層  (例えば，max 

pooling 層) において，整合性を取るようにパラメータを調

整する．GoogLeNetにおける変更例を以下に示す． 

 
図 3 モデル修正例（GoogLeNet） 

 

4.2 計測環境 
	 計測マシンには IBM® Power Systems™ S822LC for High 

Performance Computing (通称”Minsky”，以下  Minsky)と

NVIDIA® DGX-1(以下，”DGX-1”)を用いた．Minskyは CPU

に POWER8プロセッサー(10コア，3.54GHz)を 2基搭載し，

CPU メモリー512GB であり，2 ソケットの NUMA 構成と

なっている．GPU は NVIDIA® Tesla® P100(GPU メモリー

16GB)を 4基搭載している．CPU-GPU間は NVLink1.0(片方

向 40GB/secのバンド幅)で接続されている．OSは RHEL7.3, 

CUDA9, cuDNN7を利用した． 

	 NVIDIA® DGX-1™は CPUに Intel® Xeon®プロセッサー(20

コア，2.2GHz)を 2 基搭載され，CPU メモリー512GB であ

り，2ソケットの NUMA構成となっている．GPUは NVIDIA 

Tesla P100(GPUメモリー16GB)を 8基搭載している．CPU-

GPU 間は PCIe(片方向 16GB/sec のバンド幅)で接続されて

いる．OSは Ubuntu16.0.4.3LTS, CUDA8, cuDNN7を利用し

た．図 4 に示すように DGX-1 の CPU-GPU 間の 1 リンク

は 16GB/sec であり，PCIe スイッチを経由して接続されて

いる．GPU0, 1, 2, 3を利用した場合，CPU-GPU間のバンド

幅は 1GPUあたり 8GB/secとなり，GPU0, 2, 4, 6を利用し

た場合は，1GPUあたり 16GB/secとなる． 

 

 

図 4 CPU-GPU間のバンド幅（片方向） 

 

4.3 計測結果 

4.3.1 最大バッチサイズの増加 

	 図 5に GoogLeNet, ResNet50, ResNet152のそれぞれにつ

いて，入力サイズ 224x224, 2240x2240を用いた時のバッチ

サイズと 1画像あたりの平均処理時間を示す． 100バッチ

分実行し，その実行時間を処理された画像数(バッチサイズ

*実行バッチ数)で割って求めている．Minskyにおける結果

である．図中には In-Core学習(in-core), Out-of-Core学習を

CPU-GPU間の通信を非同期に行った時(OoC)，同期して行

う(OoC sync)の 3 つのケースを示している．全てのケース

で CPU-GPU affinity は設定済みである．3.1 節で記述した

fine_granurarityオプションは Trueとし，全てのレイヤーの

処理に CPU-GPU通信が発生する．  

	 図より実行可能なバッチサイズは，In-Core学習，OoCの

非同期実行，OoCの同期実行の順に大きくなっている．表 

1に In-Core学習に対するバッチサイズの増加率を示す．非

同期実行においては，3 章で示したように，現在演算中の

レイヤーの前レイヤーのデータが GPU メモリーから解放

される前に現在のレイヤーの計算が開始されていることや，

次のレイヤーのデータのプリフェッチにより，GPUに確保

されるメモリー量が増加する．一方，同期実行においては，

現在のレイヤーにおいて利用されるデータ以外は確保され

ないことから，非同期実行の場合に対して，最大バッチサ

def __call__(self, x, t):
h = F.relu(self.conv1(x))
h = F.local_response_normalization(

F.max_pooling_2d(h, 3, stride=2), n=5)

h = F.relu(self.conv2_reduce(h))
h = F.relu(self.conv2(h))

h = F.max_pooling_2d(
F.local_response_normalization(h, n=5), 3, stride=2)

h = self.inc3a(h)
h = self.inc3b(h)
h = F.max_pooling_2d(h, 3, stride=2)
h = self.inc4a(h)

l = F.average_pooling_2d(h, 5 * (GoogLeNet.insize // 224),
stride=3 * (GoogLeNet.insize // 224))

l = F.relu(self.loss1_conv(l))
l = F.relu(self.loss1_fc1(l))
l = self.loss1_fc2(l)
loss1 = F.softmax_cross_entropy(l, t)

h = self.inc4b(h)
h = self.inc4c(h)
h = self.inc4d(h)

l = F.average_pooling_2d(h, 5 * (GoogLeNet.insize // 224),
stride=3 * (GoogLeNet.insize // 224))

l = F.relu(self.loss2_conv(l))
l = F.relu(self.loss2_fc1(l))
l = self.loss2_fc2(l)
loss2 = F.softmax_cross_entropy(l, t)

h = self.inc4e(h)
h = F.max_pooling_2d(h, 3, stride=2)
h = self.inc5a(h)
h = self.inc5b(h)

h = F.average_pooling_2d(h, 7 * (GoogLeNet.insize // 224),
stride=1 * (GoogLeNet.insize // 224))

h = self.loss3_fc(F.dropout(h, 0.4))
loss3 = F.softmax_cross_entropy(h, t)

loss = 0.3 * (loss1 + loss2) + loss3
accuracy = F.accuracy(h, t)
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イズが大きくなっている．同期実行においては，最大バッ

チサイズは大きくなるが，大量の通信処理の待ちが発生す

るため，実行速度の低下が見られる．その低下はバッチサ

イズを十分大きくし，実行時間が安定した後で，GoogLeNet

でおおよそ 20-30％，ResNet50, ResNet152で 40-50%となっ

ている．入力サイズ 224x224，2240x2240で速度低下の割合

は同様であった． 

	 In-Core 学習に対する，OoC 実行のオーバーヘッドは 

224x224 の GoogLeNet では 20-30%程度，ResNet50 と

ResNet152 では 10-20%程度となっている．2240x2240 では

GoogLeNetも ResNet50も 70-80%程度である．2240x2240に

おいてオーバーヘッドが大きい理由は今後調査が必要であ

る． 

	 表 1 に In-Core 学習に対する実行可能な最大バッチサイ

ズの増加率を示す。ResNet50より ResNet152と深いネット

ワークにおいてより増加率が高いことがわかる。入力サイ

ズ 2240x2240 の ResNet152 においては In-Core ではバッチ

サイズ 1でも実行できなかった．特にこのような大きなネ

ットワークでは，Out-of-Core学習は有益である．ResNet152

では，レイヤー数が 152 層と ResNet50 に対して 3 倍にな

り，In-Core学習においてメモリー使用量は大幅に増加する. 

しかし，ResNet152 の OoC における最大バッチサイズは

ResNet50 に対して 20-30%程度の低下に止まっている．こ

れは，ResNet152では，各レイヤーの構成は ResNet50と同

じで，各レイヤーでのメモリー使用量は大きくは変わらな

いためと考えられる．ResNet152 では退避されるメモリー

量は増加し，入力サイズ 2240x2240のバッチサイズ 3の場

合における CPUメモリー使用量は，ResNet50は 101GBに

対して ResNet152は 208 GBと倍増していた．ResNet152の

パラメータサイズは ResNet50の倍であるため，これは妥当

な値である． このような深いネットワークにおける Out-

of-Core 学習の利用は，より多く GPU メモリーを退避する

ことができるため効果が大きい．一般に深層学習の実行で

は CPUリソースはあまり使われないことが多いが，Out-of-

Core学習ではそれを活用することができる． 

	 入力 224x224のケースでは，小さいバッチサイズでは，

実行時間が遅くなっている．これは，GPUの計算量が少な

いことからファイル IO や通信のオーバーヘッドの割合が

大きくなっているためと考えられる．入力サイズ

2240x2240 の場合は，バッチサイズ 1 から計算量は多く，

安定した結果を示している．2240x2240 の GoogLeNet と

ResNet50 において，Chainer version 3 の正式版の結果

(Minsky v3)を示した．実行時間は In-Core 学習とほぼ同じ

になっていることから，3 章で示した我々の実装による新

たなオーバーヘッドはないことを示している． 

 

表 1	 In-Core学習に対するバッチサイズの増加率 
入力サイズ ネットワーク 実行モード 増加率 

224x224 

GoogLeNet 
OoC affinity 1.2 

OoC affinity sync 1.7 

ResNet50 
OoC affinity 3.0 

OoC affinity sync 3.5 

ResNet152 
OoC affinity 5.0 

OoC affinity sync 6.0 

2240x2240 

GoogLeNet 
OoC affinity 1.5 

OoC affinity sync 2.3 

ResNet50 
OoC affinity 4.0 

OoC affinity sync 4.0 

ResNet152 
OoC affinity In-Core不可 

OoC affinity sync In-Core不可 

図 5 最大バッチサイズ 
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4.3.2 CPU-GPU 間バンド幅の効果 

	 図 6にそれぞれのネットワークの入力サイズ 2240x2240，

バッチサイズ 3 を利用した時の CPU-GPU 間のバンド幅の

影響を示す．CPU-GPU 間のバンド幅を変えた時と，CPU-

GPU affinityの有無の比較である．片方向バンド幅はMinsky

において 40GB/sec, DGX-1 で GPU0, 1, 2, 3 を利用した時

8GB/sec, GPU 0，2，4，6を利用した時 16GB/secである． 

 

 

 

図 6	 CPU-GPU間バンド幅の性能への影響 

 

	 In-Core学習の時，Minsky，DGX-1において，Minskyの

方が多少速いが，ほぼ実行時間に違いは見られない．バッ

チサイズ 3では GoogLeNetのみ In-Core学習可能であるが，

ResNet50のバッチサイズ 1においても同様の傾向を示して

いた．In-Core 学習においては，CPU-GPU 間の通信は入力

データや Reduction 通信のみであり，通信の割合が小さい

ため大きな差は観測されなかったと考えられる．In-Core学

習においては，affinityの設定の有無でも性能向上は見られ

なかった．これも同様に CPU-GPU 間の通信が少ないため

と考えられる． 

	 Out-of-Core 学習における affinity 設定の有無での比較を

行うと，Minsky では affinity を付けた場合の速度向上は

GoogLeNet では 19 %，ResNet では 30%程度と大きいが，

DGX-1では速度向上は数%とほぼ速度向上は見られなかっ

た．これは DGX-1 の NUMA ノード間が PCIe の速度に対

して十分高速なため影響が現れない，もしくは，明示的に

プログラム中で設定しなくても OS が正しく設定している

可能性が考えられる． 

	 表 2に affinity設定後の Out-of-Core学習において，DGX-

1 gpu0123 に対する Minsky の性能向上の加速率を示す．

GoogLeNet においては 1.7 倍以上，ResNet においては 2.2

倍以上と大きな性能向上を示している．Out-of-Core学習に

おいて CPU-GPUバンド幅の重要であることを確認した． 

 

表 2	 CPU-GPU NVLinkによる性能向上率 
ネットワーク 実行モード 加速率 

GoogLeNet OoC affinity 1.84 
OoC affinity sync 1.71 

ResNet50 OoC affinity 2.64 
OoC affinity sync 2.32 

ResNet152 OoC affinity 2.66 
OoC affinity sync 2.22 

 

5. おわりに 

	 本稿では，Chainer version3に Out-of-Core学習を実装し，

それを用いて，Out-of-Core学習の性能の性能評価を行なっ

た．Out-of-Core学習を用いることで，2倍から 6倍のバッ

チサイズを用いた学習を実現することを確認した．

ResNet152 では通常では実行できないケースについても実

行可能となることを確認した．また，CPU-GPU間に NVLink

の高速な通信を持つ Minsky において，最大 2.66 倍の性能

向上を確認し，Out-of-Core学習における CPU-GPU間のバ

ンド幅の重要性を確認した． 

	 現状の実装においては，まだ Out-of-Core学習のオーバー

ヘッドが大きいという課題がある．また，様々な実行モー

ドが存在し，それらにはメモリー使用量と実行時間のトレ

ードオフがある．これらについてもネットワークやデータ

に基づく最適な実行モードの設定を行うことでより効果的

な実行ができると考えられる．本稿では，既存のネットワ

ークを拡大するということで大規模なネットワークを作成

したが，より実用的なデータとネットワークを利用した評

価も必要である．今後はこれらの課題について検討を進め
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る予定である． 
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