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疎行列形状のカラー画像を入力としたディープラーニングによる

数値計算ライブラリの自動チューニング方式 
 

山田 賢也†, 片桐 孝洋††, 永井 亨††, 荻野 正雄†† 

 

疎行列を対象とする数値計算ライブラリでは，実装選択に関するチューニングパラメタが多く存在するが，その設定
の違いによる計算性能の差が非常に大きい．また，最適実装は計算を行う疎行列に依存する．しかし一般的に，各疎
行列に対して実行して性能を調べる以外の方法で最適実装を見つけることは容易ではない．そこで本研究では，あら

かじめ実行を行い最適実装が分かっている疎行列を訓練データとして利用し，ディープラーニングによる機械学習を
行う最適実装の予測手法の提案と評価を行う．この際に予測対象とする実装には，数値計算ライブラリ特有の処理で
ある，反復解法の前処理を含む．このことより，数値計算ライブラリの使用者が疎行列ベクトル積（SpMV）や反復

解法の専門家でなくても，専門家による実装選択と同等，もしくは，許容範囲内の性能で実装選択できる数値計算ラ
イブラリの構築を目指す． 

 

1. はじめに 

疎行列は数値計算の様々な分野で取り扱われており，疎

行列を対象とする数値計算ライブラリ（疎行列ライブラリ）

が広く利用されている．ここで，数値計算ライブラリには

実装選択に関するチューニングパラメタが多く存在するが，

最適実装の選択は実行を伴う経験に基づいて行われること

が多く，時間的コストが高くなりやすい問題がある．これ

に対し，Muralidharan ら[1]は実行を介さずに SpMV（疎行

列ベクトル積）の最適実装を選択する手法を提案した．

Muralidharan らの手法では，疎行列に対して行列の構造に

基づく事前定義特徴を用意し，さらに機械学習のモデルと

して SVM（サポートベクターマシン）を用いることで最適

な SpMV 実装選択を行っている．しかし，新たな SpMV 実

装方法や計算機アーキテクチャに対しては事前定義特徴を

再検討する必要があり，またその検討は専門家でないと困

難である．一方，Cui ら[2]は，行列の構造に基づく特徴画

像を生成し，ディープラーニングによる機械学習によって

最適実装選択を行う方法を提案した．ディープラーニング

では，訓練データの特徴量を学習の過程で自動的に抽出す

ることができるため，専門家でなくとも最適実装を選択し

やすくなることが期待できる．しかし，これらの研究は

SpMV 実装を対象としたものであり，数値計算ライブラリ

自体を対象とした研究は少ない．数値計算ライブラリを利

用する場合は，反復法や前処理法など重要なパラメタが多

く存在する． 

そこで本研究では，専門家でなくても最適な実装方式が

自動設定できる数値計算ライブラリの構築を目的に，人工

知能技術による実装選択手法の開発を目指す．特に，疎行

列のカラー画像に基づく特徴画像の構築手法を提案し，数

値実験による提案手法の効果検証を行う．本論文の構成を

以下に示す．2 章で本研究において取り扱う行列やライブ

ラリ等についての説明を行う．3 章で実験の手順や問題設

定，評価方法についての詳細な説明を行う．4 章で実験結
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果の提示と評価を行い，最後に 5 章で結論を述べる． 

 

2. データ及びライブラリ 

2.1 数値計算ライブラリ Xabclib 

 本研究では疎行列を対象とした数値計算ライブラリであ

る Xabclib [3]を利用する．特に，連立 1 次方程式の数値解

を反復法である GMRES 法で求める Xabclib_GMRES を対

象とする．Xabclib_GMRES では SpMV 実装方式，前処理

法，リスタート周期等のいわゆるチューニングパラメタが

複数存在するが，今回は本手法の効果の検証のために，

SpMV 実装方式と前処理法の 2 種類に絞って行う． 

 

2.2 利用する疎行列データセット 

本研究で利用する疎行列データは，フロリダ大学疎行列

コレクション[4]中の正方行列すべてとする．ただし，実際

の数値実験では，後述する条件を満たさない疎行列は使用

するデータセットから外して行っている．ここで，本研究

で利用する疎行列データのまとまりを，疎行列データセッ

トと呼ぶ． 

 

2.3 ディープラーニングフレームワーク 

 本研究ではディープラーニングフレームワークとして

TensorFlow[5]を利用する．TensorFlow はデータフローグラ

フを使用した数値計算用のオープンソースソフトウェアラ

イブラリである．柔軟なアーキテクチャにより，単一の API

で様々なプラットホーム上の CPU や GPU で計算を行うこ

とが可能である．もともとは機械学習やディープニューラ

ルネットを研究する目的で開発されたものだが，そのシス

テムの汎用性が高く，多分野で利用されている． 

主な対象プログラミング言語は Python であるが，C/C++

にも対応している．対応 OS は Ubuntu/Linux 64bit または

Mac OS X である．加えて，Android，iOS，Raspberry Pi 向

けのコードも公開されている． 
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3. 実験手順 

3.1 概要 

本研究では，1.1 節で記述した Cui らの手法（以降，既存

手法と記述する）を数値計算ライブラリに適用するととも

に，一部新たな手法を加えて実用可能であるかどうかの検

討を行う．この章ではその実験手順と問題設定について説

明する．実験は大まかに以下の手順に従って行う． 

1. 各疎行列に対して Xabclib_GMRES を実行し，最適な

実装を調べる． 

2. 各疎行列を各手法に従って画像に変換し，特徴画像を

得る． 

3. 1，2 で行った作業で得られた最適実装と特徴画像を

用いて訓練データとテストデータを作成する． 

4. 訓練データを用いてディープラーニングによる機械

学習を行う． 

5. 学習が完了した後のモデルとテストデータを使用し

て予測結果を得る． 

6. 結果を評価する． 

それぞれの詳細は，次節以降で説明を行う． 

 

3.2 各手順の詳細 

3.2.1 最適実装の取得 

本節では，各疎行列に対して Xabclib_GMRES を実行す

る際の最適な実装の取得と，その際の実験設定について説

明を行う． 

疎行列データセットに対して Xabclib_GMRESを実行し，

最速計算を行える実装を調べた．以下，実験設定について

記述を行う．Xabclib_GMRES は式（3.1）に示す係数と定

数項が実数である連立 1 次方程式の数値解を求める

GMRES 法を実装したものであるが，今回の実験では式（3.1）

の左辺の行列 A は計算を行う各疎行列である．右辺ベクト

ル b は，解となるベクトル x の要素が全て 1.0 となるよ

うに値を設定した． 

 Ax = b （3.1） 

Xabclib_GMRES では，様々な実装選択のチューニングパ

ラメタが存在する．今回の実験では，SpMV 実装方式と前

処理選択の 2 種類のチューニングに限って実験を行うこと

は前述したとおりであるが，その詳細を表 1 及び 2 に示す．

各表にある通り，前処理 6 種類，SpMV 実装 4 種類を予測

する実装の対象とし，これらの組み合わせである 24 通り

の実装に対して最適実装の予測を行う． 

 

表 1:Xabclib_GMRES の前処理実装一覧 

前処理 

前処理なし SSOR ILU(0) 

Jacobi ILU(0)_Diagonal ILUT 

 

表 2:Xabclib_GMRES の SpMV 実装一覧 

SpMV 実装 

Row Decomposition Method Branchless Segmented Scan 

Normalized NZ method Original Segmented Scan 

 

これらの設定に加えて，今回の実験では，反復法は収束

解を得ることが重要であることから，高性能な最適実装選

択を目的として，実行時間制限 600 秒，リスタート回数制

限 1000 回，収束条件は相対残差が1.0 × 10−8以下の条件の

もとで Xabclib_GMRES を実行した．この条件の下で収束

解が一つも得られなかった疎行列は，使用データから除外

した．これにより，最終的に使用する疎行列データセット

は，次元数が 216 から 256,000 まで，および，非ゼロ要素

の割合が約 0.0004%から 56%の範囲である 1058個となった． 

 

3.2.2 既存手法における特徴画像への変換 

 本節では，各疎行列を直接的に画像へと変換する方法に

ついて，その中でも既存手法についての説明を行う．なお，

これ以降，特徴画像とはディープラーニングに使用するた

めの疎行列画像を指す．次節で詳細は説明するが，今回の

実験で用いたニューラルネットは CNN（畳み込みニューラ

ルネット）である．畳み込みニューラルネットでは画像を

入力として使用する場合，全て同じサイズの画像でなくて

はならない．ここで，入力として疎行列の要素を画像のピ

クセルに対応させるような単純な方法で画像化して用いよ

うとすると，疎行列のサイズによって画像のサイズが変わ

り，入力として使用することができなくなる． 

 そこで，まず考えられるのは，上記方法で作成した行列

画像のリサイズを行って固定サイズの画像とする方法であ

る．これにより，CNN の入力データとして使用する上での

問題点は改善される．しかしながら，この単純な方法では，

行列サイズの情報が失われてしまうため，何らかの工夫を

加える必要がある． 

 そこで，既存手法では color_index という概念を導入した．

color_index とは，行列の次元を正規化し，0 から 255 まで

の整数値に変換した値である．具体的には以下の式（3.2）

に従った color_index を得る．ただし以下の Size は画像に

変換する行列のサイズを示し，Sizemax，Sizeminは，それぞ

れ扱う全ての行列における行列のサイズの最大値と最小値

を示す． 

 
colorindex = ⌊

Size − Sizemin

Sizemax − Sizemin
× 255⌋ （3.2） 

以上をふまえて，具体的な特徴画像の生成は以下の手順で

行う． 

1. Size×Size の大きさのグレースケール画像を生成する．

この際，画素値はすべて 0 で初期化する． 

2. 変換元行列において非ゼロ要素がある場所を i 行 j 列
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とすると，画像内の座標（i, j）に color_index を画素値

として挿入する． 

3. 2の手順を変換元行列に存在するすべての非ゼロ要素

に対して行う．（これにより，挿入された全ての画素

値は一定の値（= color_index）となる）． 

4. OpenCV[6] の resize（）関数を用いて固定サイズの画

像にリサイズする（今回の実験では 32×32，補完方

法はバイリニア補間）． 

以上の手順で得られた既存手法による特徴画像の例（行

列名:xingo_afonso_itaipu）を図 1 に示す． 

 

3.2.3 提案手法における特徴画像への変換 

 前節では既存手法における特徴画像の生成方法を示した．

本節では，各疎行列を直接的に画像へと変換する方法につ

いて，提案手法の説明を行う． 

前述の通り既存手法では最適実装の予測を行う対象を

SpMV としており，数値計算ライブラリ全体の機能につい

ての実装予測は考えられていない．そのため SpMV 実装の

予測に必要となる疎行列の非ゼロ要素の位置（構造情報）

は特徴画像に残っているが，SpMV 実装の予測に必要では

ない非ゼロ要素の値の情報は特徴画像に残っていない．本

実験での実装予測は前処理方式の予測も含まれており，非

ゼロ要素の値も実装予測に必要な情報であるため，このま

までは予測精度が低いことが考えられる．加えて，図 1 は

xingo_afonso_itaipu 行列を例として生成された特徴画像を

示しているが，この行列の画像をフロリダ大学疎行列コレ

クションのサイト[7]から引用した図が図 2 である．この行

列画像では，色のついている部分に非ゼロ要素が存在して

いる．これと既存手法による図を比較すると，既存手法に

よる図では，対角要素以外の部分の非ゼロ要素が消えてい

る箇所がある．これはリサイズの際のサイズ比（今回の例

では 13250:32）が大きいため，生じると考えられる． 

以上の 2 点を解消するために，提案手法として以下の 2

つの手法を適用して特徴画像を生成する． 

① 特徴画像生成の際に既存手法のように OpenCV の

resize（）関数を使うのではなく，元行列を 32×32 等

分に分割し，その中に非ゼロ要素が存在すれば特徴画

像の対応する座標に画素値を与える方法を利用する．

これによりリサイズ比が大きい場合であってもその

要素を落とすことなく特徴画像に反映させることが

できる． 

② 画像に残す情報の種類を増やすために既存手法のよ

うなグレースケールの画像ではなく，RGB3 色からな

るカラー画像を用いて特徴画像を生成する．これによ

りグレースケール画像では 1 種類しか残すことので

きなかった情報を 3 種類増やすことが可能となり，非

ゼロ要素の値の情報を残すことが可能となる． 

 まず①について，具体的には以下の手順に従って画像を

生成する． 

1. 32×32 の RGB カラー画像を生成する． 

2. 元行列を図 3 のようにリサイズ後のサイズである 32

×32 等分に区画分けを行う．（なお図 3 は例であり 31

×31に区画分けがされているが実際は 32×32 等分に

区画分けを行う．） 

3. 元行列において非ゼロ要素が 1 つ以上存在する区画

を（i, j）とすると，後述する画素値生成方法により，

画素値Rij, G, Bを生成する（図 3 内の赤円）． 

4. 変換中のカラー画像内の対応する座標（i, j）に画素

値を挿入する（図 4 内の赤四角）． 

5. 3,4 の手順を繰り返し，元行列の非ゼロ要素が存在す

る全ての区画に対してこれらの処理を行う．（非ゼロ

要素が存在しない区画では何も行わない（図 3 及び 4

内の緑円）．） 

 

次に②について，カラー画像を使用して特徴画像を生成

する際にそれぞれの色にどのような情報を当てはめるか，

及び各色の画素値をどのように設定するか，について説明

を行う． 

 青色について 

青色は既存手法（グレースケール画像）の場合でも情報

として残してある行列サイズの情報を挿入することとした．

手法としては前述の既存手法における color_index を用い

る場合と同様に以下の式（3.3）に従って青色の画素値を設

定した．ただし以下の B は青の画素値を示す． 

 
B = ⌊

Size − Sizemin

Sizemax − Sizemin
× 255⌋ （3.3） 

図 3: 変換元行列 図 4: 変換中カラー画像 

図 1:既存手法に 

よる特徴画像例 

図 2:xingo_afonso 

_itaipu 行列画像 
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 なお青色の画素値は，一つの特徴画像内で全て同じ B の

値を利用する． 

 緑色について 

 ①の手法により OpenCVを用いない固定サイズの画像生

成が行えるようになったが，非ゼロ要素の密度が薄い部分

も残さず画像に反映させる影響により，画像化後に全体と

して非ゼロ要素の密度が濃くなってしまう．そのため，緑

色にはその変化を補完する目的として疎度の情報を挿入す

ることとした． 

画素値の決定に際して，まず以下の式（3.4）に従って得

られた疎度（Spa）を得る．以下の nnz は画像に変換する行

列の非ゼロ要素の数を示す． 

 
Spa =

nnz

Size2 （3.4） 

式(3.4)を用いて緑の画素値を算出するのだが，Spa の値域

は0 < Spa ≤ 1である点と，疎度の値が特に値が 0 に近い場

合に多くの値が分布しているという点から，疎度を対数に

とったうえで画素値を計算するようにした．これにより，

疎度の差が色の変化に出やすくなるようになる．具体的に

は以下の式（3.5）に従って画素値を設定する．ただし，式

(3.5)の G は緑の画素値，Spaminは扱う全ての行列における

行列の疎度の最小値を示す． 

 
G = ⌊

log2 𝑆𝑝𝑎

log2 𝑆𝑝𝑎𝑚𝑖𝑛
× 255⌋ （3.5） 

なお緑色の画素値も青色と同様に，一つの特徴画像内で

全て同じ G の値を利用する． 

 赤色について 

前述の通り数値計算ライブラリの最適実装予測におい

て非ゼロ要素の値は欠かすことのできないものである．そ

のため赤色には非ゼロ要素の値の情報を挿入することとし

た． 

非ゼロ要素の値は疎行列内のそれぞれの要素で異なる

ものであるので，各座標の非ゼロ要素の値に応じて画素値

を定める必要がある．①の手法では元行列の区画分けを行

っているため，それぞれの区画内における非ゼロ要素の値

に応じて赤色の画素値を設定すればよい．そこで以下のよ

うな手順をとる． 

まず変換する疎行列の全ての非ゼロ要素を以下の式（3.6）

に従い絶対値をとる．ただし以下のValklは元行列内の k 行

l 列における非ゼロ要素の値を示し，この値に対して絶対

値をとった後の値をVal_absklとする． 

 Val_abskl = |Valkl| （3.6） 

次に前述の通りに変換元行列を区画分けし，区画毎に

Val_absklを合計し，その区画内の非ゼロ要素の数で割って

平均をとることで，区画（i, j）におけるこの非ゼロ要素の

値の大きさを算出することが可能である．直前の手順です

べての非ゼロ要素の値に絶対値をとったのは，この手順を

行う際に正の値と負の値が区画内に混在しているとお互い

に打ち消しあって値が失われてしまうため，これを防ぐた

めである．しかし，このまま画素値を生成すると非ゼロ要

素の値の値域が広く，かつ値の分布が値の小さいものと大

きいものに偏っている様な場合に色の変化が出にくい場合

がある． 

そこで，Val_absklは絶対値をとっており，必ず 0 以上の

値となっていることから，Val_absklの最大値と最小値の差

が 255 よりも大きい場合に，緑色における疎度の場合と同

様に対数をとることで色の変化を出やすくする．この際，

単純に絶対値をとるだけではVal_absklが 1 未満の場合で負

の値が発生してしまう．これでは区画内での値の打消しが

再び発生してしまう．この点を解消するために，Val_abskl ≤

1の範囲では対数を取らず，値を 0 として扱う処理も加え

る． 

具体的には以下の式（3.7）に従い，変換後の非ゼロ要素

の値Log_absklを得る． 

 
{
Log_abskl = log2 Valabskl

 （1 < Val_abskl）

Log_abskl = 0                            （otherwise）
 （3.7） 

この処理を行ったことにより，色の変化が出やすくなっ

たため，前述のとおり区画毎にLog_absklを合計し，その区

画内の非ゼロ要素の数で割ることで区画ごとの非ゼロ要素

の値の平均値Meanijを得る． 

この値を用いて以下の式（3.8）に従って赤の画素値を得

る．ただし以下のRijは座標（i, j）における赤の画素値を示

し，Meanmax, Meanminは，扱う全ての行列におけるMeanijの

最大値と最小値を示す． 

 
Rij = ⌊

Meankl − Meanmin

Meanmax − Meanmin
× 255⌋ 

（3.8） 

以上の①，②の手法に従って生成された特徴画像の例

（行列名:xingo_afonso_itaipu）を図 5 に示す．図 1 及び 2

と比較すると構造情報が対角要素以外の部分でも残ってい

ることに加え，非ゼロ要素の値に赤の画素値が変化してい

ることが確認できる． 

 

図 5: 提案手法による特徴画像例 

 

3.3 機械学習のための訓練，テストデータの作成 

前節までの手順により得られた最適実装と特徴画像の

組を用いて機械学習に使用する訓練データと学習結果の評

価に使用するテストデータを作成した．それぞれのデータ
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図 6:ニューラルネットワーク構造 

の形式としては，最適実装については実装が全部で 24 通り

存在することから各実装を 0 から 23 の整数値で表現し，各

疎行列に対して最適なものをラベル付けした．特徴画像は

32×32 ピクセルの jpg画像とした． 

訓練データとテストデータの数の比が 4:1 となるように

データの分割を行った．なお既存手法による特徴画像生成

では OpenCV の resize（）関数を用いている。このとき元

行列のサイズが大きいとこの方法によるリサイズが行えな

い場合があり，データ数が減少してしまう．詳細なデータ

数は後述の 4 章にて結果とともに併記する． 

 

3.4 ディープラーニングによる機械学習 

本実験では，第 1 章に記述した理由から機械学習のモデ

ルとしてディープラーニングを使用した．使用したディー

プラーニングのフレームワークは前述のとおり TensorFlow

である． 

 今回ニューラルネットとして作成したのは画像認識であ

ることから CNN（畳み込みニューラルネット）とした．そ

の構成は，畳み込み層とプーリング層のペアが 2 組，全結

合層 2 層，ソフトマックス層からなる構造である．それぞ

れの層の詳細な構造は，CNN の全体像を示す図 6 を参照の

こと． 

出力層であるソフトマックス層の出力は 24 次元のベク

トルとなっているが，これらの要素にそれぞれ 24 通りの実

装を一意にあてはめる．そして，各疎行列の特徴画像を入

力として与えて計算を行った際に，もっとも大きい値とな

った要素に対応する実装を予測された実装として扱うこと

とする． 

 学習はミニバッチサイズを 50 とし，ミニバッチサイズ分

の学習を 1 ステップとして 200 ステップの学習を行った．

誤差関数にはクロスエントロピー，最適化には Adam 法を

使用し，学習率は1.0 × 10−4とした．全結合層の第 1 層には

ドロップアウトを適用し，ドロップアウト確率は 0.5 とし

た． 1 ステップごとにテストデータを用いて精度を測定し，

その中で最も実装予測の精度が高かった際の CNN モデル

をそのデータセットにおける学習結果として扱うものとし

た．これは今回のデータ数を鑑みて過適合の発生が考えら

れるための処理である． 

 

3.5 学習結果の取得と評価 

3.5.1 予備評価 

前節までで説明してきた実験設定および実験手順で学

習を行って得られた CNN モデルを用いてテストデータに

対して最適実装予測を行い，推定された実装を記録する．

そしてこの結果に対して最適な実装であるかどうかだけで

なく実行時間や SpMV，前処理それぞれがどの程度最適な

ものを選択できているか等の観点から評価を行う．この評

価に関しては 4 章にて詳細な記述を行う．なお予備評価の

段階では，単純に疎行列データセットを訓練データとテス

トデータに 4:1 に分割しただけの場合でのみ評価を行った． 

 

3.5.2 本評価 

 予備評価の段階では，疎行列データセット自身の正当性

の検証が不十分であった．すなわち，予備評価の段階での

疎行列データセットでは行列内の一列分だけに要素が含ま

れているだけの行列等が複数存在しており，検証のために

使用するデータセットとしては不十分であった． 

そこでそれらの疎行列の数を大幅に減らし，代わりに

Xabclib_GMRES の実行制限を緩和することで，予備評価の

時とほぼ同数となる 1035 個の質の高いと考えられる疎行

列データセットを用意した．実行時間制限の緩和のため，

実行時間制限を600秒から3500秒まで増加させることを行

った． 

加えて，予備評価の段階では用意した疎行列データセッ

トに対して訓練データとテストデータへの分割を一通りし

か行っていなかった．そのため，モデルの評価を行う面で

は不十分であった．そこで以下の評価方法を導入する． 

 

 k-fold 交差検証 

 用意した疎行列データセットに対して以下の手順で精度

を測定する． 

1. 用意したデータセットをランダムに k 個に均等分割

する． 

2. テストデータとし使用していないデータセットを 1

つ選び，テストデータとし，残りのすべてのデータセ

ットを合わせて訓練データとする． 

3. 2 で設定した訓練データで学習を行い，テストデータ

で精度を評価する． 

4. 2,3 の手順を k 回繰り返す． 

5. 得られた k個の精度の平均をとり，モデルの精度とす

る． 

 k-fold 交差検証による評価では，使用するデータセット

全てを用いて精度を測定できることから，データセットの

分け方によるデータの偏りを防ぐことができ，より信頼性

の高い精度を求めることができる．また，モデルの汎化性

能を検証したい場合に，データセットの分け方によって精
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度が左右されてしまうのは好ましくないため，k-fold 交差

検証を使うことで解消することが可能である． 

 さらに，予備評価では SpMV の予測と前処理の予測を一

つの CNN モデル上で行っているが，これは必ずしも同一

のモデルで行う必要はないと考えられる．むしろ予測実装

種類数が 24 種類あるのに対して疎行列データセットの数

は約 1000 とディープラーニングを行う上では数が不足し

ていると考えられる．そのため，本評価ではこれらの予測

を分けて行うことも行う． 

以上の本評価は提案手法に対してのみ行い，結果は 4 章

にて一部記載し，残りは当日の発表で説明を行う． 

 

4. 結果と評価 

4.1 実験環境 

 Xabclib_GMRES の実行は，名古屋大学情報基盤センター

設置のスーパーコンピュータである，Fujitsu PRIMEHPC 

FX100 を使用した．TensorFlow は Ubuntu16.04 上にインス

トールされたものを使用し，CPU のみで機械学習を行った． 

 

4.2 予備評価における実験結果 

まず予測精度に関して，表 3 に既存手法による実験結果，

表 4 に提案手法による実験結果示す．なお表内の最適実装

予測率は SpMV及び前処理の予測が両方とも最適なものを

予測した割合を示す．最適 SpMV 実装予測率及び最適前処

理予測率それぞれ SpMV実装及び前処理選択で最適なもの

を予測した割合を示す．非収束実装数は推測した実装によ

るテストデータ行列の Xabclib_GMRES での実行が収束し

ないものであった行列の数を示す． 

 

表 3:既存手法による予測精度 

訓練データ数 テストデータ数 非収束実装数 

755 188 57 

最適実装 

予測率(%) 

最適 SpMV 

実装予測率(%) 

最適前処理 

予測率(%) 

42.6 71.8 58.0 

 

表 4:提案手法による予測精度 

訓練データ数 テストデータ数 非収束実装数 

847 211 19 

最適実装 

予測率(%) 

最適 SpMV 

実装予測率(%) 

最適前処理 

予測率(%) 

62.1 74.9 81.5 

 

続いて実行時間について，表 5 に既存手法による実験結

果，表 6 に提案手法による実験結果示す．なお表内の最適

実行時間は，最適パラメタによるテストデータ行列の実行

時間の合計，予測実行時間は予測した実装によるテストデ

ータ行列の実行時間の合計，実行時間の差はそれらの差を

示す．なお，表内の*が付与してある項目は前述の非収束実

装数にカウントされている行列のデータを除いて算出して

いる．これは実行が収束しない実装を予測しているため，

実行時間が計測できないためである． 

 

表 5:既存手法による予測実装における実行時間 

最適実行 

時間(s) 

最適実行 

時間(s)* 

予測実行 

時間(s)* 

実行時間 

の差(s)* 

2925.48 1009.68 1015.64 5.966 

 

表 6:提案手法による予測実装における実行時間 

最適実行 

時間(s) 

最適実行 

時間(s)* 

予測実行 

時間(s)* 

実行時間 

の差(s)* 

4016.39 3389.18 3567.67 178.49 

 

4.3 予備評価における評価 

既存手法であるグレースケール画像の特徴画像を用い

た場合と提案手法である 3 色画像の特徴画像を用いた場合

で当初の推測通り前処理の予測において大きな精度改善が

見受けられる．その結果，全体での最適な実装予測の正答

率も高まっており，予備評価の段階では数値計算ライブラ

リの最適実装予測を行う場合に 3 色画像を使用することは

有効であるといえる． 

 また最適実装ではないが，収束する実装を選べた場合で

は，最適実装と比較した実行時間の合計の差は既存手法に

おいては高々1%程度，提案手法においては 6%程度であっ

た． ただし，これは収束しない実装を選んだ場合を除いて

おり必ずしもこの値が差の全てに相当するわけではない．

しかし，既存手法では提案手法と比較してかなり多くの実

行時間が非収束扱いとして除かれてしまっており，非収束

のデータの数の面とも合わせて考えると，全体としての誤

差としては提案手法を用いた場合の方が小さいといえる． 

 

4.4 本評価による実験結果と評価 

 本評価では 5-fold 交差検証を用いて精度の測定を行った．

その結果を表 7 に示す． 

 

表 7:本評価による予測精度 

最適実装 

予測率(%) 

最適 SpMV 

実装予測率(%) 

最適前処理 

予測率(%) 

40.0 51.4 74.8 

 

最適実装予測率の観点で 40.0%と予備評価と比較すると

22.1 ポイント低い精度が得られた．最適 SpMV 実装予測率

と前処理予測率の観点では前処理予測率においては 6.7 ポ

イントの精度の悪化に対して，SpMV 実装予測率では 23.5
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ポイントもの大幅な精度の悪化が確認できる．これは本評

価の精度が低いというよりは，予備評価の段階で疎行列デ

ータセットの質の低さにより，最適 SpMV 実装予測率が高

くなってしまっていたためと推測できる． 

また，疎行列データセットの数が 24 種類の実装を予測

するには不足しているために精度が悪化していると考えら

れるため，SpMV の予測と前処理の予測の分離も行った．

その場合の前処理予測率は 77.5%となり，分離しなかった

場合と比較して 2.7%の改善がみられた．大幅な改善とはな

っておらず，分離が有効であるかどうかについては考察が

必要であるといえる． 

その他の評価の詳細は当日に発表，説明を行う． 

 

5. おわりに 

本論文では，Cui らによる SpMV に対するディープラー

ニングを用いた最適実装選択の手法を拡張した手法を提案

し，数値計算ライブラリに対して提案手法を適用し評価を

行った．提案手法の特徴は，特徴画像生成の際に 3 色カラ

ー画像を用いることで既存手法では行列サイズのみの 1 種

類しか挿入できなかった情報を行列サイズ，疎度，非ゼロ

要素の値の 3 種類に増やすことを可能にした点と，非ゼロ

要素を可能な限り最大限特徴画像に情報として反映させた

点である． 

フロリダ大学疎行列コレクションを用いた実験の結果，

予備評価の段階では，提案手法において最適実装を選択で

きなくても，収束している実装を選択できている場合であ

れば，収束している疎行列に対して最適パラメタによる実

行時間と本提案手法による推定パラメタによる実行時間の

合計の差は高々6%程度であった．この観点から，専門家で

なくてもある程度の性能を得られるような実装選択が可能

であると考える．したがって，数値計算ライブラリにおけ

る最適実装予測に対してもディープラーニングによる機械

学習は有効である． 

しかし，予備評価の段階では，使用している疎行列デー

タセットや評価方法が検証をする上でまだ不十分であり，

より信頼性の高い検証が必要である．また，CNN の構造，

及び特徴画像の生成手法に対する改善点もある．これらの

要素はまだ精査できておらず，CNN の層を増やす，特徴画

像サイズを大きくする，特徴画像生成の際の画素値の算出

法や残す情報の変更等の改善点が考えられる．これらの変

更を行った場合の評価は今後の課題である． 

また，本手法用いて自動チューニング（AT）のための専

用言語 ppOpen-AT [8]-[11]から利用できる AT基盤を開発し，

数値計算ライブラリ利用時に，より汎用性の高い AT 環境

を構築することは今後の課題である． 
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