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概要：無線センサーネットワークにおいて，センサーに付随するマイコンの高機能化・省電力化が進めば，
従来クラウドで行っていた学習や異常検出，判定などのタスク処理をセンサーネットワークにオフロー

ディングし，データ発生場所に近い場所でそれらを効率よく行える自律的な知能センサーネットワークが

実現できる．本研究では CNNを対象に，ローカルな無線センサーネットワーク内で分散実行する新しい

アーキテクチャを提案し，そのための分散実行プロトコルならびにアルゴリズムを提案する．提案手法は

メッシュ型の無線センサーネットワークが面的かつ定期的に取得するデータを対象とし，センサーノード

に深層学習におけるユニットの役割を割り当てる．提案手法の有効性を評価するため，1,400m2 超の実ラ

ウンジスペースの 50地点の温度データを用いて，通常の CNNによる学習と提案手法による分散学習にお

けるデータ通信量と学習精度の比較を行った．その結果，十分妥当な通信量のもとで，通常の CNNと遜

色ない学習精度を達成できることがわかった．

1. はじめに

分散コンピューティングのフレームワークは，サーバー

やクライアントの通信性能や可用性，性能差などに応じ，

クライアント指向やサーバー指向へと常に変遷している

が，近年では，クラウドサービスの信頼性と可用性向上に

より，データ処理をクラウドで集約して行う傾向がある．

一方，マイクロソフトやGoogle TensorFlowなどによるい

くつかの IoTツールは，機械学習等により訓練された判定

関数などを IoTデバイスに導入できるエッジコンピュー

ティング機能をサポートしつつある．これにより，全セン

シングデータをクラウドサーバーに送信するための通信リ

ソースを確保する必要がなくなり，プライバシーデータを

ローカルで処理することも可能となる．しかし，そういっ

た既存のツールおよび既存アプローチのほとんどは，学習

済みの判定機能の一部または全部をクラウドからエッジデ

バイスに移行し，以降の検知や判定をエッジサイドで行う

ことで，以降のクラウドへのデータ量を削減することが目

的である．したがって，学習段階では依然として，学習機

能を有するクラウドサーバーあるいはホームゲートウェイ

などにすべてのデータを集約する必要がある．
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一方，現在 IoTデバイスと呼ばれるセンサーノードは，

メモリ量や処理能力という点での性能向上が著しく，セン

シングやそのデータ送信のみならず，機械学習においても

一部のタスクを実行することが可能であると考えられる．

現状の無線センサーネットワーク（WSN）は，経路制御

を含むデータ集約プラットフォームとみなされることが多

いが，これらのノードをシームレスに連携させることで，

より多くのメモリと処理能力が利用可能となり，センシ

ング・学習・フィードバックのプロセスのほとんどがセン

サーネットワーク内で完結するような，知的な局所型デー

タ処理プラットフォームを形成できる．

そこで本研究では，WSNにおいて深層学習およびそれ

を用いたデータ処理を行うための新しい手法を提案する．

提案手法では，WSNの各センサーノードから連続的に生

成されるデータを 2次元や 3次元の地理的データ (例えば，

温度データ等)として扱う．これに対し，多層ニューラル

ネットワークの中でも画像認識をはじめとする多くの分野

において高い精度を達成できる畳み込みニューラルネット

ワーク (CNN)を対象とし，CNNの各順伝播ユニット（畳

み込み処理（フィルタ）やプーリング，全結合など）を，

WSN内のノード（センサーノード）のいずれかに割り当

てる．また，逆伝播時のパラメータ更新処理を分散型で行

う仕組みを開発することで，ユニットのパラメータ更新を

分散環境で実現する．通信量やノード処理負荷の偏りをな

るべく少なくするユニット割り当てならびにプロトコル設

計を行うことで，各ノードの最大処理負荷や最大通信量を

抑制しながら分散環境で CNNを実現している．
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提案手法の学習精度を検証するために，実環境で取得し

たセンシングデータを用いた実験を行った．具体的には，

1,400m2 超の実ラウンジスペースにおいて 50個の温度セ

ンサーを設置し，スポット温度の異常検知を行うシナリオ

を対象とした．その結果，提案手法（分散型 CNN）の学

習精度は 95.570%，データをWSNで集約して学習を行う

方式（通常型 CNN）では 97.095%となった．また，分散

型 CNNでは一度の学習にかかるセンシングデータ送受信

量が最大のノードにおいても 404 データであったのに対

し，通常型 CNNでは 1,988データであった．これらから，

ノードにかかる最大通信負荷を抑制しながら通常の CNN

と遜色ない学習精度を達成できることが確認された．

2. 関連研究と位置づけ

近年，深層学習は多層ニューラルネットワークを学習す

る方法として幅広く研究されており，物体認識 [1]，画像

検索 [2]など様々なデータ解析において大きな成果が得ら

れている．しかし，膨大なデータ量により訓練する場合

にはデータ量に応じた処理コストが要求される．そこで，

訓練にかかる処理負荷の軽減を目指した分散実行手法が

提案され，また，それらの手法を容易に扱うことを可能

にする Theano [3]，Torch [4]，Decaf [5], Overfeat [6] and

Caffe [7] などの多くのフレームワークが開発されている．

文献 [8]では，大規模な深層学習のモデル学習のために，

数千のコアおよび数千の計算スレッドを有する GPUと分

散システムを用いる手法を提案している．他に深層学習の

並列化として，文献 [9]では 16,000個の CPUを用いるこ

とで数十億のパラメータを持つ大規模な深層学習モデル

での学習精度を向上させる手法が提案されている．また文

献 [10]では，6,000万のパラメータと 65万のニューロンを

持つ大規模な畳み込みニューラルネットワークにおいて，

GPUを用いることによる学習高速化が報告されている．

近年では，モバイル端末による深層学習に関する研究も

なされている．MoDNN [11]は，事前に学習したCNNモデ

ルをモバイル端末上に分割することによって，CNNの高速

化を行う手法を述べている．DeepX [12]や DeepMon [13]

では，複数のコプロセッサで計算処理を分割することに

よって，モバイル端末上での CNNの実行が可能であるこ

とを示している．これらのアプローチでは，事前に学習し

た CNNをモバイル端末上で実行することが可能であるが，

モバイル端末上で学習を実行する手法については触れられ

ていない．

前述のように，深層学習の分散実行は多くの研究がなさ

れているが，それらはいずれも膨大なデータ量を迅速に処

理するために複数の計算機を用いる並列分散計算である．

これに対し，本研究では IoTセンサーネットワークによる

深層学習の新しいフレームワークを提案している．提案手

法では，高性能な GPUを備えたサーバーではなく，計算

資源の少ない IoTセンサーノードを協調・連携させること

により負荷の高い学習をセンサーネットワークで実現する

点でこれまでのアプローチとは全く異なる．

3. 提案手法

3.1 想定環境とシナリオ

本研究では，ある程度のプロセシング能力と通信機能を

搭載したセンサーノードが無線通信によってWSNを構成

している状況を想定している．WSNを Gとすると，セン

サーノードの集合 S と，センサーノード間の双方向リンク

EG ⊆ S × S を用いて，G = (S,EG)と表現できる．Gは

OLSRなどの適切な経路制御プロトコルにより，任意のセ

ンサーノード間には必ず 1つ以上の通信経路が存在し，互

いに通信可能な状態であるとする．本研究では簡単のため，

センサーノードは移動しないと仮定するが，ノード間の適

切なコネクティビティが経路制御機構により提供されれば

これは本質的な制約ではない．また，同一WSNに所属す

るセンサーノードがセンサー値の取得タイミングを同期す

る必要はないが，各ノードは共通の時間間隔でセンサー値

を取得し続けるものとする．

WSN内で深層学習を行う典型的な例として，オフィス

などの屋内空間において温湿度や輝度などをセンシング

し，省エネルギーや快適性向上のために適切な空調・照明

を提供するBEMSシステムがあげられる．特に個人の温熱

快適性は，室温や入射日光，エアコンの位置など様々な要

因に影響を受ける主観的な値であるため，温熱快適性を実

現するように空調の調整を行うことは容易でない [14, 15]．

実際に，6章で用いた実験データからは，対象ラウンジス

ペース内の最大温度差が 3度から 4度程度であったことが

わかっており，温熱的な不快感を訴える滞在者も存在する．

しかし，前述のように，どのような温度環境が人の快・不

快を決定するかがわかりにくいため，例えば温熱的不快感

のクレームの有無や顧客サーベイを真値とし，WSNが快・

不快を判断できるようになれば，不快状況をいち早く検知

して管理者に通知する用途にも適用可能である．また，セ

ンサーアレイにおける異常行動検知なども考えられる．例

えば，圧力センサーアレイを内蔵したフロアマットや，安

価な焦電型赤外線センサーをアレイ状に構成した広範囲

モーションセンサーで，家庭内の高齢者の行動パターンや

店舗の通行パターンなどを学習しておけば，カメラなどの

プライバシーに関わるデバイスを利用することなく，転倒

検知や侵入検知などの異常検知に適用できる．センサー

ノード間でこういった学習処理を分担することにより，各

センサーノードの処理量は十分に小さくなり，圧力発電の

ようなエナジーハーベスティングでの処理が可能となる．

すなわち，学習処理全体がエナジーハーベスティングで実

行可能となり，省エネルギーで知的なWSNの実現につな

がることになる．
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図 1 CNN の例

3.2 分散型 CNN

提案手法では，入力層，T 層の隠れ層 (1 ≤ T )，全結合

層 f，出力層 o からなる一般的な CNN を対象とする．t

層目の隠れ層 (1 ≤ t ≤ T )は畳み込み層 c(t) およびプーリ

ング層 p(t) からなり，プーリング層は任意であるものとす

る．各畳み込み層 c(t) のフィルタ数およびフィルタサイズ

を，それぞれ K(t) および h(t) で表し，プーリング層があ

る場合のプーリングサイズは，s(t) で表す．各層のユニッ

トは XY 座標を用いて，ユニットの座標を非負の整数値

で (x, y)のように表し，左下のユニットを原点 (0, 0)とす

る．k番目のフィルタの t層目の畳み込み層 c(t)，t層目の

プーリング層 p(t)，全結合層，出力層のユニットをそれぞ

れ，c
(t)
k (x, y)，p(t)(x, y)，f(x, y)，o(x, y)と表す．畳み込

み層，プーリング層は前の層のフィルタサイズ数 (h(t))2お

よび (s(t))2分の出力から，全結合層および出力層は前の層

の全ての出力から計算される．

以降，入力層，畳み込み層，プーリング層，全結合層，出

力層のサイズをそれぞれN ×M，X(t)
c ×Y

(t)
c ，X

(t)
p ×Y

(t)
p ，

Xf × Yf，1× 1で表す．X
(t)
c はX

(t)
c = X − (h(t) − 1)で，

X
(t)
p はX

(t)
p = ⌈X/s(t)⌉で計算される（Y も同様）．図 1に

T = 2の場合の CNNの例を示す．

詳細は後述するが，提案手法においては多地点センシン

グデータを画像のような２次元データとみなし，各データ

を有するセンサーノードが周辺のセンサーノードから畳み

込みなどに必要なデータを受け取り CNNの順伝播を実現

する．したがって，フィルタサイズ h(t) およびフィルタ

数 K(t) が通信量に影響を与える．例えば，フィルタサイ

ズ h(t) が大きいと，畳み込み処理を行うためには，各ノー

ドがより離れたセンサーノードからデータを集める必要が

あり，通信量が増大する．したがって，提案手法ではフィ

ルタサイズ h(t) は比較的小さい値（3あるいは 5程度）が

望ましく，本稿で行った実験においては，そのような比較

的小さいフィルタが適切であった．なお，一般には最適な

フィルタサイズはデータセットに依存する．

本稿で用いる CNNのパラメータ等の表記を表 1に示す．

表 1 CNN のパラメータ表記
パラメータ 詳細

(N,M) 入力データサイズ

T 隠れ層の数

c(t) t 番目の畳み込み層

p(t) c(t) の後のプーリング層

c
(t)
k (x, y) (x, y) 座標の k 番目のフィルタの c(t) のユニット

p(t)(x, y) (x, y) 座標の p(t) のユニット

K(t) c(t) のフィルタ数

h(t) c(t) のフィルタサイズ

s(t) p(t) のプーリングサイズ

(a) WSN の座標系への割当

(b) CNN の座標系への割当

図 2 センサーノードのユニット割当

(a) 順伝播

(b) 逆伝播

図 3 分散型 CNN の処理例

4. 分散実行プロトコル

4.1 動作概要

提案手法では，CNNの各ユニットがセンサーノードに
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対応づけられる．順伝播では．各センサーノードはWSN

を介して，(入力層を含む)ユニットの出力データを交換し，

ユニットの処理を行う．出力層のユニットを割り当てられ

ているセンサーノードは，出力データと正解データから逆

伝播処理を行う．逆伝播では，各ユニットが前のユニット

の伝播のみに基づいて分散実行し，重みを更新する．した

がってユニット間での重み共有は行わず，その更新はユ

ニット毎に独立して行われる．

図 3に，畳み込み 2層，プーリング 1層の場合における

CNNの順伝播と逆伝播の処理を示す，WSN上でこの処理

を行うために，(1)センサーノードへのユニットの割り当

て，(2)順伝播におけるユニットの実行，(3)逆伝播におけ

るユニット毎の重み更新，の処理が行われる．これらの各

処理について次節以降で述べる．

4.2 ユニットの割り当て

WSN間での任意のセンサーノード間の通信が保証され

ており，通信量に制限がないのであれば，どのようなユ

ニット割り当てでも CNNの学習は可能である．しかし，

ユニット割り当てによって，各センサーノードの通信およ

び処理オーバーヘッドは大きく変化する．例えば，入力層

を除いた全てのユニットを 1つのセンサーノードに割り当

てたとすると，このノードに送信されるセンシングデータ

は，センサー数 (N ·M − 1)に比例することに加え，1つの

ノードで順伝播および逆伝播のすべての処理を行う必要が

ある．我々のアプローチはこの処理負荷や通信負荷をなる

べくノード均等に振分けるように，割り当ておよび分散型

CNNを実現することである．ここで，理想的なセンサー

ノードへのユニット割り当ては，CNNのユニット間リン

クができるかぎりWSNのノード間リンクに対応し，かつ

各センサーノードのユニット割り当て数ができるかぎり平

均化される状態である．ユニット間リンクはセンサーノー

ド間のデータ伝送を意味し，その２ノードのホップ数は少

ないほうが望ましい．特に，直接のリンクがなければ，マ

ルチホップ通信で実現する必要があるため，ネットワーク

を流れるデータ量が増加する．しかし，WSNのリンクが

CNNのリンクに完全に対応するわけではないことから，そ

のような割り当てが存在するとは限らず，また，CNNと

WSNでできるだけ対応リンクが多い割り当てを発見する

問題は，部分グラフ同型判定問題 [16]に帰着され，最適解

を求めるのは NP困難問題とされている．

したがって，本研究では，CNN の局所性を利用した

ヒューリスティックな割り当て手法を採用する．具体的に

は，CNNでは近隣のデータを畳み込み層およびプーリン

グ層の入力に用いることが多いため，互いに隣接する 2つ

のセンサーノードに CNNの隣接する座標が割り当てられ

るように，センサーノードを CNNの正方座標に割り当て

る．これにより，WSNの各センサーノードに座標が与え

られ，CNNのリンクをWSNのリンクでカバーできる割合

をできるだけ高くするような CNNの座標系に写像できる．

具体的には，アドレス変換関数として T : S → N×M と

いう全単射関数を用いる．(xs, ys)は座標 T (s)を意味し，

X (t)
c と Y(t)

c はそれぞれ畳み込み層 c(t) のオフセットを表

す．オフセットは，各層のアドレス空間を調節するのに用

いるもので，通常，入力層の座標 N ×M より小さい．し

たがって，c
(t)
k (x, y)のセンサーノードは，アドレス変換関

数 T，オフセット X (t)
c と Y(t)

c ，畳み込み層 c(t) を用いて，

T −1(x+X (t)
c , y+Y(t)

c )と表される．プーリング層 p(t)，全

結合層 f および出力層 oについても上記の議論を適用する

ことができる．以下では表記の簡単のため，上記の割当を

T とオフセットからなる Aを用いて，A : U → S とする，

実際には，Aつまり T およびオフセットには多くの選択
肢が存在する．そこでグリーディ法を用いて通信および計

算オーバーヘッドを最小化するようなセンサーノードの座

標を決定する．そのために以下のメトリクスを導入する．

HS =

∑
(u,u′)∈EN

hop(T −1(u), T −1(u′))

|EN | −
∑

(u,u′)∈EN
isSame(T −1(u), T −1(u′))

(1)

hop(s, s′)は sと s′ 間のルートにかかるホップ数 (s=s′

ならば 0)で，isSameは s=s′ ならば 1，それ以外は 0を

返す関数である．

UD =
maxs∈S

∑
u∈U isAssigned(u, s)

ave unit num
(2)

ここで，

ave unit num

=
N ·M +

∑
1≤t≤T {K(t) ·X(t)

c · Y (t)
c +X

(t)
p · Y (t)

p }+ 1

|S|

isAssigned は A(u) = s ならば isAssigned(u, s) = 1，

それ以外なら 0となる関数で，ave unit numは各センサー

ノードに割り当てられているユニットの数の平均値である．

HS は，オーバレイネットワークと物理ネットワークの

リンク一致性を表し，Hopstretch [17]と呼ばれるメトリク

スである．理想的には，上記の値が１となることであり，

それはオーバレイネットワークのリンクがすべて物理リン

クで構成されることを意味する．極端な例では，WSNが

フルメッシュであれば HS は 1となる．

UDはユニット割り当て偏差であり，センサーノードに

割り当てられたユニットの最大数と平均の比率を表す．US

の値が小さいほどセンサーノードへのユニットの割り当て

が均一的であるということを意味する．

そのような理想に近い HS および UD を有する割り当

てのため，我々は，センサーノード間の通信関係をできる

だけ保つようにセンサーノードをグリッド状に割り当てる

方法を採用する．WSNでは通常シンクノードと呼ばれる

ノードが，各ノードのホップ数を得ることで完全なトポロ
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ジ情報を知ることができる．これを用いて，以下の手法を

用いる．

( 1 ) X (t)
c =

N−X(t)
c

2 ，Y(t)
c =

M−Y (t)
c

2 ，X (t)
p =

N−X(t)
p

2 ，

Y(t)
p =

M−Y (t)
p

2 ，Xf =
N−Xf

2 ，Yf =
M−Yf

2 ，

Xo = N−1
2 ，Yo = M−1

2 ，としてオフセットを定義する．

( 2 ) ネットワーク直径の最も短いノードに中心座標

(⌊N
2 ⌋, ⌊

M
2 ⌋)を割り当てる．

( 3 ) 近隣に座標を持たないノードを少なくとも 1つ以上持

ち，かつ座標が割り当てられているノードを選び，そ

の近隣ノードの座標をHS を局所的に最小化するよう

に割り当てる．

( 4 ) 全てのセンサーノードが座標を取得するまで (3)を繰

り返す．

(1)では，オフセットは各層のユニットが中心に来るよう

に選択する．(2)(3)(4) では，中心ノードから座標が導か

れる．

4.3 順伝播処理

説明の簡略化のため，WSN内の N ×M 個のセンサー

ノードがN ×M のアドレス空間に割り当てられたとする．

つまり，センサーノードとユニットが 1：1に割り当てら

れているものとする．この節では，各センサーノードの順

伝播処理について説明する．ノードが欠損している場合に

ついては 5章で説明する．

順伝播処理では，センサーノード間の通信によって，通常

のCNNと同様に行われる．具体的には，各センサーノード

(x, y)が以下の処理を行う．(1)入力層 (x, y)のユニットを

実行，(2)畳み込み層 c
(t)
k (x+X (t)

c , y+Y(t)
c )のユニットを実

行，(3)プーリング層があるならば，p(t)(x+X (t)
p , y+Y(t)

p )

のユニットを実行，(4)(x, y)が出力層のユニットに割り当

てられているならば出力層のユニットを実行．言い換え

れば，座標 (x, y)に対応するユニットは，センサーノード

(x, y)で実行されることになる．

畳み込み層のユニット c
(t)
k (x + X (t)

c , y + Y(t)
c )を実行す

るために，センサーノードは，前の層のプーリング層のユ

ニット p(t−1)(x+X (t−1)
p + i, y+Y(t−1)

p + j)から入力デー

タを取得する (−⌊h(t)

2 ⌋ ≤ i, j ≤ ⌊h(t)

2 ⌋)．そのために，前
の層のプーリング層のユニットに対応するセンサーノード

(x+X (t−1)
p + i, y+Y(t−1)

p + j)と通信する．そして以下の

式によって畳み込み処理が行われる， f は ReLUのような

活性化関数であり，重みおよびバイアスをそれぞれ wおよ

び bとする．

c
(t)
k (x+ X (t)

c , y + Y(t)
c )

= f(
∑

⌊− h(t)

2 ⌋≤i,j≤⌊ h(t)

2 ⌋

wij · pij + b) (3)

ここで，pij = p(t−1)(x+X (t−1)
p + i, y+Y(t−1)

p + j)である.

もし前の層のプーリング層 p(t−1)がない場合には，前の層の

畳み込み層のユニット c
(t−1)
k (x+X (t−1)

c + i, y+Y(t−1)
c + j)

から入力データを取得する．全結合層も同様にして処理が

行われる．

プーリング層ではMAXプーリングを用い，p(t)のユニッ

トは以下の式によって処理が行われる．

p(t)(x+ X (t)
p , y + Y(t)

p ) (4)

=max
1≤i,j≤⌊ s(t)

2 ⌋c
(t)
k (x+ X (t−1)

c + i, y + Y(t−1)
c + j)

4.3.1 逆伝播処理

逆伝播処理における微分の計算は，CNNに沿って順伝

播と逆方向に実行されるプロセスである．しかし，通常の

逆伝播アルゴリズムでは，逆伝播によって求められた各層

の全てのユニットの微分結果を用いて，その層におけるユ

ニットの重みを更新するという集中型の処理である．つま

り，この重み更新を行うためには全てのセンサーノードと

通信を行う必要がある．これを避けるために，ユニットが

後の層のユニットから微分結果を取得し，その結果のみを

用いて重みを更新する分散アルゴリズムを設計する．した

がって，提案手法では，各ユニットは他のユニットと重み

を共有しないものとする．

出力層のユニットが実行され，正解データを取得すると，

微分 δを計算し，その結果を前の層のユニットへ送信する．

微分 δ を受け取ったユニットは，δ および入力データを用

いて，パラメータ勾配および前の層のユニットに送信する

ための δを計算する．このとき，パラメータ勾配を用いて

重みの更新も行う．

ここで出力層の δ は，出力結果を z，正解データを tと

すると，以下の式によって求められる．

δ = z − t (5)

後の層から δを受け取った後，前の層へ送信するための

δ は，以下の式によって求められる．このとき．w
(t)
i およ

び δ
(t)
i は，T − 1層での i番目のユニットから T 層での j

番目のユニットへの重みおよび微分を表すとする．

δ
(t)
i =

∑
j

δ
(t+1)
j (w

(t+1)
j f ′(u

(t)
j )) (6)

また，以下の式によってパラメータ更新を行う．

w
(t+1)
i = w

(t)
i − ϵδ

(t)
i z

(t)
i (7)

ϵは学習率で z(t) は前の層の出力結果を表す．

5. ノード欠損時の処理

上記の設計は，N ×M の座標全てにセンサーノードが

割り当てられていることを前提としている．しかし，実環

境を考慮すると，必ずしも全ての座標にセンサーノードが

割り当てられているとは限らない．例えば，センサーノー

ドが 11個しか配置されていない場合，4× 3の空間を網羅
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することはできない．また，センサーノードの動作が必ず

保証されているわけではなく，センサーノードが故障する

場合も考えられる．このようにセンサーノードが欠損して

いる場合でも学習処理を可能にするために，センサーノー

ド近辺の代替処理を定義する．

センサーノードがセンサーデータを生成するため，セン

サーノードの欠損は，CNNが入力データの 1つを失うこ

とを意味する．そこで，欠損部分の入力データを必要とす

るユニットは，その部分を 0で補間する．この補間による

入力データは，畳み込み処理の線形結合性より無視される．

また，センサーノードの欠損は入力データの欠損だけでな

く，畳み込み層の出力結果の 1つを失うことでもある．そ

のため，畳み込み層の出力を必要とするユニットは，同様

に 0として補間する．この補間データは，次の層の畳み込

み層およびプーリング層の処理によって無視される．次の

層が畳み込み層の場合は，上述のように線形結合性により

無視され，プーリング層の場合は，活性化関数 ReLUによ

り入力データが非負の値であり，それにMAXプーリング

処理を行うため，0は無視される．プーリング層における

ユニットの欠損も同様である．

全結合層および出力層の場合は，処理を 1つのノードに

集約して行うため，このセンサーノードの欠損は，順伝播

および逆伝播処理を行うことができないということであ

る．したがって，この場合には，代替ノードを設け，その

ノードが処理を行うものとする．

6. 温度センシングによる異常検知と評価

6.1 学習に使用したデータセット

まず，深層学習の実行にあたり用いたデータセットにつ

いて述べる．大阪府内の 1,400m2超の実ラウンジスペース

に設置した 50個の温度センサーが取得したデータを学習

のためのデータセットとして使用した．ラウンジの空間を

17× 25のメッシュ状の小領域に分割し，各小領域に取得さ

れた室温をマッピングした画像状のデータの集合として構

成する．温度センサーとして，工場の温度管理などで使用

される信頼性の高い無線温度センサー RTR-503を用いた．

また設置場所に制約があり，17 × 25の全てにセンサーを

準備することができなかったため，センサーの存在しない

位置の温度データは実際に取得できた位置の温度データを

用いて補間し，面的な温度分布データを作成した．補間の

方法として，50個の温度センサーから取得した実温度デー

タに対し，補間位置から実温度データまでのマンハッタン

距離の逆数を重みとして与え，全ての実温度データに対し

て重み平均を取ることで，温度データの補間を行った．一

例として，ある時刻における実際に取得できた計測値のみ

から構成した室温マップと，補間処理によって作成した室

温マップをそれぞれ図 4(a)と図 4(b)に示す．本研究では

2016年 8月 26日から 10月 27日までの間に 30分間隔で

(a) 補間前 (b) 補間後

図 4 ラウンジの温度データ一例：(a) 補間前 (b) 補間後

記録された 2,961個の室温マップを深層学習に使用した．

このような二次元の温度データに対し，本研究では最終

的に人の快・不快，機器の故障といった温度分布からでは

判別が困難な対象を深層学習により識別することを目的と

している．しかしながら，現在我々のデータセットでは温

度情報のみが得られており，その空間での通常／異常状態

を示す正解ラベルは付与されていない．したがって，本評

価では，太陽光や壁，空調設備からの距離などにより周囲

と比較して温度差が大きいスポットが発生したときに居住

者が不快感を持つと仮定し，それを異常状態と定義したう

えで，異なるハイパーパラメータ設定において異常状態を

正しく検知できるかどうかを評価する．本研究では，収集

した 2,961セットの室温マップに対し，室温の不均衡が人

の快適度に影響を及ぼすという想定の下，5× 5の部分空間

内の温度データの分散が 1.0以上，すなわち局所的に温度

分布の偏りが存在する場合は異常，そうでない場合は正常

とした正解ラベルを機械的に付与した．この設定のもとで

は，2,961個のデータセットに対し，およそ 17.46%のデー

タが異常として判定される．

6.2 分散学習によるデータ通信量の変化

まず，データ通信量という点において，ハイパーパラメー

タを変更した時にデータ通信量がどのように変化するのか

を示す．これにあたり用いたネットワークは．25 × 17の

入力層，畳み込み 2層，プーリング 1層，全結合層 1層，

出力層 1層からなるネットワークである．学習回数および

畳み込みのフィルタ数は，データ通信量の増加率に影響し

ないため一定とする．データ通信量の変化をみるために，

1台の PCに 25× 17の仮想ノードを pythonで用意した．

そして，これらのセンサーを仮想環境内で分散学習をし，

シミュレーションを行った．

その結果，フィルタサイズおよびプーリングサイズを変

更した時のデータ通信量の変化はそれぞれ以下のグラフ

図 5のようになった．このことから，フィルタサイズおよ

びプーリングサイズを大きくすると，データ交換先のノー

ド数が増加するため，データ通信量は増加することが分

かった．

次に，データ通信量という点において，ニューラルネッ

トワークを変更したときにデータ通信量がどのように変

更するかを示す，図 6に隠れ層 T の数を変化させたとき

のデータ通信量の変化を示す．この結果から，畳み込みや

プーリングによってニューラルネットワークが深くなるほ
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(a) フィルタサイズ h(t) (b) プーリングサイズ s(t)

図 5 フィルタサイズ h(t) およびプーリングサイズ s(t) を変更した

ときの最大データ通信量の変化

図 6 隠れ層 T を変更したときの最大データ通信量の変化

ど，出力層へのデータサイズが縮小されるため，データ通

信量は減少することが分かる．

6.3 学習精度の評価

提案手法の課題として，データ通信量と学習精度をでき

るだけ最適にするような CNNのハイパーパラメータを選

択する必要があるということが挙げられる，また，提案手

法では，通常の CNNと異なり，畳み込みのフィルタのパ

ラメータ更新をユニット毎に行うため，それによる学習精

度の低下が懸念される．そこで通常の CNNとの学習精度

の比較を行った．

学習精度の評価を行うにあたり，データセットのうち

9 割をトレーニングデータ，1 割をテストデータとした．

そしてハイパーパラメータはそれぞれ下記のように設

定した．提案手法による分散学習の場合，フィルタ数：

K(1) = K(2) = 2，フィルタサイズ：h(1) = h(2) = 3，プー

リングサイズ：s(2) = 2，パディングサイズ：0，全結合

層のユニット数：150，バッチサイズ：3，学習回数：7 と

した．これに対し，通常の CNN の場合，フィルタ数：

K(1) = K(2) = 10，フィルタサイズ：h(1) = h(2) = 5，プー

リングサイズ：s(2) = 2，パディングサイズ：0，全結合層

のユニット数：300，バッチサイズ：3，学習回数：10 とし，

学習精度が最適となるよう設定した．また，学習精度を比

較する際，訓練データ数が比較的少ないため，学習開始時

にランダムに設定する各層の重みの初期値によって学習精

度は計算ごとに異なる．そこで，各条件で 10回ずつ学習

と評価を行った結果を平均化したものを学習精度とした．

その結果，提案手法は95.570%，通常のCNNは97.095%と

なった．分散学習において，データを中心に集約し，最適な

ハイパーパラメータの選択を行った場合，通信量は図 7(a)

となる．一方，提案手法におけるハイパーパラメータの選

択を行った場合，通信量は図 7(b)となり，赤色で示される

(a) 最適なパラメータ選択の場合

(b) 制約の中でのパラメータ選択の場合

図 7 各センサーノードのデータ通信量 (温度データ)

最大通信量は，かなりの減少が見られることが分かった，

次に，提案手法と通常のCNNの学習において，同じハイ

パーパラメータの選択をした場合の学習精度の比較を行っ

た．その結果，提案手法では 95.570%，通常の CNNでは

95.6%となり，ほぼ同じ結果となった．このことから，提

案手法における，重み共有を行わない畳み込みフィルタの

パラメータ更新でも，通常の CNNと同程度の学習精度を

達成可能であることが分かる．

6.4 センサーNWのノード欠損による影響

5章で述べたように，実環境を考慮すると，センサーノー

ドの故障に対処できるようにすることは重要な課題となる．

センサーノードの故障によるノードの欠損は，CNNのユ

ニットが欠損した不完全な状態での学習となる，この状態

での学習を定量化するために，25 × 17個のセンサーノー

ドから意図的に一部のセンサーノードを欠如させる．ノー

ドが欠損した場合のユニットの出力としては，5章で述べ

た方法を用いる．

25× 17個のセンサーノードのうち，ランダムに 1割 (42

個)のノードを欠如させた場合，学習精度は 94.9%となっ

た．同様にランダムに 2 割のノードを欠如させた場合の

学習精度は 94.4%であった．この結果から，センサーノー

ドの欠損によって，大幅に学習精度が低下することはない

といえる．これはセンサーノードの入力の欠損は，学習精

度にそれほど影響をあたえるものではなく，欠損した入力

データが，特徴量の決定的な部分ではない限り，たとえ，

入力データが欠損したとしても，周囲のユニットによって

その欠損が補われるのではないかと考えられる．

6.5 HopStretchの評価

4.2 章で HS というオーバーレイネットワークと物理

ネットワークのリンク一致性を示すメトリクスについて説
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明した．これについて，様々なWSNにおけるHS の評価

を行う．ここで，WSNとして，(1)直交されたセンサー

ノード間のみが通信接続されたトポロジ，および (2)直交

に加え，斜めのセンサーノード間が通信接続されたトポロ

ジ，の 2つを用いた．この場合における，HS はそれぞれ

(1)1.80，(2)1.22となり，ネットワークの接続密度が高い

WSNほど，HS の値は 1に近づくことが分かる．

7. おわりに

本研究では，無線センサーネットワーク内で深層学習を

実行するプロトコルを提案した．提案手法では，CNNの

ユニットを無線センサーノードに割り当て，センサーノー

ド間の通信によって CNNの学習を分散実行する．1400m2

超の実ラウンジスペースでの温度データセットを用いた性

能評価実験を行った結果，提案手法は，通常の CNNと同

程度の学習精度を維持しながら，十分妥当な通信量のもと

で，WSN内で CNNを分散実行可能であることを確認し

た．また，一部のノードが故障した場合にも，学習精度に

大きな影響を与えることなく深層学習を分散実行すること

が可能であることも示した．

提案手法による分散学習を実環境に適用する場合，通信

品質やエネルギー消費，プロセス間の同期などの影響につ

いても考慮する必要がある．したがって，今後の計画とし

ては，小型のエナジーハーベスティングなセンサーノード

に分散学習を実装し，それらの影響をを測定していくこと

があげられる．最終的には，この分散学習システムをエナ

ジーハーベスティングなセンサーに導入し，WSN内でエ

ネルギー効率の高い深層学習を実現していきたいと考えて

いる．
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