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CNN特徴とSVM分類を用いた
大腸NBI拡大内視鏡診断支援システムの最適化

岡本 拓巳1,a) 小出 哲士1 玉木 徹2 Bisser Raytchev2 金田 和文2 吉田 成人3

三重野 寛3 田中 信治4

概要：本稿では大腸 Narrow Band Imaging (NBI)拡大内視鏡がん診断支援システム実現のため，Convo-

lutional Neural Network (CNN)特徴量と Support Vector Machine (SVM)分類による病理タイプ識別

を行う手法の識別精度評価結果について述べる．提案手法は研究グループで提案している Bag-of-Features

(BoF)に基づく診断支援の特徴量抽出処理を，学習済み AlexNetの結果を用いることで実現する．CNN

中間層データを特徴量として用いた場合の識別精度を評価し，診断支援システムのリアルタイム処理実現

に向けた検証を行う．識別精度検証の結果，AlexNetにおける全結合層の 6，7，8層にて非腫瘍・腫瘍の

識別において医療現場からの要求性能以上である 95% の識別精度が実現可能であることを確認した．

Optimization for Computer-Aided Diagnosis System with
CNN Feature and SVM classifier for NBI Colorectal Endoscopic Images
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Shigeto Yoshida3 Hiroshi Mieno3 Shinji Tanaka4

Abstract: In this paper, we discuss optimization for classifying Narrow-Band Imaging (NBI) colorectal
endoscopic images with Convolutional Neural Network (CNN) and Support Vector Machine (SVM) for
a Computer-Aided Diagnosis (CAD) system. The proposed method is using the result of pre-learned
CNN as a feature extractor on Bag-of-Features framework. Moreover, we use the data of several layers
in CNN as the extracted feature for SVM classifier. We estimated accuracy to identify tumor or not,
and as an experimental result, we presented that the system accuracy is about 95% using feature of
6th, 7th and 8th fully-connected layers in AlexNet.

1. はじめに

近年,国内外において大腸ガンの罹患数は年々増加傾向

にある．しかし，大腸ガンは早期ステージで発見，治療が
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できれば完治はほぼ可能である.そのための大腸内視鏡検

査方法として，NBI (Narrow Band Imaging)システムを用

いた大腸拡大内視鏡による画像検査が行われている．大腸

NBI拡大内視鏡診断では，医師が大腸内壁の血管等の微細

模様構造から腫瘍の有無やガン深達度を診断する．この診

断を行う医師には専門知識と経験が必要となり，診断でき

る医師が限られる.

そこで，コンピュータ画像解析を用いた症状の客観的な

判断による診断の正確度向上や，定量的な指標提示による

若手医師に対する教育支援を目指したコンピュータ診断支

援 (Computer-Aided Diagnosis: CAD)システムが必要と

されている．我々研究グループでは，佐野分類 [1], [2]，広

島分類 [3]，昭和分類 [4]，慈恵分類 [5]といった日本国内
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で提唱されている NBI拡大観察所見分類をコンセンサス

を経て統合された，JNET (Japan NBI Expart Team)分

類 [6]に基づき，大腸内視鏡画像を図 1に示す４病理タイ

プのうち３タイプ (Type 1, Type 2A, Type 3)に分類する

大腸 NBI拡大内視鏡画像診断支援システムの実現を目指

している．

図 1 JNET 分類 [6].

診断支援システムに求められる医療現場からの要求性能

として，(I)高速性と即応性 (スループット 1～5 fpsかつ，

レイテンシ１秒以内)，(II)高い識別精度 (腫瘍部位か，あ

るいは非腫瘍部位であるかの診断結果が，医師による診断

結果と 90%以上一致すること)が求められている．これま

でに我々研究グループはソフトウェア実装による診断支援

システムを開発しており，大腸NBI拡大内視鏡画像中央の

120× 120 pixel領域に対し処理速度 14.7 fpsを達成し，正

診率約 97%を達成している [7]．また，システムの主要処

理部に関して FPGAへの実装に向けたハードウェアアル

ゴリズムの提案，実装評価を行いリアルタイム処理が可能

であることを示している [8], [9], [10]．

以下，2節にてこれまで研究グループで提案されている，

Bag-of-Features (BoF)に基づいた診断支援システムの概

要について説明する．3節にて Convolutional Neural Net-

work (CNN)の計算結果を特徴量として利用した Support

Vector Machine (SVM)による診断支援システムについて

説明する．4節にて，CNN特徴と SVM分類を用いた診断

支援システムの組込みシステム化に向けて，CNN中間層

における特徴量抽出と SVM分類の識別精度に関して評価

し，5節で結論を述べる．

2. Bag-of-Featuresに基づく
内視鏡画像診断支援システム

本節では，これまでに研究グループで提案されてきた，

Bag-of-Features (BoF)に基づいた大腸 NBI拡大内視鏡画

像診断支援システムについて述べる．

システムの概要を図 2に示す．オフラインで行う学習，

学習結果を基にオンラインで実行する識別の２つのフェー

ズが存在する．システムは (1)特徴抽出部，(2)特徴変換

部，(3)タイプ識別部の３つのモジュールに大きく分ける

ことができる．システムは Bag-of-Features（BoF）と呼ば

れる手法に基づいて識別を行っている．BoFとは文書検索

を画像に応用した手法で，画像の局所特徴量によって得ら

れる特徴量ベクトルを１つの単語と見做し，その出現頻度

によって識別を行う．

学習フェーズでは，学習用に準備した画像と，画像に対応

したラベル（病理タイプの情報）を用いて学習を行う．画像

から特徴量を抽出し，各タイプ 256(= 28)個のクラスタに

クラスタリングを行い，各クラスタの中心を Visual-Word

（VW）として保存しておく．そして，学習用画像から抽出

した特徴量から VWの出現頻度である VWヒストグラム

を作成する．作成した VWヒストグラムをタイプ識別部

の Support Vector Machineへと入力し，識別フェーズで

必要な Support Vector (SV)を決定する．

識別フェーズでは入力された内視鏡映像のフレームから

特徴量を抽出し，得られた特徴量群を VWと照合して出現

頻度によるヒストグラムを作成し，ヒストグラムデータに

対してタイプ識別を行い，結果を表示する．

研究グループによりシステムアルゴリズムの有用性に関

する評価を行った結果，腫瘍・非腫瘍の識別に有用性が確

認できている [11]．図 3にその評価結果を示す．SVMの

学習に Type 1（非腫瘍）の画像 504枚，Type 2Aと 3（腫

瘍）の画像 1743枚を使用し，病理組織診断が得られた 118

症例の内視鏡観察時の画像をテストとして用いた．識別結

果は SVMの出力値（SVM output value）によって得られ，

現在のシステムカットオフ値である 0.5を境に腫瘍・非腫

瘍の識別が可能であることが確認できている．

図 2 BoFに基づく大腸 NBI拡大内視鏡画像がん診断支援システム.

2.1 Support Vector Machine (SVM)

Support Vector Machine (SVM)は，教師あり学習によ

り 2クラス分類アルゴリズムの一つである．SVMは学習

を行うことで，図 4に示すような識別空間において正と負

の 2タイプの距離（マージン）が最大となるような識別超

平面を決定する．その後新たに入力されるデータが識別超
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図 3 SVM を用いた大腸腫瘍・非腫瘍の識別有用性評価 [11].

平面を境界として正と負のどちら側に位置するのかを識別

関数を計算することにより判断する．また，本システムに

おいて識別は Type 1か 1̄（即ち Type 2Aか 3）を判断す

るものとする．本稿において用いる SVMの識別関数は，

式 (1)のように示すことができる．式 (1)は入力データ次

元数を dims.とした時に Type 1か 1̄かを判断する際の例

である．システム実装においては，線形カーネルの識別に

対応した LIBLINEARライブラリを使用した [12]．
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図 4 SVM による 2 クラス分類．

f1:1̄(x⃗) =

dims.∑
i=1

coefi × xi (1)

3. CNN特徴を適用した SVM分類手法

本節では，これまで研究グループで提案してきた BoFに

基づいた分類手法において，内視鏡画像を Convolutional

Neural Network (CNN)に入力した時の処理結果を特徴量

として利用し，SVMへの入力データとして診断支援を行

う分類手法について述べる．

図 5にBoFに基づく大腸がん診断支援システムと，CNN

特徴を適用した SVM分類手法の概念図を示す．

図 7に本稿で用いるCNNである，AlexNetのネットワー

ク構成概要図を示す [13]．本稿で特徴抽出器として用いる

AlexNetは，一般物体認識コンテストの Large Scale Visual

図 5 大腸がん診断支援システム 2 手法の概念図．

(AlexNet のネットワーク図は文献 [13] から引用)

Recognition Challenge 2012(ILSVRC2012) で提供された

ImageNetのデータセット 1000カテゴリを出力とするモデ

ルを用いる [13]．AlexNetは画像サイズ 227× 227pixelを

入力とし，畳込み演算による局所特徴量や Poolingによる

局所領域の値を用いた特徴マップの低解像度化を繰り返し

実行し，最終結果として一般物体認識対象の 1000ラベル

それぞれに属する確率を出力する．

例として，Type 2Aの画像をAlexNetへ入力した時に出

力される上位 5つのカテゴリとその確率値を図 6に示す．

リファレンスモデルの AlexNetでは内視鏡画像を識別する

学習は行っていないため，jellyfishといった学習したカテ

ゴリの中で近いと判断されるものを確率として高く出力し

ている．

図 6 Type 2A 画像を AlexNet へ入力した時の上位 5 ラベル確率.

図 7 AlexNet のアーキテクチャ図 [13].

c⃝ 2017 Information Processing Society of Japan 3

Vol.2017-SLDM-181 No.38
Vol.2017-EMB-46 No.38

2017/11/8



情報処理学会研究報告
IPSJ SIG Technical Report

4. 中間層を特徴量として用いた場合の診断
支援システムの識別精度シミュレーション

本節では，第 3 節で特徴量抽出処理に CNN を用いた

SVM分類手法について，その識別精度をシミュレーショ

ンにより検証する．

シミュレーション環境としては，Ubuntu 16.04上で構築

したオープンソース Deep Learning Libraryである，Caffe

framework[14]を用いた．用いる CNNとしては AlexNet，

SVMライブラリとして LIBLINEARを用いた．LIBLIN-

EARは線形カーネルのみに対応し処理高速化を図ったも

ので，式 (1)に示すようにサポートベクトルの生成を不要

とし，各次元の重み係数 coefi を学習により決定する．

4.1 学習およびテスト用画像データセット

本稿では，広島大学病院にて専門医師により大腸内視鏡

診断時に撮影収集された，NBI拡大内視鏡画像から病理タ

イプの特徴が明確に確認できる領域を矩形にトリミングし

た 1260枚の画像を用いる．この 1260枚の画像を学習し，

右へ 90度回転させたものを未学習のテスト用の画像とし

て用いる．本稿では分類としては Type 1かそうでないか

(Type 2Aと 3)を分類するための学習を行う．

Type 1, 2A, 3 それぞれの枚数内訳と画像サイズ分布，

および各タイプの画像の例を図 8 に示す．本稿で用いる

AlexNetの入力画像サイズは 227× 227 pixelであるため，

CNNへ入力する前にリサイズ処理を行う．図 8に示すよ

うにデータセットの画像サイズとしては 100～800 pixelと

様々な大きさのものがあり，リサイズ処理による血管構造

などの欠落の可能性が考えられるため，注意して今後検証

を続ける必要がある．
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図 8 大腸 NBI 拡大内視鏡画像データセットおよび

各タイプの画像サイズ分布（広島大学病院提供）．

4.2 採用するCNN中間層の違いによる

リアルタイム処理実現に向けて考慮すべき事柄

提案手法の組込みシステム化への実現に際し，用いる中

間層データの次元数は次段で識別処理を行う SVMのデー

タ次元数となるため，識別精度と特徴量次元数との間のト

レードオフを考慮する必要がある．図 9にAlexNetにおい

て処理の途中結果を特徴量として用いた場合の次元数を示

す．最終段である probはAlexNetの出力値である 1000カ

テゴリの確率である．本稿では中間層データとして pool5

(9,216次元), fc6 (4,000次元), fc7 (4,000次元), fc8 (1,000

次元), prob (1,000次元)を特徴量抽出の候補とし，識別精

度に関する検証を行う．
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図 9 AlexNet 各中間層での特徴量次元数．

4.3 交差検証 (Cross Validation)による正答率評価

識別精度の検証として，まず交差検証（Cross Validation：

CV）による精度検証を行った．CVではデータセットの

画像 1260枚を 10分割し，9割のものを使って学習，1割

のものを使ってテストを行う．CVによる精度検証では，

評価指標として正答率 (accuracy)を用いた．accuracyは

全テスト枚数に対する正しく腫瘍または非腫瘍と判断され

た枚数の割合によって算出される．図 10にその結果を示

す．横軸は pool5から probまでの用いた特徴量を，縦軸

は accuracyおよび特徴量次元数を示している．この結果

より，CNN最終出力である probを特徴量とした場合より

も，それ以前の中間層データを特徴量として用いた方が正

答率が向上していることがわかった．

4.4 True Positive, Precision Rateによる

各タイプの識別性能評価

次に，識別の正確さを示す指標である True Positive，識

別の偏りを示す指標である Precision Rateを用いて比較を

行う．これにより，正答率では評価できなかった各タイプ

に関する識別性能を別々に確認することができる．True
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図 10 AlexNet 各中間層での特徴量次元数．

Positiveは式 (2)，Precision Rateは式 (3)のように示され，

分類する対象毎に評価する．本稿において，Type 1と 1̄

の分類を行うため，図 11に示すように，テストとして入

力した画像の正しい Type と，SVMが識別した Type と

を評価し True Positiveと Precision Rateを計算する．ま

た，この識別性能評価に関して，特徴量として用いる CNN

を 2種類設定した．1つは学習済みの AlexNetモデルを特

徴量抽出として用いたもの，もう一方は組込みシステムへ

向けて研究グループで提案したハードウェア向けに処理最

適化された AlexNetである [15]．前者を Software，後者を

Hardwareとして性能評価結果を比較した．なお，前節図

10で示した結果は Software特徴量による評価結果である．

True Positive(x|1, 1̄)) = Nx:x∑
y=1,1̄ Nx:y

(2)

Precision Rate(x|1, 1̄)) = Nx:x∑
y=1,1̄ Ny:x

(3)
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図 11 Type 1 と 1̄ 分類における

True Positive (TP), Precision Rate (PR)．

4.5 シミュレーション結果

シミュレーション結果として，Type 1 vs 1̄分類器に関

して，図 12および図 13に Type 1に関する True Positive,

Precision Rateを示す．図 14および図 15に Type 1̄に関

する True Positive, Precision Rateを示す．

全体的な傾向としては，CVによる accuracy評価結果と同

様の傾向が確認できた．特に fc6, fc7, fc8特徴量を用いた場

合の評価結果としては True Positive，Precision Rate共に

95%を超える結果が確認できた．また，Software-Hardware

間の比較としては，特徴量次元数が 9,216である pool5に

て Hardware特徴量の方が低い結果となった．

5. 結論

本稿では，大腸 NBI拡大内視鏡診断支援を実現に向け

CNN 特徴と SVM 分類を適用した大腸 NBI 拡大内視鏡

画像がん診断支援手法に関する識別性能評価を行った．

AlexNetにおける pooling5，fc6，fc7，fc8，probability各

層のデータを特徴量として用いた場合，fc6, fc7, fc8特徴

量にて識別精度 95%以上を確認することができた．今後の

課題としては，組込みシステムとして診断支援システムの

リアルタイム処理を実現するにあたり，SVM識別部の処

理時間および識別精度と用いる特徴量次元数とのトレード

オフについてさらに検証を続けていく必要がある．
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Type not1 に関する True Positive．
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