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MyFactor：ユーザの内面状態に寄与する因子情報の
個人特性に適応的な分析
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概要：近年，様々なセンサを搭載したスマートフォンの発達と普及により，第三者による客観視が困難であ
る「忙しい」や「疲れている」といった人間の内面状態の推定を行う研究が行われている．人間の内面状
態を機械に認識させ，内面状態に寄与している因子に関する情報を人々に還元できれば，人間が自身の感
情や気分を制御したり，特定の内面状態の獲得や回避といった行動変容へと応用可能である．しかし，人
間の内面状態の認識・分析・還元においては，各個人の多様性に適応した動作の実現が課題である．本研
究ではスマートフォンのセンサデータを蓄積し，正解データとなる内面状態の注釈をユーザが記録するこ
とで，個人の内面状態に寄与している因子を還元するために，因子情報を解析するシステム「MyFactor」
を構築した．大学生 13名による 111日にわたる評価実験を行った結果，被験者全員のデータを用いて学
習を行う「統合モデル」と比較して，各ユーザのデータのみを用いて個別に学習した「個人モデル」にお
いては内面状態の推定精度が 21%上昇した．また，利用可能なすべてのセンサからのデータを用いて学習
した場合よりも，単一センサからのデータのみを用いて学習を行い，最も高精度で分類を行ったモデルを
選択した方が高い推定精度を記録し，ユーザに自身の内面状態に関して深い理解を与える可能性を示した．
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Abstract: Recently, due to the advance and spread of smartphones equipped with various sensors, human
beings’ inner states such as “busyness” or “tiredness” can be detected more accurately. If people can rec-
ognize the factors contributing to their inner states, they will be able to regulate their own emotions and
moods by paying attention to those factors. However, the adaptive system for each individual’s diversity that
recognize, analyze, and provide the factors contributing to our inner state is not realized. In this research,
we propose a system, MyFactor, that accumulates smartphone sensor data and user annotations about inner
states to extract and provide information about the important factors contributing to a user’s inner states.
In a 111-day experiment with 13 university students, researchers estimated that an “individual model” devel-
oped only with the data of each user had a higher predictive accuracy for human inner states than the generic
model developed using data from all subjects. In addition, the model with the highest predictive accuracy,
trained by a single sensor, performed better and showed the possibility of giving a deeper understanding of
human inner states than the model trained using data from all available sensors.
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1. はじめに

コンピューティングデバイスに搭載されている加速度セン

サやGPS，心拍センサといった様々なセンサを用いた人間の

日常的な行動や状態を認識する多くの研究 [1], [2], [3], [4], [5]

がさかんに行われている．「歩く」や「座る」といった，人

間の身体の物理的な動作や状態（外面状態）の検知には，多

くの場合加速度センサやカメラが用いられている．一方で，

人の感情や気分，感覚といった人間の内面状態を認知し，

コンピュータに理解させるためにスマートフォンやウェア

ラブルデバイスから収集されたセンサデータを用いて人間

の内面状態の推定を行う研究 [6], [7], [8], [9], [10], [11]も存

在する．第三者による客観視が可能な事象と比べ，人間の

感情や気分といった内面状態は，より内的な心の状態であ

る．人の内面状態の推定が実現すれば，人間の内面状態に

合わせたサービスを提供したり，感情や気分を家族や友人

と共有することでより密接なコミュニケーションが実現可

能になると考えられる．

関連して，人間の内面状態を機械に認識させ，特定の内

面状態に寄与している因子に関する情報を人々に還元でき

れば，ユーザ自身の感情や気分を制御したり，人の特定の

内面状態の獲得や回避といった行動変容へと応用可能であ

る．身体的な行動を構成している因子，たとえば「歩く」

という行動を構成している両足の動作に関する情報を人間

に還元しても，その人にとって有益な真新しい情報の「気

づき」を与えることは少ないと考えられる．一方で，人間

の内面状態に寄与している因子，たとえば「快眠できた」

と感じるための因子に関する情報が機械によって還元でき

れば，その情報を元に自身が快適に眠れるように環境を変

化させたり，良質な睡眠をとるために日中行うべき行動の

促進や，快眠できないと事前に分かれば必要に応じて薬剤

を服用するといった行動変容が実現可能になると考えら

れる．

しかし，人間の内面状態の認識・分析・還元においては，

各個人の性格等の多様性 [12]に対する適応的な動作の実

現が課題である．人間ごとの多様性を考慮せず一般化され

た手法で内面状態に寄与している因子の抽出を行うと，異

なる属性を持つ集団や国や文化の異なる人々には適応でき

ず，検知性能が低下する恐れがある．個人によって好みの

食べ物や映画が異なるように，同一の外的刺激が与えられ

た場合でも，人間の振舞いや反応は異なりうるため，各個

人の特性を考慮した，ユーザに最適化された内面状態の因

子に関する情報を抽出し還元することで，自身の内面状態

に関する深い分析と理解を与えることができる．

本研究では各個人の行動パターンや特徴 [13], [14]が現

れるスマートフォンのセンサデータを蓄積し，正解データ

となる内面状態の注釈をユーザが記録することで，その

ユーザがどのような 1 日を過ごし，その結果どのような

内面状態になったかという因果関係を解析するシステム

「MyFactor」を構築した．大学生 13名による 111日にわた

る実環境での利用を想定した評価実験を行い，「快眠できた

日」，「疲労度が高い日」，「忙しい日」の 3つの内面状態に

寄与している因子を分析するための機械学習モデルを構築

した．利用可能なセンサをすべて使用し，ユーザごとに学

習を行った「個人モデル」では，快眠できた日」を 57.2%，

「疲労度が高い日」を 66.0%，「忙しい日」を 60.7%の精度

で推定を行った．この値は，被験者全員のデータを用いた

総括的に学習を行った「統合モデル」よりもそれぞれ約

4–6ポイント高い推定精度である．また，最も高い精度で

推定を行った単一のセンサのみを用いて学習した個人モデ

ルでは，「快眠できた日」を 74.2%，「疲労度が高い日」を

79.3%，「忙しい日」を 78.7%の精度で推定した．

本論文は以下のように構成する．まず 2 章では，本研究

で取り扱う人間の内面状態について整理し，人の内面状態

の推定と還元の重要性について論じる．3 章では，人間の

内面状態に寄与している因子の情報を分析するためのシス

テムについて述べる．4 章では，個人モデルと統合モデル，

および単一センサによるモデルと複数センサによるモデ

ルの推定精度比較のために行った実験について説明する．

5 章では，比較実験の結果と考察について述べる．6 章で

は関連研究を紹介する．7 章で本論文をまとめる．

2. 人間の内面状態

本章では人間の内面状態について説明し，本研究で取り

扱う人の内面状態について述べる．次いで，人間の内面状

態の推定から還元までの重要性について説明し，それらを

達成する上での問題点を明らかにする．

2.1 対象とする内面状態

人間の「歩く」や「食べる」，「座っている」といった身体的

な行動や状態を人間の外面状態とした場合，人の感情や気分

といった内的な心の状態は，外部からの客観的な観察が困難

な内面状態に分類される．人間の感情や気分を様々な次元

や尺度によって分類する研究 [15], [16], [17], [18]が行われ

てきた．たとえば，Circumplex Mood Model [16]は，図 1

に示すように，快楽（pleasure）次元と活発（activeness）

次元の 2つの次元からなる感情モデルであり，人間の気分

を幸福，リラックス，平静，退屈，苛立ち，ストレス，緊

張，興奮の 8種類に分類している．

また，人間の内面状態には，表 1 に示すように，「感情」

（emotion）と「気分」（mood）の間に違いが存在する [18]．

感情は特定のイベントに対する自発的な反応であり，数秒

から数分という短い間持続するという性質がある．また，

気分と比較すると，顔の表情や姿勢といった形で第三者に

よる客観視が可能である場合があるという特徴を持つ．一

方，気分は累積されたイベントに対する反応で，数時間か
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図 1 J. Russell の Circumplex Mood Model による感情の分類

Fig. 1 J. Russell’s circumplex mood model classification of

emotions.

表 1 感情と気分の分類

Table 1 Distinctions between emotion and mood.

感情（emotion） 気分（mood）

数秒から数分持続 数時間から数日持続

特定のイベントに対する自発的な 累積されたイベントに対する

反応他人の目で確認できる事象 反応より内面的な事象

ら数日間という長時間持続する内面状態である．感情と比

べると気分はより内的な [7]心の状態を指すため，他人の

目によって客観視することが困難な事象である．

本研究で取り扱う人間の内面状態は，ユーザが主観的に

感じる気分に焦点を当てる．その理由として，身体外部か

らの客観的かつ直接的なセンシングが困難な心の状態であ

り，感情よりもさらに内面的でユーザの心の根底に位置す

る事象 [7]であるからである．

2.2 内面状態の推定と因子情報の還元

人間の内面状態は主観的に決定されるものの，人間がそ

の状態を認識しているとは限らない．そのため，機械を含

む第三者によって各個人の現在の内面状態を推定し，その

情報を提示することは人間に内省を促す．一方，人の内面

状態の発生に関与している因子情報をユーザに還元するこ

とは，自身の内面状態に関するより深い理解を提供しうる．

たとえば，ある人間が疲れているかどうかという情報を還

元するよりも，疲れる原因となった因子に関する情報を還

元する方が意味がある．自身の感情や気分を制御したり，

特定の内面状態の獲得や回避といった行動変容へと応用可

能である．

2.3 本研究が取り組む問題：因子情報の分析

しかし，人間の内面状態の認識・分析・還元においては，

人間の性格等の多様性 [12]に対する適応的な動作が課題

である．ユーザが日常的に利用し，膨大なデータが発せら

れるスマートフォン等のコンピューティングデバイスが普

及 [19]する以前では，各個人に関するデータ収集量や手段

が非常に限定的だった．そのため，すべての人間に一般化

された普遍的な手法 [6], [8], [10], [11]で内面状態に関係し

ている因子の抽出を行っていたが，そのような手法では，

異なる属性を持つ集団や国や文化の異なる人々には適応で

きず，抽出精度が低下する恐れがある．ユーザが導き出さ

れた因子情報を元に行動変容へと応用するには，提示され

た情報が信頼できるものであり，内面状態との関係性が認

められるものである必要がある．同一の外的刺激が与えら

れた場合でも，人間の振舞いや反応は異なりうるため，各

個人の特性を考慮し最適化された因子情報を導き出すこと

が重要であり，そういった個人に適応的な分析ができれば，

ユーザは自身の内面状態をより理解することができると考

えられる．本研究では，将来的な因子情報の還元までを見

据えた上で，上記のような理由から，特に内面状態の寄与

因子の個人特性に適応的な分析に焦点を当てる．

3. MyFactorシステム

本章では，2章で述べた本研究で対象とする人間の内面

状態に寄与している因子情報に関して，多様な個人の特性

に適応的な分析を行うシステムであるMyFactorについて

説明する．MyFactorで因子情報を分析することで，ユー

ザの自身に対する発見や気づきの提供や行動変容への応用

が可能である．

3.1 特長

MyFactorは以下の 4つの特長を持つ．第 1に，生体セ

ンサ等を搭載した特殊デバイスを必要とせず，各個人のス

マートフォン上で動作する．第 2に，多様な個人に対応し

た因子情報を分析する．第 3に，因子情報を人間が理解し

やすい形で分析する．第 4に，逐次的に因子を分析する．

3.1.1 スマートフォン上での動作

日常生活で発生するイベントの累積に対する反応である

人の気分の寄与因子を分析するために，ユーザに関する情

報を長時間にわたってセンシングする必要がある．脳波セ

ンサや心拍センサといった生体センサの着用はユーザに

とって負担である．また，カメラによる写真撮影やビデオ

撮影はユーザのプライバシを侵害する可能性がある．そこ

で本研究では，長時間利用を考慮し，ユーザが日常的に使

用するスマートフォンを用いたセンシングを行う．

3.1.2 多様な個人への適応

因子情報をユーザに還元する際，それが何らかの根拠に

基づいて導き出されており，信憑性があることが前提条件

である．人間の性格等の多様性に適応するため，MyFactor

はすべての人間に対して 1つのユニバーサルなモデルを構

築するのではなく，個人ごとのデータのみを使用して最適

化されたモデルを構築する．他のユーザのデータから分析

された因子情報よりも，自身のデータを用いて分析した因

子情報の方がユーザにとって解釈しやすく，信憑性を与え

られると考えられる．
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3.1.3 因子情報の理解

人間の機械学習への信頼獲得とそれに基づくシステム利

用促進に関しては，透明性が高く，どのような変数が使用

されているのか確実に認識できるようなモデルが好まれ

る傾向がある [20]．システムによって導き出された因子情

報の確実性が高くても，その情報が難解であればユーザに

とっての利益が小さくなる．そこでMyFactorでは分析し

た因子情報をユーザへ還元しやすいよう，次の 3つの性質

をユーザの理解を支援するための重要な要素だと考える．

• 数値や方向の具体性：ユーザが因子情報を元に行動を
変容するには，因子が具体的にどのような値や方向へ

と変化すれば内面状態が変化するか説明する必要があ

る．特徴ランキング等で抽出された，寄与している因

子の名称だけでは不十分だと考える．

• 特徴量の分かりやすさ：内面状態を推定するモデルを
構築する際，因子に対して何らかの特徴量計算を行う

必要がある．たとえば，最大値や最小値，平均といっ

た計算方法は多くの人にとって親しみ深いものである

と推測できるが，尖度や歪度といった数値計算は専門

性が高く大衆的でない．

• モデルの平易さ：因子情報を還元する際，提供する情
報量が膨大であったり，多様な種類の因子が複雑に交

錯している情報では読み手にとって負担である可能性

がある．因子情報を明解にするためには，平易な因子

情報の提示が重要であると考える．

MyFactorでは，ユーザの因子情報に対する理解のしや

すさを考慮し，決定木を用いた機械学習モデルを構築する．

決定木は if-then形式のルール集合に変換することが可能

であるため，ニューラルネットワークやサポートベクター

マシンといった機械学習アルゴリズムよりも理解しやすい

という特徴があげられる．また，内面状態に寄与している

因子を提示するだけでなく，その因子をどのように変化さ

せれば内面状態が変化するか具体的に読み取ることが可能

である．

3.1.4 逐次分析

MyFactorは行動変容の促進を目的とした因子情報の還

元を実現するため，1日ごとにそれらの分析を行う．たと

えば，数カ月から数年といった長期間のデータを収集し，

その後分析をかけユーザに情報を還元するのでは日常的

な内省を実現できない．一方で，数分から数時間ごとに情

報を提供したり，正解データとなる内面状態の注釈を依頼

するのは，利用者にとって負担である．また，数時間単位

で注釈する場合，個人のライフスタイルによって時間帯に

よって注釈データ件数に偏りが生じてしまう可能性があ

る．そのため，本研究ではユーザが内面状態に関する正解

データを 1日単位で注釈することで，システムが追加で学

習し，必要に応じて逐次因子の情報を確認できるようにす

る．多くの人々が「先日は何をしたか」や「今日は何をし

ようか」と日単位で振り返りをしたり，予定を管理するこ

とに慣れていると考えられる．

3.2 使用方法

ユーザがMyFactorを使用するには，まず自らのスマー

トフォンに MyFactor アプリケーションをインストール

する．本アプリケーションは iOS9.0以上の OSが搭載さ

れた Apple社の iPhone6 [21]以降のデバイスで動作する．

MyFactor利用に際してユーザが求められることは，(a)ア

プリケーションの常時起動と (b)正解データの作成の 2点

である．iOSではアプリケーションが起動されていない場

合，センサデータを収集することが仕様上不可能であるた

め，アプリケーションをバックグラウンドで常時起動して

おく必要がある．また，ユーザの内面状態に寄与している

因子を抽出するために，図 2 に示す画面で，自身の内面状

態に関する正解ラベルを注釈することが求められる．正解

ラベルの注釈は，リッカート尺度 [22]を用いた 5段階（1 =

“非常にそうである”，2 = “そうである”，3 = “どちらで

もない”，4 = “そうでない”，5 = “非常にそうでない”）で

の主観的な選択を求める．

ユーザは図 3 に示すような，収集中のセンサデータをリ

アルタイムに確認したり，図 4 のように，蓄積された過去

のセンサデータを見ることができる．また，ユーザの内面

状態に寄与している因子の還元の第一歩として，図 5 に示

すように，生成された決定木を閲覧することができる．

ユーザは任意のタイミングで因子情報を説明する決定木

を閲覧して，その情報を自由に解釈し，自分の行動変容へ

役立てることが可能である．例としてシステムが「月曜日

の朝は目覚めが悪いが，火曜日は目覚めが良い」といった

情報をユーザに還元したとする．ユーザはその情報を元に

各曜日の行動を思い浮かべたり，蓄積されているデータロ

グを閲覧したり，MyFactorを使って別の因子との関係性

を分析できる．

3.3 設計と実装

MyFactorのシステム概要を図 6に示す．本システムは，

ユーザのスマートフォン上で動作する「MyFactorアプリ

ケーション」と，センサデータおよび注釈データを蓄積し，

機械学習によって因子の分析を行う「MyFactorサーバ」か

ら構成される．

図 7 に，本システムのアーキテクチャ図を示す．本シ

ステムはセンサデータ検知モジュール，気象データ取得モ

ジュール，注釈データ取得モジュール，データ送信モジュー

ル，データ保存モジュール，特徴量抽出モジュール，モデ

ル構築モジュール，そして因子可視化モジュールから構成

される．以下に下記モジュールについて詳述する．

• センサデータ検知モジュール：表 2 に示すスマート

フォンに搭載されているセンサデータを 10秒ごとに
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図 2 内面状態の注釈を行う画面

Fig. 2 Window to make the

label of inner state.

図 3 取得センサデータ表示画面

Fig. 3 Window to see the real

time sensor data.

図 4 充電残量記録の閲覧画面

Fig. 4 Window to see the

battery data.

図 5 決定木閲覧画面

Fig. 5 Window to see the

generated tree.

図 6 MyFactor システム概要

Fig. 6 MyFactor system overview.

取得し，端末上に保存する．どのセンサが人間の内面

状態に寄与しているか事前に把握することができない

ため，iOSで提供されている利用可能なおおむねすべ

てのセンサを利用する．しかし，加速度やジャイロと

いったセンサは除外している．これはユーザにセンサ

データを提供する際，人間が生データを理解しにくい

と判断したためである．一方で，加速度やジャイロの

データを用いて算出していると考えられるユーザの

「移動手段」や「移動速度」といった人間がより理解し

やすいデータについては検知，記録する．

• 気象データ取得モジュール：Open Weather Map [23]

APIを利用し，ユーザの緯度・経度データを元に現在

地の天気，気温，湿度データを取得する．APIによっ

図 7 MyFactor システム構成図

Fig. 7 MyFactor system architecture.

て提供されている気象情報の更新間隔は約 1時間程度

であり，ユーザがとある地域から別の地域に移動する

ことも考慮し，データの取得間隔は 30分とした．気象

データはセンサデータと同様に端末上に記録される．

• 注釈データ取得モジュール：ユーザが主観的に感じた
内面状態に関して注釈を作成するためのインタフェー

スを提供する．

• データ送信モジュール：スマートフォンに蓄積された
センサデータ，気象データおよび注釈データを My-

Factorサーバに送信する．データの送信は原則 1時間

ごとに行われるが，ユーザはWiFi接続時のみに送信

するよう設定することができる．通信が成功した場合

端末に蓄積されているデータを削除する．

• データ保存モジュール：クライアント端末から送られ
てきたセンサデータおよび注釈データを MyFactor

サーバのデータベースに格納する．

• 特徴量抽出モジュール：データベースに蓄積された
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表 2 スマートフォンで収集するセンサデータ一覧

Table 2 List of sensors collected from smartphone.

センサ データ種類

GPS 緯度，経度，海抜，移動速度

気圧計 気圧

歩数センサ 歩数

スクリーン スクリーン輝度

バッテリー 残量，充電状態（充電/非充電）

ネットワーク 接続モード（Wi-Fi/3G・4G 回線）

アクティビティ 移動手段（静止/歩行/ランニング/自転車/交通）

表 3 各センサの特徴量の算出方法

Table 3 Features extracted from each sensors.

データ 出力形式 算出方法　

海抜

気圧

バッテリー残量

スクリーン輝度 数値 1 日の最小値，最大値

移動速度 平均値，標準偏差

気温

湿度

曜日 曜日 id（0–6）

歩数 1 日の累計歩数

バッテリー充電状態

ネットワーク 文字列 1 日の各ラベルの出現回数

アクティビティ

ユーザのスマートフォンから取得されたセンサデー

タおよび気象データを，機械学習で利用できるよう特

徴量を算出する．表 3 に使用する特徴量を列挙する．

ユーザによる内面状態の注釈は 1日単位で作られるた

め，1日に 1件の学習データが得られる．

• モデル構築モジュール：抽出した特徴量を教師データ
とし，ユーザの手によって作成された内面状態に関する

注釈を正解ラベルとした教師あり学習を行う．機械学習

ライブラリは Python言語で書かれた scikit-learn [24]

（ver.0.17）を使用する．分類アルゴリズムには決定木

（CART [25]）を利用し，評価尺度にはジニ係数を用い

る．調整可能なパラメータに関してはデフォルト値を

用い，決定木の深さの最大数（max depth）および葉

ノードに必要なサンプルの最小数（min samples leaf）

に対して制限を設けなかった．本研究では次に示すセ

ンサデータの利用範囲の異なる 2種類のモデルを構築

する．

– 単一センサによるモデル：気圧センサや歩数計といっ

た数あるセンサの中から 1種類のみのデータを使用

して構築したモデルのことである．単一のセンサを

利用することで，複数のセンサによって構築したモ

デルよりも特徴量の種類が少なく，読み取りやすい

モデルになると考えられる．

– 複数センサによるモデル：利用可能なすべての種（12

種）のセンサデータを利用して学習したモデルのこ

とである．1つのセンサによるモデルと比べて理解が

難しくなるという懸念があるが，単一のセンサのみ

のモデルと比べて有効な特徴量が存在した場合，高

精度な分類ができる可能性がある．

決定木はアルゴリズム内部で特徴選択を行っている

ため，学習に用いられたすべての特徴量が出力された

決定木に必ず登場するとは限らない．したがって複数

センサによるモデルでは 12種のセンサからいくつか

が有効な因子として適応的に抽出されるといえる．一

方，単一センサによるモデルでは，それぞれの決定木

を単体で見るのではなく，各モデルの推定精度といっ

た性能指標を元に内面状態に寄与しているといえる因

子とそうでない因子を比較し，選択するという段階が

必要である．

なお，本研究では内面状態推定にあたって，上記の 2

つのモデル以外のセンサの種類（2–11種）を組み合わ

せたモデルは用意しない．機械学習モデルによって導

き出された因子情報を還元するにあたって，可能なか

ぎりシンプルなモデルすることが好ましく，様々な種

類のモデルを構築するのはユーザを混乱させる恐れが

ある．そのため，本研究では単一センサおよび利用可

能なすべてのセンサを用いた場合の 2種類のモデルの

構築にとどまり，組合せ等の考察は対象としない．

• 因子可視化モジュール：構築したモデルを元に，ユー
ザの内面状態に寄与している因子の情報をユーザが閲

覧できるようにする．ユーザは因子を分析したい内面

状態とモデルの種類をスマートフォンアプリケーショ

ン上で選択することができる．選択された内面状態と

センサのペアを元に，事前に生成された決定木画像が

表示される．決定木全体を閲覧できるようにした理由

は，機械学習モデルの訓練によって獲得された因子情

報が，異なる可視化手法や情報提供方法へと変換する

過程で，欠落したり損失しないようにするためである．

なお，本研究は人間の内面状態に寄与している因子の

還元のための，個人特性に適応的な推定と分析に焦点

を当てるため，還元方法やその妥当性に関しては次の

段階と位置付ける．

4. 評価実験

本章では，MyFactorが多様な各ユーザの内面状態に寄

与する因子情報を適応的に分析したか，その性能について

の評価を行う．同評価を目的として，13人による 111日間

の比較実験を実施した．決定木を用いて構築した個人モデ

ルと統合モデルの交差検証による推定精度を比較する．

注釈を行う内面状態として (a)「快眠できた日」，(b)「疲

労度が高い日」，(c)「忙しい日」の 3つを選択した．これ

らの内面状態に寄与する因子情報を認識することで，良質

な快眠の獲得，疲労の軽減，多忙化の改善等，ユーザの健

康管理や QOLの向上に役立てられると考えられる．実験
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期間は 2015年 12月 15日から 2016年 4月 4日までの 111

日間である．

4.1 被験者

本実験での被験者として，iOS 端末を主たるスマート

フォンとして日常的に利用している大学生 13名（男性 9

名および女性 4名）の協力を得た．実験開始日における被

験者らの年齢は 19歳から 23歳であり，平均年齢は 20.9歳

であった．

4.2 実験手順

実験開始日に，実験に関する説明を各被験者に行い，

被験者が各自，日常的に使用する iOSスマートフォンに

MyFactorアプリケーションをインストールする．以降の

実験期間中，毎日朝 7時に「快眠できた日」であるか，23

時 30分に「疲労度の高い日」，「忙しい日」であったか注釈

を要求する通知をスマートフォン上に表示し，各被験者は

3つの内面状態に関して正解ラベルの注釈を行う．

4.3 モデルの構築と推定精度

実験期間終了後，複数センサと単一センサそれぞれにお

いて個人モデルと統合モデルの計 4種類の機械学習モデル

を構築する．

個人モデルは leave-one-day-out方式の交差検証によっ

て推定精度を算出する．任意のユーザの教師データ数を k

日分とした場合，そのなかから 1件をテストデータとして

抜き出す．その後，k-1件の教師データで学習を行った機

械学習モデルによって抜き出したテストデータのラベルを

予測する．これをすべてのデータが 1回ずつテストデータ

になるよう合計 k 回実行し，正答率を最終的なスコアと

する．

一方，統合モデルの推定精度は leave-one-user-out方式

の交差検証によって算出する．個人モデルが 1日分のデー

タをテストデータとして抽出したのに対し，統合モデルの

評価では被験者 13人から 1人分のデータを抽出し，12人

分の教師データで訓練したモデルを用いてそのユーザの各

日付の正解ラベルの予測を行い，推定精度を算出する．

アプリケーションをバックグラウンド起動していなかっ

たり，スマートフォンのバッテリー切れ等によってデータ

表 4 正解ラベルの前処理

Table 4 Preprocessing of labels.

処理前 処理後

非常にそうである 1

そうである

どちらでもない ※除外

そうでない 0

非常にそうでない

のセンシングが停止し，収集されたセンサデータ量が 1日

の 80%（19.2 時間）に満たない場合，同日のデータはす

べて利用しない．また，ユーザが内面状態に関する注釈を

作成しなかった日のデータも学習に用いない．1人あたり

の学習データサンプル数が少なくなる問題が予想される

ため，注釈どおりの 5段階の分類問題ではなく，表 4 の

ように正解ラベルに対して前処理を行い，内面状態が “高

い” = 1または “低い” = 0のどちらかに分類を行うものと

する．リッカート尺度を用いていることから「非常にそう

である」は「そうである」の延長にある事象であると解釈

できるため，双方をまとめて学習して提示しても内面状態

の獲得や回避に必要な情報が提供できると考えられるが，

ユーザを混乱させないよう正解ラベルの前処理についての

説明も行った．

5. 実験結果と考察

本章では，実験結果に基づく分析とその考察を行う．実

験を行った結果，延べ 1,039日間分のセンサデータと 2,600

件の注釈データが収集された．この数値を実験期間中に理

論上収集可能な最大の量と比較した場合，実際に得られた

データの割合はセンサデータが約 72%，注釈データが約

60%となる．図 8 は，実験期間中に集められた各被験者の

注釈データ件数の分布を表す．

5.1 複数センサによるモデル

表 5 は，複数センサからのデータによる個人モデルと統

合モデルの推定精度を示す．

図 8 実験期間中の各被験者の注釈データ件数

Fig. 8 The number of annodations of each participants during

the experiment.

表 5 複数センサによるモデルの推定精度の平均と標準偏差

Table 5 Comparison of average and standard deviation of

predictive accuracy trained with multiple sensor.

快眠できた日 疲労度が高い日 忙しい日

個人モデルの 57.2% (12.7) 66.0% (14.5) 60.2% (14.3)

平均（標準偏差）

統合モデルの 52.9% (9.8) 59.7% (7.3) 56.5% (8.2)

平均（標準偏差）
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図 9 「快眠できた日」の推定精度の推移

Fig. 9 Transition of predictive accuracy

for sleep.

図 10 「疲労度の高い日」の推定精度の推移

Fig. 10 Transition of predictive accuracy

for tiredness.

図 11 「忙しい日」の推定精度の推移

Fig. 11 Transition of predictive accuracy

for busyness.

5.1.1 推定精度の比較

最も高い推定精度を示したのは，「疲労度が高い日」を

個人モデルで推定した場合のモデルで，精度は 66.0%だっ

た．推定精度が最も低かったのは，「快眠できた日」を統

合モデルで推定した場合のモデルだった．今回選定した内

面状態 3件すべてにおいて個人モデルの方が統合モデルよ

りも高い推定精度を記録した．個人モデルの方が推定精度

が高かった理由として，ユーザの行動やライフスタイル，

パーソナリティが考慮されていることがあげられる．個人

モデルが統合モデルと比べて平均 5.3ポイント高い推定精

度を記録した一方，これらのモデルの性能は多くが 50%台

であり，高い精度であるとはいいがたく，一般化するのは

難しいと考えられる．今回の内面状態推定は二値分類問題

であり，モデルの推定精度が 50%に近いほど，推定したい

内面状態が「Yes」である確率と「No」である確率が近く

なるため，1/2の確率でランダムに内面状態ラベルを予測

しているのと同様の挙動であり，実質的に有効な特徴量を

見つけられなかったことを意味する．

また，統合モデルよりも個人モデルの方が標準偏差が大

きいという結果が得られた．このような結果になった理由

として，個人モデルの学習データ数に対し，複数センサに

よるモデルの特徴量の数が多いことがあげられる．一般的

に，モデルの説明変数が増加するほど，学習データのノイ

ズに適合しやすくなるという問題がある．したがって個人

モデルではデータ量の多い統合モデルと比べて，有効な特

徴量を誤ってしまう可能性があり，有効な特徴量が存在す

る被験者とそうでない被験者で推定精度の差が生じたと考

えられる．

5.1.2 推定精度と学習コスト

統合モデルは個人モデルと比べて，単位時間あたりに収

集できる教師データ量が多いため，短期間であってもモデ

ル学習に十分な量のデータを収集することができる．しか

し，個人の多様性があるため，必ずしもデータ量が多いほ

ど推定精度が高くなることを意味するとは限らない．図 9，

図 10，図 11 は，教師データ数と推定精度の推移を示し

たものであり，点線は個人モデルの最大値と最小値，実線

は統合モデルを表している．我々は教師データ収集期間が

長くなるに従って，個人モデルでも十分なデータが集ま

り，個人モデルの推定精度が統合モデルを下から追い抜く

形になると予想していた．しかしながら，学習コストと推

定精度はトレードオフの関係にあるという予測に対し，今

回の実験期間中にそのような関係性は確認されなかった．

MyFactorにおける学習コストと推定精度の関係性を明ら

かにするには，統合モデルを構築するための被験者数を増

加し，さらに長期的な実験を行いながら分析された因子情

報がどのように変化していくか経過観察する必要がある．

5.2 単一センサによるモデル

3つの内面状態において，それぞれ 12種類のセンサを用

いて個人モデルと統合モデルを計 36組構築した．図 12，

図 13，図 14，図 15，図 16，図 17，図 18，図 19，図 20，

図 21，図 22，図 23 は各センサデータによる個人モデル

と統合モデルの推定精度を示している．

5.2.1 推定精度の比較

36組のうち 34組において，個人モデルの方が統合モデ

ルよりも高い推定精度を記録した．個人モデルおよび統合

モデルの両方において，「快眠できた日」を曜日で推定した

場合が最も高い推定精度を記録し，個人モデルにおいては

70%を超えている．これは被験者らが，快眠できるかどう

か曜日に依存していることを意味すると推測できる．

単一センサの場合も複数センサのケースと同様，個人モ

デルの方がユーザの特性を考慮していると考えられる．例

として，「忙しい日」であるかを歩数を用いて推定した個人

モデルの場合は，全体の中で 2番目に精度が高い（67.1%）

が，統合モデルの方では精度は 12ポイント以上も低くなっ

ている．これは個人によって忙しい日の感じ方が異なり，

たとえば，予定が非常に多く，次の目的地へと歩けば歩く

ほど忙しく感じる人がいる一方で，まったく歩かずに家や

職場でひたすら業務にのめり込むことで忙しく感じる人が

いるかもしれない．
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図 12 海抜による推定精度比較

Fig. 12 Comparison of predictive ac-

curacy using altitude.

図 13 気圧による推定精度比較

Fig. 13 Comparison of predictive ac-

curacy using air pressure.

図 14 バッテリー残量による推定精度比較

Fig. 14 Comparison of predictive ac-

curacy using battery remain.

図 15 スクリーン輝度による推定精度比較

Fig. 15 Comparison of predictive ac-

curacy using brightness.

図 16 移動速度による推定精度比較

Fig. 16 Comparison of predictive ac-

curacy using velocity.

図 17 気温による推定精度比較

Fig. 17 Comparison of predictive ac-

curacy using temperature.

図 18 湿度による推定精度比較

Fig. 18 Comparison of predictive ac-

curacy using humidity.

図 19 歩数による推定精度比較

Fig. 19 Comparison of predictive ac-

curacy using steps.

図 20 バッテリー充電状態による推定精

度比較

Fig. 20 Comparison of predictive ac-

curacy using charging state.

図 21 ネットワーク接続による推定精度

比較

Fig. 21 Comparison of predictive ac-

curacy using network.

図 22 移動手段による推定精度比較

Fig. 22 Comparison of predictive ac-

curacy using activity.

図 23 曜日による推定精度比較

Fig. 23 Comparison of predictive ac-

curacy using day of week.
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表 7 各ユーザの最も高い推定精度とセンサ名

Table 7 Highest predictive accuracy and sensor of each users.

快眠できた日 疲労度が高い日 忙しい日

user1 76.2% バッテリー充電状態 75.0% スクリーン輝度 80.8% ネットワーク接続

user2 74.1% 気温 76.9% スクリーン輝度 78.5% ネットワーク接続

user3 74.6% スクリーン輝度 85.2% 曜日 69.4% 移動手段

user4 67.4% 曜日 87.1% 移動手段 76.7% 曜日

user5 73.3% ネットワーク接続 80.2% 歩数 74.0% 移動速度

user6 63.6% バッテリー残量 82.4% 歩数 100% 歩数

user7 63.8% ネットワーク接続 82.9% 移動手段 78.4% 曜日

user8 80.7% 気温 76.5% 歩数 76.5% 曜日

user9 66.3% バッテリー残量 76.7% 曜日 81.4% 湿度

user10 84.2% 気圧 70.0% 湿度 77.3% 湿度

user11 72.9% 海抜 76.0% 歩数 72.0% 気温

user12 83.5% 湿度 69.2% 曜日 79.2% 曜日

user13 84.2% バッテリー充電状態 92.3% 移動速度 79.2% 移動速度

平均（標準偏差） 74.2%（7.4） 79.3%（6.6） 78.7%（7.2）

表 6 最も頻出回数の多かった最上部の葉ノードに登場する特徴量

Table 6 Features in the uppermost leaf node that most fre-

quently appeared.

快眠できた日 疲労度が高い日 忙しい日

海抜 平均 標準偏差 最大

気圧 平均 標準偏差 標準偏差

バッテリー残量 平均 平均 最小

スクリーン輝度 平均 標準偏差 平均

移動速度 標準偏差 平均 平均

気温 標準偏差 平均 最小

湿度 平均 平均 平均

移動手段 交通 歩行 静止

一方で，湿度およびバッテリー充電状態でそれぞれ「疲

労度の高い日」を推定した場合は，個人モデルよりも統合

モデルの方が推定精度が高かった．この 2つの個人モデル

は全体の中で最も推定精度の低い 2つであり，統合モデル

の推定精度との差も約 2ポイントと小さく，ユーザの疲労

度を推定するにあたって有効な特徴量ではないと考えられ

る．たとえば，あるユーザがスマートフォンを充電してい

る時間が長い日も短い日もほぼ同頻度で「疲労度が高い」

と注釈した場合，充電時間情報のみを用いて疲労度を推定

するのは困難である．しかし，被験者全員のデータを総括

的に学習した場合，充電時間情報と疲労度の間に重要な関

係性を発見したユーザのデータが含まれていた場合，個人

モデルよりも教師データ数の多い統合モデルの方が高い推

定精度を導き出す可能性がある．

5.2.2 有効な特徴量

また，決定木の最上部にある葉ノードに登場する特徴量

のうち，最も頻出回数の多かった特徴量を表 6 に示す．3

つの内面状態において，同一の特徴量が用いられていたの

は「湿度の平均値」のみであった．このことから同じセン

サであっても，内面状態によって推定に用いられる特徴量

の算出方法は異なりうると解釈できる．平均値や標準偏差

が比較的有効な算出方法だと読み取れる一方，最小値や

最大値の頻出回数は少なかった．この理由として，センサ

データの値の取りうる範囲とユーザの日常行動が関係して

いると考えられる．例として，多くのユーザは 1日の中で

移動しない時間があったり，スマートフォンのバッテリー

をフル充電するという習慣があるとする．したがって原則

として移動手段の最小値は 0 km/h，バッテリー残量の最

大値は 100%という値が毎日得られ，この情報を元に分岐

を作ることが困難になる．一方，平均値や標準偏差は一意

に決定されず，ユーザの日常行動によって柔軟に変化する

ため，内面状態を推定するにあたって有効な特徴量になり

うると考えられる．

5.3 最高推定精度を記録した単一センサによるモデル

表 7 は，各ユーザの最も推定精度の高かった単一センサ

による個人モデルの推定精度とセンサ名を示している．最

も高精度で予測を行ったセンサのみを抽出した場合，これ

らすべての内面状態において推定精度の平均が 70%台を記

録し，「疲労度が高い日」と「忙しい日」に関しては 80%に

近い値となっているいることから，これらはユーザの内面

状態に少なからず影響を及ぼしている重要な因子であると

考えられる．13人の被験者について，「快眠できた日」推

定に使用されたセンサは 9種類，「疲労度が高い日」につい

ては 6種類，「忙しい日」については 7種類であり，人間の

内面状態を推定するのに最も有効なセンサがユーザごとに

非常に異なることが分かる．これはユーザの内面状態推定

において特徴が出やすいセンサデータが，個人のライフス

タイルや行動パターンによって大きく異なるからだと考え

られる．
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図 24 疑似相関の例

Fig. 24 Example of spurious correlation.

5.4 抽出された因子の解釈

一方，今回の実験結果で導き出された内面状態とセンサ

データの組合せの中には，因果関係を客観的に解釈しやす

いものとそうでないものが存在する．客観的に解釈しやす

い例として，たとえば，歩数と「疲労度の高い日」があげ

られる．歩数が何歩以上（もしくは以下）であれば疲労を

感じるかという絶対的な値は個人によって異なりうるもの

の，「歩く」という行動は少なからず身体的な疲労に寄与し

ているだろうと解釈することができる．一方でたとえば，

海抜と「快眠できた日」の関係性を客観的に解釈するのは

容易ではない．今回の実験でそのような一見解釈しにくい

センサデータと内面状態の関係性に強い関係性があると算

出された理由として，a)疑似相関，b)間接効果，c)偶然の

一致の 3つの可能性が考えられる．

5.4.1 疑似相関

1つ目の可能性は疑似相関である．疑似相関とは，変数

Aと変数 Bの間に因果関係があるように推測された場合に

おいて，実際にその関係は別の変数 Cが A，Bそれぞれに

影響を及ぼしていることである．海抜（変数 A）と「快眠

できた日」（変数 B）の関係性が疑似相関であると仮定した

場合，例として，「自宅で寝るか」（変数 C）という要素が潜

在的に存在し，海抜および快眠に影響を及ぼしている場合

が考えられる（図 24）．自宅で寝ると快眠できる人間の場

合，自宅で寝るかどうかが，海抜および快眠の双方の変数

を変化させており，直接的に海抜が快眠に影響を与えてい

るわけではない．

5.4.2 間接効果

2つ目の可能性は間接効果である．間接効果とは，変数

Aと変数 Bの間に因果関係があるように推測された場合に

おいて，実際にその関係は変数 Aが媒介変数 Dに影響を

及ぼしており，媒介変数Mの変化が Bに影響を及ぼして

いることである．海抜（変数 A）と「快眠できた日」（変数

B）の関係性が間接効果であると仮定した場合，例として，

空気中の「酸素濃度」（変数 D）という要素が間に存在し，

海抜が変化すれば酸素濃度が変化するため，酸素濃度の変

化が結果的に人間の快眠に影響を及ぼしている場合が考え

られる（図 25）．海抜が意味する地理的な要因ではなく，

仮に海抜がどのように変化した場合でも，酸素濃度の変化

によって快眠できるかどうかが決定する場合が間接効果で

ある．

図 25 間接効果の例

Fig. 25 Example of indirect effect.

5.4.3 偶然の一致

3つ目に，因果関係または共通の要因も存在しない偶然

の一致の可能性が考えられる．例として，「スマートフォン

普及率の向上」と「地球温暖化の進行」があげられる．過

去数年において，どちらも確認できる事象で，統計上相関

があると算出できるかもしれないが，2つの間に関係性が

あるとは考えにくいため，偶然の一致であると考えられる．

推定精度が高く，MyFactorによって内面状態に寄与し

ていると判断された因子の中には，その値が変化したから

といって直接的に人の内面状態に影響を及ぼさないものも

存在する．しかし，ユーザの日常行動の中で，特に表 7 に

示したセンサと個人の内面状態の間には機械学習アルゴリ

ズムが示す精度を参照することによって，双方の間の関係

性が捕捉されていると考える．

人の内面状態は累積されたイベントから複雑に決定され

ることから，直接的に寄与している因子を抽出するのは困

難である．しかしながら，多様な各個人の行動パターンや

ライフスタイルの特徴が表れるスマートフォンのセンサ

データによって関連する因子を分析し，ユーザに還元する

ことによってユーザに「気づき」を与え，自身の内面状態

の制御や行動変容に応用できると考えられる．

6. 関連研究

本章では，本研究に関連する研究について紹介する．

6.1 内面状態の推定

Bogomolovら [10]は同じ大学の寮に住む被験者 117人

のスマートフォンの利用状況と気象データ，そしてユーザ

の性格データを利用してユーザのストレスを検知している．

特殊な装置の装着を必要とせず，スマートフォンを利用す

るだけで自動的にストレス値を検出できるようになること

で，ユーザがストレスの原因となる行動を避けたり，自分

のストレスを管理できるようになると述べている．1日の

終わりに自身のストレス値に関して注釈をつけてもらい，

Random Forestによる機械学習モデルを構築した結果，分

類精度は 72.28%であった．ストレスという第三者による

客観的な観察が困難な人間の内面状態を対象としている部

分は本研究と類似する．しかし，MyFactorは人間の内面

状態を推定するだけでなく，因子情報を還元することを見

据えて，寄与している因子とその値がどのようなときに特
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定の内面状態が発生するかまで分析を行っている．

Hammer ら [6] は，スマートフォン上で使用中のアプ

リケーション名やネットワーク接続といった情報を用い

て被験者が「忙しいか（isBusy）」，「ストレスを感じてい

るか（isStressful）」，「1人でいるか（isAlone）」，「幸せか

（isHappy）」という 4つの状態をセンシングしている．被

験者は一定時間ごとにスマートフォン上で自身の内面状態

に関して注釈作業を行い，実験期間終了後，主成分分析を

用いて最適な特徴量を選択することで，isHappyといった

ユーザの主観的な状態の推定を行っている．人間の内面状

態を対象にしている部分は本研究に類似するが，本研究は

一定期間経過後にデータを分析するのではなく，ユーザの

注釈が作成される度に学習を行い，モデルを逐次更新し，

ユーザに自身の内面状態に関する分析と理解を提供する．

また，どちらの研究も，1つで複数のユーザに対応する

共通のモデルを構築するために，学習データを総括的に利

用している．本研究では多様な人間の内面状態に適応すべ

く，ユーザごとに学習を行い，個人に最適化された因子の

情報の提供を目指している．

6.2 因子の分析

SmartGPA [26]は大学生の学業成績（GPAスコア）をス

マートフォンのセンサデータを用いて予測する．はじめに

スマートフォンに搭載されているセンサから収集されたセ

ンサデータより，「図書館で勉強している時間」や「パー

ティーに参加している時間」等の時間を推定する．そして，

作成された特徴量それぞれと GPAスコアとの相関係数を

算出することで，学業成績の優良な大学生が行う行動と，

そうでない学生が行う行動を発見した．分析対象は違うも

のの，特定の事象についてスマートフォンのセンサデータ

を元に寄与している因子を導き出すという点は本研究と類

似する．しかし，算出された相関係数は説明変数と目的変

数の間にある線形な関係を示す尺度であるため，非線形な

関係を表すことができない．たとえば，肥満度（BMI）と

癌の発生率 [27]には二次関数のような関係があり，痩せて

いるグループと太っているグループの発癌率が高くなる U

字型の関係性があるが，相関係数で直接的にその関係性を

見い出すことはできない．

Bogomolovら [10]は機械学習で利用するデータの前処

理として使われる「特徴選択」を用いて，ユーザのストレ

ス値を推定するのに有効な変数（センサデータ）のランキ

ングを導き出している．人間の内面状態に寄与している因

子を分析している点は本研究と類似しているが，その因子

の値がどのように変化したときに内面状態に影響が与えら

れるかという部分までの分析は行われていない．

一方，本研究では決定木による機械学習モデルを構築す

ることで，説明変数と目的変数の間にあるより複雑な関係

に関して分析を行うことができる．

7. おわりに

本研究では，多様な人間に適応した内面状態に寄与して

いる因子情報を分析するシステムであるMyFactorを構築

し，推定精度に関する評価を行った．多様な個人に最適化

された因子情報の抽出を行えたかを明らかにするために，

被験者 13人による 111日にわたる実験を実施し，「快眠で

きた日」，「疲労度が高い日」，「忙しい日」の 3種類のユー

ザの内面状態に寄与している因子に関する分析を行った．

実験の結果，単体で全ユーザについての推定を行う統合モ

デルよりも，個人ごとに学習を行った個人モデルの方が高

い推定精度を記録した．

今後の研究課題として，因子情報の還元手法の検討と行

動変容に向けてのユーザビリティ評価があげられる．ユー

ザに発見と気づきを与える因子情報の中でも，特に重要な

ものを迅速に読み解くのを支援し，行動変容を促進するの

に有効な還元方法を検討していく．
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