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意味役割付与における未知分野へのニューラル分野適応技術

大内 啓樹1,a) 進藤 裕之1,b) 松本 裕治1,c)

概要：意味役割付与 (Semantic Role Labeling)において，学習データと分野の異なるデータを解析する際，

解析性能が低下するという問題が知られている．このような問題に対処するため，分野適応技術に関する

研究が行われてきた．多くの既存研究における分野適応の問題設定は，解析対象となるデータの分野は既

知のものとして扱っている．しかし，現実的な解析を考えると，必ずしも解析対象データの分野が自明で

あるわけではない．そこで本研究では，解析対象データの分野が未知の場合の分野適応 (未知分野適応)

に取り組む．具体的には，未知分野適応として 2 つの問題設定を定式化し，それらに有用なモデリング

フレームワークを提案する．CoNLL-2012 Shared Taskのデータを用いた評価実験を行い，提案フレーム

ワークによるモデルが未知分野に対しても頑健に解析可能であることを確認した．また，解析結果の誤り

分析から，意味役割ラベルの予測に大きな改善の余地が残されていることがわかった．

1. はじめに

意味役割付与は，「いつ，どこで，誰が，何を，誰に，

どうした」といった述語と項の関係を同定する意味解析

タスクである．近年，ニューラルネットワークを用いた

End-to-End型の手法によって，構文情報を使用せずとも

従来法を上回る解析精度が報告されている [20], [29], [43]．

しかし，学習データと異なる分野のデータを解析する際に，

精度が低下するという問題があり，分野適応技術開発の必

要性が指摘されている [20], [42]．

Yangら [42]は，意味役割付与における分野適応研究に

取り組んでいる．彼らは，元分野 (Source Domain)として

新聞データを用いて，目標分野 (Target Domain)である小

説データへの適応を試みた．Deep Belief Networksを用い

ることにより，解析精度の向上を実現している．同様の問

題設定で，WordNet[30]などの外部資源やニューラル言語

モデルを用いて，目標分野に適応する手法も考案されてい

る [13]．

これらの研究を踏まえ，我々は，意味役割付与における

分野適応として取り組むべき課題が 2つあると考える．

1つ目の課題は，未知の分野への適応である．これまで

の意味役割付与における分野適応研究では，解析対象の分

野 (目標分野)が既知の設定で分野適応が行われてきた．例

えば，目標分野が小説であることはわかっており，いかに
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して小説に適応するかを考える．しかし，実応用の場では

目標分野が未知の場合も多い．Google翻訳*1などのアプリ

ケーションでは，解析対象テキストの分野は未知である．

したがって，解析したいテキストの分野が未知であっても，

頑健に解析可能な適応技術が必要となる．

2つ目の課題は，複数元分野データを用いた適応である．

言語処理における多くの既存研究では，単一分野の教師ラ

ベル付きデータを用いて分野適応を行ってきた．例えば，

大規模な新聞記事 (Wall Street Journal)をモデル学習の軸

として，小説 (Brown Corpusの小説セクション)に適応す

ることを考える．しかし，現在は，OntoNotes[21], [40]に

代表されるように，複数の異なる分野のテキストからなる

教師ラベル付きデータが入手可能となっている．したがっ

て，そのようなデータにおける分野間の違いを考慮した学

習手法を研究することにより，より良いモデルの構築が可

能になると期待できる．

本研究では，上記 2つの課題に同時に取り組む．まず，

1つ目の課題である未知分野適応として，2つの異なる問

題設定を定式化する．具体的には，未知の目標分野と同一

分野のデータを学習データに含む設定 (Target-Covered未

知分野適応)と，同一分野のデータを学習データに含まな

い設定 (Zero-Shot未知分野適応)である．次に，2つ目の

課題である複数元分野データを用いた分野適応として，複

数分野を考慮して頑健に未知分野を解析可能なモデリン

グフレームワークを提案する．具体的には，次の 2つのフ

レームワークを提案する: (1)単一エキスパート選択モデ

*1 https://translate.google.com/m/translate
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リング，(2)複数エキスパート統合モデリング．両フレー

ムワークとも，K 個の分野それぞれに特化したモデル (分

野エキスパート; Domain Expert)を利用し，未知分野に動

的に適応する．単一エキスパート選択モデリングでは，入

力文が与えられた際に，その文を解析するのに適した 1つ

のエキスパートを選択して予測を行う．複数エキスパート

統合モデリングでは，入力文をすべてのエキスパートで解

析し，それらの解析結果を統合して最終的な予測を行う．

CoNLL-2012 Shared Taskのデータセット [32]を用いた

評価実験で，提案フレームワークからインスタンス化した

モデルの有効性を確認した．また，解析結果の誤り分析か

ら，意味役割ラベルの予測に大きな改善の余地が残されて

いることがわかった．

本研究の貢献は以下の 3点に要約できる．

• 意味役割付与における未知分野適応の問題設定の定
式化．

• 複数元分野を考慮した未知分野適応手法の提案とその
有用性の評価．

• 分野別の誤り傾向の分析と今後の手法の改善点の示唆．

2. 意味役割付与における分野適応

2.1 意味役割付与の問題設定

意味役割付与では，解析対象の 1つの述語に対して，項

とその意味役割を予測する．近年では，ニューラルネッ

トワークを用いて，意味役割付与を系列ラベリング問題

(Sequence Labeling)として解析を行い，従来手法を上回る

結果が報告されている [20], [43]．本研究でもこれらの研究

に基づき，意味役割付与を系列ラベリング問題として解く．

定式的には，解析対象の述語 p ∈ P とその述語を含む文
(単語列) x = (x1, . . . , xT )を入力とし，スコア最大のラベ

ル列 y = (y1, . . . , yT )を出力する．

ŷ = argmax
y∈Y

f(y|x, p)

ここで，Yはすべての可能なラベル列の集合を表す．それぞ
れのラベル ytは BIOタグセット T に属する．学習データ
としてD = {(xi, pi,yi)}N1 が与えられ，関数 f : X×P → Y
を学習する．

2.2 分野適応の問題設定

分野適応は，使用する学習データにおける教師ラベルの

有無によって，「教師あり/半教師あり/教師なし」分野適

応の 3つに分類される．また，単一分野 (Single-Souce)か

らなる学習データと複数分野 (Multi-Source)からなる学習

データのどちらを利用するかによって，「単一元/複数元」

分野適応に分類される．本研究では「教師あり/複数元」分

野適応に取り組む．

定式的には，各元分野 (Source Domain) k ∈ [1,K] に

図 1 Target-Covered/Zero-Shot 未知分野適応の概略図．Target-

Coveredの設定は学習データに目標分野を含み，Zero-Shotの

設定は学習データに目標分野を含まない．

対して，学習データ Dsc
k = {(xi, yi)}N

(k)

1 が与えられて

いる．また，目標分野 (Target Domain) の学習データ

Dtg = {(xi, yi)}N
tg

1 も与えられている．ここで，xi ∈ X は入
力，yi ∈ Yは出力を表す．これらの学習データ {Dsc

k }K1 ∪Dtg

を用いて関数 f : X → Y を学習する．

2.3 意味役割付与における分野適応の問題設定

これまでの意味役割付与において，単一元 (Single-Source)

分野適応が研究されてきた [13], [42]．本節では，意味役割

付与タスクでの単一元分野適応の問題設定を記述する．

元分野の学習データ Dsc = {(xi, pi,yi)}N
sc

1 が与えられ

る．教師あり分野適応なら，目標分野の教師ラベル付き学

習データ Dtg = {(xi, pi,yi)}N
tg

1 が与えられる．一方，教

師なし分野適応なら，目標分野の教師ラベルなし学習デー

タDtg = {(xi, pi)}N
tg

1 が与えられる．これらのデータを用

いて関数 f : X × P → Y を学習する．

3. 未知分野適応

一般的な分野適応の設定では目標分野が既知である (2.2

節)．しかし，実応用の場では目標分野が未知の場合も多い．

そこで本研究では，未知の目標分野への適応 (未知分野適

応; Unknown-Domain Adaptation)に取り組む．具体

的には，未知分野適応を以下の 2つの問題設定に細分化し，

それぞれに取り組む: (1) Target-Covered 未知分野適

応 (Target-Covered Unknown-Domain Adaptation)，(2)

Zero-Shot 未知分野適応 (Zero-Shot Unknown-Domain

Adaptation)．以降の節で各設定を詳しく記述する．
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3.1 Target-Covered未知分野適応

図 1の上図は Target-Covered未知分野適応の概略を示

している．問題設定として，未知の目標分野が学習データ

に含まれている状況を想定する．例えば，目標分野が BC

である場合，学習データに目標分野 BCの事例が含まれて

いる．また，本研究で取り組むのは未知分野適応であるた

め，目標分野がどの分野かは未知である．したがって，学

習データとして目標分野の事例が含まれてはいるが，どの

分野が目標分野であるかはわからない状況を想定している．

具体的には，評価時は，未知目標分野 unkの文と解析対

象述語のペア (x, p) ∼ Dunk を受け取り，ラベル ŷ を出力

する．学習時は，各元分野 k ∈ [1,K]に対して学習データ

Dk = {(xi, pi,yi)}N
(k)

1 が与えられる．ここで，評価時の目

標分野 unkは未知であるが，unk ∈ [1,K]であるため，学

習データに目標分野の事例が含まれる．これらの学習デー

タ {Dk}K1 を用いて，関数 f : X × P → Y を学習する．

3.2 Zero-Shot未知分野適応

図 1の下図は Zero-Shot未知分野適応の概略を示してい

る．問題設定として，未知の目標分野が学習データに含

まれていない状況を想定する．例えば，目標分野が BCで

ある場合，学習データに目標分野 BCの事例は含まれてい

ない．つまり，目標分野以外の学習データの事例をどの

ように用いて適応するかがポイントとなる．したがって，

Target-Covered未知分野適応よりも困難な問題であると言

える．

具体的には，評価時は，未知目標分野 unk の文と解析

対象述語のペア (x, p) ∼ Dunk を受け取り，ラベル ŷ を出

力する．学習時は，各元分野 k ∈ [1,K]に対して学習デー

タ Dk = {(xi, pi,yi)}N
(k)

1 が与えられる．ここで，評価時

の目標分野 unk は未知であり，unk /∈ [1,K]であるため，

学習データに目標分野の事例は含まれない．これらの学習

データ {Dk}K1 を用いて，関数 f : X ×P → Y を学習する．

4. 手法

本研究では，Mixture of Experts (MoE)[23], [24], [36]を

ベースとした分野適応手法を提案する．本手法は，各分

野の解析に特化したモデル (Domain Expert; DE)を組み

合わせて，最終的な予測を行う．その際，各分野のエキス

パートをどのように最終的な予測に反映させるかは自明で

はない．

そこで我々は，2つの異なるモデリングフレームワーク

を提案する．1つ目は，入力文に基づいて，1つのエキス

パートを動的に選択して予測を行うフレームワークである

単一エキスパート選択モデリングである．2つ目は，入力

文に基づいて，すべてのエキスパートを統合して予測を行

うフレームワークである複数エキスパート統合モデリング

である．

図 2 各分野に特化したモデル (エキスパート) の構築手順．

本章では，まず最初に，両方のフレームワークの共通基

盤について述べる．次に，各モデリングフレームワークの

詳細について述べる．

4.1 フレームワークの共通基盤

本フレームワークでは，複数の分野エキスパートを用い

る．図 2が示すように，これらの分野エキスパートは以下

のような手順で構築される．

( 1 ) 与えられた全分野の学習データから，特定の分野に依

存しない 1つのモデル (Union Model)を学習する．

( 2 ) (1)で構築したモデルのパラメータを初期値として，各

分野の学習データのみからその分野に特化したモデル

を再学習 (Fine-Tuning)する．

各モデルは，双方向リカレントニューラルネットワーク

(Bidirectional Recurrent Neural Networks)[18], [35] を多

層にしたモデル [20], [43]に基づいている．モデルの詳細

は付録 A.1に記す．

4.2 単一エキスパート選択モデリング

単一エキスパート選択モデリングのインスタンス化とし

て，どのエキスパートを選択すべきかを判断する分類器を

用いたモデルを提案する．本稿ではこのモデルをMixture

of Domain Experts with a Domain Classifier (Mode+dc)

と呼ぶ．

図 3の上図は Mode+dcを示している．まず，入力文

x = (x1, . . . , xT ) がどの分野のテキストかを分野分類器

(Domain Classifier)が予測する．次に，その予測された分

野のモデルを用いて入力文 xを解析する．

分野分類器として，任意の分類器を用いることができる．

本研究では，素性ベクトル計算に Gated Recurrent Unit

(GRU)[7]を用い，多クラス分類に softmax関数を用いる．
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図 3 提案モデルの概略図．

具体的には，単方向の GRUを用いて隠れ状態 ht を計算

する．

ht = gru(xt,ht−1).

入力文 x = (x1, . . . xT )の最後の単語 xT に対して計算さ

れた隠れ状態 hT を利用し，softmax関数で各ラベルの確

率分布を計算する．

d = softmax(Wdc hT ).

計算されたベクトル d ∈ RK は，次元が元分野数 K であ

り，各要素に各分野の予測確率を持つ．この要素の中で最

大の確率値を持つ分野のインデックス k̂を最終的な予測と

して出力する．

k̂ = argmax
k

(d[k]).

この予測結果にしたがい，インデックス k̂に該当する分野

のエキスパートを用いて意味役割付与を行う．

Pr(y|x, p) = model(k̂)(x, p)

各エキスパートmodel(k) は，4.1で述べた方法で構築した

ものを用いる．

4.3 複数エキスパート統合モデリング

複数エキスパート統合モデリングのインスタンス化とし

て，各エキスパートの加重平均を利用するモデルを提案

する．本稿ではこのモデルをMixture of Domain Experts

with Attention (Mode+att)と呼ぶ．

図 3の下図はMode+attを示している．まず，各分野

のエキスパートmodel(k)が入力文 x = (x1 . . . , xT )と対象

述語 pを受け取り，隠れ状態ベクトル h
(k)
T を計算する．次

に，h
(k)
T を用いて各エキスパートに対する重みを計算し，

加重平均をとる．最後に加重平均されたベクトルを用い

て，ラベル系列の確率を求める．

定式的には，エキスパート k に対する重み qk を以下の

ように求める．

qk = [xavg ; h
(uni)
T ]T Watt h

(k)
T .

ここで，入力単語列の分散表現の平均ベクトル xavg と

Unionモデルの隠れ状態ベクトル h
(uni)
T を結合したベク

トルを重み行列Wattとかけ合わせ，そのあとに h
(k)
T をか

ける．計算された qk を用いて，エキスパート k に対する

重み ak を以下のように求める．

ak =
exp(qk)∑K

k′=1 exp(qk′)

もとめた重み akを各エキスパートの隠れ状態ベクトル h
(k)
t

にかけて，以下のように足し合わせる．

ht =

K∑
k=1

ak h
(k)
t

もとめたベクトル {ht}T1 を入力とし， CRFを用いてラベ

ル列 yの確率値を計算する．

Pr(y |x p) =
1

Z
exp(

∑
t

Wtran[yt−1, yt] + et[yt])

et = Wemit ht

ここで，Wtran ∈ R|T |×|T | はラベルの遷移行列であり，

Wtran[i, j]はWtranの i行 j列目の要素を表す．また，各

要素に生成スコアを持つベクトル et ∈ R|T | は，重み行列

Wemit ∈ R|T |×dh と加重平均されたベクトル ht ∈ Rdh の

行列積から計算される．Z は正規化項である．

4.4 学習

以下の目的関数を最小化することによってパラメータの

学習を行う．

L(θ) = −
∑
i

log Pr(yi|xi, pi) +
λ

2
||θ||2

ここで，係数 λはハイパーパラメータである. Mode+dc

では，分野分類器のパラメータWdc のみを更新する．

Mode+attでは，CRFのパラメータ {Wtran,Wemit}と，
重み qk を計算する際のパラメータWatt のみを更新する．

両モデルとも，各エキスパートのパラメータは更新しない．
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学習 開発 評価

文数 述語数 文数 述語数 文数 述語数

BC 10,429 25,917 1,946 4,669 2,037 5,420

BN 9,723 29,225 1,172 3,626 1,252 3,797

MZ 6,911 24,165 642 2,158 780 2,656

NW 15,288 45,546 2,054 6,588 1,898 5,843

PT 15,263 34,977 1,075 2,594 1,217 2,831

TC 11,162 14,103 1,634 2,058 1,366 1,712

WB 6,411 14,971 1,080 2,217 929 2,200

ALL 75,187 188,904 9,603 23,910 9,479 24,459

表 1 データセットの統計．

5. 実験

5.1 実験設定

データセット

PropBank形式スパン (句構造)型意味役割付与のデータ

セットとして，CoNLL-2012 Shared Task[32]を用いる*2．

このデータセットは以下の 7つの分野から構成される．

BC Broadcast Convesation

BN Broadcast News

MZ Magazine

NW Newswire

PT English Translation of the New Testament

TC Telephone Conversation

WB Weblogs and Newsgroups

表 1に，このデータセットに含まれる文数・述語数を表す．

実装詳細

モデルの実装は，深層学習ライブラリ Theano[1]を利用

した．エポック数は通常学習時は 100，Fine-Tuning時は

30に設定し，開発データのF1値が最も良いエポックでの評

価データの結果を報告する．単語埋め込みは SENNA*3[9]

を用い，学習時に Fine-Tuningは行わない．付録の表 A·1
に，モデルとその学習において使用するハイパーパラメー

タの詳細を示す．

5.2 既知分野適応実験

未知分野適応実験の前に，目標分野が既知の設定での適

応実験を行う．この実験の目的は，未知分野適応のための

性能基準を示すことである．未知分野適応は既知分野適応

よりも困難であるため，既知分野適応実験の結果が未知分

野適応実験における 1つの目標値と見なすことができる．

*2 以下のページからダウンロード可能な OntoNotes のバージョン
を用いる: http://cemantix.org/data/ontonotes.html．なお，
使用する Document IDs は CoNLL-2012 で使用されるものと
同一にそろえる．

*3 http://ronan.collobert.com/senna/

Target Union FineTuning

BC 72.10 79.02 80.77

BN 70.05 77.63 79.92

MZ 68.00 75.27 77.08

NW 71.59 75.05 78.10

PT 88.65 89.71 91.60

TC 75.60 80.46 82.27

WB 67.55 75.95 78.83

ALL 73.25 78.68 80.97

表 2 既知分野への適応における性能比較 (F1 値)．

既知分野への適応実験の結果を表 2に示す．表 2の各行

は，当該分野に対する F1値を表す．「ALL」の行は全分野

の F1値を表す．各列は以下のモデルの F1値を表す．

• Target: 目標分野と同一分野のデータのみから学習

したモデル．

• Union: 全分野のデータから学習したモデル．

• FineTuning: Unionモデルのパラメータを初期値と

して，各分野のデータのみを用いてモデルパラメータ

の再学習 (Fine-Tuning)をしたモデル．

表 2の結果を見ると，Targetが最も低い F1値を示し

ている．この理由として，各分野のデータのみを用いた場

合，データ量が少ないため，よいモデルの構築に不十分で

あることが考えられる．また，FineTuningが Unionよ

りも高い F1値を表している．これは，目標分野のデータ

を用いてパラメータの再学習をすることによって，目標分

野に特化したモデルが構築されるためであると考えられ

る．さらに，分野間で比較すると，PTに対する F1値が顕

著に高い．これは，平均文長が短く，単語異なり語数が少

ないことに起因すると考えられる．

5.3 未知分野適応実験

未知分野適応における実験結果を表 3に示す．表 3の各

行は，当該分野に対する F1値を表す．「ALL」の行は全分

野の F1値を表す．各列は以下のモデルの F1値を表す．

• Union: 全分野のデータから学習したモデル．

• Mode+dc: Mixture of Domain Experts with a Do-

main Classifier．

• Mode+att: Mixture of Domain Experts with Atten-

tion．

また，Mode+dcで使用する分野分類器の評価データに対

する解析性能は，73.19%の正解率であった．以降の節で，

Target-Covered/Zero-Shot未知分野適応の結果をそれぞれ

見ていく．
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Target-Covered DA Zero-Shot DA

Union Mode+dc Mode+att Union Mode+dc Mode+att

BC 79.02 80.26 80.37 72.26 72.80 73.94

BN 77.63 79.42 79.11 75.12 76.01 76.46

MZ 75.27 75.86 76.62 72.55 73.44 74.50

NW 75.05 77.71 78.02 69.01 69.84 70.37

PT 89.71 91.52 91.67 84.78 85.82 85.62

TC 80.46 81.48 81.47 75.88 77.41 77.72

WB 75.95 77.83 77.85 75.61 76.71 77.02

ALL 78.68 80.40 80.55 74.15 75.03 75.60

表 3 未知分野適応における性能比較 (F1 値)．

Target-Covered未知分野適応実験の結果

問題設定は 3.1節で述べたように，目標分野を学習デー

タに含んでいる．表 3の結果を見ると，提案フレームワー

クの両モデルがベースラインの Unionモデルを上回って

いる．この結果から，両モデルがTarget-Covered未知分野

適応において有効であることがわかる．また，Mode+dc

とMode+attはほぼ同等の F1値を記録している．

Zero-Shot未知分野適応実験の結果

問題設定は 3.2節で述べたように，目標分野を学習デー

タに含んでいない．表 3 の結果を見ると，提案フレーム

ワークの両モデルが Unionモデルを上回っている．この

結果から，両モデルが Zero-Shot未知分野適応において有

効であることがわかる．また，Mode+attがMode+dc

を上回る F1値を記録しており，より有効に解析が行えて

いることがわかる．

6. 分析

5章の実験結果から，各モデルの分野別の性能と提案モ

デルの有用性が確認された．本章では，それらの実験結果

をより詳細に分析し，どのような部分に改善の余地がある

かを明らかにする．

修正変換操作を用いた誤り分析

本節では，[20], [27]に従い，予測エラーを修正する変換

操作を用いて，F1値がどの程度改善するかを調査する．具

体的には，以下の 4つの修正変換規則を用いる．

FixLabel 項のスパンが正解スパンと同一である場合，

そのラベルを正解ラベルに修正する．

FixSpan 項のラベルが正解のラベルと同一であり，か

つ，そのスパンが正解スパンと重複している場合，そ

のスパンを正解スパンに修正する．

DropArg 項のスパンがどの正解スパンとも重複して

いなければ，その項を削除する．

AddArg 予想された他のどの項ともスパンが重複しな

い正解の項を追加する．

これらの変換規則を適用した結果を表 4に示す．各数字

は，それぞれの変換操作を適用した際に，F1値が何ポイ

ント改善したか (F1改善値)を表している．全体的な傾向

として，FixLabel操作による F1改善値が最も高く，意

味役割ラベル付与に改善の余地が最もあると言える．次

に FixSpan操作による F1改善値が高く，項のスパン同

定にも改善の余地があることが示されている．対照的に，

DropArg操作による F1改善値は最も低いため，余剰な

項の予測は行われていないことがわかる．

それぞれの分野における結果を見ると，TC(Telephone

Conversation)分野では，FixSpan操作の方が FixLabel

操作よりも F1改善値が高い結果となっている．Zero-Shot

未知分野適応における BC(Broadcast Conversation)分野で

も，同様の傾向が見られる．これらの分野は，他の分野と

異なり，会話文となっているため，項のスパンも他の分野

と違いがあると考えられる．

意味役割ラベルに関する誤り分析

前節で，意味役割ラベル同定に関する改善の余地が大き

いことが明らかになった．本節では，実際にどのようにラ

ベルの予測が誤っているかを分析する.

図 4は，頻出する意味役割ラベルの混同行列を表す．ラベ

ル ARG0-ARG1間の混同と ARG1-ARG2間の混同が特に多いこ

とがわかる．また，モデルが予測したラベル ARG2が正解ラ

ベル AM-DIR・AM-LOC・AM-MNRと多く混同されている．これ

らの混同は，各動詞フレームにおいて方向 (direction)や場

所 (location)を意味する語句を「必須格 (Core-Argument)」

とするか「周辺格 (Adjunct)」とするかの認定の難しさに起

因すると考えられる．例えば，動詞フレームmove.01では

distinationや locationを必須格 (ARG2)としているのに対

し，turn.01では directionや locationを周辺格 (AM-DIRや

AM-LOC)としている．このような混同の傾向は，Heら [20]

と同様の傾向である．
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Target-Covered DA Zero-Shot DA

FixLabel FixSpan DropArg AddArg FixLabel FixSpan DropArg AddArg

BC

Union 6.23 4.91 2.16 3.35 6.47 9.09 2.33 4.88

Mode+dc 5.75 4.74 1.88 3.57 6.23 8.15 3.01 4.51

Mode+att 5.70 4.61 1.86 3.45 6.03 8.21 2.33 4.55

BN

Union 7.68 5.48 1.98 2.78 8.06 5.34 1.76 4.25

Mode+dc 6.48 5.24 1.84 2.95 7.85 5.70 2.24 3.38

Mode+att 6.70 5.24 1.81 2.86 7.72 5.46 2.02 3.42

MZ

Union 8.58 5.67 2.27 3.49 9.34 7.30 1.79 4.59

Mode+dc 8.70 5.43 1.92 3.92 9.09 6.39 2.54 3.57

Mode+att 8.61 5.19 2.01 3.57 8.76 6.24 2.33 3.57

NW

Union 7.38 7.26 1.87 3.64 9.01 9.38 1.79 4.98

Mode+dc 6.71 6.44 1.75 3.45 8.96 8.55 1.83 5.18

Mode+att 6.74 6.09 1.77 3.35 8.96 8.35 1.79 4.91

PT

Union 4.46 2.40 0.79 0.92 7.04 3.28 0.95 1.59

Mode+dc 3.69 1.78 0.59 0.89 6.43 3.09 0.82 1.65

Mode+att 3.59 1.78 0.61 0.93 6.51 3.10 0.85 1.85

TC

Union 4.49 5.26 3.23 2.47 5.11 6.36 3.68 4.70

Mode+dc 4.04 4.62 2.97 2.92 5.00 5.59 3.39 4.72

Mode+att 4.06 4.80 3.00 3.28 4.64 5.57 3.45 4.78

WB

Union 7.49 6.80 1.84 3.63 6.95 6.68 1.72 4.66

Mode+dc 6.75 6.26 1.64 3.56 6.92 5.96 1.95 4.28

Mode+att 6.81 6.06 1.77 3.63 6.87 6.11 1.86 3.98

ALL

Union 6.71 5.52 1.97 2.98 7.61 7.25 1.94 4.30

Mode+dc 6.09 5.05 1.75 3.07 7.41 6.66 2.23 4.01

Mode+att 6.15 4.84 1.79 3.00 7.29 6.59 2.01 4.00

表 4 修正変換操作に基づく誤り分析．各数値は，各修正変換操作を施した場合の F1 値の改

善ポイント数を表す．したがって，数値が大きいほど，改善の余地が大きいことを表す．

図 4 意味役割ラベル混同行列．
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7. 関連研究

分野適応一般

これまで，分野適応に関する多くの研究がなされて

きた [2], [3], [4], [6], [11], [12]．近年，ニューラルネット

ワークを用いた分野適応が盛んに研究されている．中

でも，敵対的学習 (Adversarial Training)[15], [16], [38]，

特徴量拡張 (Feature Augmentation)[25], [37]，自己学習

(Self-Training)[17], [33]，構造対応学習 (Structural Cor-

respondence Learning)[44]，アンサンブル学習 (Ensemble

Training)[14], [24]，重要度重み付け (Importance Weight-

ing)[39]などのアプローチが分野適応実験で良い結果を報

告している．言語処理の文脈では，Hal Daumé III[11]の

特徴量拡張手法をニューラルネットワークに適応可能にし

た Kimら [25]の手法が，意図分類 (Intent Classification)

や Slot Fillingで良い結果を報告している．

意味役割における分野適応

意味役割付与における分野適応では，Deep Belief Net-

worksを用いて，目標分野のラベルなしデータを利用する手

法が提案され，一定の成果を得ている [42]．また，WordNet

や言語モデルを用いて特定の意味役割ラベルの精度向上を

狙った手法 [13]や，単語の分散表現を使用しフレーム同定

(Frame Identification)の解析結果も報告されている [19]．

これらの研究は依存構造意味役割付与 (Dependency-Based

SRL)[13], [42]やフレームネット意味役割付与 (FrameNet

SRL)[19]であるため，本研究で扱うスパン型意味役割付与

(Span-Based SRL)の結果と直接比較はできない．スパン

型意味役割付与において，Huangら [22]は隠れマルコフ

モデルを用いて教師なしでスパンの表現を学習することに

よって，分野外のテキストの解析精度向上を実現している．

彼らの研究の問題設定は，単一の元分野から既知の目標分

野に適応する手法であるため，複数元分野から未知の目標

分野に適応する本研究の問題設定とは異なる．

未知分野適応

未知分野適応のアイディアは Blitzerら [5]がすでに提案

している．彼らの問題設定において，目標分野に関連する

分野のデータを学習に用いることを前提としている点が，

本研究のTarget-Covered未知分野適応と類似している．近

年，Pengら [31]は，画像処理の文脈において，Blitzerら

の問題設定を Zero-Shot未知分野適応に拡張している．本

研究は，意味役割付与において Target-Covered/Zero-Shot

未知分野適応の問題を定式化し，包括的に調査した研究で

あると言える．

複数元分野適応

機械学習の文脈において，複数元分野適応 (Multi-Source

Domain Adaptation) の理論的研究が進められ [10], [28]，

言語処理の文脈でも，文書分類 [41]や機械翻訳 [8], [34]で

主に研究が行われている．本研究に関連する手法として，

Kimら [24]はMixture of Experts (MoE)[23], [36]に基づ

いた手法を提案しており，意図分類 (Intent Classification)

や Slot Fillingに適用している．しかし，彼らの手法は，目

標分野が既知の場合にしか適用できない．したがって，本

研究における手法は，未知分野にも適応可能なように彼ら

の手法を拡張したものとみなすことができる．

8. おわりに

本研究では，意味役割付与において，(1)未知の分野へ

の適応と (2) 複数元分野データを用いた適応の両方に取

り組んだ．まず，未知分野適応を 2 つの異なる問題設定

(Target-Covered/Zero-Shot)に細分化し，定式化を行った．

次に，それらを解くために，複数元分野データを利用した

2つのモデリングフレームワークを提案した．各問題設定

のもと，CoNLL-2012 Shared Taskのデータセットを用い

て，提案フレームワークからインスタンス化されたモデ

ル (Mode+dc，Mode+att)の性能評価を行った．評価

実験を通して，両モデルの有効性が明らかになると同時に，

Zero-Shot未知分野適応は Target-Covered未知分野適応よ

りも困難であり，F1値で 4-5ポイント程度の差があること

がわかった．2つのモデルを比較すると，Target-Covered

未知分野ではほぼ同精度であったが，Zero-Shot未知分野

適応ではMode+attが上回る結果となった．

さらに，解析結果に対して修正変換操作に基づいた誤り

分析を行い，全体としては意味役割ラベル同定において改

善の余地が大きいことが明らかになった．その中で，会話

の分野では，項のスパン同定のほうがラベル同定よりも改

善の余地が大きい傾向があった．また，意味役割ラベル混

同行列の分析から，ラベル ARG2と AM-DIR・AM-LOCの混

同が顕著に見られた．今後の課題として，これらの意味役

割ラベル同定精度の改善や，教師ラベルなしデータを利用

した分野適応手法の開発などが挙げられる．

謝辞 PFNの坪井祐太氏と，情報通信研究機構の藤田

篤氏にさまざまなご教示を頂いたことを深謝する．
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付 録

A.1 基本モデルの詳細

基本モデルとして，最先端の意味役割付与モデル (Deep

Recurrent Model; DRM)[20], [43]を用いる．DRMは，入

力として単語列 x = (x1, . . . , xT )と解析対象の述語 pを受

け取り，ラベル列 y = (y1, . . . , yT )の確率値を返す．

Pr(y|x, p) = f(x, p).

DRMは以下のように構成されている．

入力層: 素性ベクトルからなる系列を受け取る．

中間層: 双方向型 RNNを用いる．

出力層: CRFを用い，ラベル列の確率値を求める．

入力層 (Input Layer)では，入力文の各単語 x1, . . . , xT に

素性ベクトル h
(0)
1 , . . .h

(0)
T を割り当てる．各素性ベクトル

h
(0)
t は以下のように計算される．

h
(0)
t = xword

t ⊕ xmark
t

ここで，xword
t ∈ Rdword×|V| とは単語 xt の分散表現を表

し，xmark
t ∈ Rdmark×2 は単語 xt が解析対象である述語

p か否かの 2 値インデックスの分散表現を表している．

これら 2 種類のベクトル表現を結合 (⊕) し，ベクトル

h
(0)
t ∈ Rdword+dmark が得られる．

中間層では，入力層で計算された素性ベクトルh
(0)
t を，深

層双方向型リカレントニューラルネットワーク (Bi-RNNs)

に入力として与える．特に，奇数番目の層では系列を左か

ら右に，偶数番目の層では右から左に処理するような，波形

に多層化した Bi-RNNs(Interleaving Bi-RNNs)を用いる．

h
(ℓ)
t =

g(ℓ)(h
(ℓ−1)
t , h

(ℓ)
t−1) (ℓ= odd)

g(ℓ)(h
(ℓ−1)
t , h

(ℓ)
t+1) (ℓ= even)

ここで，奇数番目の層では，各時刻 tにおいて，ℓ− 1層目

の RNNの素性ベクトル h
(ℓ−1)
t と時刻 t− 1での素性ベク

トル h
(ℓ)
t−1 を入力とし，素性ベクトル h

(ℓ)
t を計算する．同

様に，偶数番目の層では，右から左に伝搬するため，h
(ℓ)
t−1

の代わりに h
(ℓ)
t+1 が入力に用いられる．本研究では，関数

g(·)として Gated Recurrent Unit(GRU)[7]を用いる．

出力層では，一次の条件付確率場 (Linear-Chain Condi-

tional Random Fields; Linear-Chain CRF)を用いて，ラ

ベル列 yの確率値を計算する．

Pr(y | x, p) = 1

Z
exp(

∑
t

Wtran[yt−1, yt] + et[yt])

et = Wemit h
(L)
t

ここで，Wtran ∈ R|T |×|T | はラベルの遷移行列であり，

Wtran[i, j] はWtran の i 行 j 列目の要素を表す．T は
可能なラベル集合であり，yt ∈ T である．また，各要
素に生成スコアを持つベクトル et ∈ R|T | は，重み行列

Wemit ∈ R|T |×dh と Bi-RNNsの最終 L層目の素性ベクト

ル h
(L)
t ∈ Rdh の行列積である．Z は正規化項である．

A.2 実験に用いたハイパーパラメータ

パラメータ名 値

単語埋め込み次元 50

隠れ層次元 128

隠れ層数 4

ミニバッチサイズ 32

最適化アルゴリズム Adam[26]

学習率 0.001(通常)，0.0001(Fine-Tuning)

L2 正則化係数 { 0.0001, 0.0005, 0.001 }

表 A·1 実験に使用するハイパーパラメータ．

5章で用いたハイパーパラメータを表A·1に示す．なお，
Adamのハイパーパラメータ β1と β2は文献 [26]で推奨さ

れている 0.9と 0.999にそれぞれ設定している．
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