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ニューラル機械翻訳における埋め込み層の教師なし事前学習

根石 将人1,a) 佐久間 仁1,b) 遠田 哲史1,c) 石渡 祥之佑1,d) 吉永 直樹2,e) 豊田 正史2,f)

概要：大規模なニューラルネットワークの最適化では，広大な探索範囲とその非凸性により，得られる局
所最適解の質とその収束速度は各パラメタの初期値に強く依存する．本研究では，Encoder-Decoderモデ

ルを利用した機械翻訳において，より良い局所最適解への収束と学習の高速化を目的とし，モデルの中で

単語を単語埋め込みに変換する埋め込み層の低コストな事前学習方法を提案する．Encoder-Decoderモデ

ルの事前学習の対象としては，埋め込み層以外にも隠れ層や出力層が考えられるが，埋め込み層には単純

なニューラル言語モデルを用いて教師無しで高速に学習可能であるという利点が存在する．そこで本論文

で提案する方法では，既存の言語モデルにより翻訳タスクの対訳コーパスのみで低コストに事前学習した

単語埋め込みを用いて Encoder-Decoderモデルの埋め込み層の初期化を行う．実験では，ASPEC英日翻

訳タスクの評価データを用いて，事前学習する単語埋め込みの学習データの種類（一般ドメイン，翻訳タ

スクの学習データ），学習手法（CBOW, Skip-gram, SI-Skip-gram, GloVe），初期化する対象の埋め込み層

（Encoder, Decoder），初期化後の更新の有無などを変え，モデルの学習速度と翻訳性能の観点で初期化の

効果を検証する．

1. はじめに

機械翻訳の分野では，ニューラルネットワークを用いた

ニューラル機械翻訳（NMT）が，単純なモデル構造と翻訳

性能の高さから非常に注目を集めている．中でも Encoder-

Decoderモデル [3]や Sequence-to-Sequenceモデル [16]は，

後に提案された Attention機構 [2] と合わせて，旧来の句

に基づく統計的機械翻訳を超える翻訳性能を達成するに

至った．

NMTではニューラルネットワーク自体の構造だけでな

く，ネットワーク内の各パラメタの事前学習 [14]や最適化

手法 [1]，バッチの構成 [8]など，周辺的な変更がモデルの

性能に大きく影響することが知られている [4]．その中で

も事前学習は工夫の余地が大きく，影響も大きいことが最

近Ramachandranらにより指摘されている [14]．彼らの手

法では Encoder-Decoderモデルを対象として，そのネット

ワーク構造に類似する言語モデルを用いて各層の事前学習

を行うが，英独機械翻訳タスクにおいて BLEUスコア 2.7

ポイントの向上と高い効果を上げる一方で，大規模な単言
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語コーパスと多大な計算コストを要する．

そこで本論文では，NMTモデルにおける埋め込み層の

みを，翻訳タスクの対訳コーパスだけで事前学習した単語

埋め込みを用いて初期化する方法を提案する．初期化対象

を埋め込み層に限ることで，事前学習に高速な教師なし学

習を用いることを可能とし，かつ外部コーパスを使用しな

いため，非常に低コストな方法である．また，埋め込み層

を有するあらゆるニューラルネットワークモデルへの適用

が可能であり，一度事前学習したパラメタの値をそのまま

異なるタスクのモデルへ応用することも考えられる．本論

文では事前学習する単語埋め込みの学習データの種類や，

学習手法，また初期化する対象の埋め込み層や初期化後の

更新の有無などについての比較検討も行う．

日英対訳コーパスを用いた翻訳実験では，従来のランダ

ム初期化と比較し，CBOWを用いた事前学習による初期

化により BLEUスコア 1.79ポイントの向上を達成し，同

時に学習の高速化も実現した．

以降の本論文の構成は次の通りである．続く 2節では関

連研究について述べる．3節で提案した事前学習方法を基

礎技術と合わせて説明する．4節において実験と結果を述

べ，その考察を行う．最後に 5節で本論文のまとめを行う．

2. 関連研究

本節では，本論文の手法である事前学習についての説明

をし，本研究と関連する 3つの研究について詳細を述べる，
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図 1 Attention 機構付き Encoder-Decoder モデルの概形

最後にそれらの研究と本論文の手法との違いを述べる．

事前学習は，ネットワークの各層のパラメタの値を目標

タスクのデータ以外のデータで学習することで，ニューラ

ルネットワークの性能を上げる手法である．この手法で

は，目的タスクに対して十分な量の教師データが用意でき

ない場合に，まず同様のタスクでドメインが異なる十分な

量のデータセットを用いて汎化的な学習を行う．そしてそ

の後に少量の教師データを用いて目的タスクに特化するよ

う調整を行う．

また，これらの手法は，パラメタの最適解探索という観点

では次の様に捉えることもできる．一般に大規模なニュー

ラルネットワークの最適化は，その非凸性により大域的最

適解にたどり着くことは難しく，探索空間が広大であるた

め短時間での収束は難しい．そこで，各パラメタの初期値

を比較的良い最適解の近くに設定することで，最適解の探

索を容易とし，収束解の質と学習速度の 2つを向上させる

ことが期待できる．

NMTに限らず，言語を扱う Encoder-Decoderモデルの

パラメタの事前学習の研究は，言語モデルの自然な文を

生成する能力を NMTモデルに取り入れることを目的とす

る．Gulcehreらは，事前学習ではないが，対訳コーパスで

Attention機構付き Encoder-Decoderモデルを，大規模単

言語コーパスで言語モデルをそれぞれ別に学習し，それら

を統合する 2通りのモデルを提案した [5]．

Venugopalan らは，機械翻訳ではなく動画からのキャ

プション生成タスクを対象としているが，Gulcehreら [5]

を踏まえた異なる統合モデルに加え，Attention機構付き

Encoder-DecoderモデルのDecoderの一部である埋め込み

層と RNN層を，大規模単言語コーパスを用いて事前学習

した言語モデルのパラメタを用いて初期化する手法を提

案した [17]．また，さらに GloVe[13]を用いて大規模単言

語コーパスから単語埋め込みを学習し，Decoderの埋め込

み層の初期化や，モデルの損失関数に利用する手法も提案

した．

Ramachandranらは原言語と目的言語の 2つの言語モデ

ルを大規模な単言語コーパスでそれぞれ事前学習し，その

埋め込み層と RNN層の一部および出力層を用いて，At-

tention機構付きの Encoder-Decoderモデルの Encoderと

Decoderの対応する各層を初期化する手法を提案した [14]．

これにより BLEUスコアで 2.7ポイント（En-De）の向上

を達成したが，過学習の防止の為に，事前学習で初期化し

た層に翻訳タスクの学習と元の言語モデルの学習のマル

チタスク学習を行っており，全体のモデルが非常に複雑に

なっている．

これら言語モデルを取り入れる手法に対し，本論文の方

法はパラメタの最適解探索の促進を目的とした．事前学習

で初期化する範囲と使用するコーパスを制限し，教師なし

の高速な学習手法を用いることで，先行研究と比較して格

段に低コストな方法でありながら，日英翻訳実験において

BLEUスコア 1.79ポイントの向上を達成した．

3. Attention機構付きEncoder-Decoderモ
デルにおける埋め込み層の事前学習

本研究では，Attention機構付きの Encoder-Decoderモ

デルにおける埋め込み層の事前学習による初期化を提案

する．本節では，まず Attention機構 [2]付きの Encoder-

Decoderモデル [16]の基本的な説明をし，その後に本論文

で提案する埋め込み層の教師なし事前学習手法について説

明する．

3.1 Attention機構付き Encoder-Decoderモデル

Sutskeverらによって提案された Encoder-Decoderモデ

ル [16]は，Encoderと Decoderと呼ばれる 2つの再帰型

ニューラルネットワーク（RNN）から構成される．Encoder

は原言語の入力文を中間表現である固定長の連続値ベクト

ルの集合へとエンコードし，Decoderはそのベクトルの集

合を目標言語の出力文にデコードするという二段階の仕組

みになっている．Bahdanauらは Encoder-Decoderモデル
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の Decoderに Attention機構と呼ぶ機構を組み込み，ベク

トルの集合から目標言語の文をデコードする際に，原言語

文の各単語の寄与分を考慮するよう改良した [2]．全体の

構造を図 1に示す．

Encoderは，まず入力文を単語（またはサブワード [15]）

に分割した単語列 [x1, x2, ..., xTx]を入力とし，各単語を埋

め込み層と呼ばれる層においてそれぞれ固定長のベクトル

表現である単語埋め込みに変換する．そして得られた単語

埋め込みを語順に従って一つずつ RNN層に入力すること

で，前後関係を考慮したベクトル列 [h1, h2, ..., hTx]へとエ

ンコードする．

Decoderは，Encoderの出力 [h1, h2, ..., hTx]を入力とし，

ステップ毎に１つずつ単語をデコードする．Attention機

構は Encoderで生成されたベクトル列に対する重み付け

を，自身の状態と Decoder の前状態に基づいて行う．続

く RNN層では，埋め込み層から受け取る直前の出力単語

yj−1の情報も用いて，入力のベクトル列の重み付き線形和

を出力単語の情報を持つベクトルへと変換する．全結合層

でこのベクトルを語彙数次元のベクトルに写像した後，出

力層においてソフトマックス関数を用いて各単語の生成確

率へとデコードする．出力された単語の情報を RNN層に

返すために，Decoder内の埋め込み層が出力単語 yj を連続

値ベクトルに変換した後，RNN層へと入力を行う．最終

的な出力の単語列 [y1, y2, ..., yTy]は，貪欲法やビーム探索

などのアルゴリズムにより各単語の生成確率に基づいて決

定する．

3.2 埋め込み層の教師なし事前学習

3.1節で説明したAttention機構付きのEncoder-Decoder

モデルの各層のパラメタは，通常はランダムに，あるい

は正規分布を用いて初期化されるが，我々は Encoderと

Decoderの埋め込み層を事前学習した単語埋め込みにより

初期化することを試みる．先行研究 [17]でも用いられてい

るように，単語埋め込みにはGloVeなどの教師無しで高速

に大規模生コーパスから学習する手法が存在するため，埋

め込み層の初期値については極めて低コストで得ることが

可能である．また，埋め込み層はタスクに依らず，単語を

連続値ベクトルとして扱う全てのモデルに存在するため，

この初期化は機械翻訳以外のタスクに対しても適用可能で

ある．

単語埋め込みの事前学習には，理想的には翻訳対象と同

一ドメインの大規模データがあることが望ましいが，その

ようなコーパスは必ずしも容易に利用できるとは限らな

いため，翻訳タスクの対訳コーパスのみを用いた場合の効

果を検証する．対訳コーパスの規模にもよるが，1GB程

度のテキストデータであれば，高速な単語埋め込み学習

手法と合わせて，CPU （Intel Xeon CPU E5-2680 v4 @

2.40GHz）のみを用いて 10分程度で事前学習が終わり，非

学習データ 開発データ 評価データ

英 日 英 日 英 日

文数 1,783,817 1790 1812

平均トークン数 31.08 33.13 31.06 34.58 30.69 34.03

表 1 前処理後のデータセット

常に低コストに適用することができる．

4. 評価実験

本節では，提案した事前学習方法の評価のための実験を

行う．まず 4.1節で実験設定について説明をする，4.2節で

は，提案する事前学習による初期化とランダム初期化との

比較に加えて，事前学習して得られた単語埋め込みを用い

て様々な初期化を試みる実験を行う．4.3節では実験結果

から考察を行う．

4.1 実験設定

本論文ではASPEC (Asian Scientific Paper Excerpt Cor-

pus)[9] 日英対訳コーパスを用い，英日翻訳タスクでの実験

を行なった．本節ではまずコーパスの前処理について言及

した後，実際の学習に使用した Encoder-Decoderモデル，

埋め込み層の初期化，翻訳結果の評価方法の各設定につい

て説明をする．以降の実験では，特に言及がないものにつ

いては，以降に続く 4 節内で述べる基本設定をそのまま

使用する．なお，この基本設定は WAT 2017 参加システ

ム*1[10]において開発データを用いてチューニングしたも

のである．

4.1.1 前処理

前処理は基本的にWAT 2017 で推奨されている前処理*2

に従い行なった．英語については Moses*3 (ver. 2.2.1)[7]

のスクリプトを用いてトークン化及び Truecasingを行い，

日本語については KyTea*4 (ver. 0.4.2)[11]を用いて単語

分割を行なった．また対訳コーパスの学習データについて

は文の単語数の上限を 50とし，それ以上のデータは除外

した．

この基本的な前処理に加え，未知語問題の軽減のために

本実験ではさらに SentencePiece*5を用いてトークン化を

行った．これは文を文字列として扱い，部分文字列の頻度

に基づきトークン境界を学習した後，切り分ける処理で

ある．この処理では，単語分割された文も半角スペースを

特殊記号に置き換えた上で純粋な文字列として扱い，再

度トークン化を行う．SentencePieceの設定として，トー

クン境界を決める言語モデルには初期設定値のユニグラ

*1 https://github.com/nem6ishi/wat17
*2 http://lotus.kuee.kyoto-u.ac.jp/WAT/WAT2017/

baseline/dataPreparationJE.html
*3 http://www.statmt.org/moses/
*4 http://www.phontron.com/kytea/
*5 https://github.com/google/sentencepiece
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ムを用い，ASPECの学習データを使って学習した．また

ASPECデータセットの特性上，数字などの日英に共通の

トークンがあることから，両言語を混ぜた学習データを用

いて語彙数を 16000個に設定した．これらの設定で学習し

たモデルを用い、データセット全てのトークン化を行なっ

た．以上の前処理によって得られたデータセットの統計量

を表 1に示す．

4.2節では，初期化に用いる単語埋め込みの学習に，AS-

PECの学習データに加えてWikipediaコーパスを追加す

る実験を行う．Wikipediaコーパスは，日英共に 2017年

09 月 01 日の本文全文の dump データを使用した．まず

WikiExtractor*6を用いて本文を抽出した後，不要なタグ

を除去したものに対して，ASPECと同様の前処理を行っ

た．SentencePieceによるトークン化についても，ASPEC

の学習データで学習したモデルを用いて行った．

4.1.2 Encoder-Decoderモデル

本論文の Encoder-Decoderモデルの実装は，Googleに

よるオープンソース実装*7を元に改良を加えたものを使用

した．RNN層としては，Encoderには 2層の双方向 LSTM

を，Decoderには 4層の LSTMを用い，共にドロップアウ

ト率は 0.8とした．隠れ層の次元数は全て 512に統一し，

学習の最適化には初期学習率を 0.0001（元実装の初期設定

値は 0.001）とした Adam [6]を用い，ミニバッチ学習にお

けるバッチサイズは 256とした．

4.1.3 単語埋め込みの学習

埋め込み層の初期値とする単語埋め込みの学習には，

word2vec (ver. 1.0)*8 に実装されている CBOW，Skip-

gram，fastText (ver. 1.0)*9に実装されている Subword

Information Skip-gram (SI-Skip-gram)，そして GloVe

(ver. 1.2)*10 を様々な窓幅で比較し，最も有効であった

窓幅を 5とした CBOWを基本設定とした．これらの学習

手法の比較については 4.2.1節で詳しく述べる．

学習データは当該タスクコーパスである ASPECの学習

データのみに限り，SentencePieceによって語彙は共有化

されているため，この学習においても両言語のデータを連

結したデータを用いた．単語埋め込みの次元数は Encoder-

Decoderモデルの隠れ層の次元数に合わせ 512とし，それ

以外のパラメタは各実装の初期設定値に倣った．

本実験のモデルでは通常の語彙に加えて，“SE-

QUENCE START”（文頭），“SEQUENCE END”（文末），

“UNK”（未知語）の 3つの特殊トークンが使用される．そ

こで，単語埋め込みの学習でも “SEQUENCE START”，

“SEQUENCE END”については学習の前に学習データの

各文の先頭と最後に加えることで通常の語彙と同様に学習

*6 https://github.com/attardi/wikiextractor
*7 https://google.github.io/seq2seq/
*8 https://github.com/svn2github/word2vec
*9 https://github.com/facebookresearch/fastText
*10 https://github.com/stanfordnlp/GloVe

初期化方法 最高スコア ステップ

ランダム初期化 33.71 160,000

事前学習による初期化 35.50 138,000

（ASPECのみ）

事前学習による初期化 34.68 180,000

（ASPEC + Wikipediaコーパス）
表 2 埋め込み層初期化実験の各最高スコアとそのステップ数
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図 2 埋め込み層初期化実験の学習曲線

を行った．“UNK”については，単語埋め込みの学習が終

わった段階で，16000個の語彙に含まれない全ての単語の

単語埋め込みの平均値を使用した．

4.1.4 評価方法

翻訳結果の評価には BLEU [12] を用いた．本実験では

全て，モデルの選定のために使用する開発データを用いて

評価を行なった．実装の仕様により，出力のトークン列を

連結し，特殊記号に置き換えた半角スペースを元に戻した

ものを翻訳結果として出力する．これを一度半角スペース

を取り除き文字列に戻した上で，再度KyTeaを用いてトー

クン化を行い，BLEUのスコアを算出した．評価を高速に

行うため，デコードには全てビーム探索ではなく貪欲法を

用いた．ただし，予備実験によりデコードのアルゴリズム

を変更してもモデルの優劣は入れ替わらないことを確認し

ている．モデルは更新ステップ数 2000 毎に評価を行い，

最も高いスコアをそのモデルのスコアとした．

4.2 実験結果

実験では，本論文で提案する事前学習による初期化と従

来のランダム初期化との比較に加えて，事前学習して得ら

れた単語埋め込みを用いて様々な初期化を試み，その効果

について詳しく考察を行う．具体的には，ランダム初期化

との比較による有用性の検証実験の後に，初期化に用いる

単語埋め込みの学習手法の比較実験（4.2.1節），事前学習

による初期化をした場合の Encoder と Decoder の埋め込
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初期化手法 窓幅 BLEUスコア スコア差

ランダム初期化 - 33.71 0

CBOW 2 34.97 +1.26

5 35.50 +1.79

10 35.25 +1.54

Skip-gram 2 34.17 +0.46

5 34.44 +0.73

10 34.38 +0.67

SI-Skip-gram 2 34.04 +0.33

5 34.44 +0.73

10 34.33 +0.62

GloVe 2 34.50 +0.69

5 34.58 +0.77

10 33.98 +0.27

15 34.35 +0.64

学習済みモデル - 33.81 +0.10

（ランダム初期化）

学習済みモデル (5) 35.14 +1.43

（CBOW）
表 3 初期化に用いる単語埋め込みの学習手法による翻訳性能の違い

み層の影響の違いを比較する実験（4.2.2節）, 初期化した

埋め込み層を学習させずに固定する実験（4.2.3節），学習

率の影響を確認する実験（4.2.4節）を行った．本節では実

験結果についてのみ報告し，詳細な考察は 4.3節で行う．

まず埋め込み層の初期化について，(1)ランダム初期化，

(2)ASPECの学習データのみを用いて CBOWで事前学習

した単語埋め込みによる初期化，さらに (3)事前学習に用

いるコーパスとして，ASPECに加えてWikipediaも追加

した場合の計 3通りについて実験を行なった．

表 2に実験結果を，図 2に学習曲線をそれぞれ示す．こ

の結果より，事前学習による初期化は従来のランダム初期

化に対して翻訳性能と学習速度の両方が向上していること

が確認できる．特に ASPECのみを用いた事前学習による

初期化では，ランダム初期化に比べて BLEUスコアで 1.79

ポイントと大幅な改善が得られた．また学習曲線から，事

前学習による初期化のどちらの場合でも，ランダム初期化

に比べて立ち上がりが早く，全体の学習が高速化されてい

ることがわかる．ただし，Wikipediaコーパスを加えた場

合はスコアは向上しているものの，収束までのステップ数

も増大している．

4.2.1 単語埋め込みの学習手法の影響

前節では窓幅を 5としたCBOWを基本設定としたが，本

節では窓幅及び単語埋め込みの学習手法の比較実験を行う．

比較する単語埋め込み学習手法には CBOW，Skip-gram，

SI-Skip-gram，GloVeを用いた．窓幅については 2，5，10

の 3種類に加え，GloVeのみに対してはGloVeの初期設定

である 15の場合の実験も行なった．

また，異なるタスクでの事前学習と同一タスクでの事前

初期化方法

Encoder Decoder 最高スコア ステップ

(1) ランダム ランダム 33.71 160,000

(2) CBOW ランダム 34.93 172,000

(3) ランダム CBOW 34.07 154,000

(4) CBOW CBOW 35.50 138,000

表 4 事前学習による初期化の対象を変化させた場合の各最高スコ

アとそのステップ数
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図 3 事前学習による初期化の対象を変化させた場合の学習曲線（各

番号は表 4 と対応する．）

学習を比較するために，既に一度学習済みのモデルから埋

め込み層だけを抜き出し，これを初期値として設定する場

合の実験も行った．学習済みの埋め込み層を取り出すモデ

ルとしては，ランダム初期化での学習済みモデルと，基本

設定とした窓幅 5の CBOWでの学習済みモデルの 2つを

扱った．

実験の結果を表 3 に示す．どの手法でも基本的にはラ

ンダム初期化に勝るという結果になった．その中でも唯一

CBOWだけは従来手法からの BLEUスコアの上がり幅が

1ポイント以上に達し，事前学習に最も適した単語埋め込

み学習手法であることが確認できる．また窓幅について

は，全ての手法に渡って中間値である 5が最も良い結果と

なった．なお，この結果により次節以降の実験では全て窓

幅を 5とした CBOWを用いている．

翻訳タスクでの学習済みの埋め込み層の値を初期値とし

て用いたモデルでは，元の学習済みモデルと比較して，ラ

ンダム初期化はわずかに BLEUスコアが上がり，CBOW

はわずかに下がる結果となった．どちらにおいても，元の

学習済みモデルからの大きな向上は認められなかった．

4.2.2 EncoderとDecoderの初期化による影響の違い

これまでの実験では常に Encoderと Decoderの両方の

埋め込み層に事前学習を適用していたが，この実験では手

法の適用範囲を変化させた場合のモデルを学習する．これ

により Encoderと Decoder，それぞれの埋め込み層の翻訳
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固定する埋め込み層 最高スコア ステップ

両方 35.32 152,000

Encoder側のみ 34.98 148,000

Decoder側のみ 35.24 122,000

固定なし 35.50 138,000

表 5 初期化した埋め込み層を学習させず固定した場合の各最高ス

コアとそのステップ数
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図 4 初期化した埋め込み層を学習させず固定した場合の学習曲線

性能への影響の違いを比較する．

表 4に実験結果を，図 3に学習曲線をそれぞれ示す．学

習曲線の図から，Encoder側のみの場合は両方を事前学習

した場合に近く，Decoder側のみの場合は従来のランダム

初期化に近い結果を示すことがわかる．最高 BLEUスコ

アの点でも Encoder側のみの場合は Decoder側のみの場

合に比べて 0.86ポイント高い結果となった．

4.2.3 埋め込み層の固定

これまでの実験では，事前学習した各単語埋め込みのパ

ラメタを埋め込み層の初期値として扱い，初期化後には

Encoder-Decoderモデルの他の層と同様に学習をし，最適

化を行った．しかしながら，事前学習した単語埋め込みの

パラメタがその時点で翻訳タスクでの単語埋め込みとし

て十分に有用であった場合，それ以上の学習は必ずしも必

要でないと考えられる．この仮説を検証するため，直前の

4.2.2節の実験のように，初期化を Encoderの埋め込み層，

Decoderの埋め込み層，両方と 3つの場合についてそれぞ

れの値を固定したまま学習を行い，その比較を行った．

表 5に実験結果を，図 4に学習曲線をそれぞれ示す．最

高 BLEUスコアだけを見ると，固定しない場合が僅かに良

い結果となっているが，一方で学習曲線にはほとんど差異

は見られなかった．

4.2.4 学習率の影響

最後に学習率を変化させる実験を行う．4.2.3節で述べ

たように，もしも事前学習した値が単語埋め込みとして既

に十分に有用であった場合は，それ以上の学習は不要であ
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図 5 事前学習した単語埋め込みで初期化した場合の学習率と BLEU

スコアの関係
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図 6 学習率と学習曲線

る．4.2.3節ではこれを埋め込み層のみを固定することで

検証したが，一方で学習率を十分に小さくすることでも事

前学習の値をあまり変えずにモデルの学習を行うことがで

きる．そこでこの実験では学習率を 0.01から 0.00001まで

変化させて，その影響を確かめた．

結果を図 5に示す．学習率が 0.000316から BLEUスコ

アの収束が見られるため，本実験の実装では学習率をそれ

以下にすることが妥当である．改良を加えた元実装の学習

率の初期設定値が 0.001であることを考えると，元実装に

比べて適当な学習率が小さくなっている．これはすなわ

ち，事前学習による初期化では学習が遅くなることを意味

する．

そこで追加実験として，学習率を 0.0001と 0.000316と

した事前学習による初期化と，学習率を 0.001としたラン

ダム初期化との比較を行った．学習曲線を図 6に示す．学

習率を 0.000316とした事前学習による初期化は全てのス

テップにおいてランダム初期化の BLEUスコアを常に上
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回った．学習率を 0.0001とした場合でも，ランダム初期化

と学習率に 10倍の違いがあるにも関わらず，最初期の立

ち上がりでは事前学習による初期化が優れている．またラ

ンダム初期化が 48,000ステップで最高 BLEUスコアに達

しているのに対して，学習率を 0.0001とした事前学習によ

る初期化は直後の 52,000ステップでそのスコアを追い越

した．

4.3 考察

4.2節最初の実験では教師なし学習による埋め込み層の

初期化が翻訳性能と学習速度の向上に貢献することが示さ

れた．ASPECの学習データにWikipediaコーパスを追加

した場合は，ランダム初期化は上回ったものの，ASPEC

の学習データのみの場合に比べて翻訳性能でも学習速度で

も劣る結果となった．この原因としては，異なるドメイン

のデータによる影響や，SentencePieceによるトークン化

の影響などが考えられる．特に後者については，ASPEC

の学習データを用いて学習したモデルを使用して分割した

ため，Wikipediaコーパスのトークン化としては不適当で

あった可能性が考えられる．

4.2.1節では，今回比較した中では窓幅を 5としたCBOW

が初期化用の単語埋め込みの学習手法として最適であるこ

とが示された．窓枠内の文脈単語と目的単語の一対一の狭

い関係を扱う Skip-gramと SI-Skip-gramや，広くコーパス

全体の単語のバランスを重視するGloVeに対して，CBOW

は窓幅内の文脈単語の集合と目的単語を扱う手法である．

トークン毎に翻訳文を生成する Encoder-Decoderモデルで

は，CBOWの適度な範囲での単語（トークン）間関係を扱

う手法が適していると考えられる．窓幅についても，全て

の手法に渡って中間値である 5が最も良い結果になってお

り，これについても適度な範囲が有効であることが示唆さ

れている．

また同じく 4.2.1節では，同一タスクでの学習済み埋め

込み層を用いた初期化はほとんど BLEUスコアに影響し

ないことが示された．これにより，学習済みであるかどう

かに比べ，単語埋め込みの学習手法自体が BLEUスコアの

上昇に影響していることがわかった．同じ機械翻訳タスク

の事前学習よりも別タスクである CBOWでの事前学習が

優れていると言う結果は非常に興味深い．

4.2.2節では，教師なし学習による埋め込み層の初期化

において，Decoder側の埋め込み層よりも Encoder側の埋

め込み層が翻訳性能と学習速度の両方の向上に影響してい

ることが示された．ニューラルネットワークの各層は前の

層の出力を入力として受け取るため，前の層の学習が不十

分である場合は不適切な値を入力として受け取ることにな

る．そのため，ネットワークのほぼ最後尾である Decoder

側の埋め込み層は，ネットワークの入力部である Encoder

側の埋め込み層と比較して不適切な学習をしやすいと言え

る．事前学習したパラメタの値が不適切に更新され，事前

学習の意味が失われると考えると妥当な結果である．

4.2.3節では，事前学習による埋め込み層の初期化後の学

習の有無が，モデル全体の学習にほとんど影響しないこと

が示された．埋め込み層以外の層はランダムに初期化され

ており，学習において揺らぎがあることを考えると，全て

の場合に渡ってほぼ差はないと考えられる．これは言い換

えると，CBOWで学習した単語埋め込みがその時点で機械

翻訳タスクでも有効であると言うことである．これは非常

に興味深い結果である．CBOWと機械翻訳は全く異なる

タスクであるので，CBOWの学習結果が機械翻訳でも使

えるのであれば，タスク横断的な単語の埋め込み表現の存

在可能性が考えられる．機械翻訳タスクの結果が CBOW

において有用であるかの検証を始め，様々に研究されてい

るタスク特化型の単語埋め込みの横断的な比較検討を今後

進めたい．

4.2.4節では，事前学習による埋め込み層の初期化は，学

習率を小さくすることによる学習の低速化はあるものの，

それを上回る学習の高速化を実現することが示された．こ

の結果により，モデルの一部でしかない埋め込み層の初期

化が，モデル全体の学習を高速化していることがわかる．

また，4.2.2節の結果と照らし合わせると，ニューラルネッ

トワークにおける学習の高速化には入力に近い Encoder側

の埋め込み層の事前学習が非常に効果的であることがわ

かる．

以上の結果を以下にまとめる．

• 教師なしの事前学習による埋め込み層の初期化は，従
来のランダム初期化に比べて，翻訳性能の向上と学習

の高速化の点で効果的である．

• 今回比較した中では，初期化用の単語埋め込みの学習
手法は，窓幅を 5とした CBOWが最も適している．

• 初期化に用いるパラメタは，学習済みであるかどうか
よりも，単語埋め込みの学習手法が BLEUスコアの上

昇に影響する．

• 事前学習による埋め込み層の初期化では，2つある埋

め込み層のうち，Encoder側の埋め込み層の方が影響

力が大きい．

• 事前学習した単語埋め込みは，その時点で翻訳タスク
において十分有用であり，学習の必要性は少ない．

• 事前学習による埋め込み層の初期化を適用する場合
は，使わない場合に比べて学習率をやや小さく設定す

る必要があるが，学習の高速化は達成される．

5. おわりに

本論文では，言語モデルにより翻訳タスクの対訳コーパ

スのみを用いて教師なしで事前学習した単語埋め込みを

用いた，ニューラル機械翻訳の埋め込み層の初期化方法を

提案した．埋め込み層を初期化対象としており，また外部
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コーパスを使用せず，高速な単語埋め込みの学習手法を用

いるため，機械翻訳以外のタスクにも容易に適用すること

が可能である．評価実験の結果，教師なし学習による埋め

込み層の初期化が翻訳性能の向上と学習の高速化の点で

有用であるということだけでなく，機械翻訳のニューラル

ネットワークにおける各埋め込み層の影響力の違いや，タ

スク横断的な単語の埋め込み表現の可能性が示された．

今後の課題としては，提案した事前学習方法を異なる構

造のニューラル機械翻訳に用いることを始めとし，対話な

どの機械翻訳以外のタスクへの応用，検証が考えられる．
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