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大規模オンライン活動データの特徴自動抽出
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概要：本論文では，大規模オンライン活動データのための特徴自動抽出手法である CompCubeについて
述べる．CompCubeは，(activity, location, time)の三つ組で構成される様々なオンライン活動データに
対し，重要な時系列パターンや外れ値を統合的に解析，要約し，将来の長期的なイベント予測を実現する．
たとえば，“Nokia/Nexus/Kindle”あるいは “CNN/BBC”等のオンライン検索キーワードの各地域（国）
における 2004年から 2015年にかけての出現件数に関する時系列データが与えられたとき，提案手法は，
(a)基本的な非線形動的パターン，(b)各アクティビティ間の潜在的な関連性や競合性（Nokia vs. Nexus
等），(c)クリスマスや旧正月等の各地域における季節性，(d)単発的なイベントや外れ値等の重要なパター
ンを自動的に抽出する．本論文ではさらに，重要な特徴を自動的かつ高速に抽出するためのアルゴリズム
として CompCube-Fitを提案する．実データを用いた実験では，CompCubeが様々なオンライン活動
データの中から有用なパターンを正確に発見することを確認し，さらに，最新の既存手法と比較し提案手
法が大幅な精度，性能向上を達成していることを明らかにした．
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Abstract: Given a large collection of time-evolving activities, such as Google search queries, which consist of
d keywords/activities for m locations of duration n, how can we analyze temporal patterns and relationships
among all these activities and find location-specific trends? How do we go about capturing non-linear evolu-
tions of local activities and forecasting future patterns? For example, assume that we have the online search
volume for multiple keywords, e.g., “Nokia/Nexus/Kindle” or “CNN/BBC” for 236 countries/territories,
from 2004 to 2015. We present CompCube, a unifying non-linear model, which provides a compact and
powerful representation of co-evolving activities; and also a novel fitting algorithm, CompCube-Fit, which
is parameter-free and scalable. Our method captures the following important patterns: (B)asics, i.e., non-
linear dynamics of co-evolving activities, signs of (C)ompetition and latent interaction, e.g., Nokia vs. Nexus,
(S)easonality, e.g., a Christmas spike for iPod in the U.S. and Europe, and (D)eltas, e.g., unrepeated local
events such as the U.S. election in 2008. Thanks to its concise but effective summarization, CompCube can
also forecast long-range future activities. Extensive experiments on real datasets demonstrate that Comp-
Cube consistently outperforms the best state-of-the-art methods in terms of both accuracy and execution
speed.
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1. まえがき

オンラインニュース，ブログ，SNSをはじめとする様々

なWebサービスの普及にともない，オンライン活動に基づ

く市場調査や社会行動分析に注目が集まっている．たとえ

ば，“Kindle”，“Nexus”等の製品にあげられるようなエレ

クトロニクス産業や，“CNN”，“BBC”，“Yahoo! News”等

のニュースメディア，その他の様々な企業において，グロー
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図 1 エレクトロニクス産業関連キーワード集合における CompCubeの特徴自動抽出と出力例

Fig. 1 Modeling power of CompCube for the consumer electronics market (i.e., iPhone,

Samsung Galaxy, Nexus, HTC, iPad, BlackBerry, Nokia, iMac, iPod, Kindle)．

バル化にともなうシェア獲得競争が激化しており，Web上

における各国の顧客の動向分析と将来予測は非常に重要な

課題である．

本研究の目的は，(activity, location, time)の三つ組で構

成される様々なオンライン活動データに対し，重要な時系列

パターンや外れ値を統合的に解析，要約し，将来のイベント

予測を行うことである．たとえば，236の地域（国）におけ

る “Nokia/Nexus/Kindle”あるいは “CNN/BBC”等のオ

ンライン検索キーワードの出現件数に関する時系列データ

が与えられたとき，これらの中から 3つの要素：activity，

location，timeに関する重要なトレンドを自動的に発見した

い．本論文では，大規模オンライン活動データのための特

徴自動抽出手法であるCompCubeについて述べる [22] *1．

より具体的には以下の問題を扱う．

問題 1 d個のアクティビティ（キーワード），mの地

域（国），長さ nの期間から生成される大規模オンライン

活動データ集合 X ∈ N
d×m×n が与えられたとき，(a)以下

の重要なパターンを自動抽出する．

• アクティビティ間の競合関係

• 地域別の季節性パターン

• 外れ値や局所的なイベント

さらに，(b)上記の抽出パターンに基づき高速かつ自動

的に将来のイベント予測を行う．

具体例．図 1 は，エレクトロニクス産業関連キーワードに

*1 http://www.cs.kumamoto-u.ac.jp/∼yasuko/software.html

対する CompCubeの出力例を示している．具体的には，

Google Search *2における d = 10種のキーワード（iPhone，

Kindle，Nexus等）のm = 236の地域（国）における 2004

年 1月 1日から現在にかけてのオンライン検索数を用い

ている．使用したキーワード集合の詳細については，図 3

(#1 ) Products において後述する．

アクティビティ間の競合関係：CompCubeは与えられた

d個のキーワードの中から関連性の強い競合相手を自動的

に発見することができる．たとえば，提案手法はKindleと

Nexusの間に潜在的な関連性があることを発見している．

図 1 (a)は，各地域（国）におけるKindleと Nexusの間の

競合関係の強さを示している．赤色の地域（United States

（US），Canada（CA）等）は強い競合関係を示し，緑色の

地域（Brazil（BR），China（CN），Japan（JP）等）は弱い

競合関係を示す．図 1 (b)は，各国におけるKindle（水色）

とNexus（橙色）の 2つのキーワードの検索数（週ごと）を

示しており，オリジナルデータは薄色，提案モデルの学習

結果を濃色で示している．図のように，提案手法は各地域

における成長，減衰パターンを柔軟に表現することができ

る．たとえば，United States（US），Canada（CA），Italy

（IT），Australia（AU），South Africa（ZA）では強い競合

関係があり，Nexusの人気上昇と同時期にKindleの減衰パ

ターンが見られる．一方で，Brazil（BR），China（CN），

Japan（JP）のような地域では傾向が異なり，Kindleが依

*2 http://www.google.com/trends/
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然として成長を続けている．これらの情報は，マーケティ

ングにおける意思決定支援において非常に重要となる．

季節パターン：図 1 (c)は，エレクトロニクス市場における

主要な周期的パターンを示している．たとえば，図 1 (c-i)

はクリスマスに関連するパターンを示している．地図は各

国における iPodのクリスマススパイクの強さを示してお

り，濃色であれば強い周期性を持ち，灰色であればその地

域にはクリスマススパイクがないことを示す．地図中に見

られるように，米国，欧州，豪州等のキリスト圏において

強いクリスマススパイクが見られるが，一方で，中国やイ

ンド等の地域では存在しない．同様にして，図 1 (c-ii)は

Kindleの新年セールを示す．図 1 (c-iii)は，Nexusの典型

的な季節パターンを示しており，米国，欧州，ロシア等に

おいて，多くのユーザが冬に Nexusに興味を持つことが分

かった．これはおそらく，Nexusの新作モデルが毎年 11

月ごろ発売されることが要因であると思われる．さらに，

CompCubeは地域特有の季節パターンを抽出することが

できる．たとえば，図 1 (c-iv)は，中国における iPodの旧

正月イベントを示している．

本論文の貢献．本研究では，大規模オンライン活動デー

タの特徴自動抽出手法である CompCube を提案する．

CompCubeは次の特長を持つ．

( 1 ) 大規模オンライン活動データから 3方向（activity，

location，time）の重要なパターンを抽出する．

( 2 ) 様々な種類の実データの中から，競合関係，季節性，

外れ値等の様々な特徴を柔軟に表現する．さらに，長

期的なイベント予測を実現する．

( 3 ) 提案手法はパラメータ設定を必要としない．ユーザ

の介入を必要とせず，重要なパターンを自動的に抽出

することができる．

( 4 ) 計算コストは入力データサイズに対し線形である．

2. 関連研究

近年，ソーシャルメディアとオンラインユーザ活動の分

析に関する研究が活発化している [2], [7], [14], [15], [18],

[35], [40]．文献 [24]では，ソーシャルネットワーク上での

情報拡散過程をモデル化し，文献 [6], [34]において，それぞ

れ，コンテンツの再訪パターンと，アクティブユーザ数の

推移に関する分析を行っている．Prakashら [31]は，ネッ

トワーク上において，2つの異なる商品やアイディアがど

のように競合するかを議論し，任意のグラフ構造上での理

論的なモデル化を行った．FUNNEL [25]は大規模疫病テン

ソルデータのための非線形モデルであり，EcoWeb [21]は，

Web 上のユーザ活動を生態系を用いて解析した．Gruhl

ら [9]はブログ等のオンライン活動と Amazon.comにおけ

る売上げの関係性に着目し，Ginsbergら [7]は，オンライ

ン検索数の推移からインフルエンザの流行をトラッキング

表 1 既存手法との比較

Table 1 Capabilities of approaches.
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√
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-
√ √ √

局所性 - - - - - - - -
√ √

自動化 - -
√
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将来予測 - - -
√ √ √

-
√ √ √

外れ値
√ √ √

-
√ √

- -
√ √

し，実際のインフルエンザのウィルスとオンラインのユー

ザの活動に強い相関があることを示した．文献 [5], [8], [32]

では，キーワードの出現数の推移と消費者の活動の関連性

を示している．

大規模時系列データの解析も非常に有用な技術として注

目されている [19], [30], [36], [37], [38]．AutoPlait [20]は

多次元時系列シーケンスのための特徴自動抽出手法であ

り，文献 [23]は大規模複合時系列イベントデータのための

高速な予測手法を提案した．Rakthanmanonらは文献 [33]

において，兆単位（“trillions”）の時系列シーケンスを対象

とした DTWの類似探索問題を扱っている．

関連研究と本研究の位置づけ．表 1は，既存手法とComp-

Cubeの能力の比較である．ウェーブレット変換やフーリ

エ変換は単一の時系列シーケンスのための解析手法であ

り，競合関係のような潜在的な関係性を持つ複数の時系列

シーケンスのパターンを表現することができない．本研究

で扱うオンライン活動データはテンソルとして表現するこ

とができる．PARAFAC，Tuckerをはじめとするテンソル

解析手法 [13]は，与えられたテンソルデータの圧縮と 3方

向解析の能力を有するが，一方で，周期性やドメイン知識

を表現せず，非線形的な動的パターンの予測能力を有して

いない．AutoPlait [20]，pHMM [39]は，時系列シーケン

スのダイナミクスを表現し，セグメンテーションの能力を

有するが，複数の時系列データ集合に対し，長期的な非線

形のダイナミクスを表現することができない．

AR，LDS，SARIMA，TBATS [17]，あるいはその他の関連

する予測手法であるAWSOM [29]，PLiF [16]，TriMine [23]

は，すべて線形方程式に基づくため，本研究で対象とす

る非線形性を有する時系列データの表現には適していな

い [37]．さらに，これらの手法はパラメータの設定を要

する．

ロトカ・ボルテラ（LV: Lotka-Volterra）モデル [26]，ロジス

ティック方程式（LF: logistic function）[4]，SI（susceptible-

infected）モデル [1]，SpikeM [24]，WTA [31]，EcoWeb [21]，

FUNNEL [25]や他の非線形方程式 [11], [28]は，ドメイン
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知識に基づくが，ユーザの局所的な活動パターンや周期的

なパターンを表現できない．

3. 提案モデル

本章では提案モデルである CompCube について述べ

る．本研究で扱うデータは (activity, location, time)の三

つ組で表現され，それぞれ，d個のアクティビティ（キー

ワード），mの地域（国），長さ nの期間（1週間単位）か

ら構成される．このオンライン活動データは，3階のテン

ソル X ∈ N
d×m×n として表現することができ，X の要素

xil(t)は時刻 tにおいて i番目のアクティビティ/キーワー

ド（activity）が l番目の地域/国（location）に出現した頻

度を示す．たとえば，(CNN, US, 01-01-2015; 100)の場合，

アメリカ合衆国内の “CNN”というキーワードの検索/ク

リック回数が 2015年 1月 1日に 100件報告されたことを

表す．

本論文の目的は，与えられたオンライン活動データ X に
対し，重要なパターンを要約，抽出することである．具体

的には，以下の 4つの特徴を発見したい．

• (B)asics：個々のキーワードの非線形パターン（潜在

的な人気度や成長率等）．

• (C)ompetition：異なるキーワード間の潜在的な関連

性（Nokia vs. Nexus等）．

• (S)easonality：ユーザ活動の周期性や季節性イベント

（クリスマスや夏休み等）．

• (D)eltas：突発的なイベントや周期性のない外れ値等

（アメリカ大統領選挙等）．

ここで，本研究において最も重要な点として，上述の特

徴は，以下の 2方向から抽出する必要がある．

• (Global)：世界規模でのトレンド，共通パターン

• (Local)：地域（国）レベル，局所的なトレンド

次節において，提案モデルの詳細について順に説明する．

議論を単純化するために，ここではまず，(1) 1つの地域

（つまりm = 1）におけるオンライン活動データのモデル化

を行い，提案手法がどのようにして基本的な成長パターン

やキーワード間の競合関係を表現するかについて述べる．

次に，(2)各地域における局所的なパターンに着目し，与

えられたテンソル X の中から上述の 4つの特徴を表現す

る方法について述べ，最後に，(3)テンソル X をグローバ
ル，ローカルの両方向から解析し，重要なパターンの抽出

を行う方法について述べる．

3.1 単一の地域における動的パターンと競合関係

最も単純な場合として，単一の地域におけるオンライン

活動のモデル化について述べる．具体的には，d個のキー

ワード，長さ n，単一の地域（m = 1）で構成されるシー

ケンス集合を考える．

背景：生態系モデルにおける競合関係．d個のシーケンス

集合が与えられたとき，(a)個々のシーケンスの非線形的

な時間発展，そして (b)異なるシーケンス間の潜在的な相

互作用や競合関係を表現したい．たとえば，図 1 (b)にお

いて，Nexusの成長パターンと Kindleの減衰パターンが

同時期に起きていることから，これらのキーワードがユー

ザの興味を取り合い競合しているようにみえる*3．

それでは，d個のキーワード間の隠れた競合関係を表現す

るには，どうすればよいだろうか．競合関係の現象を表現

するための最もシンプルな方法として，ロトカ・ボルテラ

の競争モデル（LVC: Lotka-Volterra population model of

competition）があげられる [27]．LVCモデルは，生態系に

おける d種の競争関係を表現し，i番目の種の個体数 Pi が

時間発展していく様子を，次の非線形微分方程式を用いて表

現する．dPi

dt = riPi

(
1 −

∑d
j=1 cijPj

Ki

)
, (i = 1, 2, . . . , d)，

ここで，ri は i番目の種の成長率（ri ≥ 0），Ki は，i番目

の種の環境収容力（Ki ≥ 0），cij は，競合係数，つまり，

異種間の相互作用の強さ（cij ≥ 0）を示す*4．

上記のモデルは時系列シーケンス集合に対し重要な非線

形パターンを表現することができるが，本論文で扱うデー

タを表現するには不十分である．次の課題は，どのように

して地域別の（局所的な）時系列パターンを表現するか，

そして，季節性をともなう周期的パターンおよび外れ値を

発見するかである．次節において詳細を示す．

3.2 CompCube-dense

dのアクティビティ（キーワード），mの地域（国），長さ

n のタイムスタンプで構成されたテンソル X が与えられた
とき，次の目標は，各地域における各アクティビティに対す

る重要なパターンを抽出することである．具体的には，4つ

の重要な特徴：(B)asics，(C)ompetition，(S)easonality，

(D)eltasを同時に発見したい．以下では各項目の詳細につ

いて順に述べる．

(B)asics，(C)ompetition．テンソル X が与えられたと
き，最初のステップは，潜在的な人気度 Pil(t)を i番目の

アクティビティ（キーワード），l番目の地域，時刻 tにお

いて，それぞれ推定することである．ここで人気度は，各

アクティビティ，各地域における個々のユーザの興味や注

目の強さを示し，時間発展していくものとする．たとえば，

発売されたばかりの商品（たとえば Nexus）が魅力的だっ

た場合，多くのユーザがこの商品に対し，より多くの時間

をかけたり，友人に紹介することによって新たなユーザを

*3 もちろん，実際の時系列シーケンスを見る限りでは，これらの 2
つの製品が実際に競合しているかどうかを判断することはできな
いが，このような時系列パターン上の現象を競合としてとらえ，
モデル化することができる．本論文では，これらのシーケンス間
の振舞いを競合関係と呼ぶ．

*4 本論文では，種内競争に対し一定の強さ cii = 1 を仮定し，ま
た，種間競争については，競合，中立，片害作用が存在する場合
（cij ≥ 0）について議論する．
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獲得していき，結果として，人気度の指数関数的な成長に

つながる．同様にして，本研究では，2つの異なるアクティ

ビティ間に潜在的な競合関係を仮定する．たとえば，たい

ていの場合，ユーザは個人の嗜好や価格に応じて，Nexus，

iPhone，Kindle，iPad等の様々な類似製品の中から，1つ

を選んで使用する．ここでさらに強調すべき点として，こ

れらの傾向やパターンは，地域によって差が見られる場合

がある．図 1 (b)で見たように，各国は独自の傾向や時系

列パターンを有し，それらはその国の習慣，教育，経済を

はじめとする様々な要因によって変化する．

モデル 1 Pil(t)をアクティビティ iの lの地域における

時刻 tの潜在的な人気度とする．提案する基本モデルは次

の式で表現される．

Pil(t)

= Pil(t − 1)

[
1 + ril

(
1 −

∑d
j=1 cijl · Pjl(t − 1)

Kil

)]
,

(i = 1, · · · , d; l = 1, · · · , m; t = 1, · · · , n) (1)

ここで，ril > 0，Kil > 0，ciil = 1，cijl ≥ 0，Pil(0) = pil.

モデル 1 は，次のパラメータ集合で構成される．

• pil：初期状態，つまり，アクティビティ iの l番目の

地域における時刻 t = 0の人気度（Pil(0) = pil）．

• ril：成長率，つまり，アクティビティ iの l番目の地

域における魅力の強さ．

• Kil：環境収容力，つまり，アクティビティ iの l番目

の地域におけるユーザ資源の量．

• cijl：競合関係の係数，つまり，l番目の地域において，

アクティビティ j がアクティビティ iに与える影響力

の強さ．

ここでは，競合するアクティビティが共通のユーザ資源

を取り合う関係を仮定している．生態系における食料資源

と同様に，Web上でのユーザの総数，およびユーザ資源は

有限である．具体的に，ユーザ資源とは，ユーザの興味や

注目，あるいは消費した時間や金額を指す．ユーザは，同

時に複数の目的に対し時間やお金を使用することができな

い．アクティビティ iの l番目の地域における時刻 tの潜

在的なユーザ資源の割合は
(
1 −

∑d
j=1 cijlPjl(t)

Kil

)
として表

され，cijl は競合関係の係数，つまり，アクティビティ j

がアクティビティ iに対し l番目の地域で与える影響の強

さを示す．もし cijl = 0（i �= j）の場合，l 番目の地域に

おいて，アクティビティ iと j の相互作用は存在せず，中

立関係となる．対照的に，もし cijl = cjil = 1の場合，l番

目の地域における 2つのアクティビティは，まったく同じ

ユーザ資源のグループを共有していることを意味する．も

し cijl = 1，cjil = 0の場合には，一方的な競合関係，つま

り片害作用を表現する．この場合，アクティビティ iがア

クティビティ j に強く影響を受ける一方，アクティビティ

j はほとんどアクティビティ iから干渉を受けない．

(S)easonality，(D)eltas．続いて，季節性をともなう周期

パターンと外れ値の表現について議論する．Kindle，CNN

等の各アクティビティは，つねに一定の人気（注目）を有

しているが，その一方で，Web上のユーザの振舞いはク

リスマス，夏休み等，季節性や周期的なイベント，習慣に

よって動的に変化していく．さらに，2008年のオバマ大

統領選挙等，外部要因によって発生する単発型のイベント

や外れ値も発生する．そこで本研究では，これらの現象を

表現するために，2つの新たなパラメータとして，sil(t)：

季節性，δil(t)：外れ値を導入する．

モデル 2 Vil(t)を l番目の地域におけるアクティビティ

iの時刻 tにおける推定値とする．提案モデルは次式で表

現される．

Vil(t) = Pil(t) [1 + sil(t modnp)] + δil(t)

(i = 1, · · · , d; l = 1, · · · , m; t = 1, · · · , n) (2)

ここで np は，周期の長さ（ここでは np = 52週）を示す．

推定値 Vil(t)はアクティビティ iが l番目の地域におい

て時刻 tに何回出現したかの回数を示す．これは，潜在的

な人気度 Pil(t)と，次の 2種の新たなパラメータから計算

される．

• sil(t modnp)：季節/周期的なトレンド，つまり，人気

度 Pil(t) と実際の推定値 Vil(t)に対する相対値．

• δil(t)：外れ値，つまり，周期性をともなわない，外部

要因に基づく単発的なイベント．

もし，l 番目の地域において，時刻 t のアクティビ

ティ i が季節性および外れ値を持たない場合（つまり，

sil(t modnp) = δil(t) = 0）には，推定値は人気度と一致

する（Vil(t) = Pil(t)）．

パラメータ集合 - COMPCUBE-DENSE．図 2 は，提案モデ

ルの概要を示している．テンソル X（図 2 (a)）が与えられ

たとき，提案手法ははじめに 4つの密なテンソル（図 2 (b)）

を抽出する．これを CompCube-denseと呼ぶ．

定義 1（COMPCUBE-DENSE） M = {B , C , S , D} を
CompCube-denseのパラメータ集合とする．ここで，

• B (d × 3 × m)：個々のアクティビティの基本的な動的

パターン．初期値，成長率，環境収容力から構成される

（B = {pil, ril, Kil}d,m
i,l=1）．

• C (d × d × m)：アクティビティ iと j に対する l番目

の地域における競合関係係数（C = {cijl}d,d,m
i,j,l=1）．

• S (d × np × m)：アクティビティ i，l番目の地域，時

刻 tにおける季節性パターン（S = {sil(t)}d,np,m
i,t,l=1）．

• D (d × n × m)：外れ値（D = {δil(t)}d,n,m
i,t,l ）．
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図 2 CompCube の概要

Fig. 2 Illustration of CompCube.

3.3 CompCube

ここまでの議論では，各地域における個別の時系列パ

ターンの表現として，4つの要素 B，C，S，D について
述べた．本論文の最終目的は，これらの 4 つの要素に対

し，(Global)，(Local) の両方向に対しパターンを発見

することである．つまり，与えられたデータに対し，世界

規模の共通の振舞いと，特定の地域における局所的な傾向

を同時に表現したい．さらに，図 2 (b)に示したとおり，

CompCube-denseはすべての時系列シーケンス集合X を
表現するために，膨大な数の（非ゼロの）パラメータが必

要となり，冗長なモデルとなってしまう．そこで本研究で

は，与えられたデータをシンプルかつコンパクトに表現す

るためのモデルとして CompCubeを提案する．

情報圧縮と特徴抽出．図 2 (c)は，提案モデルの様子を示

す．与えられたCompCube-denseの密なパラメータ集合

（つまり，テンソル集合：B，C，S，D）を次のようなス
パースな成分に分解する．

B � B · 2B′
, C � C · 2C ′

, S � S · W ′, D � D ′. (3)

具体的には，与えられた密なテンソル B，C に対し，行列
B，CとスパーステンソルB ′，C ′に分解，圧縮する．ここ

で，B，Cは，d種のアクティビティに対する統合的（global）

なトレンドを表現し，B ′，C ′は，局所的（local）なトレン

ドを示す．より具体的には，次式のように，グローバルと

ローカルトレンドの相対値の対数を表す：B ′ = log(B/B)，

C ′ = log(C/C)．つまり，テンソル B ′，C ′の各要素は，各

地域（local）のトレンドが全体（global）とどのくらい異な

るかを表現する．たとえば，もしすべての d種のアクティ

ビティ，mカ所すべての地域（国）において，B ′ = 0 だっ
た場合には，テンソルはグローバルのパターンと一致する

（B = B · 20 = B）．同様にして，季節性パターン（S）に対
して，提案手法は季節行列 S と 季節テンソルW ′に分解，

圧縮する．ここで，Sは長さ np の k 個の成分から構成さ

れ，各成分はクリスマスや夏休み等の個々の季節パターン

を表現する．W ′ は各アクティビティ，各地域における各

季節パターンの重みの強さを示す．さらに，テンソル D ′

についてもスパースにし，重要なイベントや外れ値を自動

的に発見したい．これらの詳細については次章において述

べる．

パラメータ集合 - COMPCUBE．図 2 (c)は，提案モデルの

様子を示し，次の要素で構成される．

定義 2（COMPCUBE） M′ を CompCube のパラメー

タ集合とする：M′ = {B, B ′,C, C ′,S, W ′, D ′}．ここで，
• B (d × 3)：各アクティビティのグローバルな基本トレ

ンド（初期値，成長率，環境収容力）．

• B ′ (d × 3 × m)：各地域におけるローカルな基本トレ

ンド．

• C (d × d)：d 種のすべてのアクティビティ間における

グローバルな競合関係．

• C ′ (d × d × m)：各地域におけるローカルな競合関係．

• S (k × np)：長さ np の k個の季節パターン．

• W ′ (d× k ×m)：各地域における季節パターンの重み．

• D ′ (d × n × m)：外れ値，突発的なイベントを表現す

るスパーステンソル．

4. 最適化アルゴリズム

本章では，モデルの学習アルゴリズムであるCompCube-

Fitについて述べる．提案アルゴリズムの目的は，与えら

れた大規模オンライン活動データに対し，重要なパターン

を自動抽出することである．

問題 2 d個のアクティビティ，mの地域，長さ nの

期間から生成されるテンソル X ∈ N
d×m×n が与えら

れたとき，X を表現する最適なモデルパラメータ集合
M′ = {B, B ′,C, C ′,S, W ′, D ′}を発見する．

4.1 モデル学習とデータ圧縮

本章の目的は，問題 2 において述べたパラメータ集合

M′ の自動推定である．具体的には，与えられた X に対
し，適切なモデルパラメータを学習すると同時に，季節性

パターンの数 kを自動推定し，外れ値D ′も取り除きたい．

さらに，前章で述べたように，得られたパラメータ集合M′

はできるだけ圧縮しシンプルかつコンパクトに表現した

い．本研究では，大規模テンソル X を適切に表現・モデル
化するために，最小記述長（MDL: minimum description
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length）に基づく新たな符号化スキームを導入する．直感

的には，データがより圧縮できれば，より良いモデルであ

ると見なす．

モデル表現コスト：CompCubeのモデルパラメータ表現

コスト CostM (M′)は以下の要素から構成される．

• アクティビティの総数 d，地域の総数m，時系列の長

さ nに log∗(d) + log∗(m) + log∗(n)ビット要する*5．

• (B)asics：CostM (B) = d · 3 · cF，CostM (B ′) = |B ′| ·
(log(d) + log(3) + log(m) + cF ) + log∗(|B ′|)

• (C)ompetition：CostM (C) = |C| · (log(d) + log(d) +

cF )+ log∗(|C|)，CostM (C ′) = |C ′| · (log(d)+ log(d)+

log(m) + cF ) + log∗(|C ′|)
• (S)easonality：CostM (S) = |S| · (log(k) + log(np) +

cF ) + log∗(|S|) + log∗(k)，CostM (W ′) = |W ′| ·
(log(d) + log(k) + log(m) + cF ) + log∗(|W ′|)

• (D)eltas：CostM (D ′) = |D ′| · (log(d) + log(n) +

log(m) + cF ) + log∗(|D ′|)
ここで，| · | は非ゼロ要素の総数，cF は浮動小数点のコス

トを示す*6．

データの符号化コスト．与えられたモデルパラメータ集

合M′ に対する X の符号化コストをハフマン符号を用い
て次のように表現することができる [3]：CostC(X|M′) =∑d,m,n

i,l,t=1 log2 p−1
Gauss(μ,σ2)(xil(t) − Vil(t))，ここで，xil(t)，

Vil(t)はそれぞれ，アクティビティ iの l番目の地域，時刻

tにおけるオリジナルデータと推定値を示す（モデル 2）*7．

符号化コスト関数．モデルパラメータ集合M′ が与えられ

たときの X の符号長は次のように表現される．

CostT (X ;M′) = CostM (M′) + CostC(X|M′) (4)

したがって，本論文の次の目標は，上記のコスト関数を

最小化するようなパラメータ集合M′ を推定することで

ある．

4.2 提案アルゴリズム

本節では，最適なパラメータ集合M′ を効果的かつ効率

的に推定するための手法として，CompCube-Fitを提案

する．提案手法は，次のアルゴリズムから構成される．

( 1 ) GLOBALFIT：グローバルな成長パターンと競合関係

(B,C)，季節パターンと外れ値 (S,D)を抽出する．

( 2 ) LOCALFIT：ローカルなトレンドおよび，季節性，局

所的な外れ値や外部イベント (B , C , S , D)を発見する．

( 3 ) AUTOCOMPRESS：X の特徴を圧縮，要約し，最適解
*5 ここで，log∗ は整数のユニバーサル符号長を表す．
*6 本論文では，符号長が最適となるよう浮動小数点をデジタル化
（離散化）した．ここで，cF = log(bF ) であり，bF はバケット
の数を示し，bF = argminb′

F
CostT (X ;M′)となり，cF の上限

は 4 × 8 とする．
*7 ここで，μ，σ2 はオリジナルデータと推定値の間の距離の平均と
分散を示す．

Algorithm 1 CompCube-Fit(X )
1: Input: Tensor X (d × m × n)

2: Output: Full parameter set M′ = {B, B ′,C, C ′,S, W ′,

D ′}.
3: /* Parameter fitting for global-level activities */

4: {B,C,S,D} =GlobalFit(X );

5: /* Parameter fitting for local-level activities */

6: {B , C , S , D} =LocalFit(X ,B,C);

7: /* Automatic model compression */

8: {B ′, C ′,S, W ′, D ′} = AutoCompress(X ,B,C, B , C , S ,

D);

9: return M′ = {B, B ′,C, C ′,S, W ′, D ′};

M′ を求める．

Algorithm 1 に CompCube-Fitの概要を示す．与えら

れたテンソル X に対し，提案手法はまず，グローバルなパ
ラメータ集合 {B,C,S,D}を推定する．次に，テンソル X
と推定したグローバルパラメータ {B,C}を用いて，4つ

の密なテンソル（{B , C , S , D}）で構成されるローカルな
トレンドを抽出する．最後に，コスト関数（式 (4)）に基づ

きパラメータ圧縮を行い，M′ を出力する．

以下では，各アルゴリズムについて詳細を述べる．

4.2.1 GLOBALFIT

与えられたテンソル X に対し，GlobalFitはグローバ

ルなパラメータ集合を推定する．Algorithm 2 はGlobal-

Fitの処理の様子を示す．X を d種のアクティビティ，m

の地域，長さ nの活動値の全体（global）の平均とし，X =

{x̄i}d
i=1，x̄i = { 1

m

∑m
l=1 xil(t)}n

t=1 とする．与えられたグ

ローバルな活動値X に対し，GlobalFitは，各アクティ

ビティ iに対するパラメータを反復法を用いて推定する．

ここでMiをアクティビティ iに対するグローバルなパラ

メータ集合とする（Mi = {Bi,Ci,Si,Di}）*8．Global-

Fitは，まず，(I) d種のアクティビティ間に競合関係が存

在しないと仮定し（つまり，cij = 0（i �= j）），各シーケン

ス x̄i（i = 1, . . . , d）に対し独立かつ別々にパラメータMi

を推定する．次に，(II) 2つのアクティビティ x̄i，x̄j の間

に競合関係が存在すると仮定し，係数を推定する．具体的

には，各アクティビティ x̄i に対し，コスト関数（式 (4)）

を最小化するような競合相手 x̄j を発見する．

GlobalFit は 2 つ の 基 本 的 な ア イ デ ィ ア：

(1) TetraFit，(2) SubsetCollection から構成さ

れる．

(1) TETRAFIT．与えられたグローバルなシーケンスXに

対し，基本的なパラメータ B，Cを最適化すると同時に，

季節パターン S，外れ値 Dを取り除く過程を考える．一

般に，これらのモデル成分は，非常に多くのパラメータか

*8 Bi = {pi, ri, Ki}，Ci = {cij}d
j=1，Si = {si(t)}np

t=1，Di =
{δi(t)}n

t=1
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Algorithm 2 GlobalFit(X )
1: Input: Tensor X (d × m × n)

2: Output: Global-level parameters M = {B,C,S,D};
3: Compute average volumes X (d × n), i.e., X = {x̄i}d

i=1

4: Initialize parameter set M

5: /* (I) Estimate individual parameters */

6: for i = 1 : d do

7: Mi = TetraFit(i, x̄i,M); // Fitting for i using x̄i;

8: end for

9: /* (II) Estimate competition among all d activities */

10: while improving the parameters do

11: /* Select the most unfitted sequence x̄i */

12: i = arg max
1≤i′≤d

CostT (x̄i′ ;M);

13: /* Estimate parameter set M′
ij for each activity xj */

14: for j = 1 : d do

15: /* Find subset of sequences that have competition

with i, j */

16: X[i,j] = SubsetCollection({x̄i, x̄j},C);

17: M′
ij = TetraFit(i, X[i,j],M); // Fitting with

X[i,j];

18: end for

19: /* Find the best competitor xj of xi, and update Mi

*/

20: j = arg min
1≤j′≤d

CostT (X ;M′
ij′); Mi = M′

ij ;

21: end while

22: return M = {B,C,S,D};

ら構成されているため，1度にすべてのモデルパラメータ

の推定を行うことは困難となる．そこで本研究では，効果

的かつ効率的なアルゴリズムとして，TetraFitを提案す

る．TetraFitは，各アクティビティ iに対するパラメー

タ集合 (Bi,Ci,Si,Di)を独立かつ交互に繰り返し推定する

ことで，高速かつ高精度にパラメータ推定するための手法

である．Algorithm 3 は，TetraFitの詳細を示す．シー

ケンス集合X，現在のパラメータ集合M，そして，イン

デックス iが与えられたとき，提案手法はアクティビティ

iに関するパラメータのみを最適化する．ここで，レーベ

ンバーグ・マルカート（LM: Levenberg-Marquardt）法を

用いてコスト関数（式 (4)）の最適化を行った．

しかしながら，上記の手法はナイーブな方法に比べ効率

的である一方，依然として，コスト関数の計算に O(d2n)

の時間を要してしまう．式 (1)で示したとおり，提案手法

はデータ内のすべての競合関係の組合せ（{cij}d,d
i,j=1）の計

算が必要である．ここで重要な点として，競合関係行列 C

は通常スパースであり，たいていの要素はゼロ（cij = 0）

となる．このため，関連性の低いアクティビティのペア

(i, j)の要素は無視することができる．このアイディアに

基づき，新たに以下を導入する．

Algorithm 3 TetraFit(i, X, M)
1: Input: (a) Index i, (b) Sequences X , (c) Current param-

eters M

2: Output: Optimal parameters for i, Mi = {Bi,Ci,Si,

Di}
3: while improving the parameters do

4: /* (I) Base and competition parameter fitting, i.e.,

Bi,Ci */

5: {Bi,Ci} = arg min
B′

i,C
′
i

CostT (X ;B,C,S,D);

6: /* (II) Seasonal parameter fitting, i.e., Si */

7: {Si} = arg min
S′

i

CostT (X ;B,C,S,D);

8: /* (III) Find deltas, i.e., Di */

9: {Di} = arg min
D′

i

CostT (X ;B,C,S,D);

10: end while

11: return Mi = {Bi,Ci,Si,Di};

(2) SUBSETCOLLECTION．より効率的にモデル学習をす

るための手法として，SubsetCollection を提案する．

SubsetCollectionは，あるアクティビティ iに対し，相

互作用の存在する部分集合のみを抽出するための手法であ

る．具体的には，TetraFitの各ステップにおいて，アク

ティビティ iに関するモデルパラメータを推定する際，X

を用いて d個のすべてのペア (i, j)（j = 1, · · · , d）を学習

する代わりに，アクティビティ iに関係する（競合してい

る）部分集合X[i] ⊂ X のみを用いて高速にモデル推定を

行う．ここで，部分集合 X[i] は，直接的に（あるいは間

接的に）i番目のシーケンス x̄i と関連している（つまり，

cij > 0となるような）j 番目のシーケンス x̄j をまとめた

集合とする．ここで，X[i] は再帰関数 f(·)を用いて求め，
X[i] = f(x̄i)，f(x̄i) = {x̄i ∪ x̄j ∪f(x̄j)|∀jcij > 0}とする．
これにより，x̄i を始点として，cij > 0となるようなすべ

ての競合関係シーケンス x̄j の集合を発見する．なお，も

しアクティビティ iに競合相手が存在しない場合には（つ

まり ∀jcij = 0（i �= j）），X[i] = x̄i となる．部分集合X[i]

は，オリジナル全体の集合に比べ，非常に少ない数のシー

ケンスから構成されるため，この手法はTetraFitにおけ

るモデル推定の処理を飛躍的に高速化することができる．

4.2.2 LOCALFIT

続いて，各地域における活動パターンを抽出する手法であ

る LocalFitについて述べる．ここでは，与えられたテン

ソル X に対し，ローカルなパラメータM = {B , C , S , D}
を推定する．ここで，最適なMを推定するための方法につ

いて考える．最も簡単なものとしては，すべてのmの地域

に対し独立して，GlobalFitを単純適応する手法があげ

られる．この場合，各地域 lに対し個別にパラメータ推定

を行う：M = {Ml}m
l=1（ここで，Ml = {Bl,Cl,Sl,Dl}）．

しかしながら，この方法は，すべての地域において別々

c© 2017 Information Processing Society of Japan 8
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Algorithm 4 LocalFit(X ,B,C)
1: Input: Tensor X , Global parameters B,C

2: Output: Local-level parameters i.e., M = {B , C , S , D}
3: /* For each i-th activity in l-th location, xil */

4: for l = 1 : m do

5: for i = 1 : d do

6: // (I) Find subset of sequences that have competition

with i

7: X[il] = SubsetCollection(xil,C);

8: /* (II) Estimate parameters for xil */

9: Mil = TetraFit(i, X[il], {B,C});
10: end for

11: end for

12: return M = {B , C , S , D};

にすべての競合関係のペア（d× d）についてモデル推定を

行う必要がある．さらに，実データにおいては，いくつか

の地域において，データがスパースである場合が多いため，

個別のシーケンスに対する学習では適切なパラメータ推定

ができない可能性が高い．同時に，本研究において重要な

点として，グローバルなパターンに加え，各地域における

局所的な傾向や外れ値等，相対的な差異や特徴についても

自動抽出したい．たとえば，Nokia vs. Nexusのような競

合関係において，世界的なトレンドと比較し，各地域がど

のくらい異なるかを確認したい．このとき，各国のパター

ンを個別に独立に学習してしまうのではなく，全体と比較

したうえでの相対的なトレンドを自動的に発見したい．

そこで本研究では，より重要なパターン発見を行うため，

m個の地域におけるグローバルな競合関係を共有化するこ

とによって，モデル学習を行う．

具体的な方法として，もしmカ所の全地域において，2

つのアクティビティ i と j の間にローカルな競合関係が

ない場合には，グローバルな競合関係もないものと見な

す．つまり，グローバルな競合関係行列C が与えられたと

き，競合関係の存在しないペア i，j（∀i, j, cij = 0）に対し

ては，ローカルな競合関係の係数を計算する必要がなく，

cij > 0の場合にのみ係数を計算すればよい．Algorithm 4

は LocalFitの処理の流れを示す．各アクティビティ iの

l番目の地域において，LocalFitは最適なモデルパラメー

タMil を推定する．ここで効率的なモデル学習のために，

SubsetCollection，TetraFitを用いる．

4.2.3 AUTOCOMPRESS

テンソルX と密なパラメータ集合 {B,C, B , C , S , D}が
与えられたとき，本研究の最終目標は，X を要約，表現す
るモデルパラメータM′ を自動抽出することである．大規

模なテンソル X の中から，冗長なパターンを除去しながら
も，重要なトレンドをすべて発見したい．ここでの課題は，

(a)最適な季節性パターン（S）をどのように発見するか，

そして (b)季節性パターンの最適な個数 k，および，それぞ

れのテンソルの中の非ゼロ要素の最適な個数（|B ′|，|C ′|，
|W ′|，|D ′|）をどのようにして推定するか，の 2点である．

第 1の課題については，図 2 (b)において示したように，

季節テンソル S は長さ np のシーケンスが d ×m個の集合

で構成され，各シーケンスが，i番目のアクティビティ，l番

目の地域における周期パターンを（Kindleのアメリカ合衆

国における 12月のクリスマスセール等）を表現している．

しかしながら，この季節テンソル S はこのままでは冗長で
あり，複数のアクティビティ，複数の地域における共通のパ

ターンを表現することができない．そこで本研究では，与

えられた季節テンソル S の中から最適な季節パターン Sを

発見する手法を考える．具体的には，式 (3)において示した

ように，元の季節テンソル S に対し，k 個の独立な成分から

構成される長さ npのシーケンス集合 S（k × npのサイズ）

を抽出する．ここでは，復元エラー（S � S ·W ′）が最小と

なるような k個の独立な成分を抽出する．本研究では，独

立成分分析（ICA: independent component analysis）[10]

を用いた情報抽出手法を行う．ICAは，主成分分析（PCA:

principal component analysis）[12]とは異なり，ガウス性

を持たないシーケンスに対し，統計的に独立な成分を k個

発見することができる．

続いて第 2の課題については，適切な個数 kの季節性パ

ターンを自動的に推定する手法が必要となる．さらに，各

テンソルについても，非ゼロ要素の最適な個数も推定しな

くてはならない．そこで本研究では，式 (4)に示したコス

ト関数を用いて，適切な数 kを推定すると同時に，各テン

ソルをできる限り圧縮しスパースにする手法を提案する．

たとえば，もし C ′ に含まれる要素 cijl が非常に小さく無

視できる値だった場合には，コスト関数に基づき，値をゼ

ロ（cijl = 0）にすることができる．

Algorithm 5 は AutoCompressの処理の流れを示す．

アルゴリズムは，まず式 (3)に基づき B ′，C ′ を計算する．

次に，ICAを用いて k = 1, 2, · · · 個の季節性パターン S と

季節テンソルW ′ に分解（Decompose）し，コスト関数

（式 (4)）に基づきパラメータ集合を圧縮（Sparse）する．

その後，最適な季節性パターンの個数 kをコスト関数に基

づき決定する．同様に，その他の各テンソル B ′，C ′，D ′

についても，コスト関数に基づき圧縮（Sparse）される．

5. 評価実験

本論文では CompCube の有効性を検証するため，実

データを用いた実験を行った．具体的には，本章では以下

の項目について検証する．

Q1 実データの特徴抽出に関する提案手法の有効性

Q2 提案アルゴリズムの精度の検証

Q3 パターン抽出に対する計算時間の検証

c© 2017 Information Processing Society of Japan 9
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Algorithm 5 AutoCompress(X ,B,C, B , C , S , D)
1: Input: Tensor X , Dense parameters B,C, B , C , S , D
2: Output: Compressed parameters i.e., {B ′, C ′,S, W ′, D ′}
3: B ′ = log(B/B); C ′ = log(C/C); // Compute B ′, C ′;

4: k = 1; // Find k seasonal components (k = 1, 2, · · · );
5: while improving the cost do

6: {S, W ′} = Decompose(S , k);

{S, W ′} = Sparse(S, W ′);

7: Costk = CostT (X ;S, W ′, k);

8: if Costk < Costbest then

9: /* Update best candidate set */

10: Costbest = Costk, kbest = k;

{Sbest, W ′
best} = {S, W ′}

11: end if

12: k + +;

13: end while

14: {S, W ′} = {Sbest, W ′
best}

15: /* Compress parameters */

16: {B ′, C ′, D ′} = Sparse(B ′, C ′, D ′);

17: return M′ = {B ′, C ′,S, W ′, D ′};

5.1 Q1：提案手法の有効性

本節では，大規模オンライン活動データに対するComp-

Cubeの情報抽出の効果を検証する．本論文では，Google-

Trends における次の 8つのドメインに関連するキーワード

（アクティビティ）集合に対し解析を行った：(#1 ) Prod-

ucts，(#2 ) News sources，(#3 ) Beer，(#4 ) Cocktails，

(#5 ) Car companies，(#6 ) Social media sites，(#7 ) Fi-

nancial companies，(#8 ) Software．各ドメインに対し，

主要なキーワード上位 d = 10件を選び，m = 236カ所の

地域（国）に対する 2004年から 2015年にかけての週ごと

のクエリ検索数を用いた．ここで，各シーケンスは，上限

が 1.0になるよう正規化処理を行っている．

図 3 は，CompCube を用いた特徴自動抽出の様子を

示している．与えられた 8 種類のドメインにおける長期

的なオンライン活動データに対し，(B)asics：成長パター

ン，(C)ompetition：異なるアクティビティ間の競合によ

る減衰パターン，(S)easonality：周期的な活動パターン，

(D)eltas：突発的なスパイク（図中赤丸のイベント等）の 4

つの重要な特徴を適切に表現している．以下では，Comp-

Cubeによるパターン抽出結果例を 4つの特徴に分類して

順に紹介する．

(B)asics．図 3 (a)は，8種類のドメインから生成された各

データセットに対する提案手法の学習結果を示している．

オリジナルデータは薄色の線，提案モデルによる推定値は

濃色の線でそれぞれ示している．CompCubeは，各デー

タセットに対し，指数的な成長パターンや長期的な時間発

展を正確に表現している．たとえば，図 3 (a)に示すとお

り，(#1 ) Products は，iPhoneや Nexusをはじめとする

多くのキーワードが，2004年から 2012年にかけて飛躍的

な成長をとげているが，一方で Nokia，iPodは異なる傾向

を示している．これは，おそらく Android関連の製品が出

現したことが要因であると考えられる．

(C)ompetition．CompCubeは複数のキーワード間の潜

在的な競合関係を自動的に発見することができる．図 3 (b)

は，各データセットにおける潜在的な競合関係の例を示

している．より具体的には，提案手法によって自動抽出さ

れた C = {cij}d,d
i,j のうち，高い値を持つペアを示してい

る．たとえば，(#1 ) Products において，Kindle，Nokia，

Nexusの間に隠れた相互作用が含まれていることを検出し

た．さらに，1 章においてすでに述べたとおり，提案手法

はその地域（国）特有の局所的な競合関係の強さも表現す

ることができる．図 1 (a)は，提案手法で抽出した各地域

におけるKindleとNexusの間の競合関係の強さ C ′を示し

ており，赤色の地域（United States（US），Canada（CA）

等）は強い競合関係，緑色の地域（Brazil（BR），China

（CN），Japan（JP）等）は弱い競合関係を示している．

同様に，図 4 (a-i)，(a-ii)は，(#3 ) Beer におけるModelo

と Corona の間の地域別競合関係を示している．Modelo

と Coronaは Grupo Modelo社が製造する著名なメキシコ

ビールである．図を見ると，Coronaが長期的に成長して

いる一方，Modeloはユーザの興味が減少しており，特に，

Mexico（MX）や Brazil（BR）においてこの傾向が顕著で

ある．しかしながら，Guatemala（GT），Chile（CL）等

の地域においては異なる傾向が見られた．

図 4 (b-i)，(b-ii) は (#8 ) Software における HTML と

HTML5の間の地域別の競合関係を示している．他のドメ

インとは異なり，これらのキーワード間には，局所的なト

レンドやパターンは見られず，各地域が同様の振舞いをし

ている．たとえば，どの地域においても，HTML5のアク

ティビティ上昇と同時に HTMLの検索数が減少傾向にあ

ることが分かる．

(S)easonality．図 3 (a)に示すように，CompCubeは，

すべてのデータセットにおいて，年周期のパターンを柔軟

にとらえている．たとえば，(#1 ) Products，(#3 ) Beer，

(#8 ) Softwareにおいては，クリスマスや夏休み等，様々な

季節性イベントのパターンが発見されている一方で，(#2 )

News sources には明確な季節性が存在しないことが分かっ

た．地域別の季節性イベントに関しては，図 1 (c)におい

て，4つの代表的なキーワードに対する各地域の季節性を

示している．具体的には，上段が抽出された季節性パター

ン S，下段が各地域における季節性の強さW ′ を示してい

る．図に示すように，クリスマスや新年等の広域で見られ

るパターンから，旧正月のような局所イベントも自動的に

発見することができた．

図 4 (a-iii)は，Coorsにおける各地域の季節性パターン
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図 3 8 種類のオンライン活動データ（d = 10）に対する CompCube の学習結果

Fig. 3 Fitting results of CompCube for eight datasets (here, d = 10 for each dataset).

を示している．Coorsはアメリカ合衆国コロラド州に拠点

を置くビールの銘柄である．毎年，US，Canada（CA）に

おいて，ビールの季節である夏を中心に Coorsの人気が上

昇していることが分かる．
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図 4 (#3 ) Beer，(#8 ) Software に対する CompCube のローカルパターンの出力例

Fig. 4 Discovery of local patterns for (#3 ) Beer and (#8 ) Software.

図 4 (b-iii)は (#8 ) Software における主要な季節パター

ンとして，新年休みを示している．下図は，XMLにおける

新年イベントの各地域の強さを示す．図に示すとおり，プ

ログラマやエンジニアは，休暇中にこれらのキーワード検

索をしていないことが分かる．この傾向は，Javaや SQL

においても見られた．

(D)eltas．図 5 は，世界的なイベントの地域別傾向を示し

ている．具体的には，(a) CNNにおける 2008年のアメリ

カ大統領選挙のニュース，(b) 2009年 7月 10日の Nikola

Teslaの誕生日に関するGoogle Doodleを示す（図 3 (#2 )

News sources，(#5 ) Car companiesにおいて赤丸で表示）．

図 5 では，各イベントに対し，地域ごとの影響力の強さ

D ′を示している．濃色であれば強いスパイクを持ち，灰色

であればその地域にはイベントの影響がないことを意味す

る．図 5 (a)は，各国においてアメリカ合衆国関連の政治

ニュースがどのくらい注目されているかが分かる．ここで

は，US，Canada，Europe，South Africa，Japan，Korea

等，英語圏の地域や政治的，経済的に強い関わりのある国が

強い関心を示していることが分かる．同様にして，図 5 (b)

は，歴史上最も重要な発明家の 1人である Nikola Teslaに

対し，技術立国（US，Canada，India，Brazil等）におい

て強い関心が集まっている．

5.2 Q2：提案手法の精度

次に，CompCubeの学習精度を検証するため，以下の

技術との比較を行った．(a) PLiF [16]：時系列シーケンス

のための線形動的システム，(b) FUNNEL [25]：疫病デー

タのための非線形モデリング，(c) LVC [26]：ロトカ・ボル

図 5 CompCube における外部イベント（(D)eltas）抽出例

Fig. 5 CompCube automatically detects world-wide events.

図 6 CompCube と既存手法の精度比較（RMSE）

Fig. 6 Average fitting error (RMSE) between original and

fitted volumes.

テラの競争モデル，(d) EcoWeb [21]：単一地域における

オンライン活動の競争モデル．図 6 は 8つのデータセット

（#1–#8）におけるオリジナルデータと推定値との二乗平

均誤差（RMSE: root mean square error）を示している．

より低い値はより良い学習精度を示す．図に示すとおり，

提案手法は高い精度を実現している一方で，(a) PLiFは

線形モデルであり，非線形的な時間発展を表現できない．
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図 7 CompCube の計算コスト

Fig. 7 Wall clock time vs. dataset size, i.e., (a) activity d,

(b) location m, (c) duration n.

(b) FUNNELは非線形的な成長パターンや外部ショック

によるスパイクを表現するが，異なるシーケンス間の競合

関係をとらえることができない．(c) LVCは，異なるキー

ワード間の競合関係を表現できるが，季節性パターンを抽

出できず，(d) EcoWebは，競合関係と季節性パターンは

表現できるが，外れ値や各地域における局所的な傾向を発

見できない．図に示すとおり，既存手法と比較し，提案手

法は高い精度でのデータの学習に成功した．

5.3 Q3：提案手法の学習時間

最後に，CompCube の計算時間を検証する．図 7 は

データのサイズを変化させたうえでの提案手法の計算時

間を示している．ここでは，それぞれ，(a) アクティビ

ティの総数 d，(b) 地域の総数 m，(c) シーケンスの長さ

n（年単位）を変化させている．左図は linear-log，右図は

linear-linearのスケールで示している．PLiFについては，

k = 5個の隠れ値を設定し，iter = 20とし，入力テンソル

を d×m個のシーケンス集合として扱った．図に示すとお

り，CompCubeはデータの入力に対し線形の計算時間で

重要なパターンを発見することができる．結論として，提

案手法は計算コストと学習精度の両面において，既存手法

と比較し大幅な能力の向上を達成した．

6. ディスカッション

前章で述べたように，CompCubeは様々なドメインにお

けるオンライン活動データを多方面から柔軟に表現，解析

することができる．そこで本章では，本研究の最も重要な

図 8 (#1 ) Products における CompCube の将来予測の例

Fig. 8 Forecasting power of CompCube for (#1 ) Products.

図 9 CompCube による将来予測の精度

Fig. 9 Forecasting error of CompCube.

アプリケーションとして，オンライン活動分析に基づく将

来イベント予測について紹介する．ここでは，CompCube

の予測能力について，以下の既存の予測技術と比較を行

う：(a) FUNNEL [25]，(b) SARIMA+，(c) TBATS [17]，

(d) PLiF [16]（k = 5），(e) AR．ここで，SARIMA+につ

いて周期性を CompCubeと同様の np = 52とした．パラ

メータの数は AICを用いて決定した．TBATSについて

も同様に np = 52とし，ARの係数を p = 5とした．図 8

は，(#1 ) Products における CompCubeの将来予測の例

を示している．本実験では，データセット全体の 2/3の長

さ（2004年～2010年，図中灰色線）を用いてモデルの学習

を行い，その後の 1/3の期間（2011年～，図中色線）につ

いて予測を行った．2 章で議論したように，SARIMA+，

TBATS，PLiF，AR は線形モデルに基づく予測技術で

あるため，非線形性を有する時系列パターンの表現には

不十分であり，予測結果が発散している様子が見られる．

FUNNELは，非線形モデルに基づく予測手法であり，単

純な周期性なら表現できるが，その一方で，複数のシーケ

ンス間の相互関係が表現できないため，長期的な成長，減

衰パターンが予測できない．

図 9 は，主要な地域（国）における予測精度の比較とし

てオリジナルデータと予測値の間の誤差（RMSE）を示し

ている．低い値はより良い予測精度を意味する．図のとお

り，提案手法による予測は，すべてのデータセットにおい

て高い予測精度を有していることが分かる．
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7. むすび

本論文では，大規模オンライン活動データのための特徴

自動抽出手法としてCompCubeについて述べた．Comp-

Cubeは，大規模なオンライン活動データの中から，競合

関係，地域性，季節性や外れ値等の重要なパターンを自

動的に抽出し，長期的な将来予測の能力を有する．様々

なドメインのオンライン活動データを用いて実験を行い，

CompCubeが最新の解析手法と比べてより高い精度と性

能を持つことを示した．今後の課題として，多種多様なオ

ンラインアクティビティの間のより複雑な推移パターンの

学習と予測を行うための手法として，捕食，共生関係や食

物連鎖をはじめとする高度な相互作用を持つ現象のモデル

化について検討していく予定である．
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