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共同利用施設における実験終了後の研究成果数予測

神辺 圭一1,a) 諏訪 博彦2 篠田 孝祐3 栗原 聡3

概要：大型放射光施設“SPring-8”は，国内外の産官学に開かれた共同利用施設であり，幅広い分野の研
究開発に利用されている．本施設のリソースには限りがあることから，成果に基づいた施設運用が求めら
れる．そのため，成果が増加・減少する研究領域の把握は，施設運用の方向性を考えるために重要である．
研究成果は論文として公表されるケースが大半であるが，論文化には実験後 2，3年を要する場合が多く，
即時的な把握は困難という問題がある．そこで本稿では，研究施設の運営支援に活用することを目的に，
実験期終了後 3年経過時点の成果公開状況を事前に予測するモデルを構築した．その結果，相関係数 0.937

で予測できることを確認した．
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1. はじめに
国費を投入して整備・運用される共同利用施設は，利用

者による利用研究成果を最大化し，学術の進歩と社会経済
の発展に寄与する責務がある．そのため，限られた予算と
人的リソースの中で，施設側のサービスを最適化すること
が肝要であり，これまでの利用実績を元に今後成長が期待
される研究領域（分野・手法）を予測することは，実験設
備の更新を伴う将来計画の策定といった施設運用の方向性
を考えるためにも重要である．だが，共同利用施設の研究
成果である論文が公表されるまでには，実験終了から年単
位の時間を要することが多いため，施設内の特定の実験設
備を利用して発表された研究成果が今後どの程度増加また
は減少するかを，即時的に把握することは困難である．そ
こで本稿では，国内外の産学官の研究者等に開かれた共同
利用施設である SPring-8（スプリングエイト）*1の利用統
計データに対して機械学習を適用し，将来の公表論文数を
予測するモデルを構築することを目的とする．本モデルを
利用することで，実験終了から一定期間経過後の公表論文
数を事前に予測することが可能となり，今後発展が期待さ
れる研究領域のトレンド把握や計画から実施まで時間を要
する設備の拡充を進める際の需要予測データとして活用さ
れることが期待される．
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2. SPring-8の概要
SPring-8は，兵庫県南西部の播磨科学公園都市に建設さ

れ，1997年 10月に供用を開始した大型放射光施設である．
国内外の産学官の研究者に広く開かれた共同利用施設とし
て，物質科学・地球科学・生命科学・環境科学・産業利用
等の幅広い分野の研究開発に活用され，年間のべ約 1万 5

千人が来所し，2千件以上の実験すなわち利用研究課題 (以
下，課題）が実施されている．
SPring-8には，“ビームライン”*2と呼ばれる特性の異な

る実験設備が複数設置されている．研究者は，専用のポー
タルサイト*3でユーザー登録を行い，Webベースの課題申
請書に研究の目的，手法，分野，希望利用時間，用途に応
じた利用希望ビームライン等の情報を記入し，提出する．
その後，科学・技術・安全上の観点から審査を受け，採択
されると利用が可能となる．採択率は応募時期やビームラ
インによって異なるが，約 6割である．施設側は，毎年 5・
6月，11・12月にかけて課題の公募を行っており，概ね 10

月～2月頃，4～7月頃に実験時間（ビームタイム）を提供
している．また，夏期の長期点検期間を境に前期（A期）・
後期（B期）の 2つに運転サイクルが分かれているため，
「2011B」「2013A」のように「年＋期番号」で実施期を識
別している．なお，運転期間中は 24時間稼働であり，研
究者は “シフト”単位（1シフト＝ 8時間）で実験を行っ
ている．

*2 http://www.spring8.or.jp/ja/about us/whats sp8/facilities/bl/
*3 https://user.spring8.or.jp/
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SPring-8で実施される実験において，利用料を免除され
る課題（成果非専有課題）*4は全体の 8割近くを占めるが，
これらの課題を実施した研究者は，期終了後 3年以内に「成
果公開認定要件を満たす研究成果」（以下，認定成果）*5を
公表し，ポータルサイトの成果データベースに発表媒体等
の情報を登録する義務を負う．また，「成果公開の促進に
関する選定委員会からの提言」[1]に基づき，2011B期か
ら，期終了後 3年以内に正当な理由なく認定成果を登録し
なかった研究者に対し，新たな課題申請書の受け付けを行
わない措置が開始された．そのため，過去に実施された課
題の成果登録状況を定期的に確認し，期日内の成果登録を
促す取り組みを行うことは，施設側の重要なミッションで
あるといえる．そこで本稿では，期終了後 3年経過時点の
認定成果の登録件数の予測を，課題申請数や研究分野・手
法のカテゴリー，課題申請者の所属分類といった説明変数
を特徴量とした機械学習モデルにより行う．これにより，
例えば成果登録数の減少が予測されるビームラインに対し
て成果登録の推進策を事前に促したり，中長期的な整備投
資の判断資料としても用いることが可能となる．
SPring-8では，各課題の責任者を「実験責任者」と定義

し，実験責任者及び共同で実験を行う研究者の総称を「ユー
ザー」と呼ぶため，本稿でもこれらの呼称を使用する．

3. 先行研究
論文発表から特定年経過後の引用論文数を予測する先行

研究として，イギリスの医学誌 BMJのデータベースに登
録された論文にについて発表から 2 年後の引用論文数を
予測した Lokker ら [2]の回帰モデル分析や，MEDLINE

データベースの登録論文に対し機械学習アルゴリズムの
ひとつである SVMを用いて 10年後の被引用論文が閾値
以上になるかを予測した Lowrenceら [3]の研究，Web Of

Knowledgeの書誌情報及び著者情報を元に SVMの回帰モ
デルである SVRを適用して 3年後の被引用論文数を予測
した Matsuiら [4]の研究がある．
これらの先行研究では，被引用論文の予測モデルに関す

る提案は行われてきたものの，共同利用施設における一定
期間経過後の発表論文数自体を直接予測するものはなかっ
た．そこで本稿では，SPring-8で利用して創出された認定
成果である登録論文数を機械学習モデルによって予測し，
実測値との差異を検証の上，予測精度について議論する．

4. 予測モデルの構築
4.1 提案モデルの概要
成果登録数の予測モデル構築に用いる学習データとし

*4 課題の種類については，https://user.spring8.or.jp/?p=672 参
照．なお，利用料免除課題においても，消耗品等の実費負担分は
別途請求される

*5 定義の詳細は，https://user.spring8.or.jp/?p=748 参照

て，ポータルサイトのデータベースに蓄積された各種デー
タから予測に有効と考えられる複数の統計値を特徴量とし
て抽出し，「課題情報」「研究分野・手法情報」「ユーザー
属性情報」にグループ分けした．各グループを，本稿では
“データセット”と呼ぶ．

4.2 データセットに含まれる特徴量の構成
各データセットに含まれる特徴量の構成について述べる．

4.2.1 データセットA：課題情報
施設利用を希望する研究者は，具体的な使用希望ビーム

ラインと希望シフト数を課題申請書に記入の上，課題審査
を受ける．課題申請が採択された場合は，実験で使用する
ビームラインと利用可能なシフト数が正式決定するが，施
設側が提供するビームラインが課題申請時の希望とは異な
る場合もある．また，実験装置の不具合やユーザー都合に
よる実験未実施といった事態も発生しうるため，ユーザー
が実験で使用したシフト数の合計値は，各期終了時点で初
めて確定する．
予測モデルで使用する 1つめの特徴量群として，課題申

請数・希望シフト数並びに課題終了後の実施数（キャンセ
ルされた課題を除いた件数）・実施シフト数の合計値を期・
ビームライン単位で集計し，用いた．
4.2.2 データセット B：研究分野・手法情報
SPring-8で実施される課題は，研究分野・手法ともに多

岐にわたる．そのため課題審査は，課題申請書に記載され
た希望審査分野に基づき，グループ分けした上で行われる．
認定成果の公開（研究成果の論文化）に必要な平均期間や
一課題あたりの平均成果登録数は研究分野・手法毎に傾向
が異なるため，これらを特徴量群に用いた．なお，研究分
野・手法及び希望審査分野は，課題申請書内に選択肢（大
分類・小分類）が用意されており，申請者はいずれかのカ
テゴリーを選択する必要がある*6．本稿では，このうち大
分類のみを特徴量に使用した．
4.2.3 データセット C：ユーザー属性情報
課題申請書の申請を行った実験責任者の所属分類や実験

のために SPring-8に来所したユーザーののべ人数，初利
用者数といった，課題審査を経て採択された課題に関する
情報を特徴量に用いた．

4.3 学習アルゴリズムの検討
機械学習モデルの構築には，統計分析ソフトウェアの R

言語*7及び統合開発環境の RStudio*8を用いた．また機械
学習アルゴリズムは，用途に応じた様々な手法が提案され
ているが，本稿では集団学習アルゴリズムの 1つであるラ

*6 希望審査分野，研究分野分類，研究手法分類の一覧は，
https://user.spring8.or.jp/?p=1499 からダウンロード可能な
課題申請書下書きファイルに記載されている

*7 https://www.r-project.org
*8 https://www.rstudio.com
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ンダムフォレスト [5]を成果登録数の予測に用いた．ラン
ダムフォレストは，学習・評価速度が速く，説明変数の重
要度（寄与度）が算出可能といった特徴がある．そこで，
同一データセットから重回帰分析とランダムフォレストに
よるモデルをそれぞれ構築し，予測精度の比較を行った．

4.4 特徴量群の絞り込みとチューニング
続いて，モデルの予測精度を高めるため，データセット

の組み合わせを変えながら，予測結果がどのように改善さ
れるかを調べた．さらに，重要度が高く判定された特徴量
を組み合わせたデータセットを抽出し，モデルを再構築す
ることで，予測精度を最大化する特徴量群の絞り込みを
行った．

5. 予測モデルの評価実験
5.1 評価実験の概要
学習データには，2005B～2012B期（7年半，15期分）の

ビームライン別集計値 724件を用いた*9．
まずはじめに，アルゴリズムの違いによる予測精度の差

異を評価するため，データセットA・B・C及び全特徴量群
を連結したデータセット（A+B+C）に含まれる実績デー
タを用いてランダムフォレスト及び重回帰分析モデルを構
築し，10交差検証法*10による予測精度の評価を行った．重
回帰分析に基づくモデル式の作成においては，ステップワ
イズ法*11による変数選択を行っている．
次に，データセット A・B・C及び各データセットを連

結した特徴量群（A+B，A+C，B+C，A+B+C）におけ
る 2005B～2012B期の実績データからランダムフォレスト
による予測モデルを構築し，2013A期の成果登録数の予測
値と実測値との適合度を調べた．
SPring-8では，定期的な公募課題に加えて，年間を通じ

て都度募集を行う課題制度や，スタッフの R&D業務の一
環で行うインハウス課題等が存在するため，応募・採択課
題総数といった，ある期における利用実績データが完全に
確定するタイミングは，A期は 9月末，B期は 3月末頃と
なる．従って，本稿における A期のデータは毎年 10月 1

日早朝，B期のものは毎年 4月 1日早朝にデータベースか
ら取得したものを使用した．なお，予測対象である成果登
録数は，期終了後 3年経過時点の値であるため，2013A期
のデータが全て確定した日時は，2016年 9月末であった．

*9 SPring-8 の供用開始は 1997B 期であるが，ポータルサイトは
2005B 期から運用が始まったため，データセットも当期からと
なる

*10 データを 10 分割し，検証データを 1 グループずつ取り出してい
く．残る 9グループを学習データとするモデルを計 10回構築し，
各モデルから目的変数を予測することで，予測精度を評価する手
法である

*11 回帰式を構成する変数を組み換えながら，「モデルのよさ」の判
定基準である AIC（赤池情報量規準）を最も改善する変数を選択
する方法である

表 1 相関係数の比較
A B C A+B+C

ランダムフォレスト 0.873 0.909 0.893 0.908

重回帰分析 0.773 0.822 0.812 0.853

表 2 RMSE の比較
A B C A+B+C

ランダムフォレスト 6.424 5.595 5.964 5.565

重回帰分析 8.31 7.469 7.646 6.857

表 3 データセットの組み合わせによる相関係数と RMSE の比較
（2013A 期の成果登録数の予測）

相関係数 RMSE 特徴量数
A 0.914 6.010 15

B 0.909 6.374 28

C 0.923 5.734 13

A+B 0.935 5.349 40

A+C 0.929 5.505 25

B+C 0.930 5.497 38

A+B+C 0.934 5.309 50

5.2 ランダムフォレストと重回帰分析による予測精度の
評価

10交差検証法による予測値と実際の成果登録数との適合
度の評価には，相関係数及び RMSE（Root Mean Squared

Error）を用いた．RMSEは，次の式によって求められる
値で，0に近い値であるほど予測値と実測値との乖離が小
さいことを示す．

RMSE =

√√√√ 1

n

n∑
k=0

(yi − ŷi)

n：予測対象数，yi：実測値（成果登録数），ŷi：予測値

ランダムフォレストと重回帰分析の相関係数の比較を
表 1 に，RMSE の比較を 表 2 に示す．いずれのデータ
セットにおいても，ランダムフォレストの方が相関係数が
高く，また RMSEが小さかったことからも，成果登録数
の予測にはランダムフォレストが有効であることが確認さ
れた．よって，今後の分析にはランダムフォレストを用い
て行う．

5.3 データセット別の予測精度の比較
次に，各データセットからランダムフォレスト予測モデ

ルを構築し，2013A期の成果登録数の予測を行った．相関
係数及び RMSEの比較を表 3に示す．
表 3の結果から，データセットは単体で学習データに用

いた場合よりも複数組み合わせてモデル構築した方が，予
測精度は高くなることが確認された．だが，特徴量の中に
は予測への寄与が低いものも含まれており，これらの特徴
量が予測精度の低下の原因となることも考えられる．そこ
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で次節では，全特徴量を結合したデータセットA+B+Cか
ら特徴量の取捨選択を行い，予測精度の改善を行う．

5.4 特徴量の重要度に基づく説明変数の取捨選択と予測
精度の改善

データセット A+B+Cを学習データに用いたランダム
フォレスト予測モデルにおける特徴量の重要度（IncMSE）
を求めた．IncMSEは，各特徴量がモデルにどのぐらいの
影響があるかを，ランダムフォレストの学習に用いられな
かったデータを利用して評価した値である．モデルへの影
響度の大きい特徴量ほど，IncMSEの値は高く算出される．
各特徴量の重要度の順位を 表 4に記す．なお，表中の「種
別」は，各特徴量が前述のデータセット A，B，Cのいず
れかまたはすべてのデータセットに含まれているかを示し
ている．
さらに，特徴量を重要度（IncMSE）の高い順に並び替

え，最上位から特徴量を 1つずつ追加したデータセットを
計 50個作成し，ランダムフォレストで学習を行った．各
データセットの予測モデルにおける，2013A期の成果登録
数の予測値と実測値の適合度（相関係数，RMSE）を 図 1

に示す．
その結果，IncMSE上位 13位までの特徴量を含んだ予

測モデルが，相関係数・RMSEともに最適な値を示すこと
が分かり，14位以降の特徴量を加えた場合に予測精度が
低下することが判明した．そこで，IncMSE上位 13位ま
での特徴量を含むモデルを，本稿では「チューニングモデ
ル」と呼ぶことにする．全特徴量を用いた予測モデル（す
なわちデータセット A+B+C）における相関係数は 0.934，
RMSEは 5.309であるが，対してチューニングモデルの相
関係数は 0.937，RMSEは 5.157となり，重要度に基づく
特徴量の絞り込みによって予測精度の改善が確認された．
チューニングモデルの特徴量の構成は，前述の表 4の第 1

位から第 13位（区切り線の上）までが該当する．
チューニングモデルに基づく 2013A期の成果登録数の

予測値と実測値をビームライン毎に取得し，実測値の高い
ビームラインから並び替えたグラフを 図 2に示す．なお，
グラフ中に具体的なビームライン名は表示していない．

6. 考察
6.1 チューニングモデルで選択した特徴量に関する考察
チューニングモデルの 13個の特徴量群には，データセッ

ト A・B・Cに由来するものがそれぞれ 2個，4個，5個含
まれており，モデルの構成要素に全く用いられないデータ
セットは存在しなかった．また，全データセットに共通す
る 3個の特徴量群のうち，「実施期」「実施ビームライン」
という，予測対象の成果登録数の傾向を最も端的に象徴す
ると考えられる特徴量は構成要素に含まれていた一方で，
ビームラインの運用形態を示す「ビームライン種別」は，

表 4 特徴量の重要度の順位
※区切り線は，重要度上位 13 位までを示す

順位 特徴量名 種別
1 実施期 共通
2 実施課題件数 A

3 共用ビームライン来所のべ数 C

4 実施課題実験責任者分類［大学等教育機関］のべ数 C

5 実施ビームライン 共通
6 実施課題研究分野［物質科学・材料科学］件数 B

7 申請課題件数 A

8 実施課題研究手法［光電子分光］件数 B

9 来所初利用数 C

10 実施課題実験責任者分類［国公立研究機関等］のべ数 C

11 実施課題研究手法［X 線回折］件数 B

12 共用ビームライン初利用数 C

13 実施課題研究分野［産業利用］件数 B

14 実施課題実験責任者分類［海外］のべ数 C

15 実施課題研究分野［生命科学］件数 B

16 来所のべ数 C

17 申請課題共用ビームライン件数 A

18 実施課題研究手法［X 線・軟 X 線吸収分光］件数 B

19 専用ビームライン初利用数 C

20 申請課題共用ビームライン希望シフト数 A

21 申請課題希望シフト数 A

22 実施課題研究分野［地球・惑星科学］件数 B

23 実施課題研究分野［化学］件数 B

24 実施課題共用ビームライン件数 A

25 実施課題専用ビームライン件数 A

26 実施課題希望審査分野［産業利用］件数 B

27 実施課題研究手法［X 線非弾性散乱］件数 B

28 実施課題研究手法［X 線散乱］件数 B

29 実施課題実験責任者分類［産業界］のべ数 C

30 実施課題研究手法［X 線イメージング］件数 B

31 実施課題希望審査分野［散乱回折］件数 B

32 申請課題専用ビームライン件数 A

33 実施課題希望審査分野［XAFS・蛍光分析］件数 B

34 実施課題使用シフト数 A

35 申請課題専用ビームライン希望シフト数 A

36 実施課題専用ビームライン使用シフト数 A

37 実施課題共用ビームライン使用シフト数 A

38 実施課題希望審査分野［生命科学］件数 B

39 実施課題研究分野［ビームライン技術］件数 B

40 実施課題研究手法［特殊環境実験］件数 B

41 実施課題研究手法［その他］件数 B

42 実施課題研究分野［その他］件数 B

43 実施課題希望審査分野［分光］件数 B

44 実施課題研究分野［環境科学］件数 B

45 実施課題研究分野［医学応用］件数 B

46 実施課題研究手法［X 線光学］件数 B

47 共用ビームライン来所のべ数 C

48 実施課題研究手法［X 線磁気散乱］件数 B

49 ビームライン種別 共通
50 実施課題研究分野［素粒子・原子核科学］件数 B
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図 1 重要度（IncMSE）の高い順に特徴量を 1つずつ加えて作成した計 50個のデータセット
のランダムフォレスト予測モデルに基づく，2013A 期の予測値・成果登録数の適合度の
推移（上図：相関係数，下図：RMSE）
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図 2 2013A 期の成果登録数の予測値と実測値
※ Y 軸方向の点線は，予測値と実測値が最も乖離したビームラインを示す

重要度が低く判定され，チューニングモデルには用いられ
なかった．これは，「ビームライン種別」は「ビームライ
ン」毎に一意に決まり，同一ビームライン内や実施期毎に
変遷するパラメータではないため，「実施ビームライン」の

特徴量で代替できたものと推測される．
データセット別に着目すると，データセット Aに基づ

くものとして，「実施課題件数」「申請課題件数」がチュー
ニングモデルの特徴量群に含まれていた．一方，シフト数
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（実験時間）の累計値等の特徴量は閾値以下となったが，こ
れは研究分野・手法毎に一課題あたりの平均シフト数は異
なるものの，成果登録数の予測の観点においては，課題数
の影響の方が相対的に強かったためと考えられる．
データセット Bからは，研究分野・手法ともに 2つの

カテゴリーがチューニングモデルの特徴量群に取り込まれ
た．モデルに用いられた研究分野である「物質科学・材料
科学」と「産業利用」，研究手法の「光電子分光」と「X線
回折」は，それぞれ対応するビームライン群が大きく分か
れており，成果登録数の傾向を表現するパラメータとして，
重要度が高く判定されたと考えられる．
データセット Cに由来する特徴量群には，当該ビーム

ラインを初めて利用したユーザーのユニーク数である「来
所初利用数」に加え，「共用ビームライン来所のべ数」「共
用ビームライン初来所者数」といった共用ビームラインに
限定したユーザー数の集計値が含まれていた．これは，専
用ビームラインの場合，各期のユーザー層に大きな変化が
ない一方，共用ビームラインは新規ユーザーの流入が継続
的に発生しているため，共用ビームラインの成果登録数の
傾向予測にこれらのパラメータが寄与したためと考えられ
る．また，実験責任者の所属分類として，「大学等教育機
関」「国公立等研究機関等」ののべ人数が特徴量として用い
られているが，これは「産業界」のユーザー層よりも当該
ユーザー層の方が，論文等による成果公表を行う意識が相
対的に高いため，結果として成果登録数の予測パラメータ
としての重要度が高くなったと推測される．

6.2 予測値と実測値の乖離に関する考察
2013A期の成果登録数の予測値と実測値は，最大で 17.24

の差異が生じた．図 2の Y軸方向に点線を引いた部分（成
果登録数第 40位のビームライン）が該当箇所にあたり，予
測値 24.24に対し，実測値は 7であった．当該ビームライ
ンの現場の担当者に，2013A期の成果登録数の落ち込みに
ついて確認したところ，当該期は機器の不調により採択課
題数が通常よりも少なくなってしまったこと，また実施さ
れた課題についても当初の予定通りに測定できなかったと
いった事実が判明した．従って，当該ビームラインにおけ
る予測値と実測値との乖離は，本稿のモデルに含まれてい
ない要因による影響が大きかったものと考えられる．

7. 結論
本稿では，大型放射光施設 SPring-8で実施された成果

非専有課題に対する期終了後 3年経過時点の成果登録数を
ビームライン単位で予測するモデルを構築した．予測モデ
ルのアルゴリズムにはランダムフォレストを使用し，学習
データについては「課題情報」「研究分野・手法情報」「ユー
ザー属性情報」に関する特徴量を用いた．各特徴量群に対
し予測精度が高くなる組み合わせを検証した結果，複数の

データセットを結合した学習モデルの方が単体のデータ
セットよりも良好な値を示した．
さらに，ランダムフォレストの計算過程で算出される特

徴量の重要度（IncMSE）の高いものから特徴量を 1つずつ
足し合わせたデータセットを用意し，それぞれの学習デー
タに対してモデルを作成の上，予測精度の評価を行った．
その結果，重要度上位 13位までの特徴量を足し合わせた学
習モデルの相関係数が最も高く，RMSEは最小となった．
当該モデルを，本稿では「チューニングモデル」と位置付
けている．
また，チューニングモデルに対して，予測値と実測値と

の乖離が大きいビームラインの状況を確認したところ，予
測対象期においては「機器不調による実施課題数及び成果
登録数の減少」といった，本稿の特徴量には含まれていな
い要素が影響していたことが判明した．ビームライン毎の
運転時間や機器の稼働状況といった，予測精度のさらなる
向上に寄与しうる特徴量の組み込みと評価については今後
の課題である．
成果登録数は，研究分野・手法によって差はあるものの，

実施課題数の母数が多いほど増加する傾向にある．実施課
題数は，ビームラインの特性や研究分野，競争倍率，実験
に供出できる時間等の複合的な要素によって決まるため，
数の大小によってビームラインのアクティビティを単純に
評価することはできず，また成果登録数についても同様で
ある．研究領域の盛衰を映し出すビームラインの成果創出
効果を総合的に評価するには，実施課題に対する成果登録
数すなわち成果登録率や，登録論文自体のインパクト，被
引用数といった複数の指標が必要となる．ビームラインの
将来計画に寄与する指標として，次は成果登録率の予測を
行い，成果登録数との関係について分析を進めたい．

参考文献
[1] 高 輝 度 光 科 学 研 究 セ ン タ ー：成 果 公 開

の 促 進 に 関 す る 選 定 委 員 会 か ら の 提 言 ，
入 手 先 ⟨https://user.spring8.or.jp/ui/wp-
content/uploads/recommendation 20101027.pdf⟩
(2017.06.23).

[2] Lokker, C., McKibbon, K. A., McKinlay, R. J., Wilczyn-
ski, N. L. and Haynes, R. B.: Prediction of citation
counts for clinical articles at two years using data avail-
able within three weeks of publication: retrospective co-
hort study, Bmj, 336, pp. 655-657 (2008).

[3] Lawrence D. F. and Aliferis, C. F.: Using content- based
and bibleo-metric features for machine learning models
to predict citation counts in the biomedical literature,
Scientometrics, 85(1), pp. 257-270 (2010).

[4] Matsui, T., Kanamori K. and Ohwada H.: Predicting
Future Citation Count Using Bibliographic and Author
Information of Articles, International Journal of Ma-
chine Learning and Computing, 4(2), pp.139-141 (2014).

[5] Breiman, L.: Random forests, Machine learning, 45(1),
pp.5-32 (2001).

c⃝ 2017 Information Processing Society of Japan 6

Vol.2017-MPS-115 No.3
2017/9/25



情報処理学会研究報告 
IPSJ SIG Technical Report 
 

ⓒ2017 Information Processing Society of Japan 
 

正誤表 

下記の箇所に誤りがございました．お詫びして訂正いたします． 

訂正箇所 誤 正 

2ページ  
3章  論文にについて  論文について 

3ページ  
5.2節の式 

  
4ページ表 4
の第 3位 共用ビームライン来所のべ数 

実施課題実験責任者分類［大学等教育機

関］のべ数 

4ページ表 4
の第 4位 

実施課題実験責任者分類［大学等教育

機関］のべ数 
来所のべ数 

4ページ表 4
の第 9位 来所初利用数 

実施課題実験責任者分類［国公立研究機

関等］のべ数 

4ページ表 4
の第 10位 

実施課題実験責任者分類［国公立研究

機関等］のべ数 
共用ビームライン来所のべ数 

4ページ表 4
の第 12位 共用ビームライン初利用数 

実施課題実験責任者分類［産業界］のべ

数 

4ページ表 4
の第 14位 

実施課題実験責任者分類［海外］のべ

数 
来所初利用数 

4ページ表 4
の第 16位 来所のべ数 共用ビームライン初利用数 

4ページ表 4
の第 19位 専用ビームライン初利用数 実施課題実験責任者分類［海外］のべ数

4ページ表 4
の第 29位 

実施課題実験責任者分類［産業界］の

べ数 
専用ビームライン来所のべ数 

4ページ表 4
の第 47位 共用ビームライン来所のべ数 専用ビームライン初利用数 

6ページ 6.1
節 

データセットCに由来する特徴量群に

は，当該ビームラインを初めて利用し

たユーザーのユニーク数である「来所

初利用数」に加え，「共用ビームライ

ン来所のべ数」「共用ビームライン初

来所者数」といった共用ビームライン

に限定したユーザー数の集計値が含ま

れていた．これは，専用ビームライン

データセット Cに由来する特徴量群に
は，当該ビームラインを利用したユーザ

ーののべ数である「来所のべ数」に加え，

「共用ビームライン来所のべ数」という

共用ビームラインに限定したユーザー

数の集計値が含まれていた．これは，専

用ビームラインの場合，各期のユーザー

層に大きな変化がない一方，共用ビー 
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の場合，各期のユーザー層に大きな変

化がない一方，共用ビームラインは新

規ユーザーの流入が継続的に発生して

いるため，共用ビームラインの成果登

録数の傾向予測にこれらのパラメータ

が寄与したためと考えられる．また，

実験責任者の所属分類として，「大学

等教育機関」「国公立等研究機関等」

ののべ人数が特徴量として用いられて

いるが，これは「産業界」のユーザー

層よりも当該ユーザー層の方が，論文

等による成果公表を行う意識が相対的

に高いため，結果として成果登録数の

予測パラメータとしての重要度が高く

なったと推測される． 

ムラインはユーザーの流入・流出が継

続的に発生しているため利用者数に変

動があり，共用ビームラインの成果登

録数の傾向予測に本パラメータが寄与

したためと考えられる．また，「大学

等教育機関」「国公立等研究機関等」

「産業界」といった実験責任者の所属

分類に関する特徴量が複数含まれてい

たが，これは大学・研究機関と産業界

のユーザーでは前者の方が論文による

成果公表への意欲が相対的に高いた

め，成果登録数の予測パラメータにこ

れらの集計値が影響したものと推測さ

れる． 


