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GPU上のMapReduceによる大規模データの処理における
ソートアルゴリズムの影響と評価

柳本 晟熙1,a) 欅 惇志1,b) 宮崎 純1,c)

概要：本研究では, GPU上で実装された並列分散処理のフレームワークである MapReduceを用いて, 大
規模なデータに対して処理を行う場合について, 使用するソートアルゴリズムの違いによる計算時間のコ
ストモデルとその評価を行う. 一般に, GPUを用いて大規模なデータに対してある処理を行う場合, 可能
な限り大きなデータに分割して GPUのメモリに転送し, 処理を行うことが計算時間の観点から望ましいと
されている. 本研究では, バイトニックソートとマージソートの違いにより, データの分割粒度が処理時間
にどのような影響を与えるのか, 整数値のソートとウェブ上の文書から抽出された索引語に対する重み付
け計算の二種類のタスクを利用して明らかにする.

Yanagimoto Masaki1,a) Keyaki Atsushi1,b) Miyazaki Jun1,c)

1. はじめに

情報社会の発展がめまぐるしい昨今, 大量のデータを高

速に処理することが必要とされている. その方法の一つ

として, 並列分散処理が挙げられる. 並列分散処理は複数

のコンピュータ, プロセッサが互いに通信を行い並列に

動作することで, 大規模なデータに対して高速に処理を行

う手法である. 並列処理を行うための代表的なフレーム

ワークとして Googleが開発した MapRedece[3]が存在す

る. MapRedeceはデータセットをクラスタ内のノードに分

散させ, 入力データから Key/Valueペアを生成する Map

ステップと, それらのソート, グループ化を行う Shuffleス

テップ, グループごとに Key/Valueペアを集約し, 結果を

算出する Reduceステップの三つのステップに分けて並列

計算を行う. MapReduceの並列処理をクラスタ上ではな

く, マルチコア CPU上で実装した Phoenix[4]も存在する.

MapReduce で高速に処理を行うためには, データを

分散した各ノードで高速に処理することが求められる.

その解決方法の一つが, GPU を汎用計算に利用する

GPGPU (General-purpose Computing on Graphics Pro-

cessing Units)である. GPUは本来, 画像処理を目的とし

て開発されたが, その並列計算能力の高さから汎用計算に
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使用する研究がなされてきた. 現在では一般用途のマシン

にもGPUが搭載されていることが一般的であるため, 多数

のマシンにおいて GPU を用いた並列処理を行うことが可

能である. また, GPGPUの一環として, MapReduceを一

台の GPU上で行うためのフレームワークである Mars[5]

が存在する. GPUでの並列コンピューティング開発環境と

して CUDA[6]が存在するが, 計算能力を十分に引き出すた

めには GPUのアーキテクチャに精通している必要がある.

一方, Marsは GPUプログラミングの複雑さをほとんど意

識することなく扱えるように設計されているため, GPUプ

ログラミングに精通していないユーザでも容易に扱うこと

ができる.

一般に, GPUを用いて大規模なデータに対してある処理

を行う場合, 可能な限り大きなデータに分割して GPUの

メモリに転送し, 処理を行うことが計算時間の観点から望

ましいとされている [7]. 本研究では, Marsを用いて大規

模なデータを分割しながらある処理を行う場合, 使用する

ソートアルゴリズムの違いによる計算時間への影響をコス

トモデルを立て, 評価を行う. その際, データの最適な分割

粒度を明らかにする. 本研究で評価を行うタスクは, ウェ

ブ上の文書から抽出された索引語に対する重み付け計算と

整数値ソートの二種類とする. 使用するソートアルゴリズ

ムはバイトニックソートとマージソートの二種類とする.

2. 関連研究

本節では始めに, 本研究で用いる並列分散処理フレーム
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ワークである MapReduceと, それを GPU上で実装する

ためのフレームワークであるMarsについて述べる. 続い

て, 語に対する重み付け手法の一つである BM25と, Mars

を用いて語に重み付けを行う手法について述べる. また,

GPUを用いたソート手法である GPUTeraSortと, CUDA

のライブラリである moderngpuについて述べる.

2.1 MapReduce/Mars

MapReduce[3]はGoogleによって提案された並列分散処

理のためのフレームワークである. 大きなデータセットを

クラスタ内のノードに分散させ,並列処理を行うことで高速

に計算を行うことができる. MapReduceはMap, Shuffle,

Reduceステップの三つのステップで構成される. 始めに

入力データを分割し, 各ノードに分散する. Mapステップ

では, 各ノードが受け取ったデータに対して Key/Valueペ

アを生成する. 続く Shuffleステップは, ペアのKeyを元に

データをソートし, 同じ Keyを持つペアごとにノードに割

り当てる. Reduceステップでは, 各ノードで割り当てられ

たペアを集約することで最終結果を求める.

MapReduceをGPU上で実装するためのフレームワーク

として, Mars[5]が存在する. Marsを用いることで, GPU

プログラミングの複雑さをユーザーがほとんど意識するこ

となく, MapReduceを GPU上で実装することが可能であ

る. Marsにおいて, MapReduceの各ノードはGPUのコア

に相当する. データを各コアに割り当てる処理はCPUが行

い, 実際のMap, Shuffle, Reduceステップは GPUが行う.

また, GPUで処理するデータは VRAMへ格納されるが,

GPUは VRAMの動的確保を得意としていない. そこで,

各ステップを実行する前に擬似的計算を行い, 出力データ

のサイズを予め算出する工夫を施している. Marsは GPU

におけるMapReduceの実装を容易にするだけでなく, 計

算集約的演算において, マルチコア CPU上でMapReduce

を実装した Phoenix[4]よりも高速である場合が多い [5].

2.2 BM25

BM25[2]は語の重み付け手法の一つであり, 別の重み付

け手法である TF-IDF[1]と比較して精度が高いことが知ら

れている [2]. BM25による重みは式 (1)で算出される. wd,t

は文書 dにおける索引語 tの重みである. 式 (1)中の tfd,t

は文書 dにおける索引語 tの出現頻度, dft は索引語 tを含

む文書数, N は文書集合全体の文書数, dld は文書 dに含ま

れる索引語の数, avdlは文書集合全体の平均文書長である.

また, k1, bはパラメータであり,それぞれ k1 = 1.2, b = 0.75

と設定する. avdlの値はウェブ文書においては頻繁に変化

することはないと考えられるため, 既知とする. ここで, 式

(1)の第一項目を以降局所的重みと呼び, 式 (2)に示し, 式

(1)の第二項目を以降大域的重みと呼び, 式 (3)に示す.

wd,t =
(k1 + 1)tfd,t

k1((1− b) + b dld
avdl ) + tfd,t

· log N − dft + 0.5

dft + 0.5

(1)

lwd,t =
(k1 + 1)tfd,t

k1((1− b) + b dld
avdl ) + tfd,t

(2)

gwt = log
N − dft + 0.5

dft + 0.5
(3)

2.3 Marsを用いた語の重み付け手法

森谷ら [9] は, Mars を用いて効率的に BM25 による重

み付け計算を行う手法を提案した. 文書データを入力と

し, <索引語, 文書 ID, BM25による重み> を出力とする.

Mapステップでは, 文書から索引語を抽出し, 文書 IDを

付与する. Shuffleステップでは, Mapステップで作成した

Key/Valueペアを索引語, 文書 IDについてソート・グルー

プ化を行う. Reduceステップではグループごとに BM25

による重みの計算を行う.

森谷らによる Marsを用いた重み付け手法は, マルチコ

ア CPU上で重み付け計算を行った場合と比較し, 約 4-11

倍の高速化を実現した [9].

2.4 GPUTeraSort

Govindarajuら [10]による, GPU上でデータベースの莫

大なレコードをソートすることを実現した GPUTeraSort

について述べる. GPUTeraSortは CPUと GPUを協調さ

せることで高速なソートを実現している. 入力データは一

度に VRAMに格納できないため, 複数のチャンクに分割

して処理を行う. 各チャンクに対して, 下記 (1)Readerか

ら (5)Writerの五つのステージを繰り返し行う. 各ステー

ジは高速化のためにパイプライン処理で行われる.

( 1 ) Reader

チャンクを一つメインメモリに読み込む. 入力データ

はストライピングでディスクに書き込んでおくことで,

ディスク I/Oのバンド幅が向上する.

( 2 ) Key-Generator

ソートする各レコードのポインタに対応するKeyを用

意し, (Key, Record-pointer)ペアを生成する.

( 3 ) Sorter

前のステージで生成したペアをVRAMへ転送し, ソー

トを行う. ソート結果は VRAMからメインメモリに

転送される.

( 4 ) Reorder

ソート済みの (Key, Record-pointer)ペアにならい, 実

際にレコードを並べ替える. この並べ替えられたデー

タを runと呼ぶ.

( 5 ) Writer

前のステージで生成された runをディスクに書き込む.

( 6 ) runの集約

以上の五つのステージを全てのチャンクに対して実行

した結果, 複数の runがディスクに書き込まれる. こ

れらの runをマージすることで最終結果とする.

なお, GPUTeraSort のソートアルゴリズムにはバイ

トニックソートを用いている. バイトニックソートは
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データを分割してソートを行うことが可能であるた

め, GPUの得意とする並列計算と親和性が高い. また,

GPUの苦手する条件分岐を行わない点においても相

性が良い. Marsもソートアルゴリズムにバイトニッ

クソートを採用している.

GPUTeraSortの性能は, GPU の性能はもちろん, メ

インメモリのバンド幅やディスク I/O性能にも影響を

受ける. また, パイプラインの各ステージの負荷分散

を適切に行うことでスループットが向上する. ソート

対象のデータベースのサイズが極端に小さい場合を除

き, データを VRAMへ転送する時間は計算時間と比

較して相対的に小さくなる. また, チャンクサイズを

変化させることにより, 全体の計算時間も変化する.

2.5 moderngpu

moderngpu[8]は Baxterにより開発された CUDA用ラ

イブラリである. GPUTeraSortやMarsが採用しているバ

イトニックソートの計算量がO(n(log n)2)であるのに対し,

Baxterのマージソートは O(n log n)であり, バイトニック

ソートと比較して高速である. 本研究では, Mars標準のバ

イトニックソートと, Baxterのマージソートの二つのソー

トアルゴリズムの計算時間に対する影響について比較する.

3. 評価を行うタスク

本研究で評価を行う二種類のタスクについて述べる. 一

つ目は森谷らの手法を改良した BM25による重み付け計算

である. 二つ目は整数値ソートである. 始めにこれらのタ

スクについて述べ, 続いて高速化のためのパイプライン処

理とディスク I/O分散, 更に分割粒度による計算時間への

影響を把握するためのコストモデルについて述べる.

3.1 BM25による重み付け計算

GPUのメモリである VRAMのサイズに限りがあるた

め, 森谷らの手法 [9]では扱うことができる文書集合のサイ

ズが限られている. そこで, 我々の過去の研究 [11]では, 森

谷らの手法を改良することで森谷らの手法では扱うことが

できないサイズの文書集合を扱う手法を提案した. これを

提案手法と呼ぶ. 更に, 提案手法は後述のパイプライン処理

などを施すことで, 森谷らの手法の高速化も実現した [11].

提案手法では, 文書集合を複数のチャンクと呼ばれる小

さな集合に分割して計算を行う. チャンク一つあたりのサ

イズを大きくすることで, 中間結果を出力するためのディ

スク I/Oや, VRAMにデータを転送するためのオーバー

ヘッドは小さくなる. しかし, 一度に多くのデータをソー

トするため, 計算量は大きくなる. 一方, チャンクサイズを

小さくすると, オーバーヘッドは大きくなるが, ソートの計

算量は小さくなる. 特に VRAMとメインメモリ間でデー

タを転送するためのオーバーヘッドが相対的に大きくな

る. したがって, 中間結果を出力するためのディスク I/O,

VRAMへのデータ転送のオーバーヘッドとデータをソー

トする計算量にはトレードオフの関係がある. また, 提案手

法では役割の異なる二つのMapReducceタスクを提案し,

それぞれ 1st-MRと 2nd-MRとする. ここで, 提案手法の

概要を図 1に示す. 1st-MRと 2nd-MRはそれぞれ図 1内

で示されている範囲を指し, いずれも Input, MapReduce,

Outputの三つのステージから構成される. また, 図 1に示

されるような 1st-MRで中間結果を求め, 2nd-MRで最終

結果を求める構成は, 重み付け計算だけではなく後述の整

数値ソートにも適用可能である.

図 1の構成で語の重み付け計算を行う手法 [11]を述べ

る. 1st-MRは, 全てのチャンクに対して逐次的に 1回ず

つ行われる. 1st-MRの目的は, BM25による重み付け計算

に必要な統計量を算出することである. BM25の重み算出

式 (式 1)に含まれる大域的重み (式 3)を算出するために

は dft が必要となる. dft の算出には文書集合に含まれる全

ての文書を参照しなければならないが, 1st-MRはチャン

クごとに行われるためチャンクごとの dft しか算出するこ

とができない. そこで, 1st-MRではチャンクごとの dft を

算出し, それらを統合することで, 全てのチャンクに対し

て 1st-MRが完了した時に文書集合全体における dft が算

出される. また, 1st-MRでは局所的重み (式 2)の算出も行

う. 局所的重みは, 文書集合全体を参照する必要がなく, あ

る文書を参照するだけで算出可能である.

2nd-MRは, 1st-MRで算出した局所的重み, 文書集合全

体における dft を用いて最終結果である BM25による重み

付け計算を行う. なお, 2nd-MRは 1st-MRと同じ回数繰り

返し行われる.

3.2 整数値ソート

重み付け計算タスクと同様の構成 (図 1)で整数値ソート

を行う. 整数値ソートの簡略図を (図 5)に示す. 1st-MRで

はチャンク内の整数値をチャンクの数と同じ数のファイル

へ振り分ける. 全てのチャンクに対して 1st-MRが完了し

た (振り分けが完了した)後, 2nd-MRへ移行する. 2nd-MR

では, 1st-MRで作成したファイルを順番に読み込み, 含ま

れる整数値のソート行う. 各ファイルの 2nd-MRの結果を

マージすることで, ソートが完了する.

3.3 パイプライン処理

本研究では高速化のために, 前述の 1st-MRと 2nd-MR

を構成する 3ステージに対し, GPUTeraSort[10]同様パイ

プライン処理を適用する. ただし, 全てのチャンクに対し

て 1st-MRの処理が完了するまで中間結果が揃わないため,

2nd-MRを開始することはできない. また, ステージ間の

データの受け渡しは高速に行う必要があるため, メインメ

モリ内の共有領域にデータを置くこととする.
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図 2 整数値ソートタスクの概要

3.4 ディスク I/Oの分散

本研究では前述の通りパイプライン処理を行っているた

め, Inputステージと Outputステージは同時に実行され

る. この時, 1台のディスクにファイル入出力を集中的に行

うことはディスク I/Oオーバーヘッドの観点から好ましく

ない. そこで, 本研究では 2台のディスクを用いてファイ

ルの入出力を行う (図 1のディスク 1, 2). 1st-MRの Input

ステージ, すなわち文書の入力はディスク 1から行い, 同

時に行われる Outputステージ, すなわち中間ファイルの

出力はディスク 2に対して行う. 同様に 2nd-MRの Input

ステージはディスク 2から, Outputステージはディスク 1

に対して行う. こうすることにより, 1st-MR, 2nd-MR共

に 1台のディスクに対しては読み込み/書き込みのどちら

か一方のみが行われることになり, ディスク I/Oオーバー

ヘッドを小さくすることができる.

3.5 コストモデル

以上の議論から, タスクの計算時間を見積もるためのコ

ストモデルを立てる. タスクの計算時間はチャンクサイズ

cを変数とした関数 AllT ime(c)とみなすことができる. ま

た, 1st-MR, 2nd-MRどちらにおいても, Input, Outputス

テージ, Map, Reduceステップ, メインメモリ・VRAM間

のデータ転送は計算量 O(c)の処理である. Shuffleステッ

プは, マージソートを使用する場合は計算量 O(c log c), バ

イトニックソートを使用する場合は O(c(log c)2)の処理で

ある. したがって, 各ステージ・ステップの計算時間は下

記の通り表すことができると仮定する.

Input, Output ス テ ー ジ の 各 合 計 計 算 時 間

Tin(c), Tout(c)

Tin(c) =
S

c
· 1

Th
(I1c+ I2)

= I ′1 +
I ′2
c

(4)

(S は文書集合のサイズ, Th はディスクのスループット,

I1, I2, I
′
1, I

′
2 は実験から推定可能な定数)

ここで, I2は I1と比較して十分小さい値であるとみなせ

るため, I2 ≒ 0と近似する. したがって,

Tin(c) = I ′1
(5)

Tout(c)は I1, I2 の値が異なる.

Map, Reduce ス テ ッ プ の 各 合 計 計 算 時 間

Tmap(c), Trdc(c)

Tmap(c) =
S

c
· 1

CuCl
(M1c+M2)

= M ′
1 +

M ′
2

c

(6)

(Cu は CUDA コア数, Cl は GPU のベースクロック数,

M1,M2,M
′
1,M

′
2 はタスクごとに値が異なる実験から推定

可能な定数)

Trdc(c)はM1,M2 の値が異なる.

Shuffle ステップの合計計算時間 Tsfl(マージソートの

場合)
Tsfl(c) =

S

c
· 1

CuCl
(Sh1c log c+ Sh2)

= S′
h1 log c+

S′
h2

c

(7)

(Sh1, Sh2, S
′
h1, S

′
h2 は実験から推定可能な定数)

メインメモリ・VRAM間のデータ転送時間 Ttrs

Ttrs(c) =
S

c
· 1

Bw
(Tr1c+ Tr2)

= T ′
r1 +

T ′
r2

c

(8)

(Bw は PCI Expressのバンド幅, Tr1, Tr2, T
′
r1, T

′
r2 は実験

から推定可能な定数)
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表 1 実験に使用したマシンの構成
CPU Intel Core i7-4790 (3.6GHz, 4 コア)

RAM 16GB

TOSHIBA DT01ACA200

HDD 容量 2TB

最大データ転送速度 1815 Mbit/s

NVIDIA GeForce GTX TITAN Z

(2 基搭載のうち 1 基のみ使用)

GPU CUDA コア数 2880

ベースクロック 705MHz

メモリ量 6GB GDDR5X

OS CentOS7

MapReduceステージの合計計算時間Tmr(c)(マージソー

トの場合)

Tmr(c) = Tmap(c) + Tsfl(c) + Trdc(c) + Ttrs

= α log c+
β

c
+ γ

(9)

(α, β, γ は実験から推定可能な定数)

全体の計算時間AllT ime(c)

AllT ime(c) =max⟨Tin:1(c), Tmr:1, Tout:1(c)⟩

+max⟨Tin:2(c), Tmr:2, Tout:2(c)⟩ (10)

ここで, 計算時間を表す T (c)の添字に含まれる 1, 2はそ

れぞれ 1st-MRと 2nd-MRを意味する. また, max⟨a, b, c⟩
は a, b, cの内, 最大のものを表す.

4. 評価実験

本説では, BM25による重み付け計算と整数値ソートの二

種類のタスクについて,それぞれバイトニックソートとマー

ジソートを用いた評価実験について述べる. 以降は重み付

け計算タスクにおいてバイトニックソートとマージソート

を用いた実験をそれぞれ BM25 Bitonic, BM25 Merge と

し, 整数値ソートタスクを Sort Bitonic, Sort Mergeとす

る. なお, 評価実験に用いたマシンの構成を表 (1)に示す.

4.1 データセット

BM25による重み付け計算に使用した文書集合は, ウェ

ブからクローリングした英文文書から, 索引語のみを抽出

したテキストファイルの集合とした. 文書集合のサイズは

4GBである.

整数値ソートには 32bit符号なし整数値を約 10億個含ん

だファイルを使用した. すなわち, ファイルサイズは 4GB

である. 含まれる整数値は一様分布に従う乱数とした.

4.2 BM25による重み付け計算タスク

重み付け計算タスクの計算時間のグラフを図 4 の

BM25 Bitonic Measured と BM25 Merge Measured に示

す. 横軸は文書集合の分割粒度であるチャンクサイズを

示し, 2MB から 150MB まで変化させた. BM25 Bitonic

は, チャンクサイズ 2MB で計算時間は最大値を取り,
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図 3 BM25 Bitonic における 1st-MR のコストモデル

22MB で最小値を取る. その後は上昇に転じている. 一

方, BM25 Mergeは, チャンクサイズ 2MBで最大値を取る

ことは BM25 Bitonicと同様だが, チャンクサイズを大き

くしても上昇には転じず, 概ね横ばいとなっている.

4.3 整数値ソートタスク

整数値ソートタスクの計算時間のグラフを図 5 の

Sort Bitonic Measured と Sort Merge Measured に示す.

チャンクサイズは 2MB から 300MB まで変化させた.

Sort Bitonic は, チャンクサイズ 2MB で計算時間は最

大値を取り, 62MB で最小値を取る. Sort Merge は

BM25 Merge同様にチャンクサイズを大きくしても上昇に

は転じず, 概ね横ばいとなる.

4.4 コストモデルの評価

3.5節で設計したコストモデルの評価を行う.

ここでは例として, BM25 Bitonic タスクの 1st-MR に

ついて評価を行う. 式 (9) において, (α, β, γ) の 3 値を

定めれば, MapReduceステージのコストモデルを決定す

ることができる. そこで, 任意のチャンクサイズを三つ

選び, その計算時間の実測値から解析的に (α, β, γ) を決

定することができる. ここでは, チャンクサイズ 10MB,

50MB, 100MBを用いる. その結果, コストモデル Tmr:l で

は, (α = 6.305 × 10, β = 6.691 × 102, γ = 1.651 × 102)と

算出できる. Inputステージのコストモデルである式 (5)に

ついてはチャンクサイズ 100MBの実測値を I ′1 の値とし,

Tin:l = 1.043× 102 となる. Outputステージのコストモデ

ルも同様に決定でき, Tout:l = 3.432× 10となる. 以上で求

めたコストモデルのグラフを図 3に示す. いずれのチャン

クサイズにおいてもMapReduceステージの計算時間が三

つのステージの中で最大である.

同様に, 2nd-MR のコストモデルにおける定数を求め,

1st-MRのコストモデルと組み合わせることで全体の計算

時間のコストモデルを求めることができる. そのグラフを

図 4の BM25 Bitonic Modelに示す. 計算時間が最小とな

るチャンクサイズは, 実測値では 22MB, コストモデルでは

約 17.5MBとなり概ね一致している.

BM25 Merge, Sort Bitonic, Sort Mergeにおける実測値
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図 4 重み付け計算のコストモデルと実測値
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図 5 整数値ソートのコストモデルと実測値

とコストモデルのグラフをそれぞれ図 4, 5に示す. いずれ

のコストモデルも実測値と概ね一致していることがわかる.

Sort Bitonicについて, 計算時間が最小となるチャンク

サイズは, 実測値では 62MB, コストモデルでは約 62.3MB

となり概ね一致している. BM25 Mergeと Sort Mergeの

コストモデルは, どちらも実験を行った範囲には計算時間

を最小にするチャンクサイズが存在しないが, 計算時間の

減少量が小さくなる時のチャンクサイズをコストモデルか

ら算出することが可能である. 計算時間が大きく減少しな

いにもかかわらず, チャンクサイズを大きくすることはメ

モリ消費の観点から望ましくない. そこで, 計算時間が短

くなる最適なチャンクサイズを算出することが可能である.

以上より, いずれのタスク, ソートアルゴリズムにおいて

もコストモデルと実測値の挙動が一致することを確認し,

最適なチャンクサイズを計算で算出することが可能である

ことを明らかにした.

5. おわりに

本研究は, GPU上で実装された MapReduceを用いて,

大規模なデータに対する処理の評価を行った. その際, 計算

時間に与えるソートアルゴリズムの影響と分割粒度の影響

をコストモデルを用いて明らかにした. 今回評価を行った

重み付け計算タスクと整数値ソートタスクは, バイトニッ

クソートを使用する場合, 計算時間を最小にするチャンク

サイズをコストモデルから算出することが可能であると判

明した. 一方, マージソートを使用する場合, 計算時間を

最小にするチャンクサイズは今回実験を行った範囲には存

在しなかったが, メモリ消費と計算時間の観点から最適な

チャンクサイズを算出することができると判明した.

今回評価を行った二種類のタスクと二種類のソートアル

ゴリズム以外の場合にも, 同様にコストモデルを立てるこ

とで最適なチャンクサイズを求めることが可能である.

今後の課題として, GPUを搭載したマシンを複数用いて

スケールアウトを行うことが考えられる. スケールアウト

を行うことで更に大きなデータセットに対しても高速に処

理を行うことが可能である. その際, 同様にコストモデル

を立ててチャンクサイズの評価を行いたい.
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