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文体と意見極性に基づくツイートの分類

有馬 直也1 湯本 高行1 礒川 悌次郎1 上浦 尚武1

概要：近年，Twitterの利用者数の増加に伴い，Web上には利用者の興味や関心を示すツイートが多く投稿

されている．また，Twitterはリアルタイム性が高いためソーシャルセンサとしても利用されている．し

かし，ツイートには娯楽目的で投稿されたものが多く，マイニング対象を選定するには多大な負荷がかか

る．そこで，トピックに対するユーザの態度と意見に着目する．ユーザの態度は文体に，意見は意見極性

に表れると考え，ツイートの文体と意見極性の分類を行う．本研究では，ツイートの文体が改まった表現

か否か，また意見極性がポジティブかネガティブかに分類する手法を提案する．文体分類では，新聞記事

の文末表現に注目する．また意見極性分類ではサポートベクターマシンを用いるが，固有名詞や否定語の

影響を検討する．

1. はじめに

近年，スマートフォンやPCなどの普及により，ソーシャ

ルネットワーキングサービス (SNS)を利用する機会が増加

している．このなかでも Twitter*1は「ツイート」と呼ば

れる 140文字以内の短文を投稿し，情報を共有するサービ

スである．ツイートは PCからだけでなく，携帯端末から

も投稿することができ，この投稿はインターネット環境が

あれば誰でも簡単に見ることができる．このため，2016年

9月時点での国内利用者数は 4000万人を超え，ユーザの周

りで起こった出来事や，それに対してユーザが感知したこ

となど，利用者の興味や関心を示すツイートが多く投稿さ

れている．

また，Twitterの最大の特徴はそのリアルタイム性の高

さであり，タイムラインと呼ばれる画面に，フォローして

いる人のツイートが時系列順に表示される．たとえば，オ

リンピックで選手が金メダルを取った瞬間の盛り上がりや，

地震発生時の現場の状況などをタイムライン上で即座に知

ることができる．そのため，Twitterは利用者の目線で書

かれた情報が物理センサの情報を補完するものとされ，世

論調査や疾病，災害の把握といったソーシャルセンサとし

て防災分野に生かす取り組みが行われている．Twitterを

ソーシャルセンサとして用いる研究には，6因子の感情を

用いて感情変動と経済動向との関係を分析する Bollenら

の研究 [1]や，災害時のツイートの位置情報から地震の検

知や発生箇所の推定を行う Sakakiらの研究 [2]がある．

また，ツイートには娯楽目的の投稿や友人とのコミュニ
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ケーションが多く，すべてのツイートが重要な内容を含ん

でいるとは限らない．しかし，マイニングの際にはそのよ

うなツイートを選別しておらず，また選別には多大な負荷

がかかる．

そこで，本研究ではトピックに対するユーザの態度と意

見に着目する．ユーザの態度は文体に，意見は意見極性に

表れると考え，ツイートの文体と意見極性の分類を行う．

たとえば，あるトピックに対して「けが人が出なくて本当

によかった」という文は肯定的であり，さらに真面目な感

想を述べていると考えられる．また，「この事故マジやばく

ね w」という文はトピックに対して否定的で，さらに冗談

の意味を込めた投稿であると考えられる．本研究では，こ

のようなツイートの分別を行うため，ツイートの文体が改

まった表現か否か，また意見極性がポジティブかネガティ

ブかの 2 × 2の 4クラスに分類する手法を提案する．文体

分類では，新聞記事を基にした文語体に対する辞書を構築

し，この辞書に含まれる表現が使用されているか否かで分

類を行う．意見極性分類では，分類器にサポートベクター

マシン (Support Vector Machine，SVM)[3]を使用するが，

さらに素性として最適な語の調査や，文体や否定語を考慮

した学習による分類器を構築する．

ツイートの極性分類の研究は数多く行われている．橋本

らの研究 [4]では極性辞書を用いて評価情報の抽出を行っ

ている．一方，機械学習を使う岡村ら [5]や Goら [6]の研

究では，特に学習データの収集に注目している．本研究で

は，SVMを用いて機械学習を行うが，さらに素性として

最適な語の調査や，文体や否定語を考慮した学習による意

見極性分類器を構築する．
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2. 文体分類器の構築

本研究での文体分類では，ツイートの文末表現に着目す

る．本手法では，新聞記事を基に文末表現辞書を構築し，

この辞書を用いてツイートの文体の分類を行う．

2.1 文体クラス

本研究では，文体を文章の丁寧さと定義し，ツイートの

文体を以下の 2クラスに分類する．

• formalクラス

• informalクラス

ユーザがトピックに対しての真剣な意見・感想を発信す

る際，ツイートの文章は新聞やニュースのような改まった表

現が用いられることが多いと考えられる．そこで，formal

クラスは「～です」や「～だ」のような改まった表現や

「言った」，「高い」のように動詞，形容詞の原型で終わる文

章と定義する．また，ユーザがジョークなど娯楽目的で情

報を発信する場合，普段の会話で使用している話し言葉を

文章で表した口語体で投稿し，さらに文末にはネット特有

の感情表現や顔文字を併用することも多いと考えられる．

そこで，informalクラスは「～だよね」といった口語体や

さらに砕けた表現で書かれている，あるいは顔文字などが

含まれている文章と定義する．

利用者がマイニング対象としてのツイートやトピックに

対しての真面目な意見・感想を閲覧したい場合は formal な

文を提示し，逆に娯楽目的でツイートを閲覧したい場合は

informalな文を提示することで知りたい情報のみを探すこ

とができると考えられる．

2.2 文末表現の定義

文体分類では，ツイートの文末表現によって formalか

informalかの分類を行う．本手法では，JUMAN [7]を用

いて文ごとに形態素解析を行い，末尾の形態素からさかの

ぼり，動詞，形容詞，名詞のいずれかまでを文末表現と定

義する．このとき動詞，形容詞であれば活用形も考慮した

ものを使用する．たとえば，「これはいい記事だ」という

文では「だ」の直前が名詞「記事」であるため，「(名詞) +

だ」を文末表現として抽出する．また，「これはおいしいで

すね」という文では「ですね」の直前が形容詞「おいしい」

の基本形であるため，「(形容詞の基本形) + ですね」を文

末表現として抽出する．

また，文章によっては上記の方法で抽出すると不必要に

長い文末表現となってしまうことがある．たとえば，「食

べられているそうだ」や「食べられるようになった」とい

う文から文末表現を抽出すると「られているそうだ」，「ら

れるようになった」が得られる．そこで，MeCab[8]で同

文を解析した際，以下の条件を満たす場合にその部分を区

切りと設定し，文末表現を抽出する．

• JUMANで接尾辞，MeCabで接続助詞となった場合

• JUMANで助動詞，MeCabで名詞となった場合

このルールに従って前述の「食べられているそうだ」と

いう文から文末表現を抽出すると，JUMANでは「られて」

が接尾辞，MeCabでは「て」が接続助詞となるため「い

るそうだ」を文末表現として抽出する．同様に，「食べら

れるようになった」という文から文末表現を抽出すると，

JUMANでは「ように」が助動詞，MeCabでは「よう」が

名詞となるため「になった」を文末表現として抽出する．

2.3 文末表現辞書を用いた文体分類

本手法では，ツイートの文体を分類するために，文語体

に対する文末表現辞書を構築する．このとき辞書には，新

聞記事に対して形態素解析を行って得られた文末表現を使

用する．しかし，新聞記事内にも会話文やコラムが存在す

るため，文語体でない表現が抽出されることがある．これ

らを除去するため，新聞記事内の「」内の文章から同様に

文末表現を抽出し，口語辞書を作成する．この口語辞書を

用いて，文末表現辞書に含まれている口語表現を除去する．

ただし，口語辞書内にも文語表現が存在するため，口語辞

書内で出現頻度が高く，文末表現辞書内で頻度の低い表現

を対象として除去を行う．さらに，分類では文末表現辞書

内で出現頻度の高い表現のみを使用する．

文体分類ではこの辞書を用いる．まず，ツイートの各文

に対して文体分類を行い，それらの結果でツイートの文体

の分類を行う．この詳細を以下に示す．

( 1 ) ツイートの各文から文末表現を抽出．

( 2 ) 各文に対して文体分類を行う．具体的には，名詞で終

わっている文は対象外とし，それ以外の各文の文末

表現が以下の条件のいずれかを満たすときその文を

formal，そうでなければ informalとする．

• 文末表現辞書に含まれる表現である
• 動詞，形容詞の原型である

( 3 ) （2）で判定した各文の文体からツイートの文体を決

定する．具体的には，informalな文が 1つでも存在す

る，あるいはすべての文の文末が名詞であるときその

ツイートを informal，そうでなければ formalとする．

また文末表現を抽出する際，砕けた文章であると JUMAN

で正しく解析できないことがある．そこで，文末が動詞，

形容詞，名詞であるときMeCab辞書を併用し，その解析

結果が同じである場合に動詞，形容詞，名詞と判断する．

3. 意見極性分類器の構築

本手法では，ツイートの意見極性分類に SVMを使用す

る．SVMの特徴ベクトルの素性には，ツイートに対して

形態素解析を行って得られた形態素の原型を使用する．ま

た，分類器の構築方法として学習データをそのまま用いて

構築するだけでなく，文章に否定語が存在する場合にその
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意見極性ラベルを反転して学習させた分類器や，文体ごと

にデータを分けて学習させた文体ごとの意見極性分類器を

構築する．

3.1 意見極性クラス

本研究では，ツイートの意見極性を以下の 2クラスに分

類する．

• Positiveクラス

• Negativeクラス

ユーザがトピックに対して「楽しい」や「面白い」などの

反応を示す内容はPositiveと考えられる．そこで，Positive

クラスはツイートが肯定的，楽観的な内容を表すものと定

義する．また，ユーザが「疲れた」や「不便だ」などの反

応を示す内容はNegativeと考えられる．そこで，Negative

クラスはツイートが否定的，悲観的な内容を表すものと定

義する．

ユーザがある出来事の良い点だけを知りたい場合，Posi-

tiveの情報だけを提示し，逆に悪い点だけを知りたい場合，

Negativeの情報だけを提示することで必要な情報を探すこ

とができると考えられる．

3.2 特徴ベクトルに使用する素性

SVM の特徴ベクトルの素性には，ツイートに対して

JUMANを用いた形態素解析を行って得られた形態素の原

型を使用する．岡村らの手法 [5]では「名詞」，「形容詞」，

「顔文字/www」を素性として用いている．本手法でも「名

詞」，「形容詞」は素性として使用するが，使用したデータ

セット内のツイートに「顔文字」があまり見られなかった

ことから，これを素性として除外する．

また本研究では，これらの素性から以下の 2点に着目し，

最適な素性を調査する．

• 「名詞」において普通名詞や人名/地名，組織名を含め

るか否か

• 素性として「動詞」を加えるが，極性を持たない語も
含めるか否か

「名詞」の中で，普通名詞や人名/地名，組織名といった

語は Positive，Negative両方のツイートでみられ，さらに

人に対して極性を割り当ててしまうのは不適切である．こ

のため，素性としてこれらの語を取り除いた場合の精度と

比較し，素性に用いるか否かを決定する．また，「動詞」で

は「買う」，「行く」といった極性を持たない語も存在し，こ

れらは印象の判断根拠にならないと考えられる．よって，

「動詞」の中でも極性を持つ語のみを使用した場合の精度

と比較し，素性として使用するか否かを決定する．

本研究では，「動詞」の極性の有無については単語感情極

性対応表*2[9][10] を使用する．抽出した「動詞」がこの辞

*2 http://www.lr.pi.titech.ac.jp/~takamura/pndic_ja.

html

書に含まれていれば極性を持つとみなし，素性に用いる．

3.3 否定語を考慮した分類器の構築

ツイートの中には「体調が良くない」や「悪くないと思

う」といったように「ない」などの否定語がみられることも

ある．これらの内容は意見極性として，前者は Negative，

後者は Positiveであると考えられるが，これらのツイート

に対して形態素解析を行うと，素性として（体調，良い）

や（悪い，思う）といった語が抽出される．このとき（良

い）は Positive，（悪い）は Negativeの要因となる語であ

るため誤学習を起こしてしまう．また，否定語を素性とし

て考慮する場合には否定語を含むツイートを多数集めて学

習させる必要がある．

そこで，ツイート内に奇数個の否定語が存在する場合，

意見極性が反転することは自明だと考え，分類器の素性に

は組み込まず，ルールとしてその意見極性ラベルを反転し

て学習させる．その後，分類器が出力したラベルを再度反

転する．ただし，文章が複数存在するツイートでラベルを

反転させると，他の文章の素性にも影響してしまうため，

単一文のツイートのみを対象としてラベルの反転を行う．

ここで，本手法では否定語として JUMANを用いて形

態素解析を行い，得られた形態素が形容詞の「無い，駄目

だ」，接尾辞の「ない」，助動詞の「ぬ」を用いる．

3.4 文体を考慮した分類器の構築

ツイートの formalな文と informalな文を分けると，そ

れぞれの文体ごとで使用されている語に偏りがあると考え

られる．たとえば，「かわいい」や「楽しい」といった語は

informalのツイートに多くみられる．また，「語る」や「認

める」といった語は formalのツイートに多くみられる．

そこで，本手法では文体ごとに意見極性分類器を構築

する．formalの意見極性分類器では，formalとラベル付

けされたデータから Positiveのツイートを正例，Negative

のツイートを負例として学習させる．informalの意見極性

分類器も同様に，informalとラベル付けされたデータから

Positiveのツイートを正例，Negativeのツイートを負例と

して学習させる．

また，文体ごとに分けた場合の学習データ数は文体ごと

に分けずに学習させた分類器と比べ，おおよそ半分に減っ

てしまう．そこで，別クラスのデータも負例として取り入

れ，同規模の分類器を構築する．

4. 評価実験

分類精度の評価は適合率，再現率の調和平均である F値

によって行う．この F値が大きいほど，分類精度が良いと

いえる．これらの評価指標の定義を以下に示す．

適合率（Precision）： 分類器の出力結果のうち，実際

に正解のデータである割合
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表 1 データセット
formal informal

Positive 396 479

Negative 366 478

（a） formal の結果 （b） informal の結果

図 1 使用する頻度を変化させたときの分類精度の推移

再現率（Recall）：全ての正解データのうち，分類器が

正解として出力した割合

F値： 適合率と再現率の調和平均

4.1 データセット

本研究で使用する各クラスのツイートを表 1に示す．こ

れらのツイートは，著者のうち 1名が 2015年 7月のツイー

トを 1204件，2016年 6月 9日～7月 21日のツイートを

515件収集し，ラベルも付与した．

また，あるニュース記事などに対してツイートする際，

ツイートの中には URLやそのタイトルが含まれることが

ある．本研究では，ユーザのコメント部分のみを対象とす

るため，あらかじめそのリンク先のページに埋め込まれた

titleタグからタイトルテキストを抽出し，ツイートからタ

イトルの除去を行った．その際，ツイートの制限文字数の

対策によりユーザがタイトルの一部を省略する場合がある

ため，部分一致も考慮した．

4.2 文体分類の評価

2.3節で述べた手法により，文末表現辞書を構築する．文

末表現辞書の構築に使用する新聞は，2014年 1月 1日～

20日の毎日新聞の記事 4445件を使用した．これに対して

形態素解析を行い，文末表現を抽出した．このとき，口語

辞書による除外の対象として口語辞書内で出現頻度が 6以

上（上位約 10%)，文末表現辞書内で出現頻度 19以下の表

現を除外した．また，口語辞書だけでは取り除くことがで

きなかったものに対する対策として，辞書には出現頻度の

高い表現のみを使用した．このとき，使用する表現の頻度

を変化させたときの分類精度を図 1に示す．

図 1において，formalでは使用する文末表現の頻度を

限定していくと適合率が高くなり，再現率が低くなってい

る．informalでは反対に，使用する頻度を限定すると適合

率が下がり，再現率が高くなっている．このとき，最も精

度が高かったのは頻度 3以上の表現を使用した場合であっ

表 2 最適なパラメータを用いた際の分類精度

適合率 再現率 F 値

formal 0.910 0.866 0.886

informal 0.897 0.932 0.914

（a） Positive の結果 （b） Negative の結果

図 2 普通名詞などを除去した結果

た．そのときの分類精度を表 2に示す．このとき，辞書に

使用されている文末表現は 275表現であった．

表 2より，formal/informalの両方ともで F値が 0.8以

上の値をとっており，文末表現辞書を用いた分類では高い

精度が得られた．しかし，formalの再現率では他の指標よ

り低い値であることがわかる．この理由の多くは，「～だ

ね」のように除去しきれていない口語表現が使用されてい

ることや「～もらいたい」のように辞書に存在しない表現，

もしくは辞書に存在するが出現頻度が低いため除外された

表現が使用されていることが原因であった．

4.3 意見極性分類の評価

意見極性分類においては，5分割交差検定を行うことで

評価指標を算出する．本研究では，SVMのカーネル関数

として RBFカーネルを使用した．また，このときのハイ

パーパラメータは F値が最大となるようにグリッドサーチ

を行い，得られた値を使用した．

4.3.1 使用する素性の決定

特徴ベクトルに使用する素性のうち，3.2節で述べた「名

詞」において普通名詞などを含めるか否か，「動詞」におい

て極性を持たない語を含めるか否かについて検討する．ま

ず，「名詞」のうち素性として数詞以外を使用した場合と普

通名詞，人名/地名，組織名を含めなかった場合との比較

を図 2に示す．

図 2より，普通名詞や人名/地名，組織名を除いても F

値はほとんど変化しなかった．これより，普通名詞などは

分類にほとんど影響がないと考えられる．したがって，こ

れ以降の実験では普通名詞，人名/地名，組織名を除いた

もの，すなわちサ変名詞と固有名詞のみを使用する．

次に，「動詞」において極性を持つ語のみを使用すること

で精度が改善されるか実験する．極性を持つか否かの判定

には高村らによる単語感情極性対応表を使用した．この辞

書では，単語に対して-1～1までの感情値が割り当てられ
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（a） Positive の結果 （b） Negative の結果

図 3 すべての動詞を使用した場合と極性を持つ動詞のみを使用し

た場合の精度の比較

（a） Positive の結果 （b） Negative の結果

図 4 ラベルを反転して学習した分類器との比較

ている．ただし，この辞書では「書出す」や「受付ける」

のように極性を持たない語に対しても感情値を割り当てて

いるため，その感情値の絶対値が小さいものについては極

性を持たないものとして扱う．本実験では，感情値の絶対

値が 0.8以上の語を極性を持つとして素性に使用した．こ

のときの精度を図 3に示す．

図 3より，Negativeについては F値が下がっており，す

べての「動詞」を使用した場合のほうが分類器としての精

度が高いことがわかる．この理由として，極性を持つ「動

詞」のみを使用することで素性の数，すなわち特徴ベクト

ルの次元数が大きく減少したことが原因と考えられる．

以上より，素性として「名詞」はサ変名詞，固有名詞の

み，「動詞」は極性を持つか否かにかかわらず，すべての語

を使用した場合が最も分類器の精度が良かった．これ以降

の実験においては，これらの素性を用いる．

4.3.2 否定語を考慮した分類器による分類

3.3節で述べたように，文章中に奇数個の否定語が存在

する場合，そのツイートの意見極性を反転して学習させた

分類器を構築した．また，5分割交差検定による分類結果

からラベル反転を行ったツイートのラベルをさらに反転さ

せ，精度を算出した．このときの精度と反転を行わなかっ

たときの精度との比較を図 4に示す．このとき，ラベルの

反転を行ったツイートは 223件存在し，正例のデータ数は

990件，負例のデータ数は 729件となった．

図 4より，Positiveについては精度に差はみられないが，

Negativeについては再現率が低下したため，F値も低下し

た．したがって，分類器として否定語によりラベルを反転

（a） Positive の結果 （b） Negative の結果

図 5 文体を考慮していない分類器との比較

表 3 2 クラスを負例とした formal の意見極性分類精度

適合率 再現率 F 値

Positive 0.570 0.348 0.433

Negative 0.741 0.877 0.803

して学習させても精度は改善しないと考えられる．

4.3.3 文体を考慮した分類器による分類

3.4節に述べたように，formalの意見極性分類器として

Positive-formalクラスを正例，Negative-formalクラスを負

例として学習させた分類器を構築した．同様に，informal

の意見極性分類器として Positive-informalクラスを正例，

Negative-informalクラスを負例として学習させた分類器

を構築した．そのときの精度を文体ごとに分けずに学習し

た分類器の精度と合わせて図 5に示す．このとき，文体を

考慮していない分類器は学習データ数が 1719件であるの

に対し，文体ごとに構築した分類器は学習データ数がそれ

ぞれ約 800件であり，約半分となっている．そこで，精度

の違いが学習データ数の違いによるものか否かを判断する

ため，同規模の分類器としてデータを半分にして学習させ

た分類器の精度も合わせて示す．

図 5において，最も精度が良かったのは文体を考慮せず，

すべてのデータを学習に用いた分類器であった．また，同

規模の分類器と比較すると Positiveについては精度が改善

されているが，Negativeについては精度が下がっており，

大きな変化はみられない．このことから，文体を考慮して

も精度は改善しないと考えられる．

次に，文体ごとの分類器として負例のデータ数を増量

して分類器を構築した．formal の分類器では，Positive-

formalクラスを正例，その他 3クラスを負例として学習

させた分類器を構築した．同様に，informalの分類器とし

て Positive-informalクラスを正例，その他 3クラスを負例

として学習させた分類器を構築した．このとき 5分割交差

検定を行うと，正例と分類された数は数件のみで，ほとん

どのツイートが負例に分類されており，適切な分類ができ

ていなかった．そこで負例データとして Negative-formal，

Negative-informalの 2クラスを用いて学習させた分類器

の精度を表 3，表 4に示す．

表 3，表 4より，どちらの分類器においても約 1200件
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表 4 2 クラスを負例とした informal の意見極性分類精度

適合率 再現率 F 値

Positive 0.640 0.372 0.470

Negative 0.712 0.882 0.788

表 5 4 クラス分類の精度

適合率 再現率 F 値

Positive-formal 0.600 0.626 0.613

Positive-informal 0.566 0.733 0.639

Negative-formal 0.628 0.536 0.578

Negative-informal 0.628 0.492 0.552

表 6 4 クラス分類結果のラベルの詳細
PF:Positive-formal, PI:Positive-informal,

NF:Negative-formal, NI:Negative-informal

正解ラベル

PF PI NF NI

PF 248 26 124 15

分類器 PI 37 351 22 210

の出力 NF 92 6 196 18

NI 19 96 24 235

のうち 1000 件以上が負例と分類されたため偏りが生じ，

Positiveの精度が低い値となった．このように分類結果に

偏りが生じた理由として，学習データにおいて負例のデー

タ数は正例のデータ数より 2倍程度多く偏っていることが

原因であると考えられる．

以上より，文体を考慮して分類器を構築しても精度は改

善しないと考えられる．

4.4 4クラス分類実験

これまでの実験より，文体分類では文末表現辞書から出

現頻度が 3以上である表現を用いた分類が最も高い精度で

あった．意見極性分類では「名詞」はサ変名詞と固有名詞

のみ，「動詞」ではすべての語が特徴ベクトルの素性として

最適であった．また，分類器の構築方法は学習データに手

を加えずに学習させた場合が最も高い精度であった．これ

らの分類器の出力結果を合わせ 4クラス分類を行った．こ

のときの分類精度とラベルの詳細を表 5，表 6に示す．

表 5より，F値はどのクラスにおいても 0.6程度という

結果となった．また表 6より，正解は Negative-formalで

あるが分類器で Positive-formalと分類されてしまったミ

スが 124件あるといったように分類ミスは意見極性分類器

による誤分類が最も多かった．

5. おわりに

本研究では，ツイートの文体が formalか informalか，意

見極性が PositiveかNegativeかの 2 × 2の 4クラスに分類

する手法を提案した．文体分類の方法は，新聞記事を基に

した文語体に対する文末表現辞書を構築し，ツイートから

抽出した文末表現がこの辞書に含まれているか否かで分類

を行った．意見極性分類では，素性を変更し，最も高い精

度となる素性を決定した．また，文体を考慮した意見極性

分類器を構築する方法や，否定語が存在する場合にラベル

を反転して学習させた分類器を構築する方法を試し，最も

精度が良くなる方法を調査した．

実験では，文体分類の精度は F値が 0.8以上と高い精度

であった．意見極性分類では，文体や否定語を考慮した学

習方法を試したが精度の改善はみられず，単にデータを分

けることやラベルを反転させるだけでは精度の改善に影響

しないことがわかった．また，4クラス分類では意見極性

分類器による誤分類が多くみられた．

実験では，文体分類のミスは口語表現を除去しきれてい

ないことや口語辞書によって formalな表現が誤って除去さ

れていることが原因であった．したがって，口語辞書の構

築方法と口語表現の除去方法の改善が今後の課題となる．

また，意見極性分類では文体ごとの分類器構築の際に負例

データを増やしたことで学習データに偏りができ，適切な

分類ができていなかった．そのためアンダーサンプリング

を行い，データの偏りをなくした分類器での分類が必要で

あると考えられる．
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