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自動分類法の提案と評価
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概要：不具合組み合わせ特定とは，組み合わせテストの各テストケースの実行結果の成否から，バグを含む
と思われるパラメータ値の組み合わせを特定する問題である．我々は，機械学習を用いた不具合組み合わ
せ特定に取り組んでいる．本研究では，まず，組み合わせテストケースに含まれるパラメータ値の組み合
わせとテスト結果の成否をモデルとしたロジスティック回帰分析を行い，それによって得られた回帰係数
値から，各パラメータ値の組み合わせが不具合組み合わせである疑わしさを決定する．次に，各パラメー
タ値の組み合わせの疑わしさから，それが不具合組み合わせであるか否かを自動分類するために，境界値
決定法，最大距離分割法，K-means法の 3つのクラスタリング手法を適用する．最後に，実際にバグを含
むオープンソースプロジェクトのプログラム flex, grep, makeのテストスイートに対して提案法を適用した
比較評価実験を行うことで，提案法の有効性を示す．

1. はじめに

ソフトウェアを開発する際に，リリース前にバグを発見
するためにテストを行うことは，ソフトウェアの品質や信
頼性という面で重要である．組み合わせテスト [6,10]はブ
ラックボックステストの一種で，複数個のパラメータ値の
組み合わせによって起こる不具合を見つけ出すことを目的
とする．また，組み合わせテストによって不具合を検出し
た際，テスト結果からバグを含むと思われるパラメータの
組み合わせ（Faulty Interaction，以下 FIと呼ぶ）を特定す
ることを「不具合組み合わせ特定」と呼ぶ．
テストの実行結果の成否から不具合組み合わせを特定す

る手法の一つに，テスト成否から容易に不具合組み合わせ
を特定可能なテスト（LDA [2]，ELA [8]など）を事前に作
成する方法があるが，テスト設計・実行のコストが高い．
これに対し，与えられたテスト結果を分析して FIの特定
を導く，より実用的な手法が考えられている [5, 13, 14]．
我々は，先行研究 [11]で，後者の不具合特定手法として，

組み合わせテストとその結果からロジスティック回帰分析
を用いて，ある組み合わせが FIである可能性を定量的に計
算する手法を提案した．ロジスティック回帰分析は機械学
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習の一種であるロジスティック回帰を用いた分析手法であ
る．学習によって 0と 1に漸近するロジスティック関数を
回帰曲線として求めることで，各説明変数の重み (回帰係
数)を算出する．この重みが，各説明変数の持つ目的変数
の値決定への寄与度を表すことを利用し，何らかの事象と
因果関係にある要因の影響力を数値的に分析することがで
きる．我々の提案する手法では，t個のパラメータからな
る FIを特定したい場合，組み合わせテストに含まれる大
きさ tの組み合わせ全てを抽出して説明変数とし，各テス
トの成否を目的変数とした学習モデルを構築する．そのモ
デルを用いてロジスティック回帰分析を実行することで，
各説明変数の回帰係数値という形で分析値が得られる．こ
れによって各組み合わせの存在がテスト失敗に与える影響
の大きさ，すなわち，各組み合わせが FIである可能性を数
値として得ることが可能になる．
本論文では，更に，各組み合わせに対して得られた分析
値の分布から FIを決定するための 3つの自動分類法を提案
し，それらを用いたときの不具合組み合わせ特定の精度を
比較評価する．一つ目は，固定的な基準値を設けてそれ以
上の分析値を持つ組み合わせを FIとする方法（M1），二つ
目は，正の分析値を持つ組み合わせのうち，分析値間の最
大距離を持つ区間を境界として 2つに分割し上位のものを
FIとする方法（M2），三つ目は，機械学習の K-means法を
用いてクラスタリングを行い FIを決定する方法（M3）で
ある．
提案手法の適用評価のために，プログラムとテストを含
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表 1 例題システムモデル (System Under Test)

Parameter Values

Debug mode (= P1) on (=v1), off (=v2)

Bypass use (= P2) on (=v3), off (=v4)

Fast scanner (= P3) FastScan (=v5), FullScan (=v6), off (=v7)

Constraint :

(Fast scanner = FullScan)→ (Bypass use � on)

むオープンなソフトウェア関連成果物リポジトリである
SIR (Software-artifact Infrastructure Repository) [4]から 3つ
のプロジェクト「flex」「grep」「make」のテストデータに
対して実験を行った．実験に使用するテストスイートは，
リポジトリにあらかじめ存在する全組み合わせ網羅の実行
済みテストスイートに加え，それぞれのシステムモデルと
制約仕様を組み合わせテスト生成ツール pricot [1]へ入力
して生成した，二項目間の組み合わせを網羅するぺアワイ
ズテストスイートの二種類を用いた．それぞれのテストス
イートにおける各テストケースの成否は，SIRから取得し
たテスト履歴から得られる．
提案法では，t個のパラメータからなる FI（以降，t-FIと

呼ぶ）を特定したい場合，まず，組み合わせテストに含ま
れる大きさ tの組み合わせ（以降，t-tupleと呼ぶ）を全て
抽出する．次に，各 t-tupleの疑わしさ（すなわち，FIで
ある可能性）をロジスティック回帰分析で計算する．最後
に，クラスタリング手法を用いて FIであるか否かを決定
する．適用実験においては，flex，grep，makeの合計 42個
のバージョンを対象に，実際に求められるべき FIと，我々
の提案する 3つの FI決定法によって求められた FIを比較
し，提案手法の精度評価を行った．実験の結果，提案手法
が非常に高い精度で FIを特定できることを示す．
以降の論文の構成は次の通りである．2章では，本研究
の対象である組み合わせテストと不具合特定，本研究で用
いるロジスティック回帰分析，クラスタリングについて説
明する．3章では，提案する不具合組み合わせ特定法のプ
ロセスについて説明し，4章では，提案法を適用した評価
実験の実施について，5章では，実験結果と考察について
述べる．また 6章では追加実験について述べる．7章で関
連研究について述べ，最後に，8章で，まとめと今後の課
題を述べる．

2. 準備

2.1 組み合わせテストと不具合特定
組み合わせテスト [6,10]は，システムのパラメータが取

る値の組み合わせに注目して，その組み合わせによって引
き起こされる不具合を検出するテスト手法である. 組み合
わせテストのシステムモデル（System Under Test, SUT）は，
パラメータ，パラメータ値，制約式の三つ組から構成され
る．たとえば，表 1のシステムモデルは，3つのパラメー

表 2 パラメータ値のペアの例

Param. pairs Parameter-value pairs

(P1, P2) (v1, v3), (v1, v4), (v2, v3), (v2, v4)

(P1, P3) (v1, v5), (v1, v6), (v1, v7), (v2, v5), (v2, v6), (v2, v7)

(P2, P3) (v3, v5), (v3, v7), (v4, v5), (v4, v6), (v4, v7)

表 3 ペアワイズテスト（T1）の例

tc P1 P2 P3

1 v1 v3 v5

2 v2 v4 v5

3 v1 v4 v6

4 v1 v3 v7

5 v2 v4 v6

6 v2 v4 v6

7 v2 v3 v7

表 4 全組み合わせテスト（T2）の例

tc P1 P2 P3

1 v1 v3 v5

2 v1 v3 v7

3 v1 v4 v5

4 v1 v4 v6

5 v1 v4 v7

6 v2 v3 v5

7 v2 v3 v7

8 v2 v4 v5

9 v2 v4 v6

10 v2 v4 v7

タ P1, P2, P3 をもち，各パラメータは 2つまたは 3つの値
をもつ．また，(P3 = v6) → (P2 � v3)という制約をもち，
P2 = v6 と P3 = v3 の組み合わせは許されないことを表す．
テストケースは，システムモデルの各パラメータへの値
の割り当てで，制約を満たすものであり，テストスイートは
テストケースの集合である．たとえば，表3の tc1=(v1, v3, v5)

はテストケースであり，T1は 7つのテストケースの集合か
らなるテストスイートである．
すべての組み合わせを網羅するテスト（「全組み合わせ

テスト」，All combination test）は，理想的であるが，その
サイズはシステムサイズに対して指数的に増加するため，
現実には難しい場合が多い．そのため，ある組み合わせ数
t（Interaction strengthと呼ぶ）を設定し，t個のパラメータ
間で取り得る値の組み合わせ（以降，t-tupleと呼ぶ）を全
て網羅するテスト（t-wiseテスト，または，t-wayテスト）
が実用的とされている．t = 2の場合の t-wayテストはもっ
とも広く用いられており，「ペアワイズテスト」と呼ばれ
る．表3の T1 は，表 1のシステムモデルに対するペアワイ
ズテストの例であり，制約を満たす全てのパラメータ値の
ペア（表 2）を網羅している．一方，表 4の T2 は，例題シ
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表 5 ペアワイズテストとテスト結果の例

tc P1 P2 P3 実行結果

1 v1 v3 v5 fail

2 v2 v4 v5 pass

3 v1 v4 v6 pass

4 v1 v3 v7 fail

5 v2 v4 v6 fail

6 v2 v4 v7 pass

7 v2 v3 v7 fail

ステムモデルの 3-wayテスト，かつ，全組み合わせテスト
である．
組合せテストにおいて，ある t-tupleが不具合を引き起こ
す場合，すなわち，FI（Faulty Interaction）である場合，そ
の t-tupleを含むテストケースの実行結果は失敗（fail）とな
る．t-wayテストはすべての t-tupleを網羅しているため，
組み合わせ数 t までの FIが存在する場合はテスト実行結
果にかならず failが存在し，不具合があることを検出可能
である．そのようなテスト実行結果の成否から，実際にど
の t-tupleが FIであるかを特定する問題が「不具合組み合
わせ特定」問題である．不具合組み合わせは 1つと仮定す
る研究もあるが，我々の研究ではより実用的に不具合組み
合わせは複数存在し得ると仮定する．
たとえば，表5は，1-tupleの (v3)と 2-tupleの (v2,v6)が不
具合を引き起こす場合の例題ペアワイズテストに対するテ
スト実行結果である．この場合，1-tupleで FIのものは (v3)

の 1つであり，2-tupleで FIのものは (v2,v6)，および，(v3)

を含む 2-tupleである (v1,v3)，(v2,v3)，(v3,v5)，(v3,v7)の 5つ
である．また，ペアワイズテスト結果から，(v1,v5)，(v1,v7)

は失敗したテストケースのみに含まれており，FIに分類さ
れる．たとえば，全組み合わせテストを使用する場合は，
テストケース tc3=(v1,v4,v5) ∈ T2 の実行結果が成功となり，
(v1,v5)は FIに分類されない．(v1,v7)も同様である．この
ように，使用するテストスイートによって FI特定の能力
は異なる．

2.2 ロジスティック回帰分析
本研究ではロジスティック回帰分析を用いて組合わせテ

ストのテストスイートに含まれる各タプルの疑わしさ（FI

である可能性）を算出する．ロジスティック回帰分析 [3]

はロジスティック回帰モデルを利用した要素分析の手法で
あり，目的変数が 0か 1の二値をとる場合に有効である．
ロジスティック回帰モデルは一般化線形モデルの一種であ
り，通常の線形回帰モデルでは直線に回帰させるのに対し
てロジスティック回帰モデルでは 0と 1に漸近する (ロジ
スティック)シグモイド曲線に回帰させる．ロジスティッ
ク回帰モデルは以下の式で表される．

Pr(Y = 1|X) =
1

1 + exp[α + β1x1 + ... + βk xk]
(1)

これは，ある目的変数 Y が 1をとる確率が，回帰係数 βk

によって重みづけられた説明変数 xk のとる値に依存する
ことを表している．このとき，高い回帰係数を持つ説明変
数ほど，その変位による目的変数への影響が大きい．ロジ
スティック回帰分析は，学習データから回帰曲線を学習す
ることによって各説明変数の回帰係数を決定し，それぞれ
の説明変数が持つ目的変数への寄与度を数値的に得ること
を目的としている．

2.3 クラスタリング
クラスタリングはクラスタ分析とも呼ばれ，与えられた
データを外的基準なしに自動的に分類する手法である．機
械学習のうち教師なし学習に属する．与えられたデータ
セットを多次元空間上の点と定義し，データ間の距離や
データ自体の性質を用いて類似性のあるデータをひとかた
まりのクラスタにまとめる処理を行う．
クラスタリングを行うアルゴリズムのうち，非階層型の
アルゴリズムで最も有名なものが K-means法 [7]である．
K 個のクラスタに分割することが分かっている場合に利用
することができる．アルゴリズムの内容を次に示す．
( 1 ) 各データ xi(i = 1 . . . n)に対して K 個のクラスタをラ
ンダムに割り振る．

( 2 ) 割り振ったデータをもとに各クラスタの中心 Vj( j =

1 . . .K)を計算する．
( 3 ) 各 xi と Vj との距離を求め，xi を最も近い中心のクラ
スタに割り当て直す．

( 4 ) 上記の処理で全ての xiのクラスタ割り振りが変化しな
くなるまで繰り返す．

3. 提案手法

この章では，組み合わせテストの不具合組み合わせ（FI）
を推定する提案法を説明する．提案法の入力は，(1)各テ
ストケースの成否を対応させたテストスイートと，(2)求
めたい FIのサイズ tである．提案法は大きく次の 2つのス
テップに分かれる．
Step 1 疑わしさ計算．テストスイートに含まれる各組み
合わせ（t-tuple）の疑わしさ（FIである可能性）をロ
ジスティック回帰分析によって計算する．

Step 2 FI決定．得られた各 t-tupleの分析値を用いてそ
の組み合わせが FIであるか否かを 3つのクラスタリ
ング手法のいずれかで決定する．
以下では，例題を用いながら，提案法への入力と各手法
の手順について説明する．

3.1 入力
3.1.1 テストスイートとテスト結果
本手法では，全テスト実行済みのテストスイートに，各
テストの実行結果「成功（pass）か失敗（fail）か」を対応
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表 6 入力例から作成された存在表

テスト 実行 存在表

tc P1 P2 P3 結果 e(v1 ,v3) e(v1 ,v4) e(v2 ,v3) e(v2 ,v4) e(v1 ,v5) e(v1 ,v6) e(v1 ,v7) e(v2 ,v5) e(v2 ,v6) e(v2 ,v7) e(v3 ,v5) e(v3 ,v7) e(v4 ,v5) e(v4 ,v6) e(v4 ,v7) R

1 v1 v3 v5 fail 1 0 0 0 1 0 0 0 0 0 1 0 0 0 0 1

2 v2 v4 v5 pass 0 0 0 1 0 0 0 1 0 0 0 0 1 0 0 0

3 v1 v4 v6 pass 0 1 0 0 0 1 0 0 0 0 0 0 0 1 0 0

4 v1 v3 v7 fail 1 0 0 0 0 0 1 0 0 0 0 1 0 0 0 1

5 v2 v4 v6 fail 0 0 0 1 0 0 0 0 1 0 0 0 0 1 0 1

6 v2 v4 v7 pass 0 1 1 1 0 0 0 0 0 1 0 0 0 0 1 0

7 v2 v3 v7 fail 0 0 1 0 0 0 0 0 0 1 0 0 0 0 0 1

させたものを入力とする．表5は入力例に対応する．
ここで，全てのテストケースの実行結果が passであるテ

ストスイートは，FIが存在しないため入力として適切では
ない．同様に，全てのテストケースの実行結果が failであ
るテストスイートは FIの特定が不可能であるため適切で
はない．
3.1.2 FIサイズの決定
本手法では，異なるサイズの FIを同時に求めることは

できない．そのためテスト中の t個のパラメータのタプル
(以下，t-tuple)に FIがあるかどうかを調べる操作を繰り返
していく．基本的にはまず大きさ 1のタプルを FIだと想
定し，t = 1から開始して，tの値を順に増やしながら繰り
返していくことになる．単一パラメータでのテストがすで
に完了している場合は t = 2から開始するとよい．また特
定のサイズの FIの存在を調べたい場合はその値を tに設定
すればよい．

3.2 Step 1：疑わしさ計算
3.2.1 存在表の作成
調べたい FIのサイズ tを決定したら，各テストケースが
含む t-tupleとテスト成否の情報を表す存在表の作成を行
う．この存在表がロジスティック回帰分析の入力として使
用する学習データとなる．存在表の作成は次の三段階の手
順で行う．
( 1 ) テストスイート内に出現する全ての t-tupleを抽出する．
( 2 ) 各テストケースに各 t-tuple iが含まれるか否かを表す

ブール変数 ei を用意する．テストケースが t-tuple iを
含む場合は ei = 1，含まない場合は ei = 0である．

( 3 ) 各テストケースの実行が失敗したか否かを表すブール
変数 Rを用意する．実行が失敗した場合は R = 1，成
功した場合は R = 0である．

例として，表5のテストスイートと実行結果と t = 2を入
力とした場合，全ての 2-tupleを抽出して作成した存在表
を表6に示す．この例では 2-tupleは全部で 15個存在する．
3.2.2 ロジスティック回帰分析の実行

t−tupleを説明変数，Rを目的変数として，各 t−tuple iに
対してロジスティック回帰分析を行い，回帰係数を分析値
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図 1 入力例に含まれる 2-tuple の分析値の分布

として計算する．
表7に入力例に対してロジスティック回帰分析を適用す

ることで得られた 2-tupleの分析値の一覧を示す．また，図
1に 2-tupleの分析値の分布を示す．図の赤点は実際に FIで
あるもの，青点は FIでないものを表す．また図の横軸は同
一値の個数を表し，水色の領域は分析値の密度分布を表す．

3.3 Step 2：FI決定
前工程で求められた分析値は，大きく次の 3つに分類で
きる．
• 0から離れた顕著な正の値を持つもの．
• 絶対値が 0に近い，微細な値を持つもの．
• 0から離れた顕著な負の値を持つもの．
分析値が高いほどその組み合わせが FIである可能性が高
くなるので，このうち，本手法では 1つめの「0から離れ
た顕著な正の値を持つもの」を FIとして自動分類したい．
自動分類の方法としては様々なものが考えられるが，我々
は，次の 3つの方法を提案し，以降の実験でその精度を比
較評価する．
M1 閾値決定法：固定的な基準値を設けてそれ以上の分析

値をもつものを FIとする．
M2 最大距離分割法：正の範囲で分析値間の距離が最大の

区間を境界として 2つに分割し，上位に属するものを
FIとする．
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表 7 結果例：各 2-tuple の分析値一覧と提案手法 M1, M2, M3 による FI 分類

2-tuple 回帰係数 M1 M2 M3 real-FI

(v3,v7) 22.56 FI FI FI FI

(v1,v5) 22.56 FI FI FI FI

(v3,v5) 22.56 FI FI FI FI

(v1,v6) 22.56 FI FI FI FI

(v1,v7) 22.56 FI FI FI FI

(v1,v4) 22.56 FI FI FI FI

(v2,v3) 22.56 FI FI FI FI

(v1,v3) 22.56 FI FI FI FI

(v2,v7) 0.00 - - - -

(v4,v6) 0.00 - - - -

(v2,v4) -0.69 - - - -

(v2,v5) -22.56 - - - -

(v4,v7) -22.56 - - - -

(v1,v6) -22.56 - - - -

(v1,v4) -22.56 - - - -

(v4,v5) -22.56 - - - -

M3 K-meansによるクラスタリング：正の範囲で K-means

法を用いてクラスタリングを行い，FIを決定する．
それぞれの方法について以降の各章で説明する．
3.3.1 M1：閾値決定法
最も簡単な方法として，閾値となる基準値を設けてそれ

以上の分析値をもつ t-tupleを FIとする方法が考えられる．
ここで，基準値は 4.605とする．その理由を以下に示す．
ロジスティック回帰分析によって得られる分析値，すな

わち回帰係数値は，機械学習のプロセスによって得られた
ロジット比（対数オッズ比）の近似値である．オッズは，あ
る事象が起こらない確率に対する，その事象が起こる確率
の比を表す．オッズは確率の別な表現であるともいえる．
オッズと確率 pの関係を式 2に示す．

Odds =
p

1 − p
(2)

また，オッズ比は 2つのオッズの比である．対数オッズ
比は，オッズ比の自然対数であり，ロジット比とも呼ば
れる．
ロジスティック回帰分析において，ある説明変数 xn の

回帰係数 βn が近似する対数オッズ比を式3に示す．

βn ≈ log

P(y=1|xn)

1−P(y=1|xn)

P(y=1|xn)

1−P(y=1|xn)

(3)

ここで，ロジスティック回帰分析における回帰係数は，
「他の説明変数をそのままに説明変数 xn が 1増加したとき
の目的変数 yの上昇量」の対数に近似する値となる．これ
を我々の手法における各組み合わせの存在とテストの成否
を対応付けたモデルにおいて説明すると，「説明変数が 1増
加する」という事象は，ある組み合わせの存在を表すブー
ル変数が 0から 1になる場合のみを指すので，「ある組み
合わせ Xがテストケース中に存在したときにテストが失敗

する確率は，Xがテストケース中に存在しないときにテス
トが失敗する確率の何倍であるか」と解釈できる．この値
を Pとすると，Pの対数の近似値が回帰係数値としてロジ
スティック回帰分析値によって得られる．
我々はある組み合わせが FIであるかを決定する基準と

して，「その組み合わせが存在するテストケースは，その組
み合わせが存在しないテストケースよりテストが失敗する
確率が 100倍より大きい」という指標を定める．回帰係数
は Pの対数に近似することから，次のように回帰係数の満
たす数値が求められる．

eβn ≈ P ≥ 100

βn ≥ log 100 = 4.605170... (4)

以上によって，分析値の基準値を 4.605とする．
たとえば，表7に示す各組み合わせの分析値一覧に対し
て，4.605以上の回帰係数を持つタプルは 6つあり，FI分
類結果は表7の M1のようになる．
3.3.2 M2：最大距離分割法
提案法 M2では，次の操作によって FI決定を行う．ま
ず，全 t-tupleを分析値の降順でソートする．次に分析値
が 0以下のものを除外する．ここに分析値 0のダミーデー
タを加える．ここから隣り合う分析値間の距離のうち，最
大のものを求める．求めた最大距離によって二分割される
集団のうち，分析値の大きいほうに属するタプルを FIと
する．
ここで，分析値が 0以下のものを除外するのは，FIとそ
れ以外の組み合わせとの分析値の境界を正の範囲に限定し
たいためである．また分析値 0のダミーデータを加えるの
は，データセットによっては「絶対値が 0に近い，微細な
係数を持つもの」が出現せず，正しい分割が期待できない
場合があるためである．
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表 8 提案手法 M2 によるクラスタリング

2-tuple 分析値 距離 クラスタ

(v3,v7) 22.56 - 1

(v1,v5) 22.56 0.00 1

(v3,v5) 22.56 0.00 1

(v2,v6) 22.56 0.00 1

(v2,v3) 22.56 0.00 1

(v1,v7) 22.56 0.00 1

(v1,v3) 22.56 0.00 1

(v4,v6) 0.00 22.56 2

(v2,v7) 0.00 0.00 2

(dummy) 0.00 0.00 2

表7の例題に提案法 M2を適用する過程を表8に示す．分
析値でソート済みのリストから 0以下のものを除外し，ダ
ミーデータを加えたものから，隣り合う距離を計算して最
大のものを求めると，(v1, v3)と (v4, v6)の間の距離が得ら
れる．この区間を境界としてタプルを二分割し，上位に属
する 7つのタプルを FIとする．FI分類結果は表7の M2の
ようになる．
3.3.3 M3：K-meansを用いたクラスタリング
最後に，最も有名なクラスタリング手法の 1 つである

K-means法を用いる FI決定法を提案する．K-means法に
よってクラスタリングを行う場合，入力として求められる
のはクラスタリングしたいデータセットとクラスタ数 Kで
ある．つまり，K-means法を使用する場合は事前にクラス
タ数を決定しておく必要がある．そこで，クラスタ数 Kを
2とし，提案法 M2と同じく元データセットから分析値 0

以下のものを除外して分析値 0のダミーデータを加えたも
のをデータセットとして用いる．K-meansによるクラスタ
リングの結果として各 t-tupleに 2種類のクラスタ番号がラ
ベル付けされたものが得られるので，分析値の高いほうの
クラスタに属するタプルを FIとする．
我々の例題に対しては，K-means法によるクラスタリン
グの結果は表9のようになり，ラベル番号によって分類さ
れたクラスタのうち最も高い水準の回帰係数を持つクラス
タに属する 7つのタプルを抜き出して FIとする．また FI

分類結果は表7の M3のようになる．
結果として，例として用いた入力に対しては，3つの提

案法M1, M2, M3で同じく，7つの 2-tuple：(v3,v7)，(v1,v5)，
(v3,v5)，(v2,v6)，(v2,v3)，(v1,v7)，(v1,v3)を FIと決定する．
実際の 7個の FI（real-FI）に対して，全ての FIを正しく推
定できた結果になっている．

4. 評価実験

我々は Pythonで提案法の実装を行い，評価実験を行っ
た．実装において，まず，ロジスティック回帰分析の実行
には，Pythonの統計モデルパッケージ statsmodelsの一般
化線形モデルを扱う方法を用いた．また，K-means法によ

表 9 K-means 法 (K=2) によるクラスタリング

2-tuple 分析値 クラスタ

(v3,v7) 22.56 1

(v1,v5) 22.56 1

(v3,v5) 22.56 1

(v2,v6) 22.56 1

(v2,v3) 22.56 1

(v1,v7) 22.56 1

(v1,v3) 22.56 1

(v4,v6) 0.00 2

(v2,v7) 0.00 2

(dummy) 0.00 2

るクラスタリングの実装には，Pythonの機械学習パッケー
ジ scikit-learnの K-meansを用いた．

4.1 実験対象
本実験では，オープンソースプロジェクト「flex」「grep」

「make」に対して作成されたテストスイートを用いる．こ
れらのテストスイートとバグを含む複数バージョンのプロ
グラムに対するテストスイートの実行結果を，公開された
ソフトウェア関連成果物リポジトリである Software-artifact

Infrastructure Repository (SIR)*1 から入手できる．
適用実験は，これらのプロジェクトにおける全組み合わ
せテストスイートとペアワイズテストスイートの 2種類の
テストスイートの実行結果を対象として行う．全組み合わ
せテストスイートは全ての入力の組み合わせを網羅したテ
ストスイートであり，ペアワイズテストスイートはある 2

つのパラメータの取り得る値の組み合わせを網羅したテス
トスイートである．
全組み合わせテストスイートは SIR から入手できる．

SIRから入手した全組み合わせテストスイートには単一の
パラメータ入力によるテストケースと全てのパラメータを
用いたテストケースが混在しているので，実験では単一の
パラメータ入力によるテストケースを除外して使用する．
またペアワイズテストスイートは，SIRにある flex，grep，

makeのテストプランからシステムモデル（SUT）を作成
し，そのシステムモデルからペアワイズテスト生成ツール
「pricot」[1]を用いて作成した．たとえば，図 2は，SIRに
ある flexのテストプランの一部である．そこから作成した
テストモデルの一部が，表 1である．表10は，各プロジェク
トに対して作成したシステムモデルの大きさを表す．表で，
パラメータと値のサイズ k; gk1

1
gk2

2
. . . gkn

n は，パラメータ数
が kで，各 iに対して gi個の値をもつ ki個のパラメータが
あることを表す．制約のサイズは，制約式をパラメータに
対する値割り当てを表すブール変数の CNF式 l; lh1

1
lh2

2
. . . lhm

m

で表したとき，l個のブール変数があり，各 jに対して l j

個のリテラルをもつ h j 個の節があることを表す．
*1 http://sir.unl.edu/
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Parameters:

...

Debug mode: # -d

Debug_on.

Debug_off.

Bypass use: # -Cr

Bypass_on. [property Bypass]

Bypass_off.

Fast scanner: # -f, -Cf

FastScan. [property FastScan]

FullScan. [if !Bypass][property FullScan]

off. [property f&Cfoff]

...

図 2 flex のテストプランの一部

表 10 flex，grep，make のシステムモデルサイズ

Proj. Model size

flex
パラメータと値のサイズ
29; 3234462

制約のサイズ
97; 27122212422517269

grep
パラメータと値のサイズ
14; 243143516191111131201

制約のサイズ
87; 243332748751612412712813110

make
パラメータと値のサイズ
22; 2231244526171

制約のサイズ
79; 2526211221231243257269

用意した 2種類のテストスイートを，flex，grep，makeの
総計 152バージョンのプログラムに対して適用した結果，
全てのテストケースの実行が成功したバージョンと全ての
テストケースの実行が失敗したバージョンが出現した．こ
れらのバージョンは組み合わせ不具合特定の対象として不
適当であるため除外し，全組み合わせテストスイートとペ
アワイズテストスイートの両方に対して失敗テストケース
を含む 42バージョンを分析対象とした．
表 11，表 12に各プロジェクトのテストごとの使用バー
ジョン数（#ver），テストケース数（#tc），含まれる 1-tuple

および 2-tupleの総数を示す．また本実験では，評価対象と
してペアワイズテストスイートを使用する性質上，2-tuple

以下（1-tupleと 2-tuple）の FIの特定を行う．

表 11 全組み合わせテストの諸パラメータ

Proj. #ver #tc #1-tuple #2-tuple

flex 31 500 48 213

grep 9 440 43 433

make 2 768 32 179

All 42

表 12 ペアワイズテストの諸パラメータ

Proj. #ver #tc #1-tuple #2-tuple

flex 31 27 48 213

grep 9 45 43 433

make 2 8 32 179

All 42

4.2 評価方法
本実験では，我々の手法が本来求めるべき FI（以下，

real-FI）を特定できているのかを評価したい．そのため実
験対象の各バージョンについてあらかじめ real-FIを特定
し，比較用の正解データとして用意しておく必要がある．
real-FI の特定には従来の原始的アプローチを用いる．す
なわち，ある組み合わせについて，それが失敗したテスト
ケースに含まれ，かつ成功したテストケースに含まれてい
ないかどうか探索することで FIであるか否かを判定する．
提案手法により特定された FIと real-FIがどの程度合致

しているかによって評価する指標としては，適合率（Pre-

diction），再現率（Recall），および，正確度（Accuracy）を
用いる．適合率は我々の提案手法が分類した FIのうちの，
real-FIの割合を表す．適合率が 100%であれば，提案法に
よって FIと分類されたものは全て real-FIである．再現率
は real-FIのうち，我々の提案手法によって FIと分類でき
たものの割合を表す．再現率が 100%であれば，提案法に
よって FIと分類されたものは全ての real-FIを含んでいる．
正確度は全ての t-tupleのうち，我々の提案手法によって FI

であると正しく推定できた real-FIおよび FIではないと正
しく分類できた非 real-FIの合計の割合を表す．正確度が
100%であれば，提案法は real-FIと非 real-FIを完全に分離
できている．

5. 実験結果と考察

5.1 実験結果
各テストタイプ（すなわち，全組み合わせテストスイー
ト及びペアワイズテストスイート），各 t-tuple（すなわち，
1-tuple及び 2-tuple）をそれぞれ対象に行った提案手法の
精度評価実験における，使用したすべてのバージョンで
の測定評価値の平均値を表13に示す．また，全てのテスト
タイプ・t-tupleでの平均値を下段の Avg.に記す．さらに，
それぞれの評価指標で 100%の精度が出たバージョン数を
#(100%)に記す．
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表 13 実験結果のまとめ：提案法の精度（statsmodels を用いた場合）

Precision (%) Recall (%) Accracy (%)

t M1 M2 M3 M1 M2 M3 M1 M2 M3

Pairwise
1 100.00 100.00 100.00 100.00 100.00 100.00 100.00 100.00 100.00
2 100.00 100.00 100.00 100.00 100.00 100.00 100.00 100.00 100.00

All
1 94.85 100.00 100.00 100.00 100.00 100.00 98.57 100.00 100.00
2 96.75 100.00 100.00 100.00 100.00 100.00 99.62 100.00 100.00

Avg. 97.90 100.00 100.00 100.00 100.00 100.00 99.56 100.00 100.00
#(100%) 126 143 143 143 143 143 126 143 143

ここで求めた平均値は，比較対象である real-FIが存在し
ないバージョンを除いたものとなっている．これは，対象
としているスコープ内に real-FIが存在する場合に我々の提
案手法がそのタプルを FIとして推定する能力の精度を提
示するためである．スコープ内に real-FIが存在しない場
合，例えば 2-tupleより大きい real-FIのみを持つバージョ
ンに対して 1-tupleのスコープで FIを推定しようとしたと
きに，1-tupleの real-FIが存在しないにも関わらず，我々の
手法においては少なくとも M2および M3を使用した際に
必ず FIと推定される t-tupleが出現してしまうため，精度
が下がってしまう．real-FIがスコープ内に存在しないバー
ジョンは，全組み合わせテストスイートの 1-tupleで 14，
全組み合わせテストスイートの 2-tupleで 4，ペアワイズテ
ストスイートの 1-tupleで 7だけ存在し，ペアワイズテス
トスイートの 2-tupleでは存在しない．すなわち，平均値
の集計に用いたバージョン数は 42 × 4 − (14 + 4 + 7) = 143

となる．また#(100%)の上限値も 143となる．

5.2 考察
実験結果から，本手法は極めて高い精度で real-FIを特定

できていることがわかる．特に，FI決定法 M2および M3

では，適合率，再現率，正確度ともに，全てのバージョン
で 100%となっている．これは，実験に用いたどのような
パターンのテスト結果からも過不足なく real-FIを特定でき
たことを表す．FI決定法 M1についても，再現率は全ての
バージョンで 100%であり，適合率，正確度に関しても全
143バージョン中 126バージョンで 100%，全バージョンで
の適合率の平均値は 97.9%，正確度の平均値は 99.56%と，
非常に高い精度で real-FIを特定できている．

M1で適合率が 100%にならなかった 17のバージョンに
ついては，その全てにおいて，基準値である 4.605を上回
る分析値を持つ非 real-FIな組み合わせが出現したことが原
因となっている．またあくまでも回帰係数は近似値として
計算されるので，理論的に求められた基準値と実際に求め
られた分析値の間にギャップがあるのは当然ともいえる．
基準値の決定に際して，今回は 100倍と定義した部分をた
とえば 1000倍，10000倍とさらに厳しくしたり，近似のブ
レを考慮して余裕をもたせた基準値に設定することで，精

度が改善される可能性がある．
M2と M3はともに 100%の精度となったが，M3は M2

に比べると計算速度が遅いので，M2のほうがより優れた
方法であると評価することができる．ただし，K-means法
の特性を考えると，M2で正しく分割できる場合について
は M3でも正しく分割できるのは当然であるともいえる．
今回の実験では全てのバージョンで M2によって正しく分
割可能な分析値分布であったためこのような結果になった
が，仮に M2では正しい分割が難しい分析値分布があった
とし，M3を使用することで正しい分割が可能となる場合
には M3の隠れた優位性が示される余地が残ることに注意
したい．
また先に述べたように，表13に示した数値は対象として

いるスコープ内に real-FIが無い場合のものを除いて集計
したものである．これは提案法の real-FIを特定する能力
を示すためであるが，実際に提案法を未知の対象物に適用
する場合にはスコープ内に real-FIが存在するのかどうか
は不明であり，このため FI決定法M2および M3を用いた
場合に誤った FIを選択してしまう問題が残る．逆説的に，
スコープ内に real-FIが存在しない場合には「FIは存在し
ない」と正確な判定が可能な方法 M1こそが，不具合組み
合わせ特定問題において最も適切であると結論付けること
もできる．

6. 追加実験

我々の行った評価実験ではロジスティック回帰分析の実
行に Pythonの統計モデルパッケージ statsmodelsを使用し
たが，他のツールを用いてロジスティック回帰分析を実行
する場合でも同様な結果になるのか確かめてみることには
大いに意義がある．ここでは追加実験として，同じ Python

の機械学習パッケージである scikit-learnを使用して同じ実
験を行う．追加実験において，ロジスティック回帰分析の
実行に使用していた statsmodelsを scikit-learnに変更した
こと以外，実験対象，実験手順，および結果データの取り
扱いは，全て同じである．また scikit-learnのロジスティッ
ク回帰を実行する関数 LogisticReggressionにおいて全ての
パラメータを初期値のまま使用した．これは statsmodelsの
場合も同じである．結果を表 14に示す．

ソフトウェアエンジニアリングシンポジウム 2017 
IPSJ/SIGSE Software Engineering Symposium (SES2017)

©2017 Information Processing Society of Japan 32



表 14 追加実験：scikit-learn を用いた場合の提案法の精度

Precision (%) Recall (%) Accracy (%)

t M1 M2 M3 M1 M2 M3 M1 M2 M3

Pairwise
1 0.07 75.89 76.04 3.57 63.53 68.29 87.02 89.39 89.30

2 0.00 62.33 63.61 0.00 14.24 45.67 83.40 84.28 85.94

All
1 0.00 69.92 72.84 0.00 15.49 39.75 77.00 79.40 81.45
2 0.00 74.42 73.25 0.00 18.44 39.13 77.20 80.12 81.28

Avg. 0.02 71.90 72.39 0.89 42.88 59.43 83.33 85.87 86.83
#(100%) 1 80 45 1 40 43 26 31 27

表13に示した statsmodelsを用いた場合の結果と比べて極
端に精度が下がっていることが確認できる．特に FI分類方
法 M1の場合には適合率と再現率の平均値はともに 1%に
満たない．これは M1の使用している基準値を超える分析
値が現れなかったケースが大部分であることに由来する．
また，図3および 4は statsmodelsおよび scikit-learnをそ
れぞれ用いた場合の，flex の 1 バージョンにおける分析
値の分布を表す．statsmodelsを使用した場合では 1-tuple,

2-tupleのスコープでともに real-FIと非 real-FIがくっきり
と分かれており，M1, M2, M3の各 FI分類方法によって FI

が正しく決定できそうに見える．一方で scikit-learnを使用
した場合では real-FIと非 real-FIの分析値は明確に分かれ
ておらず，極めて連続的であり，M1, M2, M3のどの FI分
類方法であっても real-FIのみを正しく決定することは不可
能に思える．また，statsmodelsの場合では 1-tuple, 2-tuple

で最大値が 20付近で固定されているのに対し，scikit-learn

の場合には 1-tupleで最大値は 3付近，2-tupleでは最大値は
1付近と，スケールの変化が起きていることも確認できる．
この追加実験の結果から，我々が前章までで行ったよう

な statsmodelsを用いたロジスティック回帰分析による分
析値を利用した不具合組み合わせ特定手法は，他のロジス
ティック回帰分析を実行する方法を用いたときには同様な
結果をもたらすわけではないことを示す．この理由として
次のようなことが考えられる．
一つは，ロジスティック回帰分析を行うときの諸パラメー

タの違いによるものである．statsmodelsおよび scikit-learn

でのロジスティック回帰分析の実行は全てのパラメータ
を初期値で使用したが，初期値とされている値が二つの
方法間で異なっているという可能性がある．もう一つは，
statsmodelsおよび scikit-learnではそもそもロジスティック
回帰を実行するアルゴリズムが異なっていることによるも
のである．ロジスティック回帰を実現するアルゴリズムに
は最急勾配法や Newton法，あるいは統計モデルを用いる
方法など複数の種類が存在する．statsmodelsと scikit-learn

でロジスティック回帰に使われているアルゴリズムが異
なる場合，性質の異なる結果が導出されてしまう可能性が
ある．
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図 3 statsmodelsを用いたロジスティック回帰分析における回帰係数
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図 4 scikit-learn を用いたロジスティック回帰分析における回帰係数
分布例

7. 関連研究

組み合わせテストの不具合組み合わせ特定に対するアプ
ローチは，AdaptiveアプローチとNon-Adaptiveアプローチ
の大きく二つに分けられる．

Non-Adaptiveアプローチには，テスト成否から容易に不
具合組み合わせを特定可能なテストスイートを事前に設計
する手法がある．LDA (Locating and Detecting Array) [2]，
ELA (Error Locating Array) [8]などがその例である．たと
えば，(d, t)-locating arrayは，d個までの t-FIを特定可能な
テストスイートである．Nagamotoらの研究 [9]では，与
えられたペアワイズテストから Locating Arrayを生成する
手法を提案する．このように LDAや ELAを設計するアプ
ローチは，テスト結果から FIを容易に特定可能である一
方，構築されるテストスイートは，テストの数が大きく，
テスト設計・実行のコストが高い，という短所がある．ま
た，Zhangら [14]は，与えられた組み合わせテストの FI
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探索を論理式の充足可能性 (SAT)問題へ変換し，SATソル
バーを用いて FIを探す方法を提案する．彼らの手法では 1

個の FIを見つけることを前提としており，複数の FIを前
提している我々の研究とは異なる．

Adaptive アプローチでは，与えられた組み合わせテス
トとその実行結果から各タプルが FIである疑わしさを計
算する手法を採用する．我々の提案法はこちらに分類さ
れる．Yilmaz ら [13] は Classification Tree 手法を用いて，
Ghandehariら [5]は独自のヒューリスティック計算式に基
づいて，FIの疑わしさを計算する手法を提案する．我々は，
ロジスティック回帰を用いて疑わしさを計算し，更に，FI

であるか否かを自動分類するための 3つの方法を提案し，
比較評価した．関連研究とは実験に使用したデータセット
が異なるが，Ghandehariらの論文によると，彼らの手法の
適合率は 50-100%（平均 56%）とのデータがあり，提案法
の精度の良さを推測できる．また我々は，FI決定のスコー
プを特定のサイズに限定せず一般化する手法 [12]も提案し
ている．一方，FIの疑わしさ予測を基に Adaptiveにテスト
ケースを追加していく方法を先行研究では提案しており，
我々の研究では今後の課題である．

8. 結論

本稿では，ロジスティック回帰分析を用いて組み合わせ
テストにおける不具合組み合わせの疑わしさを定量的に計
算し，機械学習を含む 3つの方法を用いて分析値の分布か
ら自動的に FIを特定する手法を提案した．また，実際に
バグを含むプロジェクトの組み合わせテストとその実行結
果を対象に提案法の 3つの FI自動分類法の比較評価実験
を行い，提案手法の総合的な精度の高さを確かめるととも
に，それぞれの方法の持つ特徴を示した．
今後の課題として，より多様な実験対象で評価実験を行

うこと，他の FI特定法とのパフォーマンス比較を行うこ
と，などが挙げられる．
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