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DNNを用いた時変線型変換とその音声変換への応用

小谷 岳1,a) 齋藤 大輔1,b) 峯松 信明1,c)

概要：音声や画像といったメディア情報分野において，特徴量空間を混合ガウス分布 (Gaussian mixture

model; GMM) でモデル化する手法は広く用いられてきた．GMM に基づいたメディア変換を行う際，

GMMの各要素分布により特徴量空間を領域分割し局所線型性に基づいた変換が行われる．これに対し近

年，複雑な対応関係を持つ特徴量間マッピングをディープニューラルネットワーク (Deep neural networks;

DNNs) によりモデル化する研究が盛んに行われている．しかし，従来の DNNに基づくマッピング手法は

非常に柔軟性が高い一方で，入力-出力特徴量の変換過程で非線型な特徴量変換が繰り返し適用されるため

に，同一ドメイン内変換の場合においては，そのマッピング関数は非現実な対応関係を学習しうると考え

られる．本研究では，この問題に対し，入力-出力特徴量変換が同一ドメイン内の変換であるという制約を

効果的にモデル化することを検討する．具体的には，DNNによる特徴量間の変換過程に対し時変線型変換

という制約を設けることで，より合理的にモデルを学習する新しい DNNアーキテクチャを提案する．ま

た，声質変換というタスクにおいて実験的にその性能を評価し，従来の DNNに基づく手法と比べ，より

自然な音声変換が実現できることを示す．
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1. はじめに

音声や画像といったメディア情報分野において，特徴

量空間を GMMでモデル化する手法は広く用いられてき

た [1], [2], [3], [4]．GMMに基づいたメディア変換を行う

際には，GMMの各要素分布により特徴量空間を領域分割

し局所線型性に基づいた変換が行われる [1], [2]．GMMに

基づく特徴量変換は，入力特徴量が与えられた場合の出力

特徴量の条件付き確率に基づいて行われる．この際，局所

的には入力特徴量が属するGMMの要素分布の識別とその

要素分布に従った線型変換が行われていると解釈できる．

一方で近年，入力-出力特徴量間のマッピングに DNN を
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用いる研究が盛んに行われている [5], [6], [7], [8]．音声認

識や画像認識といった異なるドメイン間の特徴量の対応関

係を DNNで記述することにより，精度の向上が見られて

いる [6], [8]．声質変換のような同一ドメイン内における変

換に対しても，DNNに基づく変換モデルは研究されてお

り，訓練データ量が多い条件下ではGMMに基づく手法を

上回る変換精度が得られている [5]． DNNに基づく手法

は GMMに基づく手法と比べ，入力-出力特徴量間のより

複雑な対応関係を記述することが出来ると考えられる．し

かし，従来の DNNに基づくマッピング手法は非常に柔軟

性が高い一方で，入力-出力特徴量変換が同一ドメイン内の

変換であるという制約を効果的にモデル化する試みは少な

い．従来の DNNに基づく変換モデルは入力特徴量から出

力特徴量への変換過程において，非線型な特徴量変換が繰

り返し適用されるために，同一ドメイン内での変換のよう

に，変換の解釈がある程度明確である場合には合理的では
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ない．我々は，特にメディア変換における入力-出力特徴量

が同一ドメイン内にある場合に，DNNによる特徴量間の変

換過程に対し時変線型変換という制約を設けることで，よ

り合理的にモデルを学習する新しい DNNアーキテクチャ

を提案する．また，声質変換というタスクにおいて実験的

にその性能を評価し，従来の DNNに基づく手法と比べ，

より自然な音声変換が実現できることを示し，さらに学習

した DNN変換モデルの機能に対し分析的な検討を行う．

2. GMMを用いた従来の話者変換

本章では，結合確率密度 GMMを用いた従来の話者変

換手法について簡単に説明する [1]．入力-出力話者のパ

ラレルデータに対し，時刻 t における入出力話者の D

次元特徴量ベクトルをそれぞれ xt = [x1, x2, ..., xD]⊤，

yt = [y1, y2, ..., yD]⊤ と表す．このとき，結合ベクトル

zt = [x⊤
t ,y

⊤
t ]⊤をGMMを用いて式 (1)のようにモデル化

する．

P (zt|λ(z)) =

M∑
m=1

wmN (zt;µ
(z)
m ,Σ(z)

m ). (1)

ここで，wm と µ
(z)
m ，Σ

(z)
m はそれぞれ GMMのm番目の

要素分布に対する重みと平均ベクトル，分散行列にあたる．

また，µ
(z)
m と Σ

(z)
m は入出力話者の特徴量ベクトルに対す

る平均及び分散行列を用いて，それぞれ式 (2)のように表

される．

µ(z)
m =

[
µ

(x)
m

µ
(y)
m

]
,Σ(z)

m =

[
Σ

(xx)
m Σ

(xy)
m

Σ
(yx)
m Σ

(yy)
m

]
. (2)

結合確率密度GMMを用いた変換モデルにおいて，入力特

徴量 xt を出力特徴量 yt に変換するマッピング関数 F(·)
は，xt が与えられた場合の yt の条件付き確率に基づく．

この条件付き確率は結合確率密度GMMのパラメータを用

いて表すことができ，最小二乗誤差基準で学習されたマッ

ピング関数 F(·)は式 (3)のように表される．

F(xt) =

M∑
m=1

P (m|xt,λ
(z))(µ(y)

m +Σ(yx)
m Σ(xx)−1

m (xt−µ(x)
m )).

(3)

式 (3)において，初項 P (m|xt,λ
(z))は時刻 tにおける入力

特徴量 xt を GMMの特定の要素分布に割り当てる役割を

し，残りの第二項は各要素分布に対応する線型変換を行っ

ていると解釈することが出来る．言い換えると，マッピン

グ関数 F(·)は，領域分割による局所線型変換，つまり時変
線型変換として表すことが出来る．ただし，式 (3)による

変換は，各混合の重み付け和により計算されるため，最終

的な変換は離散的ではなく連続的な変換となる．

3. DNNを用いた従来の話者変換

本章では DNNを用いた従来の話者変換手法について述
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図 1 DNN を用いた従来の話者変換

Fig. 1 Traditional DNN-based VC

べる [5]．DNNは多層の隠れ層を有するニューラルネット

ワークである．DNNでは層 lの出力特徴量を h(l) とする

と，層間を接続する変換関数は，前段の隠れ層からの線型

変換と活性化関数 g(x)の組み合わせによって以下のよう

に表される．

h(l) = g(W (l)h(l−1) + b(l)). (4)

活性化関数 g(x) としては，シグモイド関数や g(x) =

tanh(x)（双曲線関数），g(x) = max(x, 0)（Rectified Linear

Unit; ReLU）などが用いられ，本研究では ReLU を用い

る．最終層の活性化関数については，声質変換のような連

続値に対する回帰問題では線型写像が広く持ちいられてお

り，本研究についても同様である．また一般的な DNNの

学習は，微分可能な誤差基準のもとで誤差逆伝搬法を用い，

ミニバッチ単位での確率的勾配降下法によってパラメータ

の最適化が行われる．本研究では声道スペクトルを表す特

徴量（メルケプストラム）を入出力音声特徴量として用い，

バッチサイズを 1 文として二乗誤差基準のもとに学習を

行う．

従来手法では図 1 に示すように，入力音声特徴量系列

x = [x⊤
1 , · · · ,x⊤

t , · · · ,x⊤
T ]

⊤ から，DNNを用いて変換音

声の特徴量系列 ŷ = G(x) を推定し，音声波形を合成す

る [2]．まず，別途推定した音源特徴量系列を用いて混合励

信源波形を合成する．これに対して，ŷ によるフィルタを

適用することで最終的な変換音声を得る．また，音声波形

を合成する他の手法として，差分スペクトル推定に基づく

手法がある [9]．差分スペクトル推定に基づく手法では，入

力音声に対し，入力-出力声道スペクトル特徴量系列の差分

によるフィルタを適用することで，最終的な変換音声を得

る．差分スペクトル推定に基づく手法により，ボコーダ処

理による音質劣化を回避することができるが，F0や非周期

成分といった特徴量の変換は困難となる．本研究では，声

道スペクトル特徴量系列の差分 ŷ − xから得られるフィル

タを用いて，差分スペクトル推定に基づく手法により変換

音声を得る．また，本研究では実験において異性間の変換

も扱うため，F0の変換を行う必要性がある．予備実験にお

いて，ボコーダ処理による音声波形合成手法を用いて F0

2ⓒ 2017 Information Processing Society of Japan

Vol.2017-SLP-117 No.1
2017/7/27



情報処理学会研究報告
IPSJ SIG Technical Report

のみを変換した場合の音質劣化は比較的小さいことを確認

したため，本研究ではまずボコーダ処理により F0 のみを

変換した変換音声を作り，その後差分スペクトル推定に基

づく手法により声道スペクトル特徴量を変換する．F0 の

変換は次式で定義される線型変換を行った．

ŷt =
σ(y)

σ(x)
(xt − µ(x)) + µ(y) (5)

ここで，ŷt と xt はそれぞれ時刻 tにおける対数化した F0

である．µ(x),µ(y)は学習データから求めた入出力話者それ

ぞれの対数化した F0 の平均であり，σ(x),σ(y) は学習デー

タから求めた入出力話者それぞれの対数化した F0 の標準

偏差である．

DNNに基づく従来の話者変換手法では，入力特徴量か

ら出力特徴量への変換過程において，式 (4)で表される非

線型な特徴量変換が繰り返し適用される．テキストから音

声への合成，音声からテキストへの認識など，異なるドメ

イン間の対応付けを学習する際には，DNNを用いた手法

は優れた性能を発揮している [6], [7], [8]．しかし，声質変

換のような同一ドメイン内における変換では，DNNを用

いた従来手法はその性能を十分に発揮しているとは言えな

い．同一ドメイン内の特徴量変換では，特徴量変換の意味

付けが明確であることが多く，このトップダウンの知識を

活用することが望ましい．入力-出力特徴量変換が同一ドメ

イン内の変換であることを明示的に表現した DNNアーキ

テクチャとして，Residual Networks (ResNet) を考えるこ

とが出来る [8]．ResNetは，式 (6)で表されるように，入

力-出力特徴量間の差分を学習する．

ŷt = xt +R(xt). (6)

しかし，声質変換というタスクにおいて，ResNet はケプス

トラムドメイン内における変換という制約を十分には活か

せていない．このことを 4章において説明し，実験によっ

て提案手法が ResNet を用いた変換手法よりも高い変換精

度を実現できることを示す．

4. 提案手法

4.1 DNNを用いた時変線型変換

本節では，提案手法として DNNを用いた時変線型変換

について述べる．提案手法の DNNアーキテクチャを図 2

に示す．提案する DNNアーキテクチャは 2つのサブネッ

トワークとその結合部で構成される．2 つのサブネット

ワークでは，入力特徴量 xt からそれぞれ変換行列 A(xt)

とバイアス項 b(xt)が推定される．推定されたパラメータ

を用いて，入力特徴量 xt から出力特徴量 yt への変換を行

う（式（7））．この時，変換パラメータA(xt)及び b(xt)は

各時刻 tにおいて変化し，DNNを用いた時変線型変換を

実現する．

ŷt = A(xt)xt + b(xt). (7)
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図 2 DNN を用いた時変線型変換モデル

Fig. 2 Proposed framework of DNN-based time-variant linear

conversion
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(a) α=0.0
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(b) α=0.2
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(c) α=−0.2

図 3 [10] における線型変換行列 A を可視化した例．

Fig. 3 Visualization of several examples of matrix A in [10].

DNNのパラメータの学習は，従来の DNNを用いた手法

と同様に，変換特徴量 ŷt と出力特徴量 yt 間の二乗誤差を

最小化する基準で行われる．また，提案手法の変換行列

A(xt)として常に単位行列を用いた場合，提案した DNN

アーキテクチャはResNetと等価である（3章）．入力-出力

特徴量間の対応関係がケプストラム空間上での回転成分を

持たない場合，ResNetを用いたモデル化は提案手法に近

い性能を有すると考えられる．

提案手法は，入力-出力特徴量間の変換過程を時変線型変

換に制約することで，非線型な特徴量変換を繰り返す従来

手法と比べ，同一ドメイン内の変換に対しより効果的な学

習が期待出来る．2章で GMMに基づいた変換手法が時変

線型変換と解釈できることについて述べたが，GMMに基

づいた時変線型変換は変換の自由度として Σ
(yx)
m Σ

(xx)−1
m

の重み付け和しか許されていない．提案手法の DNNを用

いた時変線型変換は，より効果的で柔軟な同一ドメイン内

における変換を実現できると考えられる．

提案手法がケプストラムドメインにおける線型変換を実

現すると，その変換行列 A(xt)は少なくとも，入力-出力

話者間の声道長の違いを反映すると考えられる．これにつ

いて，次節でより詳細に説明する．

4.2 Vocal tract length normalization

本節では，提案手法による変換モデルが，話者間の声道

長変換を明示的に表現することについて述べる．話者間の

声道長の違いは，話者間の声質の違いの一要素として広く

知られている．音声認識において，話者間の声道長の違い
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は著しく認識精度を低下させる要因の一つであり，声道長

正規化 (Vocal Tract Length Normalization; VTLN) によ

る話者正規化技術が広く用いられている [11]．以下では，

[10] で報告されている声道長変化の定式化とケプストラム

の声道長依存性について述べる．

話者の声道長の単調な変化は，音声のスペクトル表現に

おける周波数ウォーピングとして考えることができる．今，

周波数ウォーピングにおける変換前後の正規化角周波数を

ω, ω̂(0 ≤ ω, ω̂ ≤ π)とする．このとき z = ejω，ẑ = ejω̂ と

し，周波数ウォーピングとして以下の 1 次全域通過関数を

考える．

ẑ−1 = m(z) =
z−1 − α

1− αz−1
(−1 < α < 1). (8)

α < 0の場合，周波数軸が低域に変換され声道長は長くな

る．一方 α > 0の場合，周波数軸は高域に変換され声道長

は短くなる．

以下，前述のスペクトルドメインにおける周波数ウォー

ピングをケプストラム空間における記述に置き換える．パ

ワーを表現するケプストラムの 0 次項を考慮しない場合，

周波数ウォーピングは以下の式でケプストラム空間におけ

る線型変換として表現される．

ĉ = Ac, (9)

ĉ = (ĉ1 ĉ2 ĉ3 ĉ4 · · · )⊤, (10)

A =


1− α2 2α− 2α3 · · · · · ·
−α+ α3 1− 4α2 + 3α4 · · · · · ·

...
...

...
...

...
...

...
...

 , (11)

c = (c1 c2 c3 c4 · · · )⊤. (12)

また，[12] では，式 (11)の変換行列が強い回転性を持ち，

その性質は音韻による影響が見られることを実験的に示し

ている．

本研究で提案する DNNアーキテクチャには，入力-出力

特徴量（メルケプストラム）間の変換に時変線型変換とい

う制約を設けている．話者間の声道長変換がケプストラム

空間での線型変換で表現できることに着目すると，提案手

法による変換モデルの変換行列は，少なくとも式 (11)の変

換行列を内包し，さらにその音韻による変化を捉えている

と解釈できる．ここで，提案手法における A(xt)（4.1 節

の式（7））は一般行列であり，式 (11)のパラメータ αから

求まる行列Aと同一ではないことには注意が必要である．

5. 実験

5.1 実験条件

提案手法の性能を評価するために，3章で議論したDNN

を用いた従来手法及び ResNetを用いた手法と比較実験を

行った．実験データには JNASを用いた [13]．JNAS デー

表 1 実験に用いた話者ペア

Table 1 Speaker pairs used for experiments

Speaker pairs Input speaker Output speaker

male to male m002 m080

male to female m038 f071

タ中の音素バランス文 503文中の 50文からなるサブセット

Aを読み上げている話者の中から，同性話者ペアと異性話

者ペアを一組ずつ実験に用いた．実験に用いた話者ペアを

表 1に示す．学習データのサンプリング周波数は 16 kHz，

フレームシフトは 5 msとした．スペクトル特徴量として

STRAIGHT分析に基づいた 0次から 24次のメルケプス

トラム係数を用いた [14]．メルケプストラム係数の 1 ∼ 24

次を DNNの入出力特徴量とし，パワーを表す 0次項につ

いては入力音声のものをそのまま用いた．

各変換モデルの学習には，各話者 50文のデータのうち

1 ∼ 40文目を用いた．41 ∼ 50文目を評価データとし，変

換精度の評価に用いた．実験に用いた手法のモデルパラ

メータについて説明する．まず，全ての手法について，隠

れ層の素子数は 128とした．隠れ層数は，3章の DNNに

基づいた変換手法と ResNetを用いた手法，提案手法の変

換行列を推定するサブネットワーク及びバイアス項を推定

するサブネットワークについてそれぞれ 5, 4, 6, 3とした．

最適化手法として，学習率 0.0005の Adamを用いた [15]．

学習データ 40文のうち，33 ∼ 40文目の 8文をバリデー

ションデータとし，モデルの学習はバリデーションデータ

に対する誤差が減少しなくなるまで反復を繰り返すこと

で行った．学習データの前処理として，DTW (Dynamic

Time Warping) と 大局的なアフィン変換による大まかな

話者変換を繰り返し交互に 10回適用することで，パラレル

データの時間構造を一致させた．また，メルケプストラム

特徴量の前処理としてカットオフ周波数 50 Hzのトラジェ

クトリスムージングを施した [16]．

評価指標として，メルケプストラム歪みに基づく客観評

価と，変換音声の自然性と話者性に関して AB テスト及

び ABXテストによる主観評価を用いた．客観評価は，評

価データ 10文に対する変換音声と出力音声間のメルケプ

ストラム歪みの平均を用いた．主観評価は，変換音声の自

然性を評価するために，3手法間で 3通りの ABテストを

行った．また，変換音声の話者性を評価するために，3手

法間で 3通りの ABXテストを行った． 主観評価の被験者

数は 11名であり，評価データ 10文を自然性と話者性の評

価に用いた．

5.2 実験結果・考察

実験の客観評価結果を表 2 に，主観評価結果を図 4 に

示す．まず，DNNを用いた従来の変換手法（Baseline）と
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表 2 メルケプストラム歪みによる客観評価結果 [dB]

Table 2 Results of objective evaluations by mel-cepstral dis-

tortion [dB]

Speaker pairs Baseline Residual Proposed

male to male 4.503 4.631 4.561

male to female 4.262 4.369 4.334
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図 4 主観評価結果

Fig. 4 Results of subjective evaluations
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図 5 提案手法による変換行列 A(xt) を，各音韻（モノフォン）に

ついての時間平均により可視化した例．

Fig. 5 Visualization of results of A, which is the averaged

A(xt) along the time axis for each phoneme in the test

sentences.

提案手法（Proposed）を比較すると，客観評価においては

Baselineの方が若干精度が良い．しかし，音声の自然性に

関する主観評価においては同性間及び異性間変換で共に

Proposedの方が変換精度が良い．これは，3, 4 章で議論

したように，Baselineでは非現実的な特徴量マッピングを

モデルが学習していることに起因すると考えられる．音声

の話者性に関する主観評価においても，自然性のために話

者性を損なうといったことなく変換が行えており，妥当な

結果が得られている．提案手法は，時変線型変換という同

一ドメイン内変換の明示的な制約を設けることで，より自

然な音声変換を実現している．また，ResNet を用いた変

換手法（Residual）と提案手法（Proposed）を比較すると，

客観評価においては提案手法の方が若干精度が良い．これ

は，提案手法の変換行列が同性間及び異性間変換の両方で

機能していることを示している．音声の自然性に関する主

観評価においては同性間と異性間で結果が異なる．同性

間変換の場合，Proposedは Residualの変換精度を上回っ

てはいるがその差は小さい．しかし，異性間変換の場合は

Proposedは Residualの変換精度を大きく上回っている．

これは，同性間変換では入力-出力話者間の声道長の違いが

小さい，つまり声道長変換を表す変換行列が単位行列に近

くなる（図 3 (a)）ために，入力-出力特徴量間の変換は回

転成分が小さく，ResNetを用いることでもその対応関係

を学習出来ていることを示している．しかし，異性間変換

においては声道長の違いが大きい，つまり声道長変換を表

す変換行列は帯行列に近くなる（図 3 (b)）ために，入力-

出力特徴量間の変換は回転成分が大きく，ResNetを用い

た変換モデルはその対応関係を効果的に学習できていない

ことを示している．音声の話者性に関する主観評価結果に

ついては，Baselineと Proposedを比較した時と同様，妥

当な結果が得られている．実験結果から，提案手法はケプ

ストラムドメインにおける柔軟な変換を実現していること

が分かる．

さらに，提案手法がケプストラムドメイン内の変換を合

理的に実現していることを確認するために，提案手法にお

ける変換行列A(xt)の可視化を行った（図 5）．図 5は，提

案手法における変換行列A(xt)に対し，評価データ内の各

音素（モノフォン）毎に時間平均を取った行列の例（母音

‘a’, 子音 ‘k’）を可視化した．音素ラベルは Julius を用いた

強制アラインメントによって得た [17]．図 5を見ると，音

素によって変換行列の様子が異なることが分かる．まず，

共鳴音である母音 ‘a’ について同性間および異性間の変換

行列を見ると，入力-出力話者間の声道長の違いに起因し

た違いが見て取れる．母音 ‘a’ の場合，大きい正の値を持

つ行列成分が対角要素の近くに集まっていることが分かる

が，同性間変換では異性間変換の場合よりも，対角成分が

はっきりと見える．この様子は，声道長変換を表す理想的

な変換行列 (図 3 (a)(b))と比べることで，声道長の違いに

起因していることが分かる．また，子音 ‘k’ について見て

みると，母音 ‘a’ の場合と比べて声道長の違いによる影響

が小さくなっていることが見て取れる．つまり，提案手法

はケプストラムドメイン内における時変線型変換を実現し
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ていると言える．

6. まとめと今後の課題

本論文では，同一ドメイン内における合理的な変換を実

現する新しい DNNアーキテクチャを提案した．具体的に

は，入力-出力特徴量変換が同一ドメイン内の変換である場

合に，その変換過程を時変線型変換に制約することを提案

した．声質変換というタスクにおいて，提案した DNNを

用いた時変線型変換を適用することで，従来の DNNを用

いた変換手法を上回る変換精度が得られることを実験的に

示した．また，提案手法において学習されたモデルの線型

変換行列を可視化することで，提案手法の機能に対して分

析的な検討を行った．

提案手法は，同一ドメイン内における変換に対して，そ

のドメインの知識を効果的に導入した一例と解釈でき，そ

の適用範囲は広い．今後の展望の一つとして，提案手法

を Recurrent neural networks といった時系列モデルと組

み合わせることが挙げられる．提案手法に対し複数の時間

フレームを用いることで，変換精度の更なる向上が見込ま

れる．
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