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ooc cuDNN: GPU計算機のメモリ階層を利用した
大規模深層学習ライブラリの開発

伊藤　祐貴1,a) 松宮　遼1 遠藤　敏夫1

概要：畳み込みニューラルネットワーク (CNN)による深層学習は計算量が非常に大きく，その計算はGPU

を用いることで汎用 CPUを用いた場合よりも高速に行われることが示されている．しかし，GPUメモリ

容量が小さいために，ネットワークや画像サイズが大きい CNNを GPUで高速に計算するプログラムを実

装することは困難である．本論文では CPUメモリの容量を活用して GPUメモリ容量を超える CNNの計

算を可能とする out of core cuDNN(ooc cuDNN)ライブラリの設計と実装を述べる．ooc cuDNNは，深

層学習ライブラリの cuDNNを拡張したものであり，性能モデルに基づいた計算の分割により大規模問題

を高速に計算することを可能とする．ooc cuDNNを利用することで，60 GB以上のメモリを必要とする

CNNの計算が，メモリ容量 16 GBの GPU一台で可能となり，その際のオーバーヘッドは 13 %であった．

1. はじめに

近年，画像認識 [1]や音声認識 [2]などの分野にニュー

ラルネットを適用することにより，高い精度が示されてい

る．ニューラルネットワークとは，人間の脳の学習メカニ

ズムをモデルにしたアルゴリズムである. その中でも，主

に畳み込み演算を使用するものは畳み込みニューラルネッ

トワーク (CNN)と呼ばれる．CNNは画像認識 [3]と画像

処理 (超解像化 [4]や画像生成 [5]など)において用いられ

ることが多い．

　 CNNアルゴリズムの計算は計算量が多いが，GPUを用

いることで高速に行うことができる．GPUで CNNの計

算を行う手法としては，NVIDIAが開発した深層学習ライ

ブラリ cuDNN[6]を使用することが挙げられる．しかし，

cuDNNを使用して計算できる CNNの大きさはGPUのメ

モリ容量によって制限されてしまう．例として，バッチサ

イズを 1024とした場合の VGG16[7]では 60 GB以上のメ

モリを必要とする．これに対して NVIDIAの Tesla P100

のメモリ容量は 16 GBしかない．そのため，Tesla P100

一台ではこの CNNの計算を cuDNNを用いて行うことは

困難である．

　 GPUメモリ容量を超えるデータを処理するためには，

データの一部をより広大な CPUメモリに退避させればよ

い．しかし，CPU・GPU間の通信性能が GPUメモリ性

能より低いことを考慮する必要がある．たとえば，Tesla
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P100 GPU を PCI Express 3.0(Gen3) で接続した計算機

では，GPUメモリバンド幅 732 GB/secに対して CPU・

GPU間通信バンド幅は片方向 8GB/secに限定される．こ

れに起因する通信オーバヘッドをいかに隠蔽するかが課題

となる．また，通信をアプリケーションレベルで記述する

と，通信の制御をするためにソースコードも複雑になる．

　本論文では cuDNN を拡張したライブラリである out

of core cuDNN(ooc cuDNN) の設計と実装を述べる．

ooc cuDNNは CPUメモリを使用し，かつ計算を分割する

ことにより GPUメモリ容量を越える CNNの計算を可能

とする．ooc cuDNNでは高速化のために，性能モデルか

ら適切な分割サイズを求め，パイプライン処理をすること

で通信によるオーバーヘッドを小さくする．また, 計算を

より効率的に行うために，複数の計算をまとめて行うライ

ブラリ関数も新たに用意する．

　 ooc cuDNNを利用することで，60 GB以上のメモリを

必要とする CNNの計算がメモリ容量 16 GBの GPU一台

で可能となった．また，その際のオーバーヘッドは 13 %で

あった．

　本研究の貢献を以下にまとめる．

• GPUメモリ容量を超える CNNの問題を計算する手

法の提案

• CPU・GPU間通信を考慮した CNNの計算の性能モ

デルの構築

• 性能モデルに基づいた計算の分割とパイプラインによ
る高速化

• 計算を複合して行うことによる高速化
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2. 背景

2.1 CNN

2.1.1 CNNの構造

CNNは複数の層から構成され，各層はさらに複数の特徴

マップから構成されている．ここで，特徴マップとは前の

層の出力を入力として受け取り，計算を行うことで出力さ

れるデータである．本論文ではある層に含まれる特徴マッ

プの数をその層のチャンネル数と呼ぶこととする．

　層の種類は計算の内容によって畳み込み層やプーリング

層, 全結合層などに分類される．また, 畳み込み層や全結合

層では計算のために重みフィルタなどのパラメータを必要

とする. そして, CNNの学習ではそれらのパラメータが最

適化対象となる.

2.1.2 順伝播と逆伝播

CNNの学習は誤差逆伝播法と呼ばれるアルゴリズムを用

いて行われる. 誤差逆伝播法とは CNNの出力と正解デー

タの誤差を用いてパラメータの更新を行う学習法である.

そのため, 誤差逆伝播法では以下の 3つの処理を行う.

( 1 ) 学習のためのサンプルデータをネットワークの入力と

して, 各層の特徴マップを計算する [順伝播]

( 2 ) ネットワークの出力と正解データの誤差を用いて, 各

層の特徴マップや重みフィルタなどに対する勾配を求

める [逆伝播]

( 3 ) 計算した勾配を用いて, パラメータを更新する

　ここで, 各層の特徴マップは前の層の特徴マップから計

算されるため, 順伝播の計算は入力層から出力層へと 1層

ずつ行われる. 一方, 各層における勾配は後の層の勾配か

ら計算されるため, 逆伝播の計算は出力層から入力層へと

順に行われる.

　また,一般的に勾配の計算では順伝播で計算した特徴マッ

プも入力として用いる. よって, 順伝播で一度計算した特

徴マップのデータは逆伝播で使用されるまで保持される必

要がある.

2.1.3 畳み込み層の計算

各層における計算の内容は層の種類によって異なる.

　以下では CNNにおいて代表的な層である畳み込み層に

ついて述べる．畳込み層の計算はさらに「重みフィルタを

用いた画像の畳み込み計算」,「バイアスの加算」,「活性

化」の 3つの計算から成り立つ．

　層 Xを重みフィルタWで層 Yに畳み込む計算について

説明する．畳み込み計算のパラメータを表 1に示す．Xと

Yはそれぞれ cX，cY 枚の特徴マップを持つ．図 1のよう

に層 Xと層 Yの特徴マップは全結合されており，結合し

ている特徴マップの組み合わせでそれぞれ畳み込み計算を

行う．特徴マップの組み合わせごとの計算では, Xの特徴

マップの一部分とフィルタの各点についての内積がYの特

徴マップの 1点の値となる．この処理をYの特徴マップの

表 1 層 X を重みフィルタW で層 Y に畳み込む計算のパラメータ
パラメータ 意味

cX X のチャンネル数

hX X の特徴マップの高さ

wX X の特徴マップの幅

cY Y のチャンネル数

hY Y の特徴マップの高さ

wY Y の特徴マップの幅

rW W のフィルタの高さ

sW W のフィルタの幅

n バッチサイズ

d データ 1 要素のサイズ [Byte]

Yの特徴マップXの特徴マップ Wのフィルタ

重みフィルタW
層Y層X

cX cY

=× hY

wYwX

hX

sW

rW

図 1 層 X と層 Y の結合 (バッチサイズ n = 1)

すべての点について行う．

　バイアスの加算では層の各点にバイアスと呼ばれる値を

加える．また, 活性化では層の各点に対して活性化関数を

適用する．活性化関数としてはシグモイド関数などの非線

形関数が用いられる．

2.1.4 バッチ処理

画像 1枚を入力として CNNの計算をGPUで行う場合，

小規模な CNNでは並列度が低いため，GPUの演算性能を

活かせないことがある．そのため，複数の入力画像をまと

めて CNNへの入力とするバッチ処理を行う．ひとまとめ

にした画像の数をバッチサイズと呼び，以下では nとする．

2.1.5 CNNのメモリ使用量

各層は [バッチサイズ] × [チャンネル数] × [特徴マップ

の高さ] × [特徴マップの幅] の 4次元で構成される．デー

タ 1要素のサイズを d Byteとすると，層 Xのために必要

なメモリ量は (n× cX × hX ×wX)× d Byteとなる．つま

り，層あたりのメモリ使用量はバッチサイズ，チャンネル

数，特徴マップのサイズに比例して増加する．また, 特徴

マップだけでなく, 重みフィルタなどのパラメータのため

のメモリも確保する必要がある．

　 CNNでは逆伝播で使用するために層ごとに特徴マップ

を保持する必要がある. つまり, CNN全体のメモリ使用量
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図 2 VGG16 の各畳み込み層の計算に必要なメモリ量

は層数によっても変化する．そのため，大規模な CNNの

計算を行うためには多くのメモリが必要となる．

　例として，バッチサイズ n = 1024 とした場合のVGG16

ネットワーク [7]の各畳み込み層の順伝播計算に必要なメ

モリ量を図 2に示す．一層の計算におけるメモリ使用量で

見ても，conv1-2という層では最大で 24 GB以上のメモリ

を必要としている．一方，Tesla P100のメモリ容量は 16

GBしかない．これは一つの層の計算だけでも GPUメモ

リが足りなくなる場合があることを表している．

2.2 cuDNN

cuDNN は NVIDIA が開発した，深層学習を GPU で

行うためのライブラリである．Caffe[8]や TensorFlow[9]，

Chainer[10]など多くの機械学習フレームワークにおいて

も，GPUでの計算の高速化のために cuDNNが使用され

ている．なお，本論文ではアプリケーションは C++で記

述されており，cuDNNおよび CUDAライブラリを直接呼

ぶことを想定する．このとき，アプリケーションのソフト

ウェアスタックは図 3の左側のようになる．

　 cuDNN には CNN の計算のための各種ライブラリ

関数が用意されている．例として，画像の畳み込みを

行う cudnnConvolutionForward() 関数，バイアスの加

算を行う cudnnAddTensor() 関数，層の活性化を行う

cudnnActivationForward()関数がある．

　一方，cuDNNの各関数は入力・出力ともに GPU上の

データしか扱うことができない．そのため，cuDNNを使

用するには各層の特徴マップや重みフィルタなどのデータ

をすべて GPUメモリ上に配置する必要がある．

3. GPUメモリ容量を超える深層学習

GPU メ モ リ 容 量 を 超 え る CNN の 計 算 を

す る た め に ，本 論 文 で は cuDNN を 拡 張 し た

ooc cuDNN (out of core cuDNN) を 提 案 す る ．

バッチサイズ，チャンネル数，特徴マップのサイズが大き

いために一層の計算で GPUメモリ容量を超えてしまう場

合でも，ooc cuDNNではGPUでの計算を可能とする．ま

た，原則的には ooc cuDNNのライブラリ関数は cuDNN

重みフィルタW
層Y

アプリケーション

CUDA

cuDNN

ooc_cuDNN

CUDA

cuDNN

アプリケーション

図 3 cuDNN を用いる場合のソフトウェアスタック (左) と

ooc cuDNN を用いる場合のソフトウェアスタック (右)

のライブラリ関数と互換性がある．

　 ooc cuDNNを用いたアプリケーションのソフトウェア

スタックは図 3の右側のようになる． また，3.1節で示す

ように ooc cuDNNではメモリ管理のために一部の CUDA

関数も拡張する．

　 ooc cuDNNの基本的な設計方針は以下のようになる．

( 1 ) GPU メモリ上に配置することができないデータは

CPUメモリ上に配置する

( 2 ) 計算は GPUで cuDNNの関数を使用して行う

( 3 ) 層のバッチサイズ，チャンネル数，特徴マップのサイ

ズを分割して一部分ずつ計算を行う

( 4 ) CPUメモリ上にあるデータが計算に必要となる場合，

CPU・GPU間で通信を行う

　また，通信によるオーバーヘッドを小さくするため，計

算と通信をパイプライン処理する．

3.1 メモリ管理関数

ooc cuDNNではメモリ確保のために ooc cudaMalloc()

関数を提供する．ooc cudaMalloc() 関数ではデータを

GPUメモリ上で確保しようとするときにメモリ容量が足

りない場合，代わりに cudaMallocHost()関数で CPUメ

モリを確保する．このとき，GPUメモリの容量に空きが

あったとしても，一部だけ GPUメモリで確保するという

ことはせずにすべて CPUメモリで確保する．

　また, データが CPU メモリ・GPU メモリのどちらに

配置されるかはアプリケーションの実行時に決まる. し

たがって, ooc cuDNN では CPU・GPU 通信関数として

ooc cudaMemcpy()関数を提供する．この関数では通信方

向の指定を cudaMemcpyDefaultとして cudaMemcpy()関

数を実行する．

3.2 計算関数

ooc cuDNNの計算関数は入力・出力データがそれぞれ

CPUメモリ・GPUメモリのどちらにあっても対応するこ

とができる．計算関数を実行するとき，データが CPUメ

モリ上にある場合は計算時にデータの分割を行う．

　計算時の層の分割ではバッチサイズ，チャンネル数，特
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表 2 畳み込み計算時の分割サイズのパラメータ

パラメータ 意味

d n 一分割あたりのバッチサイズ

d cY 一分割あたりの Y のチャンネル数

d cX 一分割あたりの X のチャンネル数

d hY 一分割あたりの Y の特徴マップの高さ

d hX 一分割あたりの X の特徴マップの高さ

(d hY と rW から決まる)

X Y

d_cY

time

H2D CONV D2H

step ・
・
・

W

d_cX

d_hX d_hY

H2D CONV

H2D CONV D2HH2D CONV

H2D CONV D2HH2D CONV

図 4 畳み込み計算の分割 (d n = 1 の場合)

徴マップのサイズそれぞれについて分割する．現在の設計

ではメモリアクセスの局所性を考慮して，特徴マップのサ

イズの分割は高さについてのみ行うこととする．重みフィ

ルタの分割では出力チャンネル数，入力チャンネル数につ

いてのみ分割する．

　計算関数の入出力データが CPUメモリ上にある場合，

CPU・GPU間通信が必要となる．また，その場合GPUメ

モリ上に一時的にデータを置くためのバッファを確保する

必要がある．入出力データが元々 GPUメモリ上にある場

合は，それらのデータを直接扱うことができるので通信や

バッファは不要である． また，CPU・GPU間の通信によ

るオーバヘッドを小さくするために, 計算と通信をパイプ

ライン処理する．パイプライン化は CUDAの stream機能

を用いて行う．

　以下では, ooc cuDNNにおける畳み込みの順伝播計算に

ついて述べる.

　層 Xと重みフィルタWを入力として，層 Yを出力する

畳み込み計算を行う．計算の分割は n，cY，cX，hY につ

いて行う．計算時の分割サイズのパラメータを表 2に示す.

また, 計算の分割の例について図 4に示す．図 4のように

X，W，Yはそれぞれ分割され，XおよびWの一部から Y

の一部が計算されることになる．

この畳み込み計算の実装について述べる．d X，d W，

d YをそれぞれX，W，Yの計算用のバッファとしてGPU

メモリ上に配置する．また, n，cY，cX，hY について分割

するため，計算はそれぞれに対応した 4重ループで行う．

各ループのイテレーション回数はそれぞれ
⌈

n
d n

⌉
,
⌈

cY
d cY

⌉
,⌈

cX
d cX

⌉
,
⌈

hY

d hY

⌉
である. ループ内では以下の 3つの処理

(HtoD，Convolution，DtoH)を行い，Yの一部分を計算し

ていく．

( 1 ) HtoD　: Xが CPUメモリ上にある場合，計算に対応

する Xの一部分を d Xへとコピーする．Wについて

も同様の処理を行う.

( 2 ) Convolution : GPU 上 で d X，d W を 入 力

と し て ，d Y を 出 力 す る 畳 み 込 み 計 算 を

cudnnConvolutionForward()関数を用いて行う

( 3 ) DtoH : Yが CPUメモリ上にある場合，d YからYの

計算に対応した部分へとコピーする

Xが GPUメモリ上にある場合は計算に対応する Xの一

部分を d Xとして扱う．W，Yについても同様である．

　ここで, 通信回数を考慮してループの順番は外側から n，

cY，hY , cX についてのループとした. そして, HtoD と

Convolutionは cX についてのループ, DtoHは hY につい

てのループで行う.

　通信のオーバーヘッドを隠すために，パイプライン処理

により HtoD，Convolution，DtoHをオーバーラップして

行う．このパイプライン処理のタイムラインの例を図 5に

示す．hY についてのループの 1回分を 1ステップとして，

3つの streamでパイプライン処理する．

現在, ooc cuDNNでは VGGネットワークの順伝播・逆

伝播に必要な CNN関数が実装済である． 畳み込み層の逆

伝播関数, およびバイアスの加算や活性化・プーリングな

どの順伝播・逆伝播関数についても上記と同様の手法で設

計・実装した.

4. 性能モデルによる最適化

ooc cuDNNではバッチサイズ，チャンネル数，特徴マッ

プのサイズについてデータを分割して計算を行う．その際

の性能は各分割サイズに大きく影響を受ける．また，分割

サイズは計算時に GPUメモリ容量を越えないようなもの

でなければならない．より適切な分割サイズを決めるた

め，関数ごとに性能モデルを構築し，そのモデルに基づい

て最適化を行った．

　 4.1節では通信の性能モデル，4.2節では cuDNNの性能

モデルについて説明する．それらの結果を用いて，4.3節

では ooc cuDNNの性能モデルについて述べる．また，4.4

節ではその性能モデルを用いた最適化について述べる．　

4.1 通信の性能モデル

CPU・GPU間の通信の性能については通信するデータ

サイズの線形モデルで表し，以下のような式とする．

tHtoD = αHtoD × (通信するデータサイズ) + βHtoD

ここで係数 αHtoD は 1 Byteあたりのメモリ転送時間，

βHtoD は通信のレイテンシを表す．これらの係数はハード

ウェアによって決まる．ooc cuDNNでは αHtoD と βHtoD
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図 6 cuDNN を用いた畳み込み計算の実行時間

は予備実験から推定したものを用いる．

　同様に GPUから CPUへの通信の性能モデルは以下の

式になる．

tDtoH = αDtoH × (通信するデータサイズ) + βDtoH

4.2 cuDNNの性能モデル

cuDNNの性能モデルは計算関数ごとに構築した. 各計

算の性能モデルは計算量についての線形モデルで表す．

　以下では, cuDNNを用いた畳み込み計算の性能モデルに

ついて述べる. 畳み込みの計算量はO(n× cY ×hY ×wY ×
cX × rW × sW )である．

　 cuDNNを用いた畳み込み計算の性能を解析するために

予備実験を行った. 予備実験ではTesla P100で cudnnCon-

volutionForward()関数の実行時間を cY を変化させて測定

した． 結果を図 6に示す．　

　この予備実験の結果，cuDNNを用いた畳み込み計算の

実行時間は出力チャンネル数 cY に対して線形ではないこ

とがわかった．図 6では実行時間が大きく増加する cY は

多くの場合 32の倍数であった．簡単のため，および cY の

値が小さいときの誤差を小さくするために, 現在の設計で

は cY が 32増加するごとに実行時間が増加するものとして

扱う．よって，畳み込み計算の性能モデルは以下のように

なる．

tconv = αconv × {n×
(
32×

⌈cY
32

⌉)
× hY × wY

×cX × rW × sW }+ βconv

αconv と βconv は通信と同様に予備実験から推定したも

のを用いる．

　 cuDNNにおける畳み込み計算以外の関数の性能モデル

についても上記と同様の手法で構築した.

4.3 ooc cuDNNの性能モデル

ooc cuDNNの各性能モデルは 3.2節での設計・実装に基

づいて構築した.

　以下では, ooc cuDNNを用いた畳み込みの順伝播計算の

性能モデルについて述べる. まず，d X，d W，d Yのデー

タサイズ memoryd X，memoryd W，memoryd Y はそれ

ぞれ以下の式で計算される．

memoryd X = (d n× d cX × d hX × wX)× d (1)

memoryd W = (d cY × d cX × rW × sW )× d (2)

memoryd Y = (d n× d cY × d hY × wY )× d (3)

このとき，1回のHtoDにかかる時間 tHtoD，およびDtoH

にかかる時間 tDtoH はそれぞれ以下の式で表される．

tHtoD = (αHtoD ×memoryd X + βHtoD)× pX

+(αHtoD ×memoryd W + βHtoD)× pW

tDtoH = (αDtoH ×memoryd Y + βDtoH)× pY

ここで，pX はXが CPUメモリとGPUメモリのどちら

にあるかを表すパラメータである. pX の値はXが CPUメ

モリ上にあれば 1，GPUメモリ上にあれば 0である．pW，

pY についても同様である．

　また，1回の Convolutionの実行時間 tconv は 4.2節より

以下の式で表される．

tconv = αconv × {d n×
(
32×

⌈
d cY
32

⌉)
× d hY × wY

×d cX × rW × sW }+ βconv

層全体の畳み込み計算の実行時間 Tconvは, パイプライン

処理を行っているため tHtoD，tconv，tDtoH の大小関係に

よって決まる．畳み込み計算のパイプラインの 1ステップ

では HtoDと Convolutionを
⌈

cX
d cX

⌉
回ずつと DtoHを 1

回行うため，
⌈

cX
d cX

⌉
tHtoD，

⌈
cX

d cX

⌉
tconv，tDtoH の大小関

係で場合分けをする．また, 計算全体ではこのパイプライ
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ン処理を
(⌈

n
d n

⌉ ⌈
cY

d cY

⌉ ⌈
hY

d hY

⌉)
ステップ行う. よって，

Tconv は以下の式で表される．

Tconv = tHtoD + tconv + tDtoH

+

(⌈
cX
d cX

⌉
− 1

)
max(tHtoD, tconv)

+

(⌈ n

d n

⌉⌈ cY
d cY

⌉⌈
hY

d hY

⌉
− 1

)
×max

(⌈
cX
d cX

⌉
tHtoD,

⌈
cX
d cX

⌉
tconv, tDtoH

)
ooc cuDNNにおける畳み込み計算以外の関数の性能モ

デルについても上記と同様の手法で構築した.

4.4 性能モデルによる分割サイズの最適化

以上の性能モデルを用いて各分割サイズの最適化を行う．

この最適化ではGPUメモリの空き容量による制約の下で，

性能モデルの値がより小さくなる分割サイズを探索する．

　畳み込みでは d n，d cY，d cX，d hY の 4つのパラメー

タが最適化対象である．そのため，全探索した場合の計算

量が大きくなる．そこで，以下のようなヒューリスティク

スを導入することで計算量を削減する．

( 1 ) 各パラメータについて分割しない状態を初期状態とす

る (d n = n，d cY = cY，d cX = cX，d hY = hY )

( 2 ) まだ，選ばれていないパラメータから一つを選ぶ (す

べてのパラメータが選ばれていたならば終了)

( 3 ) 選んだパラメータの分割サイズについて探索する．そ

の中で性能モデルの値が最小となった分割サイズをそ

のパラメータの分割サイズとする

( 4 ) (2)へ戻る

このように探索した場合，全探索と比較して探索範囲

が小さくなってしまう．そのため，より適切なパラメー

タを求めるには探索するパラメータの順番が重要となる．

ooc cuDNNでは分割した場合に発生するオーバヘッドを

考慮して，パラメータを d n，d hY，d cX，d cY の順に決

めることとした．

　他の計算でも同様のヒューリスティクスを用いて分割サ

イズを決定する．

5. CNN計算の複合

これまでに述べた設計と最適化により，ooc cuDNNは

効率的な大規模計算を畳み込みのように計算量が大きい計

算では実現できる．しかしながら，6.3節で後述するよう

に，ooc cuDNNでバイアスの加算・活性化・プーリング

のような計算量が小さい計算をそれぞれ単体で実行した場

合，cuDNNと比較して性能が大きく低下してしまう．こ

れは計算量が小さい場合，通信を隠蔽するのに十分な計算

時間を確保できないためである．

　通信によるオーバーヘッドを小さくするためには大き

time

複合なし

HtoD DtoH

HtoD DtoH

HtoD DtoH

HtoD DtoH
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HtoD DtoH
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図 7 畳み込み・バイアスの加算・活性化を別々に行う場合のタイム

ライン (上) と複合して行う場合のタイムライン (下)

cudnnConvolutionForward(X,W,Y);

cudnnAddTensor(b,Y);

cudnnActivationForward(Y);

ooc_cudnnConvolutionAdd

ActivationForward(X,W,b,Y);

cudnnConvolutionForward(X,W,Y)

cudnnAddTensor(b,Y)

cudnnActivationForward(Y)

ooc_cudnnConvolutionForward(X,W,Y)

ooc_cudnnAddTensor(b,Y)

ooc_cudnnActivationForward(Y)

cudnnConvolutionForward(X,W,Y);

cudnnAddTensor(b,Y);

cudnnActivationForward(Y);

ooc_cudnnConvolutionAdd

ActivationForward(X,W,b,Y);

図 8 畳み込み・バイアスの加算・活性化を cuDNN で行う場合の

ソースコード (上)と ooc cuDNNで複合関数を用いて行う場

合のソースコード (下)

な計算量が必要となる．一方，多くの CNN アプリケー

ションでは計算量が大きい畳み込み計算とバイアスの加算

や活性化, およびプーリングは続けて行われる．そこで，

ooc cuDNNではそれらの計算をまとめて行う複合関数を

新たに用意する．

　以下では畳み込み・バイアスの加算・活性化の複合関数

を例にして説明する． この 3つの計算を別々に行う場合,

図 7の上側のように各計算で CPU・GPU間で通信を行う

必要がある． これに対して複合関数を用いる場合では, 図

7の下側のように一度の通信に対して 3つの計算をまとめ

て行う. そのため, 畳み込み計算と同じ通信回数で 3つの計

算を行うことができる．そして, この複合関数では畳み込

み計算によって通信のオーバーヘッドが隠された上で，バ

イアスの加算・活性化を行うことができると期待される．

　既存のアプリケーションでこの複合関数を使用する場

合，ソースコードの書き換えは図 8のようになる．この書

き換えは多くのアプリケーションにおいては局所的な書き

換えで済むと期待される．

6. 実験と評価

ooc cuDNNを用いて実験を行い，性能を評価した．実

験環境を表 3に示す．この環境では GPUメモリ容量は 16

GBである．ooc cuDNNによってこの容量を超える問題

サイズの CNNの計算が可能となることを実証した．

　 ooc cuDNN を使用するときは，特徴マップはすべて
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表 3 実験環境

GPU Tesla P100 (Pascal 世代)

GPU メモリ容量 16 GB

CPU Intel Xeon E5-2680v4 (Broadwell 世代)

CPU メモリ容量 128 GB

PCI-Express gen3 x16

OS CentOS Linux 7.2

CUDA CUDA 8.0

cuDNN cuDNN 5.0

表 4 分割サイズ最適化についての実験結果 [GFLOPS]

問題サイズ (1) (2) (3)

提案最適化手法 2574 6787 2681

局所探索法 2522 5142 2383

実際の最適パラメータ使用 2654 7024 2721

CPUメモリ上，重みフィルタとバイアスはGPUメモリ上

に配置した．これは重みフィルタとバイアスは特徴マップ

と比較して小さく，実際の CNNの計算の際に GPUメモ

リに十分収まると考えられるからである．また，cuDNN

との比較も行った．

6.1 分割サイズ最適化についての評価

ooc cuDNNによる畳み込み計算におけるパラメータの

最適化について評価した．実験では 4.4節で提案した最適

化手法でパラメータを選んだときの性能と，局所探索法で

パラメータを選んだときの性能を比較した．また，すべて

のパラメータの組み合わせでそれぞれ実行して最も高かっ

た性能とも比較した．

　局所探索法では各パラメータを分割しない状態を初期状

態として実験を行った．また，現在の解に対してパラメー

タのうちいずれかを 1増加 (または減少)させたものを近傍

解とした．

　この実験は以下の 3通りの問題サイズについて行った．

フィルタサイズはすべて 3× 3とした．

(1) n = 1, cX = cY = 64,画像サイズ = 8192× 4096

(2) n = 1, cX = cY = 256,画像サイズ = 1024× 1024

(3) n = 512, cX = cY = 64,画像サイズ = 256× 256

結果を表 4に示す．提案最適化手法でパラメータを選ん

だ場合でも，実際の最適パラメータで実行した場合と比較

して性能低下は 3.4 %以下であった．

　また, 表 4によれば局所探索法を用いた場合と比較して,

提案最適化手法を用いた場合のほうが性能が高い．これは

局所探索法では近傍解を用いて各分割サイズを更新するの

で, 局所解に陥りやすいためである. 一方，提案手法では

パラメータごとに全探索を行うので局所解に陥りにくい．

　以下の実験では，提案最適化手法によって選択したパラ

メータを用いた．
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図 9 チャンネル数を変化させたときの畳み込みの性能

6.2 性能の評価

層 X を重みフィルタ W で層 Y に畳み込む計算を

cuDNN，ooc cuDNNでそれぞれ行った．実験では n = 1，

hY = wY = 1024，rW = sW = 3で入出力チャンネル数

cX , cY を変化させたときの性能を測定した．　また, こ

の実験では cX , cY が 2048以上のとき, 必要なメモリ量が

GPUメモリ容量を超えるため cuDNNでは実行すること

ができなかった．

結果を図 9に示す．cuDNNを用いたときの性能は最大

で 7629 GFLOPSであった．これに対して，ooc cuDNN

を使用した場合の性能は 4332 ∼ 7455 GFLOPSであった．

特に GPU容量を超えてしまうチャンネル数に対しては，

cuDNNを使用した場合の最大性能と比較して 97 %の性能

となった．

　図 9 ではチャンネル数が小さいほど, cuDNN と

ooc cuDNN の性能差が大きい. ここで, チャンネル数

による ooc cuDNNの性能への影響について考える. 畳み

込みの計算量は cX , cY の両方に比例して増大する. これに

対して, HtoD通信における層 Xに関する通信量は cX に

は比例するが, cY には依存しない. そのため, cY が大きい

場合では HtoD通信にかかる時間より計算時間のほうが長

くなり, HtoD通信を隠蔽することができる. 一方, cY が小

さい場合では HtoD通信にかかる時間が支配的になり性能

低下につながる. 同様に, DtoH通信を隠蔽できるかは cX

の値に依存する.

6.3 計算の複合についての評価

5章で提案した複合関数の評価を以下のように行った．

　畳み込み・バイアスの加算・活性化の計算を cuDNN，

ooc cuDNNでそれぞれ行った．ooc cuDNNでは複合関数

を使用した場合と，3つの計算を分けて行った場合のそれ

ぞれで実行時間を測定した．

　結果を図 10に示す．ooc cuDNNでは計算を複合しない

場合, 実行時間のうちバイアスの加算と活性化が占める割

合が cuDNNと比較して増加した. これはバイアスの加算・

活性化のように計算量が小さい計算では, 通信の大部分が
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図 10 畳み込み・バイアスの加算・活性化の実行時間の内訳

(n = 1，cX = cY = 64，hY = wY = 1024,

rW = sW = 3)
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図 11 VGG16 のネットワーク構造

計算によって隠蔽されないためである. 一方, 3つの計算を

複合することにより，複合しない場合と比較して実行時間

は 42 %となった．

　このように計算量が小さい計算でも，計算量が大きい計

算とまとめて行うことで, 通信によるオーバーヘッドを小

さくして効率的に行うことができる．

6.4 CNNアプリケーションへの適用

VGG16 ネットワ－ク [7] の順伝播・逆伝播の計算

を cuDNN と ooc cuDNN をそれぞれ使用して行った．

VGG16のネットワーク構造を図 11に示す． VGG16は

画像認識に用いられる CNNであり, 主に 13層の畳み込み

層と 3層の全結合層から構成される. また, 各畳み込み層

におけるフィルタサイズはすべて 3 × 3である. 実験には

cuDNNと ooc cuDNNをそれぞれ用いて C++で我々が実

装したプログラムを使用した．

　この実験では ooc cuDNNで計算を行うとき, GPUメモ

リに収まる特徴マップのデータは GPUメモリ上に配置し

た. また, 逆伝播時のメモリ使用量を削減するために, 勾配

データ用のメモリは層ごとに確保するのではなく, メモリ

プールを用意してその中のメモリを使いまわすこととした.

　この実験ではバッチサイズを 256以上とした場合，計算
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図 12 VGG16 への適用時の性能

に必要なメモリ量が GPUメモリ容量を超えてしまうため

cuDNNでは計算を行うことができなかった． また, バッ

チサイズ n = 1024とした場合, 計算全体では 60 GB以上

のメモリを必要とし, さらには図 2に示したように 1つの

層の計算だけでも GPUメモリが不足した.

　バッチサイズ nを変化させて性能を測定した際の結果

を図 12 に示す．cuDNN を使用した場合の性能は最大で

2805 GFLOPSであった．これに対して，ooc cuDNNを使

用した場合の性能は 2372 ∼ 2805 GFLOPSとなった．特

に GPU容量を越える問題サイズに対して ooc cuDNNを

用いた場合は，10 ∼ 13 %のオーバーヘッドで計算を行う

ことができた．

　 ooc cuDNNを使用した場合の性能について分析するた

めに, VGG16の順伝播計算における各畳み込み層のHtoD・

計算・DtoH の実行時間を図 13 に示す． 図 13 では層が

進むにつれて, 通信時間と比較して計算時間のほうが長く

なっている. これは, VGG16では図 11のように層が進む

につれてチャンネル数が増加していくためである. 6.2節

で述べたように, チャンネル数が大きい層では計算時間が

支配的になり性能低下を抑えることができる. 逆伝播計算

についても同様の傾向があり, 図 12では計算全体における

性能低下を抑えることができた.

6.5 Unified Memoryを使用した場合との性能比較

6.5.1 Unified Memory

GPU メモリ容量を超えるデータを扱う方法として，

CUDAのメモリ管理機能の一つであるUnified Memory[11]

を使用することが挙げられる．Unified Memoryとして確

保されたデータは使用時に CPU・GPU間通信が自動で行

われることにより，CPUと GPUの両方から扱うことが

できる．以下では CUDA8.0および Pascal世代アーキテク

チャにおける Unified Memoryの挙動について説明する．

　Unified Memoryはメモリをページ単位で管理しており，

データ使用時の CPU・GPU間通信は Page fault発生時に

行われる．また，Unified MemoryではGPUメモリに収ま

りきらないデータは自動で CPUメモリに退避される．そ
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のため，GPUメモリ容量を超えるサイズのデータを GPU

で扱うことができる．

　 Unified Memory には性能チューニングのため，

cudaMemPrefetchAsync() 関数というプリフェッチ関数

が用意されている．この関数を使用してデータのプリ

フェッチを行うことにより，Page fault回数の削減が期待

される．

6.5.2 性能比較

Unified Memoryを用いて畳み込み計算を行い，性能に

ついて評価した．また，通常の cuDNNおよび ooc cuDNN

との性能比較も行った．

　 Unified Memoryを用いた畳み込み計算は以下の 3つの

手法でそれぞれ行った．計算はすべて GPU上で cuDNN

を使用して行った．

• unified cuDNN : 性能チューニングせずに計算

• unified cuDNN(prefech) : データをプリフェッチ

• unified cuDNN(prefetch+divide) : データをプリ

フェッチ，および ooc cuDNNと同様の計算分割

ここで，unified cuDNN(prefetch+divide)では, 2次元デー

タについてプリフェッチする場合は連続したメモリ領域ご

とに cudaMemPrefetchAsync()関数を呼び出す．

　実験では特徴マップのサイズを変化させたときの性能を

測定した．Unified Memoryを使用するときのデータの初

期配置としては，特徴マップはすべて CPUメモリ上，重

みフィルタは GPUメモリ上に配置した．

　結果を図 14に示す．unified cuDNNの性能は 390 ∼ 584

GFLOPSとなった．Unified Memoryを性能チューニング

なしに使用した場合の性能低下の原因としては，以下の 2

点が挙げられる．

• 計算と通信がオーバーラップされない
• GPU上でのPage faultによるオーバーヘッドが大きい

　次に unified cuDNN(prefetch) の性能は 660 ∼ 906

GFLOPS と，unified cuDNN より高くなった．これは

データをプリフェッチすることにより，GPU上での Page

faultの発生回数が削減されたためである．

　 unified cuDNN(prefetch+divide) の 性 能 は 39 ∼
326 GFLOPS となった．これは計算の分割により

cudaMemPrefetchAsync() 関数の非効率的な呼び出しが

増加したためである．

　また，Unified Memoryを使用した場合，出力層 Yにつ

いても HtoD通信が行われていた．そのような不必要な通

信によるオーバヘッドも性能低下の一因である．

　最後に，ooc cuDNN の性能は 1350 ∼ 2599 GFLOPS

となった．特に GPUメモリ容量を越える問題サイズに対

して ooc cuDNNを用いた場合，unified cuDNN(prefetch)

と比較して 3.6倍の性能で計算を行うことができた．

7. 関連研究

本研究と同様に GPUメモリ容量を越える深層学習をす

るための手法として，Rhu らは virtualized Deep Neural
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Network(vDNN)を提案している [12]．vDNNは CPUメ

モリを使うことで GPUメモリ容量による問題を解決しよ

うとしている点では本研究と同じである．一方，vDNNで

は層単位でメモリを管理することを考えており，ある層の

計算と別の層のデータの通信をオーバーラップすることで

通信によるオーバーヘッドを減らしている．しかし，この

手法は一つの層の計算に必要なデータがすべて GPUメモ

リ上に収まることを前提としていて，そうでない場合には

対応できない．

　 Cuiらは GPUを用いた深層学習の分散処理において，

GPU メモリの総容量を越える問題サイズの計算を行う

GeePSを提案している [13]．GeePSでは各ノードにおいて

GPUメモリ容量が足りない場合，そのノードの CPUメモ

リを使用してデータをスワップすることで対処している．

計算と通信のオーバーラップも行っているが，データの分

割サイズの最適化はしていない点で本研究とは異なる．

　 Deanらは CNNの計算を複数のノードで分散処理する

モデル並列について述べている [14]．モデル並列ではノー

ドの数だけ使用できるメモリ量が増えるため大規模なCNN

の計算が可能となる．しかし，本研究で行っているような

メモリ階層の利用は行っていない．

8. まとめと今後の課題

本論文では CPUメモリを使い，かつ CNNの各層を分

割することで大規模な CNNの計算を GPUで行うことを

可能とする ooc cuDNNライブラリの設計と実装について

述べた．ooc cuDNNでは性能モデルから適切な分割サイ

ズを求め，パイプライン処理を行うことで通信によるオー

バーヘッドを小さくする．また，さらなる高速化のために

では複数の計算をまとめて行う複合関数も提供する．

　 ooc cuDNNを使用することで，GPU容量を超えるCNN

でも 10 ∼ 13 %の性能低下で計算できることを示した．ま

た，Unified Memoryを使用した場合と比較して最大で 3.6

倍の性能で計算できることを示した．

　今後の課題としては，各関数の設計・実装だけでなく，

CNN全体を考慮したデータの初期配置の決定や計算の複

合などの最適化を行っていきたい．そして，既存の機械学

習フレームワークに対する ooc cuDNNの適用も行ってい

きたい．また，今回の設計では 4.2節の性能モデルにおい

て，簡単のため cY が 32増加するごとに実行時間が増加す

るものとした．しかし，今後は cuDNNの関数の詳細な性

能解析を行い，その結果を性能モデルに反映したい．
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