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畳み込みニューラルネットワークを用いた画像分類タスクの
直感的可視化方法
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概要：深層ニューラルネットワークは画像認識の様々な分野で目覚ましい成果をあげているが，今後の産
業応用を考えるうえでは解決すべき課題も残されている．一例として，画像分類のタスクでは分類結果を
ラベルとして出力するだけではなく，画像中のどの部位に着目して分類がなされたか，分類の根拠を示す
よう求められる場合がある．筆者らはこの問題を解決するシンプルな構成のネットワークを提案する．提
案手法では分類スコアと直接対応する可視化用のマップが分類タスクの過程で生成され，視覚的に確認可
能なマップが分類結果に自然な形で反映される．ベンチマーク用画像を用いて実験を行い，本手法が可視
化手法として有効であることを示す．
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Abstract: Deep neural networks show excellent performance in various image recognition field. However,
some issues remain for future industrial applications. For example, in image classification tasks, users might
request not only to estimate class label but also to answer where the system give attention to classify. We
propose novel network architecture to solve this issue. Our method generates 2D maps directly related
to classification scores during classification, and generated maps are visually recognizable and reflected to
classification result naturally. We empirically indicate effect of our method for existing datasets.
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1. はじめに

近年，深層学習 [1], [2], [3]の発展にともなって認識処理

の性能が急速に向上し，コンシューマ分野から産業分野に

至るまで様々な活用の機運が高まっている．

画像認識の分野では，長らくヒト視覚系が究極の目標で

あったが，畳み込みニューラルネットワーク（CNN）と
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大規模データによる学習を組み合わせることで認識精度

が大きく向上し [4]，一般画像の分類においてヒト視覚系

の認識精度 [5]を超えるような結果も得られるようになっ

た [6], [7]．

CNNは畳み込み層を構成要素の 1つとして用いるニュー

ラルネットワークであり，特に画像認識や画像生成の分野

で広く用いられている．実際には畳み込み層に加え，正規

化層，プーリング層，全結合層といった構成要素を複雑に

積み上げた構成であり，ネットワーク規模に応じて表現力

が向上するため，高度なタスクに応用する際はより大規模

でより層数の多い（深い）ネットワークが求められる傾向

c© 2017 Information Processing Society of Japan 1



情報処理学会論文誌 数理モデル化と応用 Vol.10 No.2 1–13 (July 2017)

にある．このような大規模なネットワークを学習によって

全体最適化できることが深層学習の強みである反面，全体

的な動作の把握を難しくしている．

現在，深層学習はその高い性能に牽引される形で普及が

進んでいるが，その動作に関しては十分理解が進んでいる

とはいえず，いまだにブラックボックスであるといってよ

い．これはコンシューマ分野ではあまり重視されないかも

しれないが，産業分野，特に品質検査や医療などの安全性

に関わる分野に応用する際は無視できない課題となりうる．

産業分野への応用においては単に正しい認識結果を返す

だけでは不十分で，どのような観点で認識処理を行ったの

か，何らかの根拠を示すように求められる場合がある．特

に画像入力に対してラベルのみを出力するような画像分類

のタスクでは，認識処理が想定した対象に対して正しく行

われているかという懸念がつねにあるため，これを確認す

る意味でも実際に画像中のどの部位に着目して分類が行わ

れたかという情報は重要である．

このような背景をふまえ，本稿では CNNを用いて単に

画像を分類するだけではなく，認識結果に関する適当な根

拠を提示する手法に焦点を当てる．

2. 関連研究

2.1 畳み込みニューラルネットワーク（CNN）

CNNはフィルタの畳み込み演算（convolution）を用いた多

層のフィードフォワード型ニューラルネットワークである．

畳み込み演算を用いた画像認識系の着想はFukushima [8]の

Neocognitronに端を発する．LeCunら [9]は手書き数字画

像分類用の処理系として，逆伝播法を用いた end-to-end学習

が可能であり現在のCNNの原型となる LeNetを提案した．

LeNet以降様々なバリエーションが提案されており現在

も活発な研究が続いているが，画像認識用のネットワーク

に関しては基本的な骨格はおおむね共通している（図 1）．

まずネットワークの前半は主に特徴量を算出する役割を担

う．ここでは畳み込み演算と活性化関数を用いた非線形変

換が多段に適用されるが，その途中，プーリング層によっ

て空間サイズが縮小されるほか，正規化処理などが行われ

る．特徴量は入力画像に比べて空間サイズが小さく，チャ

ネル数が大幅に増加するのが普通であり，活性化関数とし

て ReLU [10]を用いたネットワークでは値が 0となる要素

を多く含む．すなわち，疎表現の符号化（encode）が行われ

ている．そしてネットワークの後半は特徴量を集約しクラ

スの判別を行う．前半部分に比べると後半のバリエーショ

ンは少なく，GAP層（Global Average Pooling）や全結合

層（Full Connect）などを組み合わせ，最後に Softmax回

帰 [11]を行うのが普通である．

2.2 Encoder-Decoderモデル

Encoder-Decoder モデル（図 2）は画像から特徴量を

図 1 畳み込みニューラルネットワーク（CNN）の基本的な構成

Fig. 1 Basic structure of convolutional neural network (CNN).

図 2 Encoder-Decoder モデル

Fig. 2 Encoder-Decoder model.

算出（encode）する処理と特徴量から画像を再構成（de-

code）する処理を組み合わせたネットワークで，画像生

成系（generative model）の処理などで広く用いられてい

る [12], [13], [14]．一般に CNN は特徴量を算出する過程

で空間サイズを縮小するので，再構成処理においては空

間サイズの拡大が必要になる．拡大処理には単純なアッ

プサンプリング（upsampling）のほか，逆畳み込み演算

（deconvolution）[15]がよく用いられる．

2.3 Attentionベースモデル

Attentionベースモデルは入力データに含まれるすべて

の情報を 1 度に扱うのではなく，その一部の情報に注目

（attend）して処理を行う手法である．入出力の規模が大

きい，あるいは不定サイズのような場合でも，計算リソー

スを大きく増加させることなく精度の良い処理が可能とな

る．ただし，1度に得られる情報が部分的になるため，入

力データに含まれるすべての情報を得るために注目範囲を

変えながら複数回，系列的に情報を取得する必要がある．

また，注目範囲を系列的に制御する仕組みもあわせて必要

である．

Bahdanauら [16]は機械翻訳に attentionベースモデル

を適用することで，不定長，特に学習データより長い入力

テキストを扱う場合に固定長の特徴ベクトルでは表現力が

不足する問題を解決する手法を提案している．

Xuら [17]は静止画像を入力として説明文（caption）を

生成するタスクに attentionベースモデルを適用している．

この手法では Encoder（CNN）が算出した特徴量マップを

重み付き加算してコンテキストベクトルを生成する．コン

テキストベクトルは空間的な注目領域を表しており，情報

を空間的に絞り込んでいる．重みを系列的に制御すること

で注目領域が画像中を巡回し，あわせて説明文が生成され

る．また，コンテキストベクトルを拡大し入力画像にオー

バレイ表示することで，生成された説明文の各単語に関連

する画像領域を可視化している．
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2.4 可視化手法

画像分類ネットワークの内部状態あるいは分類結果を描

写することを目的とした，複数の可視化手法がこれまでに

提案されている．以下に代表的なものをあげる．

2.4.1 ユニットの反応マップを生成する手法

Zeilerら [18]はCNNに画像を入力した際にmax pooling

や ReLU がスイッチのように振る舞うことに着目し，逆

畳み込み演算（deconvolution）を用いて中間層のユニット

の反応を可視化する手法を提案している．この手法はある

入力を与えた場合の注目ユニットの反応を逆畳み込み演算

の反復によって入力方向に逆伝播させ，最終的に入力画像

と同じサイズ（空間解像度）の反応マップを生成し，これ

を可視化用のマップ（可視化マップ）とする．注目ユニッ

トを変えながら繰り返し可視化マップを生成することで，

ネットワークを構成する全ユニットの反応特性を可視化す

ることが理論的には可能である．

Springenbergら [19]は勾配逆伝播の仕組みを利用するこ

とで反応マップをより簡便に生成する手法（Guided Back-

propagation）を提案している．この手法は学習の完了した

認識ネットワークに含まれるすべての ReLUに対して，逆

伝播時に通過する勾配を非負値にクリップする制約を追加

する．そのうえで，入力に関する注目ユニットの微分を計

算することで入力画像と同じサイズの反応マップを求め，

これを可視化マップとしている．

これらの手法は，可視化の対象が単一のユニットである

ためネットワーク全体の挙動を総合的に把握することが難

しく，最終的な分類結果との関連性を理解するのが困難で

あるという問題がある．また，生成される可視化マップが

微分画像の様相を示すため視認しにくく，入力画像との対

応を把握しにくいのも難点である．

2.4.2 中間層の出力をそのまま可視化する手法

Linら [20]は画像分類ネットワークの過学習を避ける観

点から，全結合層を用いない構成を提案している．これは

畳み込み層の最終チャネル数をクラス数と同一に揃え，そ

の出力を global average poolingを用いて集約してクラス

ごとのスコア（クラススコア）を得るものである．また Lin

らは，畳み込み層から出力される特徴量マップ（feature

maps）が各クラスの信頼度マップ（categorical confidence

maps）として解釈可能であることを示している．

この手法は CNNが生成する特徴量マップをそのままシ

ンプルに可視化マップとして利用するものである．しか

し，一般的な CNNでは位置不変性を高めるために使用さ

れるプーリング層やストライドの影響で特徴量マップの空

間サイズが縮小されるため，入力画像と比較して空間解像

度の低い情報しか得られないという問題がある．

2.4.3 物体の概略位置を示すマップを生成する手法

Zhouら [21]は，ある画像を学習済みの画像分類ネット

ワークに入力した場合の畳み込み層の出力（特徴量マップ）

を注目クラスに対応する全結合層の重みを用いて重み付き

加算することで，注目クラスに関する物体の概略位置を示

す重みマップを生成し可視化する手法（Class Activation

Mapping; CAM）を提案している．

Selvarajuら [22]は Zhouらの考え方を発展させた手法

（Grad-CAM）を提案している．これは全結合層における

注目クラスの出力を特徴量マップで偏微分することで，注

目クラスに対する特徴量マップ各チャネルの重要度を求め，

この重要度を重みとして重み付き加算することで，CAM

と同様に注目クラスに関する物体の概略位置を示す重み

マップを生成し可視化するものである．

これらの手法はいずれも物体の概略位置を示す重みマッ

プを生成できるという点で有効であるが，2つの問題をか

かえている．1つは空間解像度の低下である．特徴量マッ

プは入力画像と比較して空間解像度が低く，これを組み合

わせて生成した重みマップも同様に解像度が低いものと

なる．もう 1つは可視化マップの生成方法である．どちら

の手法も，生成された重みマップを拡大したうえで疑似カ

ラー化し，さらに入力画像にオーバレイ表示することで可

視化を行っているが，この生成手順には，

( 1 ) 重みマップの拡大処理

( 2 ) 重みマップの疑似カラー化

( 3 ) 入力画像との加重混合によるオーバレイ表示

という 3つのヒューリスティックな処理が含まれる．(1)～

(3)の処理はいずれも可視化結果に影響を与える一方，基

となった画像分類ネットワークの分類結果とは無関係に調

整が可能である．すなわち，同一の分類結果であっても作

為によって可視化結果は変化する．したがって，このよう

なヒューリスティックな可視化方法は分類結果を忠実に反

映しているとはいいがたい．可視化マップから分類結果を

直感的に理解することも同様に難しいといえる．

以上の説明から分かるとおり，これまでに提案された可

視化手法には以下の 2つの問題があり，筆者らの知る限り

これらを同時には解決した手法は存在しない．

• 可視化マップの空間解像度が低下する．
• 可視化結果が分類結果と直接対応していない．
画像分類のタスクにおいて分類結果とともに根拠を示す

ためには，これらの課題を解決した可視化手法が必要で

ある．

このような問題点をふまえ，本稿では画像分類の根拠

を直感的に可視化できる新たな画像分類手法 Generative

Contribution Mappings（GCM）を提案する．

3. Generative Contribution Mappings

本章では提案手法について詳説する．まず基本的な考え

方を説明し，それから実際のネットワーク構成とバリエー
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図 3 Generative Contribution Mappings のネットワーク基本構成

Fig. 3 Basic network structure of Generative Contribution Mappings.

ションについて記述する．さらに理論的な解釈について解

説する．

3.1 基本的な考え方

提案手法の目的は，入力画像をクラス分類すると同時に

その分類が画像中のどの部位に着目してなされたかという

分類の根拠をユーザに提示することである．これを実現す

るために以下の方針を採用する．

1. 画像中のどの部位に注目して分類が行われたか，根拠

となる情報を二次元のマップとして提示する．マップ

は入力画像と同じ解像度で生成し，比較を容易にする．

2. 提示する情報は分類結果と直接関連したものとする．

情報を見たユーザがそこから分類結果を直感的に推定

できるようなものが好ましい．

3. 方針 1，2を実現するための構成を初めから画像分類

ネットワークに組み込んでおく．これにともなうネッ

トワーク規模の増大は許容する．

3.2 ネットワーク構成

3.1節の方針を実現するために提案手法で用いる画像分

類ネットワークの基本的な構成を図 3 に示す．このネット

ワークは，一般的な画像分類ネットワークと比較して大き

く以下の 3点が異なっている．

1. Encoderの後続処理として decoderを有する．

2. Decoderの出力と入力画像との直接的な乗算経路を有

する．

3. 乗算後，単純な平均処理を用いてクラススコアを算出

し，全結合層は用いない．

これらの構成要素が持つ意味は 3.5節で改めて考察する．

以下，ネットワークの動作について詳細に説明する．

入力画像 I ∈ R
R×C×D は R × C × Dの次元数，すなわ

ち垂直画素数 R，水平画素数 C，チャネル数 D を持つと

する．特に RGB画像の場合はD = 3である．ネットワー

クはクラス数 N の画像分類を行い，いずれかのクラスラ

ベル j（j = 1, 2, . . . , N）を出力するものとする．

I はエンコーダ（Encoder）で次元数任意の特徴量に変

換された後，デコーダ（Decoder）によって R × C の次元

数を持つマップに再構成される（式 (1)）．このマップは入

力画像の各位置が注目クラスに関してどの程度そのクラス

らしいかを表す空間的な重みマップであり，Class Weight

Map（CWM）と呼ぶ．CWMは正負の値をとり，値が負

になる場合はそのクラスらしくない程度を表している．デ

コーダは分類する各クラスに対して 1つ，合計 N 個が用

意され，したがって CWMもクラス数 N と同数が生成さ

れる．

M
(j)
CWM = F

(j)
Decoder (FEncoder (I)) (1)

ただし，M
(j)
CWM ∈ R

R×C と F
(j)
Decoder はクラス j（j =

1, 2, . . . , N）の CWMとデコーダを，FEncoder はエンコー

ダそれぞれ表す．

次に R ×C の次元数を持つ各クラスの CWMをD回コ

ピーしてチャネル方向に連結し，入力画像 I と同じ次元数

R×C ×Dに拡張する．この演算を Tileと表記し，Tile演

算の結果をW (j) ∈ R
R×C×D とする（式 (2)）．

W (j) = Tile
(
M

(j)
CWM

)
(2)

さらにW (j) と入力画像 I を要素ごとに乗算することで

新たなマップを得る（式 (3)）．このマップは入力画像 I

からの情報と CWMからのクラスらしさの情報の両方を

あわせ持ち，入力画像のどの部位が注目クラスらしいか

という情報を一目で把握可能になっている．これを Class

Contribution Map（CCM）と呼び，ユーザに提示するた

めの可視化情報（可視化マップ）とする．

M
(j)
CCM = W (j) ⊗ I (3)

ただし，M
(j)
CCM ∈ R

R×C×D はクラス j の CCMを表し，

入力画像 I と同じ R × C × D の次元数を持つ．演算子 ⊗

c© 2017 Information Processing Society of Japan 4
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は要素ごとの積を表す．

さらに CCMを空間およびチャネルのすべての軸に関し

て平均（global average）することでクラス jに関するスカ

ラ値のスコア（Class Score）V
(j)
SC ∈ Rを得る（式 (4)）．

V
(j)
SC = global average

(
M

(j)
CCM

)

=
1

RCD

R∑

r=1

C∑

c=1

D∑

d=1

M
(j)
CCM (r, c, d) (4)

ただし，M
(j)
CCM (r, c, d) ∈ RはM

(j)
CCM の位置 (r, c)，チャ

ネル dにおける要素を表す．

最終的にクラススコア V
(j)
SC の最も高いクラス ĵを分類結

果として出力する（式 (5)）．

ĵ = argmax
j

V
(j)
SC (5)

以上が提案手法の基本的な処理の流れであり，Class

Contribution Mapを生成的（generative）に求めることか

ら Generative Contribution Mappings（GCM）と呼ぶ．

3.3 Shared Decoder

GCMは分類する各クラスに対して 1つのデコーダを割

り当てるため，通常の CNNと比較してネットワーク規模

が増大し，これは特にクラス数が多い場合に問題となる．

この問題を緩和するため，デコーダの一部をクラス間で

共有する構成（Shared Decoder）を用いる．すなわち，デ

コーダを大きく前半と後半に分割し，前半は単一のデコー

ダを全クラスで共通して使用し，後半はこれまでどおり各

クラスに 1つのデコーダを割り当てる構成とする．

3.4 動的な重み生成ネットワークとしての解釈

GCMは画像分類ネットワークとしては複雑な構成に見

えるかもしれないが，以下のように変形すると単純な形に

整理できる．

まず式 (3)を式 (4)に代入し，要素ごとの表現に改める

と式 (6)を得る．

V
(j)
SC = global average(W (j) ⊗ I)

=
1

RCD

R∑

r=1

C∑

c=1

D∑

d=1

W (j)(r, c, d)I(r, c, d) (6)

ただし，W (j)(r, c, d) ∈ Rと I(r, c, d) ∈ RはそれぞれW (j)

と I の位置 (r, c)，チャネル dにおける要素を表す．

さらにW (j) と I の要素ごとの積と加算を内積演算とし

てまとめ，定数除算（1/RCD）はクラススコアの大小関

係に影響しないことからこれを無視すると，単純な形の式

(7)を得る．

V
(j)
SC = (W (j), I) (7)

ただし，(a, b)は aと bの内積を表す．

図 4 動的重み生成ネットワーク

Fig. 4 Dynamic weight generation network.

W (j)は入力画像に応じて式 (1)および式 (2)から動的に

生成され，I と同じ次元数 R ×C ×Dを持つ．式 (7)とあ

わせて考えると，GCMとは動的に生成された重み W (j)

と入力画像 I の内積によってクラススコアを求める動的重

み生成型の画像分類ネットワーク（図 4）であると解釈で

きる．

3.5 ネットワーク構成に関する考察

3.2節の冒頭でも述べたとおり，GCMのネットワーク構

成は一般的な画像分類ネットワークの構成と大きく 3点が

異なっている．以下，それぞれの意味について考察する．

3.5.1 Decoderの存在

入力画像に encoder を適用して得られる中間出力は，

encoderに含まれるプーリング層やストライドの影響で空

間解像度が低下しているため，入力画像との比較や可視

化を行う際は何らかの拡大処理が必要となる．GCMでは

encoderに引き続いて decoderを適用することで中間出力

を拡大し，入力画像と同じサイズ（空間解像度）の重みマッ

プである CWMを生成している．中間出力を他のヒューリ

スティックな処理で拡大する方式も考えられるが，その場

合，拡大手法の選択が問題になる．GCMでは decoderを

学習によって最適化することで，この問題をシンプルに解

決している．

3.5.2 入力画像との直接的な乗算経路の存在

GCMでは，decoderによって生成された重みマップで

ある CWMを入力画像と直接的かつ要素ごとに乗算し，可

視化マップである CCMを生成している．すなわち，重み

マップと入力画像の乗算混合によって可視化マップを生成

している．

乗算混合によって生成された可視化マップはスポットラ

イトのような視覚効果を持ち，重みの小さい領域が暗色で

提示されるため，重みの大きい画像領域を視覚的に確認し

やすいという特徴を持つ．

従来の可視化手法 [21], [22]では重みマップを可視化す

る際に，重みマップと入力画像との重み付き加算，すなわ

ち，加重混合を用いている．加重混合では重みマップとは

別に混合係数を用意し，ヒューリスティックな手法などで

調整する必要がある．これに対して乗算混合の場合は重み

マップを単に入力画像に乗じればよく，追加の混合係数を
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必要としない．これはパラメータ数を増加させず処理系を

シンプルに保つことに貢献している．

3.5.3 平均処理によるクラススコアの算出

2.1節で述べたとおり，一般的な画像分類ネットワーク

は GAP層を用いて特徴量マップを空間集約したのち，全

結合層を適用してクラススコアを算出することが多い．こ

れに対して GCMでは可視化マップである CCMを空間お

よびチャネルのすべての軸に関して平均することでクラス

スコアを算出しており，全結合層のようにパラメータを有

する処理を使用しない（パラメータレス）．これは可視化

マップとクラススコアの対応関係を一定かつ直感的に保つ

ために重要である．すなわち，可視化マップから「視覚的

な暗算」によってクラススコアを把握することを可能とし

ている．仮に，可視化マップに全結合層を適用してクラス

スコアを算出する構成の場合，全結合層のパラメータは学

習によって変化するため，可視化マップとクラススコアの

関係は一定ではなくなる．その結果，ユーザは可視化マッ

プからクラススコアを直感的に把握することが難しくなる．

全結合層を用いない画像分類ネットワークは Linら [20]

によって提案されたが，Linらの目的はパラメータ数の削

減とそれにともなう過学習の抑制であり，GCMにおける

目的，すなわち，可視化マップとクラススコアの対応関係

を一定に保つ，とは異なる．また，Linらは空間的な平均

のみを算出しており，空間およびチャネルのすべての軸に

関して平均を算出する GCMとは構成上も異なる．

3.6 従来の可視化手法との相違

2.4節で述べたとおり，従来の可視化手法は以下の 2つ

の問題をかかえており，これらを同時に解決する手法はこ

れまでに提案されていない．

• 可視化マップの空間解像度が低下する．
• 可視化結果が分類結果と直接対応していない．
しかし，GCMではこれらの問題を同時に解決している．

まず，decoderを用いて重みマップ（CWM）を生成し，入

力画像との乗算混合によって可視化マップ（CCM）を生成

することで，第 1の問題である可視化マップの空間解像度

の低下を防ぎ，入力画像と同じサイズの可視化マップを生

成している．さらに，可視化マップの単純な平均によって

クラススコアを算出し，このクラススコアが最大となるク

ラスに分類することで，可視化結果と分類結果を直接的に

対応させ，第 2の問題を解決している．

GCMはこれら 2つの問題を同時に解決することで「画

像分類のタスクにおいて分類結果とともに根拠を示す」こ

とをより高いレベルで実現するものであり，従来の可視化

手法にはない新しい価値を提供している．

3.7 Attentionベースモデルとの相違

新たな画像分類ネットワークの提案という本稿の目的と

はやや視点が異なるが，ここで attentionベースモデルと

の相違について論じたい．その理由は，attentionベースモ

デルの定式化において GCMの定式化と一部類似する構成

が現れるため，両者の違いを論じることは GCMの独自性

を確かめるうえで有益であると思われるからである．

Attentionベースモデルは 2.3節で述べたように，入力

データに含まれる一部の情報に注目（attend）して処理を

行い，計算リソースを大きく増加させることなく精度の良

い処理を可能とする手法である．ただし，注目内容を変え

ながら複数回，系列的に情報を取得する必要があり，その

ための制御が必要であることも述べた．以下，具体的な定

式化について比較に必要な範囲で簡単に説明する．

3.7.1 Attentionベースモデルの定式化

Attentionベースモデルでは，まず入力データに encoder

を適用し，複数の特徴量ベクトル aiを生成する．特徴量ベ

クトルの数を L，次元数を Dでそれぞれ表す（式 (8)）．

{a1, . . . ,aL}, ai ∈ R
D (8)

次にすべての特徴量ベクトルを用いて時刻 tにおけるコ

ンテキストベクトル ct ∈ R
D を式 (9)のように算出する．

ct =
L∑

i=1

wtiai (9)

ここで wti ∈ Rは時刻 tにおいて特徴量ベクトルを重み付

けするための正の重みであり，特徴量ベクトル ai および

前時刻の処理系の内部状態 ht−1 を用いて式 (10)のように

算出される．ここで φは非線形関数を表す．

wti = φ(ai, ht−1) (10)

時刻 tにおける処理系の出力 yt は前時刻の出力 yt−1，

現時刻の内部状態 ht およびコンテキストベクトル ct を用

いて式 (11)のように算出される．ここで f は非線形関数

を表す．

yt = f(yt−1, ht, ct) (11)

また，処理系の内部状態は式 (12)のように更新される．

ここで gは非線形関数を表す．

ht = g(yt−1, ht−1, ct) (12)

式 (10)～式 (12)における非線形関数 φ，f，g は，具体

的には LSTM [23]などの RNNを用いて実装される．

Attentionベースモデルでは，中核となる式 (9)によって

L個の特徴量ベクトル ai が重み付き加算され，時刻 tに

おける単一のコンテキストベクトル ct に集約される．す

なわち特徴量を表すパラメータ数は 1/Lに削減され，情報

が絞り込まれる．その代わり ct は系列的に複数生成され，

特徴量ベクトルの持つ情報を順次取得する構成となってい

る．また，ct を系列的に生成するため，式 (10)に従って

各時刻 tにおける重み wti を制御している．
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表 1 両手法の定式化における対応関係

Table 1 Correspondence in formulation of Attention-based

Model and GCM.

3.7.2 提案手法（GCM）との比較

Attentionベースモデルの定式化における式 (9)とGCM

の定式化における式 (6)を比較すると，どちらも入力テン

ソルの重み付き加算を算出する形式となっている．さらに

式 (10)と式 (1)および式 (2)を比較すると，重み算出の際

に入力テンソルを用いているという共通点が見られる．こ

れらをまとめると表 1 のようになる．

したがって，AttentionベースモデルとGCMは定式化に

おいて部分的な類似性が認められる．しかしながら，GCM

は Attentionベースモデルとは以下に示す点で異なってお

り，両者は明確に区別されるべきものである．

まず Attentionベースモデルにおける重み wti は特徴ベ

クトルを重み付き加算してコンテキストベクトル ct を算

出するために用いられる．コンテキストベクトルは特徴

ベクトルから情報を部分的に抽出したものであるため，

特徴ベクトルの持つ情報全体を取り出すためには系列的

（sequential）に複数回生成される必要がある．そのため，

これに用いられる重みwtiも系列的に生成する必要があり，

さらにこれを制御する仕組みとして内部状態 ht を有する

ネットワークが必須である．また，各時刻において生成さ

れる重みの数は入力となる特徴ベクトルの数 Lと等しく，

出力サイズとは無関係である．

一方GCMでは，重みW (j)は入力画像 Iとの内積を求め

ることでクラススコア V
(j)
SC を算出するために用いられる．

重みW (j)は各クラス jに対して独立かつ並列的（parallel）

に生成され，1度の適用でクラス j の分類に必要な情報を

すべて抽出するように最適化される．すなわち，Attention

ベースモデルのように情報を部分的かつ系列的に抽出する

意図はなく，内部状態を用いて重みの生成を制御する仕組

みを必要としない．また，各入力画像に対して生成される

重みW (j)の数は分類結果として出力されるクラス数N と

等しく，画像や特徴ベクトルなどの入力サイズとは無関係

である．

以上の相違点を表 2 にまとめた．Attentionベースモデ

ルと GCMが明らかに異なる手法であることが分かる．

また繰返しになるが，GCMは，第 1に decoderによる

入力画像と同解像度の重みマップ（CWM）の生成，第 2

表 2 両手法の相違点

Table 2 Differences between Attention-based Model and

GCM.

に CWMと入力画像との直接的な乗算による可視化マッ

プ（CCM）の生成，第 3にパラメータレスの集約演算（空

間・チャネル平均）を用いたクラススコアの生成，という

3つの構成が揃って効果を発揮する手法であり，単に特徴

量マップの重み付き加算を用いただけでは同様の効果は得

られない点を強調しておきたい．

4. 実験

提案手法の有効性を検証するため，ベンチマークテスト

用の画像データを用いて実験を行った．今回使用した画

像データは CIFAR-10 [24]および SVHN Format 2 [25]で

ある．

4.1 実験設定

本稿の実験に共通して用いられる設定についてまず説明

する．

(1) ネットワーク構成

基本的な構成は図 3 に示すとおりであるが，ネットワー

ク規模抑制のためデコーダを Shared Decoder（3.3節）に

置き換える．また出力の前に Softmax回帰を加え，損失

関数として Categorical Cross-Entropy（CCE）を用いる

（図 5）．エンコーダとデコーダの詳細な構成を表 3 に示

す．パラメータ欄の 3x3，c16，s1はフィルタサイズ 3× 3，

出力チャネル数 16，ストライド 1を表す（他の場合も同

様）．BNは Batch Normalization [26]，ReLUは Rectified

Linear Unitの適用をそれぞれ表す．デコーダは 5層から

なるが，層 11から 14は Shared Decoderであり全クラス

共通で使用される．層 15はクラス別に用意される．

(2) 学習条件

ネットワークの学習条件を表 4 に示す．これらの学習条

件はCIFAR-10に含まれる 50,000枚の学習データを 45,000

対 5,000に分割し，前者を学習データ，後者を検証データ

とする予備実験を行って事前に決定した．

(3) 実験環境

実験に用いたソフトウェアおよびハードウェアを表 5 に

示す．実験プログラムはすべてスクリプト言語 Pythonで
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図 5 実験に用いたネットワーク構成

Fig. 5 Network structure used in experiments.

表 3 実験に用いたエンコーダ/デコーダの構成

Table 3 Structure of Encoder-Decoder used in experiments.

表 4 学習条件

Table 4 Configurations for training.

実装している [27], [28], [29]．

4.2 CIFAR-10

CIFAR-10は 50,000枚の学習データと 10,000枚のテス

トデータから構成される画像分類タスクのデータベースで

あり，各画像に 10クラスのいずれかのラベルが付与され

ている．画像はすべて 32 × 32画素の RGB 3chデータで

ある．

4.1節の実験設定を用いて学習とテストを行い，テスト

画像に対して 90.43%の分類精度を得た．学習パラメータ

表 5 実験に使用した環境

Table 5 Environments for experiments.

図 6 提案手法を SVHN 画像に適用した結果

Fig. 6 Results of proposed method applied to SVHN images.

数は約 162,000個であった．

図 7 に正しく分類されたテスト画像の例とそのCCMを

示す．CCMは正負の値をとるため，正の成分と負の成分

に分けて表示している．奇数段の一番左が原画像，二番目

以降が各クラスに対応した CCMの正の成分である．偶数

段は同じく CCMの負の成分を示している．下側の数値は

CCMから算出したクラススコアである．また，正解クラ

スの CCMには赤枠を付けた．GCMでは CCMの空間平

均がそのままクラススコアになるので，どのクラスのスコ

アが高いかを目視でおおよそ読み取ることができる．

図 9 にさらにいくつかの例について原画像と正解クラス

の CCM（ただし正の成分のみ）を示す．

4.3 CCMの負の成分をクリップした場合

3.2節で述べたようにCCMは正負の値をとりうるが，あ

えて負の成分をクリップし，0または正の成分に限定した

場合の挙動を観察した．そのため表 3 に示すネットワーク

構成の層 15に ReLUを追加し，学習をやり直した．この

ときテスト画像に対する分類精度は 89.91%であった．図 8

に原画像および各クラスの CCMを示す．
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図 7 提案手法を CIFAR-10 画像に適用した場合の Class Contribution Map（CCM）それ

ぞれ上段が正の成分，下段が負の成分，数値がクラススコアを表す．正解クラスを赤枠

で示す．

Fig. 7 CCMs generated by proposed method applied to CIFAR-10 images.

図 8 負の成分をクリップして学習した場合の CCM

Fig. 8 CCMs when training by clipping negative components.

4.4 CNNとの分類精度の比較

GCMは通常の CNNとは異なりデコーダにもパラメー

タを割り当てなければならないため，同じパラメータ数の

CNNと比較して分類精度が低下する可能性が懸念される．

その程度を確認するため，CNNとの比較実験を行った．

比較に使用した CNNの構成を表 6，パラメータ数と分

類精度の比較結果を表 7 に示す．学習条件は表 4 のとお

りだが，CNN側のみ前処理として中心化を行っている．

4.5 SVHN Format 2

SVHNは Google Street Viewから抽出された家屋番号

の画像データベースで，73,257枚の学習データと 26,032

枚のテストデータを含む．画像は 32× 32画素の RGB 3ch

で，中央の数字を推定する 10クラス分類のタスクである．

4.1節の実験設定を用いて学習とテストを行い，テスト

画像に対して 96.19%の分類精度を得た．

図 6 に正しく分類されたテスト画像の例とその CCM

（ただし正の成分のみ）を示す．
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図 9 原画像および正解クラスの CCM

Fig. 9 Original images and CCMs of correct classes.

表 6 比較実験に使用した CNN の構成

Table 6 Structure of CNN used for comparison.

表 7 CNN との比較結果

Table 7 Comparison result between CNN and GCM.

4.6 従来の可視化手法との比較

CIFAR-10の代表的な画像に関して，GCMおよび従来

の可視化手法を用いて可視化マップを生成し，その内容

を比較した．比較した可視化手法は，Guided Backprop-

agation（GB）[19]，Guided Grad-CAM（GGCAM）[22]，

CAM [21]，Grad-CAM [22]，および GCMの 5つである．

GCMは 4.2節で学習したネットワークをそのまま使用し，

それ以外の手法は 4.4節で学習した CNNを基にして可視

化マップを生成した．

GBおよび GGCAMでは正解クラスに対応する全結合

層のユニットに対する反応マップを生成し，これをそのま

ま可視化マップとして使用した．

CAMおよび Grad-CAMでは正解クラスに関して生成

した重みマップを bicubic補間によって入力画像と同じサ

イズに拡大（縦横各 4倍）し，さらに疑似カラー化（ jet）

したうえで入力画像と加重混合して可視化マップを生成し

た．加重混合の割合は重みマップ :入力画像が 0.7 : 0.2で

ある．この一連の可視化手順は Zhouら [21]が公開してい

る CAMの実証コード [30]に含まれるものであり，CAM

および Grad-CAMにおける標準的な可視化マップ生成方

法といえる．図 10 では拡大処理を行っていない原状態の

重みマップと上記手順で生成した可視化マップを提示した．

GCMでは正解クラスに関して生成された CWMおよび

CCMをそのまま提示した．

生成された可視化マップを図 10 に示す．なお，本実験

に使用したコードはすべて筆者らが表 5 の環境を用いて実

装した．

4.7 乖離率を用いた定量評価

2.4節でも述べたとおり，画像分類結果とともにその根

拠を示すためには，可視化結果と分類結果が直接対応して

いることが求められる．

したがって，可視化結果と分類結果の乖離度合いを測る

ことで，分類の根拠を示すという観点での可視化手法の優

劣を論じることが可能と考えられる．そこで以下のような

評価実験を行った．

1. 画像分類ネットワークを用いてクラス分類を行った場

合の分類精度を算出する．

2. 1.で用いた画像分類ネットワークを基に，可視化手法

で可視化マップを生成する．

3. 2.で生成した可視化マップを集約し，これをクラスス

コアとしてクラス分類を行って，分類精度を算出する．

集約手法としては最も単純な可視化マップの全要素の

加算を用いる．

4. 1.および 3.で算出された分類精度を用いて乖離率（後

述）を算出する．

5. 算出された乖離率を用いて複数の可視化手法を比較評

価する．

本実験では乖離率を式 (13)のように定義する．

乖離率 =
(A) − (B)

(A)
(13)
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図 10 従来の可視化手法および提案手法における可視化マップの比較 (a)原画像 (b) Guided

Backpropagation (c) Guided Grad-CAM (d) CAM の重みマップ (e) CAM の

可視化マップ (f) Grad-CAMの重みマップ (g) Grad-CAMの可視化マップ (h)提

案手法の重みマップ（CWM） (i) 提案手法の可視化マップ（CCM）

Fig. 10 Visual maps generated by prior art and proposed method.

表 8 可視化マップから算出したスコアを用いてクラス分類を行った場合の分類精度と乖離率

Table 8 Accuracy and decline ratio in classification using class score calculated from

visual maps.

ここで (A)および (B)は，

(A) 画像分類ネットワークによる分類精度（基準精度）

(B) 可視化マップを集約してクラススコアとした場合の分

類精度

をそれぞれ意味する．

評価データとして CIFAR-10を使用し，4.6節と同様に，

GB，GGCAM，CAM，Grad-CAM，GCMの 5つの可視

化手法に関する評価を行った．ただし本実験では，各可視

化手法の標準的な可視化マップ生成手法に加え，他の可視

化手法で用いられる可視化マップ生成手法もそれぞれ実施

し，直交性を持たせた．具体的には，各可視化手法で生成

された重みマップを用いて以下の 4つの方法でそれぞれ可

視化マップを生成した．

(イ)重みマップをそのまま可視化マップとして用いる．

(ロ)重みマップの絶対値を可視化マップとして用いる．

(ハ)重みマップと入力画像の加重混合によって可視化マッ

プを生成する．4.6節で述べた CAMの標準的な可視

化マップ生成手順を用いる．

(ニ)重みマップと入力画像の乗算混合によって可視化マッ

プを生成する．

ただし GBおよび GGCAMでは，反応マップをそのまま

重みマップとみなして用いる．

評価の結果得られた分類精度と乖離率を表 8 に示す．乖

離率が小さいほど可視化結果は分類結果をより忠実に反映

しているといえる．乖離率が大きい場合，可視化結果には

分類結果とのギャップがあることを意味する．

5. 考察

(1) GCMを用いた可視化の効果

図 7 (A)の画像は複数の物体を含むため，通常の画像分

類の場合，どちらの物体を分類対象としたかという疑問が

残る．しかし CCMを見れば答えは一目瞭然で，両方の物

体を対象としたスコアの合算によって分類していることが

容易に読み取れる．

c© 2017 Information Processing Society of Japan 11
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図 7 (C)では正解である truckのほか，automobileにも

比較的強い反応が見られる．車両前面は両者に共通して反

応している一方，荷台部分は truckのみ強く反応し，スコ

アを増加させている．すなわち，処理系が truckへと分類

した決め手は荷台部分の有無であったことが分かる．CCM

を観察することでこのような分析も可能となる．

また，図 6 において画像に含まれる複数の数字の中から

画像中央付近の数字が正しく注目され，分類に反映されて

いることが確認できる．

(2) CCMにおける負の成分の効果

図 7 および図 8 を比較すると，正解クラスの CCMには

それほど大きな差は見られないが，正解以外のクラスでは

後者がより強い反応を示し，クラス分類の観点でノイズが

多い状態といえる．CCMの負の成分は可視化情報の質を

向上させる効果があるといえる．

(3) 分類精度の低下について

表 7 によれば，少なくとも今回の実験設定ではGCMに

は懸念されたような分類精度の低下は見られず，同程度の

パラメータ数の CNNと同等の分類精度が得られている．

ただし，デコーダを持つことで層数が増加するため，処理

時間は若干増大している．

(4) 従来の可視化手法との定性的評価

図 10 を用いて各手法の可視化マップを比較すると，(b)

列のGBおよび (c)列のGGCAMでは (a)列の原画像と同

じサイズのマップが得られているものの，その内容は視認

しやすいものとはいえない．(d)列の CAMおよび (f)列

の Grad-CAMでは解像度の低いマップしか生成されてお

らず，これらから生成された (e)列および (g)列の可視化

マップとは見た目が大きく異なることが分かる．すなわ

ち，その外見は可視化手順に負うところが大きい．GCM

では (h)列のように原画像と同じサイズのマップが生成さ

れ，さらに (i)列のように原画像との関連を視認しやすい

可視化マップが生成されている．比較した 5つの手法中，

GCMで生成した可視化マップ（CCM）が原画像の内容を

最も明確に視認可能である．その結果，可視化マップと原

画像との対応を把握しやすくなるため，可視化手法として

は好ましい性質といえる．

(5) 乖離率を用いた定量的評価

表 8 によれば，今回検討した 4つの可視化マップ生成

方法のうち，3つの方法において GCMの乖離率が最も良

い（値が小さい）結果となった．GCMは（ニ）乗算混合に

よって可視化マップを生成する前提で最適化を行うため，

乗算混合において乖離率が低いのは当然であるが，実際

はそれ以外にも（イ）重みマップをそのまま用いた場合や

（ロ）重みマップの絶対値を用いた場合にも他の手法より良

い結果（乖離率が小さい）を示した．これは CCMの最適

化を通じて得られる CWMもまた CCMと同様にクラス分

類に適した性質を獲得するためと考えられる．一方，（ハ）

加重混合では GGCAMが最も良い結果となった．今回用

いた加重混合は 4.6節で示したようにヒューリスティック

な要素を含むため，最適化によって獲得した性質とは適合

しなかったと考えられる．

GCMを用いて生成した可視化マップ（CCM）は他の手

法と比較して可視化結果と分類結果の乖離が小さく，分類

の根拠を示すための可視化手法として GCMが有効である

ことが分かる．

(6) 結論

以上の考察をふまえると，提案手法（GCM）は画像分類

の根拠を提示するための可視化手法として有効であり，分

類精度の観点でも従来の CNNに劣らず同等であると結論

づけられる．

6. まとめ

本稿では画像分類の根拠を提示するための新たな可視化

手法を提案した．また，ベンチマークテスト用の画像デー

タを用いてその有効性を確認した．

今後は ImageNetなどの大規模なデータベースを用いて

検証を進めるほか，実際の応用問題に適用しながら有効性

を確認していくことが必要である．
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