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概要：ある種のネットワークでは，隣接するノードどうしは互いに類似の特徴量を持つ傾向が発見されて
いる．しかし一般に，ネットワーク上のすべてのノードが類似の特徴量を有するわけではなく，特徴量分
布の変化点が存在すると想定できる．すなわち，ネットワーク上の一部のノード群を抽出したとき，その
特徴量分布は他のノード群上の分布と大きく異なると仮定できる．さらに，特徴量分布は，分布の中心か
ら距離が離れるに従って減衰していくと考えられる．そこで，各ノードの持つ特性や投稿内容などのコン
テンツを特徴ベクトルで表現し，距離減衰重みを導入した合成ベクトルを考える．それらをクラスタリン
グすることで，特徴量が偏在する意味的凝集性と，ノード群が隣接する構造的凝集性のあるノード群を抽
出し，各ノード群に偏在する特徴量を用いてアノテーションを付与する方法を提案する．また，すべての
ノードの近隣に同数の類似ノードが存在するわけではなく，ノードによって減衰の程度を調整しなければ
ならない．したがって，減衰重みを制御する指数減衰関数のパラメータをノードごとに推定する方法につ
いても説明する．複数の実データを用いた評価実験により，推定したパラメータとノードの性質について
考察する．さらに，クラスタリングして得られるノード群へのアノテーションの妥当性について，意味的
凝集性と構造的凝集性を定量的に評価する．
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Abstract: In some types of real networks, the tendency for some nodes in a network to connect to other
nodes that have similar features have been found. However generally, not all nodes on the network possess
the similar features and there exist some change points of the feature distributions. That is to say, when
we extract a certain node group, feature distribution over this node group differs in those over other nodes.
We also assume that the density of feature distribution gradually or rapidly decays according to the distance
from center of the distribution. In this paper, we deal with feature vectors of nodes which are obtained from
activities or contents the nodes posted and their resultant vectors with introducing distance based decay
weights. By clustering these resultant vectors, we attempt to extract semantically and structurally cohesive
node groups, then annotate node groups with features which significantly occur in them. Moreover, since the
number of similar neighbor nodes differs in each node, we should control the degree of decay with respect
to each node. Therefore, we explain an estimation method of exponential decay function paramter which
control distance based decay weights. From experimental evaluations using three real networks, we discuss
the relation between estimated parameters and nature of nodes. Furthermore, we quantitatively evaluate
annotation results of extracted node groups in terms of semantic and structural cohesiveness.
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1. はじめに

TwitterやFacebook，Cookpadなどの SNSや，レビュー

サイト，ブログサイトなどのソーシャルメディアでは，ユー

ザ間に多くのインタラクションが存在し，ネットワークと

してとらえ分析することにより，様々な知見が得られてい

る [2], [3], [7], [8]．このようなネットワークにおいて隣接

関係にあるユーザ間には，共通の特徴があると考えられ

る [6]．たとえば，化粧品に関するレビューサイトを利用

するユーザを，商品に対するレビュー評点を要素とする商

品次元のベクトルで表現する．このとき，隣接関係にある

ユーザ間のベクトルは比較的類似する傾向にある．しかし，

ネットワーク上のすべてのユーザ同士が類似ベクトルを有

するとは，通常考えられない．すなわち，ネットワークの

どこかで特徴量分布の変化点が存在すると考えられる．さ

らに，各ノードは隣接関係にあるノードと類似特徴を有す

る傾向にはあるが，その程度はノードによって様々である．

本研究では，ネットワーク構造上の特徴量分布を仮定し

て，連結する（構造的凝集性のある）ノード群に対して，

その近辺に特徴量が偏在する度合い（意味的凝集性）を定

量化する．すなわち，近傍に類似の特徴量を有するノード

が多く存在するようなノード群を抽出することを目的とす

る．そして，ノード群上に偏在する特徴量を用いて，ノー

ド群にアノテーションを付与する手法を提案する．ノード

群が連結しておらず，ネットワーク上のいたるところに点

在する場合，アノテーション付与が困難である．すなわち，

アノテーション付与の観点から，対象ノード群にはある程

度の意味的凝集性と構造的凝集性が求められる．ゆえに，

提案手法では，意味的凝集性と構造的凝集性をあわせ持つ

ノード群を抽出する．提案手法により，共通あるいは類似

の特徴量を有するノード群が，ネットワークのどのあたり

に位置するかなどを把握することができるようになる．構

造のみに焦点を当てた従来のコミュニティ抽出では，密に

つながる隣接ノード群は抽出できるが，かならずしも類似

の特徴量を有する意味的凝集性は保証されない．そこで，

意味的凝集性と構造的凝集性を保証したノード群を抽出す

る．このようなノード群を抽出することで，ソーシャルメ

ディアなどで同一の興味話題に関する議論がさかんなグ
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ループなのか，情報収集を目的として類似しないユーザと

つながっているグループなのか，グループの特性評価にも

つながる．

具体的には，各ノードの特徴量を特徴ベクトルで表現し，

近隣ノードの特徴ベクトルを合成することで，ノード群上

の特徴量分布を表現する．ただし，直接隣接するノードだ

けでなく，数ステップ離れた近隣ノードの特徴ベクトルも

考慮する．この際，どの程度離れたノードまで合成すべき

かは自明ではない．また一般に，離れたノードの影響も少

なからず受けるが，その影響は遠いほど小さくなると考え

るのが自然である．そこで，ノード間距離に応じて減衰す

る重みを乗じながら合成ベクトルを構築していく [16]．減

衰度合いは各ノードによって異なるが，類似ノードが近隣

に狭く存在するときは減衰を強くし，近隣に広く存在する

ときは減衰を弱くする．すなわち，各ノードに対して，適

切な減衰を実現するパラメータを推定する必要がある [17]．

また，減衰関数として指数的減衰やべき乗的減衰が考えら

れるが，いずれの減衰関数を用いても類似の結果が得られ

ることを確認済みである [18]．本研究では，合成ベクトル

の構築法 [16]と減衰パラメータの推定法 [17]をまとめ，各

ノードの特徴ベクトルと合成ベクトルのコサイン類似度が

最大になるようにノードごとの減衰パラメータを推定す

る．推定されたパラメータの値は，各ノードが特徴量を共

有する近隣ノードの範囲を規定する意味もある．近隣ノー

ドの定義として，CNM法 [1]などにより抽出されたコミュ

ニティを用いることもできるが，コミュニティの境界が特

徴量分布の境界である保証はない．また，特徴量分布の境

界が厳密に存在するわけでもないため，減衰させることに

より連続的に表現する．

本稿の構成は以下のとおりである．2章で関連する既存

研究に言及し，3章で本研究の提案手法について詳しく説

明する．4章で比較に用いる手法を解説し，5章で複数の実

データを用いた評価実験により，推定したパラメータの値

とノードの性質について考察し，抽出したノード群および

アノテーション結果について定量的に評価する．最後に，

本稿のまとめと今後の課題について述べる．

2. 関連研究

本研究と関連の深い意味的特徴と構造的特徴の両方を

用いたコミュニティ抽出手法がいくつか提案されている．

Yangら [13]は，各コミュニティに関係ない特徴量を隔離

し損じたり，各コミュニティに影響を与えうる特徴量を考

慮し損じるなどの生成モデルが持つ欠点を克服するため，

PCL-DCモデルと呼ぶ識別モデルを提案した．このモデル

では，各コミュニティにおけるノードの人気度と各ノード

のコミュニティ帰属度合いを用いて各ノードペア間のリン

ク存在確率を推定する Popularity-based Conditional Link

モデルと重み付きの特徴ベクトルを用いてコミュニティ帰
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属確率を計算する Discriminative Contentモデルを組み合

わせている．それにより，有意に高い精度のコミュニティ

を抽出している．この手法では，各ノードの特徴量を考慮

することで，より高い精度でコミュニティを抽出すること

を目指しているが，特徴量が偏在するノード群を抽出する

ことを目的としていない点で，本研究とは異なる．実際に

Yangらの評価実験でも，Modularityなど構造的なコミュ

ニティ分割の観点での評価しかなされていない．

Zhouら [14]は，構造的特性と属性情報の両方を統合し

た類似度を計算し，SA-Clusterと呼ぶグラフクラスタリ

ングアルゴリズムを提案した．この手法では，まずオリジ

ナルネットワークに属性ノードを追加した augmentedグ

ラフを定義する．そして，augmentedグラフ上のランダム

ウォークのパス数により，各ノード間の距離を計算する．

この距離に基づき，K-medoidsクラスタリングをし，一様

な属性を有し密に結合するノード群を抽出する．本研究で

対象としている各ノードの特徴量は，ノードの活動などか

ら得られるコンテンツを素性としたものであり，特徴量数

は非常に多い．augmentedグラフ上のランダムウォークを

想定している Zhouらの手法に，多数の特徴量を適用する

には明らかに限界がある．実際に Zhouらの評価実験でも，

ノードに付されたごく少数の属性情報のみを使用している．

Sunら [9]は，Emailなどのコミュニケーションフローか

ら得られる送信者，受信者，メッセージという 3つ組から

テンソルを構築し，テンソル分解を行う．そして，各モー

ドごとに次元をクラスタリングし，相関のあるクラスタを

モードをまたいで抽出する．最終的に，抽出したクラスタ

を階層的に可視化することでデータを分析する手法を提案

している．

Kuramochiら [4]は，与えられたグラフ構造から，極大

クリークなどの密なノード集合をノード，クリーク間のリ

ンクをリンクとした交グラフを構築する．交グラフにおけ

るノード間のリンクには，特徴量より算出する重みを付与

する．この際に，交グラフのノード（密なノード集合に相

当）内のノードの特徴量を併合し，TF・IDFをかけてい

る．本研究の提案手法でも，周辺ノードの特徴ベクトルを

合成するが，距離に従って減衰させながら合成する点，お

よび，減衰の強弱をノードごとに推定する点で異なる．

Mcauleyら [5]は，ソーシャルメディアにおける各ユー

ザ（ノード）が関与するソーシャルサークルを抽出するた

めに，各ノードのエゴネットワークを対象に，ユーザのプ

ロファイル情報（所属や居住地域，学歴など）の一致性に

基づく生成モデルを構築した．最尤推定により提案モデル

を学習した結果，各ノードの属するソーシャルサークルを

ベースラインより高い精度で推定できたことを示してい

る．文献 [5]では，エゴネットワークを対象とすることに

よりパラメータの次元を減少させているため，本研究が対

象としている一般的なネットワークに適用するのは困難だ

と考えられる．

Wuらは，与えられたネットワークに対し，ノード間の類

似度などを重みとした Conceptualネットワークにおける

重みの和が最大で，Physicalネットワーク（実際の接続関

係）において連結となる Densest Connected Subgraphを

抽出する手法を提案している [11]．この手法では，低次数

ノードを枝刈りすることで効率的なアルゴリズムを実現し

ているが，本研究では，与えられたすべてのノードを構造

的・意味的つながりのあるノード群に分割する点で異なる．

いわば，コア抽出とコミュニティ分割の違いに相当する．

アノテーション法の関連研究として，小林らの可視化結

果へのアノテーション法がある [15]．この手法では，2次

元上に可視化されたオブジェクト群に対して，可視化座標

の近接性に基づいて最小全域木を構築する．そして，オブ

ジェクト群が有する特徴量に基づく尤度関数を定義し，尤

度関数が最大になるリンクを切断することにより，オブ

ジェクト群を部分集合に分割していく．最終的に得られた

部分集合群は，特徴的な特徴量分布を有する部分集合に

なっている．各部分集合に対し，Zスコアにより統計的有

意に出現する特徴量を抽出し，アノテーションのラベルと

して採用する．本研究では，ネットワーク構造を対象とし

ている点で，最小全域木を切断する小林らの手法と関連す

る．しかし，ネットワーク構造は木構造と異なり，一般に

1本のリンクを切断することによりノード集合を分割する

ことができない．したがって，小林らの手法をそのまま適

用することはできない．

また，ナイーブな手法として，各ノードの特徴ベクトル

をそのままクラスタリングする方法が考えられるが，ノー

ド間の隣接関係を考慮できない．逆に，Clausetらの CNM

法 [1]により，ノード群をコミュニティに分割する方法も

考えられるが，コミュニティ内の異なる特徴の共存に対応

できない．

3. 提案手法

提案手法は，ネットワーク構造 G = (V,E)，各ノード

u ∈ V の J 次元特徴ベクトル xuおよびクラスタ数K を入

力とし，以下の手順で全ノードを K 個のノード群に分割

し，各ノード群にアノテーションを付与する．

CA1 各ノードを中心に，距離減衰合成ベクトルを構築

する；

CA2 距離減衰合成ベクトルをK-medoids法によりクラ

スタリングする；

CA3 各ノード群に統計的有意に出現する特徴量を Zス

コアにより算出する；

CA4 Zスコア上位の特徴量により，各ノード群にアノ

テートする；

以下では各手順を詳しく説明する．
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3.1 距離減衰合成ベクトル

各ノード uに対して，他ノード vへのグラフ距離（最短

パス長）を d(u, v)とする．ただし，d(u, v) = d(v, u)であ

り，d(u, u) = 0である．各ノード uを中心に，隣接する

ノード vの特徴ベクトル xv を，指数的減衰関数 exp(−λd)

を用いて距離 dに従って減衰させながら合成ベクトルを構

築する；

yu =
Du∑
d=0

exp(−λd)
∑

v∈Γd(u)

xv

=
∑
v∈V

exp(−λd(u, v))xv. (1)

ここで，Du = maxv∈V {d(u, v)}はノード uから全ノード

へ到達するための最大グラフ距離を表し，Γd(u) = {v |
d(u, v) = d}はノード uから距離 dにあるノードの集合を

表し，Γ0(u) = {u}とする．このベクトル yu を，ノード

uを中心とした距離減衰合成ベクトルと呼び，オリジナル

の特徴ベクトル xuと区別する．距離減衰合成ベクトルは，

ノード uと直接隣接，あるいは，近くに存在するノードの

特徴ベクトルを重みを強くして足し込む．逆に遠くに存在

するノードの特徴ベクトルを重みを弱くして足し込んでい

る．したがって，ベクトルとしては幾分か均されているが，

隣接するノード間で類似のベクトルになりやすくなる．さ

らに，遠くに類似の特徴ベクトルを有するノードが存在し

ても，周辺ノードの特徴ベクトルが異れば，異なる距離減

衰合成ベクトルになるため，クラスタリングした際に別の

クラスタに割り当てられる．

3.2 K-medoidsクラスタリング

距離減衰合成ベクトルに対して K-medoids法 [10]を用

いて，全ノード集合 V をK 個のノード群 {V1, V2, . . . , VK}
に分割する．

K-medoids 法は，オブジェクト集合 V とその要素 v，

w ∈ V 間の類似度 ρ(v, w)が与えられたとき，以下の目的関

数を最大にするような代表オブジェクト集合 P を求める．

J (P ) =
∑
v∈V

max
w∈P

{ρ(v, w)}.

K = |P | 個の代表オブジェクトを抽出し，残りのオブ
ジェクト群を最も類似する代表オブジェクトのクラスタに

割り当てることで，オブジェクト集合を K 個のクラスタ

に分割する．K-medoids法の解法には反復法や貪欲法があ

るが，K-means法と異なり解の一意性が保証される貪欲法

を用いる．なお，提案手法において K-medoids法を採用

しているが，他のクラスタリング手法を用いることも可能

である．提案手法では，類似度 ρ(u, v)は，距離減衰合成ベ

クトル間のコサイン類似度とする：

ρ(u, v) =
yT

u yv

‖yu‖‖yv‖ .

3.3 Zスコア

各ノード群 Vk に有意に多く出現する特徴量を Zスコア

を用いて抽出する．ここで，ネットワーク全体の特徴量の

分布を以下のように定義する：

pj =
∑

u∈V xu,j

M
.

ここで分母のM は，確率にするための正規化項であり，

M =
∑

v∈V

∑J
j=1 xv,j である．また，ノード群 Vk に属す

るノードの特徴量を以下のように合算する：

q
(k)
j =

∑
u∈Vk

xu,j .

このとき，ノード群 Vk に対する特徴量 j の Zスコアは

以下のように計算する：

z
(k)
j =

q
(k)
j − Mkpj√
Mkpj(1 − pj)

.

ここで，Mk =
∑

v∈Vk

∑J
j=1 xv,j である．ノード群 Vk に

特徴量 j が出現する期待値 (Mkpj)に対して有意に多いか

少ないかにより，各ノード群の特徴的な特徴量を抽出する．

提案手法では，各ノード群ごとに Zスコア上位 H 件の特

徴量をアノテーション用のラベルとして採用する．

3.4 パラメータ推定法

上述した距離減衰合成ベクトル yuは，近隣ノードの特徴

ベクトルを減衰させながら合成させて構築する．これは，

近隣ノードの特徴ベクトルは類似する傾向にあり，ノード

間距離が離れるにつれ類似度は小さくなるという前提があ

る．しかし，すべてのノードのまわりに同数の類似ノード

が存在するわけではなく，ノードによって減衰の程度を調

整しなければならない．本稿では，各ノードの距離減衰合

成ベクトルが特徴ベクトルとコサイン類似度の意味で最も

類似するように各ノードのパラメータ λu を設定する．ノ

ルムを 1に正規化した特徴ベクトルを xu とし，

Fu(λu) = xT
u

∑
v∈V \{u} exp(−λud(u, v))xv∥∥∑
v∈V \{u} exp(−λud(u, v))xv

∥∥ (2)

という目的関数を考える．ここでは，距離減衰合成ベクト

ルの計算に自身の値を合成していない点で式 (1)と異なる

ことに注意されたい．

目的関数 (2)を最大化するようなパラメータ λu を求め

る手順を説明する．ノード uに対して，距離 dにあるノー

ドの特徴ベクトルの合成ベクトルを

fu,d =
∑

v∈Γd(u)

xv

とし，ノード uの特徴ベクトルとの内積を

gu,d = xT
u fu,d

とする．そして，ノード uからの距離の和が dになる合成
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ベクトル fu,d1 と fu,d2 ペア間の内積を足し合わせ

hu,d =
∑

d1+d2=d

fT
u,d1

fu,d2

とすると，式 (2)は以下のように書き換えられる：

Fu(λu) =
∑Du

d=1 exp(−λud)gu,d√∑2Du

d=2 exp(−λud)hu,d

.

計算の便宜上，対数をとった以下の目的関数を最大にす

るようなパラメータ λu を求める：

log Fu(λu) = log
Du∑
d=1

exp(−λud)gu,d

− 1
2

log
2Du∑
d=2

exp(−λud)hu,d. (3)

ここで，補助的な変数を

ru,d =
exp(−λud)gu,d∑Du

d′=1 exp(−λud′)gu,d′

とすると，式 (3)は以下のように書き換えられる：

log Fu(λu) =
Du∑
d=1

r̄u,d{(−λud) + log gu,d}

−
Du∑
d=1

r̄u,d log ru,d

− 1
2

log
2Du∑
d=2

exp(−λud)hu,d.

パラメータ λu に関係のない項などを除くと

Qu(λu) = −λu

Du∑
d=1

r̄u,d · d − 1
2

log
2Du∑
d=2

exp(−λud)hu,d

となり，1階微分は，

dQu(λu)
dλu

= −
Du∑
d=1

r̄u,d · d +
∑2Du

d=2 exp(−λud) · d · hu,d

2
∑2Du

d=2 exp(−λud)hu,d

となる．ここで，

su,d =
exp(−λud)hu,d∑2Du

d′=2 exp(−λud′)hu,d′

とすると 2階微分は，

d2Qu(λu)
dλ2

u

= −1
2

⎧⎨
⎩

2Du∑
d=2

su,d · d2 −
(

2Du∑
d=2

su,d · d
)2
⎫⎬
⎭

となり，ブレースの中は 2次のモーメント同様に非負であ

るため，2階微分自体はつねに 0以下となる．1階微分が

λu に関して閉じた形で書けないため，本研究ではニュー

トン法により，補助変数 ru,d とパラメータ λu を反復して

更新し求める．この推定されたパラメータは，値が大きい

ほど距離減衰の効果が強く，近隣ノードの値のみを大きな

重みで，遠くのノードの値はほとんど無視する．逆に値が

0に近いほど距離減衰の効果は弱く，近隣も遠方も同程度

の重みで合成する．すなわち，近隣に類似の特徴ベクトル

を有するノードが広く存在するか狭く存在するかにより値

が異なる．

推定したパラメータによる距離減衰合成ベクトルを用い

ることで近隣に類似ノードが存在しないノードや近隣のみ

に類似ノードが存在するノードに関して，必要以上に特徴

ベクトルを均すことを避けられるため，各ノードの環境に

合わせて合成される．それにより，入力された特徴ベクト

ル xをより反映したクラスタリング結果が期待できる．

特徴ベクトルの次元を J，平均ノード間距離を D̄ とす

ると，全ノードのパラメータ推定に要する時間計算量は，

hu,d計算に要する O(|V | × 2D̄ × J)である．本提案手法で

は，様々な次元圧縮技術を用いて圧縮したベクトルを用い

ることにより，J を小さくでき高速化も可能である．

4. 比較に用いる手法

この章では，提案手法と比較するクラスタリング手法に

ついて説明する．

4.1 K-medoidsクラスタリング

1つ目は，特徴ベクトルをそのままK-medoids法により

クラスタリングする手法である．類似度は提案手法と同様，

以下のようにコサイン類似度 ρ(u, v) = xT
u xv/‖xu‖‖xv‖を

用いる．各ノードの特徴ベクトル xをそのまま用いている

点で，提案手法と異なることに注意されたい．この手法で

は，構造的凝集性はいっさい考慮せず，意味的凝集性のみ

を対象としている．以後，Kmed法と呼ぶ．

4.2 CNMクラスタリング

2つ目は，Clausetらによって提案された CNM法であ

る [1]．以下に示す，リンク構造に基づくモジュラリティ

Q =
K∑

k=1

(ekk − a2
k)

を最大化するようにノードを分割し，コミュニティを抽出

する．実際には，ΔQを最大化することで高速化を図って

いる．ここで，ekk は，全リンク数に対するコミュニティ

k内のリンク数の比率を表し，ak =
∑K

h=1 ekh は，コミュ

ニティ kのノードが持つリンク数の比率を表している．こ

の手法では，意味的凝集性を陽に考慮せず，構造的凝集性

を対象としている．以後，CNM法と呼ぶ．

4.3 MST分割

3つ目は，小林らによって提案されたMST分割法であ

る [15]．この手法では，2次元上に可視化されたオブジェ

クト群に対して，可視化座標の近接性に基づいて最小全域

木を構築する．そして，オブジェクト群が有する特徴量に
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基づく以下の尤度関数を定義し，尤度関数が最大になるよ

うにリンクをK − 1本切断することにより，オブジェクト

群を K 個の部分集合に分割していく．我々の提案手法に

おける Zスコア計算の記述 q
(k)
j を利用すると，

L =
K−1∑
k=1

J∑
j=1

q
(k)
j log q

(k)
j /q(k)

となる．ここで，q(k) =
∑J

j=1 q
(k)
j である．最終的に得ら

れた部分集合群は，特徴的な特徴量分布を有する部分集合

になっている．本稿では，隣接関係を反映した可視化結果

を出力できるクロスエントロピー法 [12]により可視化す

る．以後，MST法と呼ぶ．

5. 評価実験

この章では，3つの実データを用いて，クラスタリング

して得られるノード群へのアノテーションの妥当性につ

いて，意味的凝集性と構造的凝集性を定量的に評価する．

さらに，推定したパラメータとノードの性質について考察

する．

5.1 ネットワークデータ

各ノードの特徴量が明確に分かる以下の 3 つのネット

ワークを評価実験に用いる．特に，以下のWebネットワー

クとWikiネットワークは，各ノード（Webページ/記事）

のコンテンツが明快で，提案手法により得られた結果が妥

当なのかが直観的に把握できるため，評価実験に採用する．

1つ目のネットワークは，ある大学のウェブサイトにお

けるハイパーリンク構造である*1．ウェブページをノード，

ハイパーリンクを無向化しリンクとした．各ノードの特徴

ベクトルは，ウェブページの内容を形態素解析して得られ

る名詞群の Bag of Wordsとした．ノード数は 600，リン

ク数は 1,299，特徴ベクトルの次元数は 4,412である．本

稿ではWebネットワークと呼ぶ．Webネットワークのク

ラスタ係数は，0.54であり，文献 [7]に示される一般的な

ソーシャルネットワークと同程度である．

2つ目のネットワークは，日本語ウィキペディア*2の人

名の共起ネットワークである．人物記事をノード，5つ以

上の記事において共起関係のある人物間にリンクを張っ

た無向ネットワークである．各ノードの特徴ベクトルは，

記事内に出現する名詞群の Bag of Wordsとした．ノード

数は 9,481，リンク数は 122,522，特徴ベクトルの次元数は

20,411である．本稿ではWikiネットワークと呼ぶ．Wiki

ネットワークのクラスタ係数は，0.55 であり，一般的な

ソーシャルネットワークと同程度である．

3つ目のネットワークは，レシピ投稿サイト Cookpadに

*1 法政大学情報科学部（2010年 8月時点）http://cis.k.hosei.ac.jp/
*2 https://ja.wikipedia.org/

おけるユーザのつくれぽ関係である*3．ユーザをノード，

つくれぽ関係をリンクとした有向ネットワークを構築し，

最大強連結成分を抽出，無向化した．さらにつくれぽ関係

が 10以上あるような関係のみを抽出した．各ノードの特

徴ベクトルは，投稿したレシピに使用する食材の使用頻度

とした．ノード数は 7,815，リンク数は 40,569，特徴ベク

トルの次元数は 4,171である．本稿では Cookpadネット

ワークと呼ぶ．Cookpadネットワークのクラスタ係数は，

0.12であり，一般的なソーシャルネットワークと比べると

低い値である．

5.2 推定パラメータに関する考察

提案手法において距離減衰重みを制御するパラメータを

推定した結果 λ̂について考察する．本稿では，パラメータ

の推定値によってランキングし，上位，下位のノードの特

徴について定性的に述べる．

Webネットワークにおいて，λ̂ > 1となるようなランキ

ング上位は，「教員紹介ページ」が多くを占めていた．これ

らのページには，教員の経歴や研究内容などが書かれてお

り，隣接する他の教員ページも類似の単語（名詞）を使用

した内容になっている．さらに，他の教員ページへは少な

いステップでたどり着くことができ，類似の内容のページ

が近隣に集まり，逆に遠くには類似のページが存在しない

ため，パラメータの値が大きくなり，強い距離減衰重みを

実現させたと考えられる．λ̂ � 0となるようなランキング

下位は「ニュースページ」や「お知らせページ」が多くを

占めていた．これらのページには，所属学生や教員の受賞

ニュースなどが書かれており，近隣はおろかネットワーク

内に類似するページが存在しないため，パラメータの値が

小さくなり，弱い距離減衰重みを実現させたと考えられる．

Wikiネットワークにおいて，λ̂ > 1となるようなランキ

ング上位は，「タレント芸能人ページ」が多くを占めてい

た．これらはバンドやコンビ，チームなどに所属している

割合が高く，共起関係にある（同じチームに所属）ノード

どうしは，類似の単語を使用する傾向にあるため，このよ

うな結果になったと考えられる．一方，「俳優や女優などの

芸能人ページ」は，タレント芸能人と比べると，パラメー

タの値は低めに推定された．ウィキペディアの芸能人ペー

ジ内には，来歴・人物やエピソードなどが書かれているが，

共起関係にある俳優同士（同じドラマに出演など）だから

といって，これらに用いられる単語が類似するとは限ら

ないため，それを反映した結果と考えられる．すなわち，

チームやバンドの構成員たるタレント芸能人は，非常に類

似度の高いノードが近隣に狭く存在する；様々な背景を持

つ俳優芸能人は，中程度に類似するノードが近隣にやや広

く存在する；という直感に合致した結果となった．λ̂ � 0

*3 http://cookpad.com/
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図 1 ノードからの距離に対する平均類似度の変化

Fig. 1 Average similarities w.r.t. the distance from a node.

となるようなランキング下位は，「特異な固有名詞を使用

するページ」や「内容が少ないページ」などが見られた．

これらのページは，ネットワーク内に類似するページが存

在しないため，距離に関係なく様々なページの特徴ベクト

ルを合成することで，自身の特徴ベクトルとのコサイン類

似度を高くしようとする．そのためパラメータの値が小さ

くなり，弱い距離減衰重みを実現させたと考えられる．

Cookpadネットワークにおいて，λ̂ > 1となるようなラ

ンキング上位は，「比較的小規模なカテゴリコミュニティ

に属するユーザ」が多くを占めていた．具体的には，「タ

レ」，「幼児食」，「ドリンク」などがあげられる．これらは

カテゴリに投稿するユーザは，比較的小規模ながらコミュ

ニティを形成しており，コミュニティ内では類似の食材を

利用するユーザが多く存在する．一方で，コミュニティの

外には類似するユーザがあまり存在しないため，距離減衰

重みを制御するパラメータの値が大きく推定されたと考え

られる．λ̂ � 0となるようなランキング下位は，「様々なカ

テゴリのレシピを投稿するユーザ」が多くを占めていた．

様々な食材を使用するため，近隣だけでなく遠方のノード

の特徴ベクトルをも合成しなければ高いコサイン類似度を

得ることができない．いわば，コミュニティにあまり染ま

らないノードである．そのため，距離減衰重みを制御する

パラメータの値が小さく推定されたと考えられる．これら

の結果から，推定パラメータ λ̂の値は，コミュニティのサ

イズや所属するノードの特徴ベクトルのばらつき度に依存

することが示唆された．

図 1 は，横軸があるノード uからの距離 d，縦軸がノー

ド uから距離 dにあるノード群 v ∈ Γd(u)との平均類似度

avgsim(u, d)を示すグラフである．具体的には，パラメー

タが高い値，あるいは，低い値に推定されたノードをそれ

ぞれ 5つずつ選定し，各ノード uと距離 dにあるノードの

特徴ベクトル間の類似度を平均した値である：

図 2 意味的凝集性の定量評価

Fig. 2 Quantitative evaluation of semantic cohesiveness.

avgsim(u, d) =
1

|Γd(u)|
∑

v∈Γd(u)

xT
u xv

‖xu‖‖xv‖ .

図 1 より，上述の考察のようにパラメータの値が高く推

定されたノードの平均類似度（○実線）は，近傍のみに類

似ノードが多いため，距離の増大にともない急激に減少す

る．反対に，パラメータの値が低く推定されたノードの平

均類似度（□点線）は，近傍にも類似ノードが少なく，減

少は少ない．本稿では，Wikiネットワークの結果のみを

示したが，Webネットワークでも，Cookpadネットワー

クでも同様の傾向が確認できた．各ネットワークの各ノー

ドに対して推定されたパラメータを用いて，距離減衰合成

ベクトルを計算し，ノード間の類似度を計算する．

5.3 アノテーション付与結果

比較手法と提案手法について，意味的凝集性と構造的凝

集性の観点から定量的に比較する．あるクラスタに有意に

出現する特徴量があれば，そのクラスタに意味的凝集性が

あるといえる．抽出したクラスタに意味的凝集性がある

か，3.3節で説明した Zスコアを用いて定量的に評価した

結果を図 2 に示す．実際には，各クラスタにおける Zスコ

アの降順ランキング i位の特徴量 Zスコアを z
(k)
(i) とし，10

クラスタ（K = 10）それぞれにおける上位 10件（I = 10）

の特徴量 Zスコアの平均をプロットした：

Z =
1
K

K∑
k=1

1
I

I∑
i=1

z
(k)
(i)

なお，本稿ではK = 10の結果のみを示しているが，ク

ラスタ数を変えても，意味的凝集性と構造的凝集性の両方

を反映できる提案手法の有効性に矛盾のない結果が得ら

れている．図 2 を見ると，どのネットワークにおいても，

Kmed法が最も高い値を示している．これは，特徴ベクト

ルを直接クラスタリングしているので当然の結果であるが，

提案手法も次いで高い値を示している．提案手法では，距
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離減衰合成ベクトルをクラスタリングしているため，この

ような結果が得られることは自明ではない．反対に，対象

ネットワークの構造に依存するが，CNM法では意味的凝

集性は見られない傾向にある．CNM法と同様に，ネット

ワークの隣接関係が影響するMST法でも，意味的凝集性

は見られない傾向にある．

次に，抽出したクラスタにノード間の隣接性を表す構造

的凝集性があるかを定量的に評価した結果を図 3 に示す．

実際には，割り当てたクラスタ番号を各ノードの属性値と

して，以下のように Assortative係数 [6]を計算することに

より評価した：

R =
∑K

k=1 ekk −∑K
k=1 a2

k

1 −∑K
k=1 a2

k

.

ここで，ekh は，全リンクに対するクラスタ k に属する

ノードと hに属するノードがつながっている割合であり，

ak =
∑K

h=1 ekh は，クラスタ kに属するノードの割合を表

す．図 3 を見ると，ノードの隣接関係のみを考慮してい

る CNM法が最も高い値を示しているが，この結果は自明

である．次いで提案手法も高い値を示しており，同一クラ

図 3 構造的凝集性の定量評価

Fig. 3 Quantitative evaluation of structural cohesiveness.

図 4 人手による可視化結果へのアノテーション

Fig. 4 Manual annotation for visualization results.

スタのノードどうしが隣接関係にあることが，可視化結果

からだけでなく定量的にも示された．反対に，隣接関係を

いっさい考慮していないKmed法は最も低い値を示してい

る．これらの結果から，提案手法は本稿の目的である，隣

接関係を考慮した特徴的な意味を有するノード群を抽出で

きていることが分かった．

次に，提案手法によるクラスタリングおよびアノテーショ

ンを定性的に評価する．図 4 に，可視化結果に人手でアノ

テーションを付与したものを示す．また可視化には，以下に

示すクロスエントロピー Eu,v の和
∑

u∈V

∑
v∈V \{u} Eu,v

を最小化させることにより，ノードの布置座標を計算する

クロスエントロピー法 [12]を用いた：

Eu,v = −au,v ln ρ(u, v) − (1 − au,v) ln(1 − ρ(u, v)).

ここで，au,vは隣接行列の u行 v列目の値，すなわち，ノー

ド uと v がつながっていれば 1，つながっていなければ 0

である．また，ρ(u, v) = exp(−‖xu − xv‖2/2)は，ノード

uと v の布置座標ベクトル xu，xv 間のユークリッド距離

の自乗 ‖xu − xv‖2 が小さいほど値が大きくなるような減

衰関数である．この可視化手法はバネモデル法などと異な

り，クラスタ係数がある程度高いような密な構造を持つ

ネットワーク可視化の際，構造がつぶれにくいという利点

があり，隣接関係にあるノードどうしは平面上で近くに布

置される．

図 5 に，K = 10とした際のWebネットワークに対す

るノード分割結果を示す．同一色のノードは，同一ノード

群に分割されたことを意味する．以下，分割されたノード

群をクラスタと呼ぶ．可視化結果から分かることとして，

(b)では，隣接するノードでも異なるクラスタ（色）が割

り当てられており，本稿の目的である構造的凝集性を考慮

できていない．(c)では，ネットワーク構造上綺麗に分割

できているが，各クラスタに意味的凝集性があるという保

証はない．(d)では，可視化座標の近接性に依存している
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図 5 Web ネットワークに対するクラスタリング結果：K = 10

Fig. 5 Clustering results of Web network: K = 10.

表 1 Web ネットワークのアノテーション特徴量

Table 1 Annotation characteristics of Web network.

ノードの色 1 位 2 位 3 位 4 位 5 位

クラスタ 1 #ff0000 科学 情報 研究 コンピュータ 学科

クラスタ 2 #00ff00 node algorithm image virtual convert

クラスタ 3 #0000ff 科目 授業 理解度 春 秋

クラスタ 4 #ffff00 research year student advisor English

クラスタ 5 #ff00ff 課程 セミナー 指導 単位 博士

クラスタ 6 #00ffff 画像 映像 描画 認識 動画

クラスタ 7 #ffa500 領域 研究 開発 プロジェクト 非常勤

クラスタ 8 #800000 page proceeding transaction press edition

クラスタ 9 #008000 model browser object agent function

クラスタ 10 #000080 掲載 受賞 時間割 更新 開催

図 6 Wiki ネットワークに対するクラスタリング結果：K = 10

Fig. 6 Clustering results of Wiki network: K = 10.

ため，(c)のコミュニティ抽出とも異なる結果が得られた．

また，(c)と (d)に対する Zスコア上位の特徴量には共通点

がなく，アノテーションには不向きな特徴量であった．こ

れらと比較して推定パラメータを用いた (a)の提案手法で

は，隣接関係を考慮しているため，連結したノード群単位

で同一のクラスタに割り当てられており，かつ，意味的に

類似するノードが同一のクラスタに割り当てられている．

提案手法により抽出された特徴量を表 1 に示す．正解ラベ

ルと図 5 (a)のノードの色を念頭において見ると，どのク

ラスタに付されたアノテーション特徴量も，ある程度クラ

スタに属するノードの特色を表すものが抽出されている．

特に，CNM法では「教員成果報告ページ」として同一ク

ラスタに分けられていたノード群が，提案手法では第 2ク

ラスタのような画像処理系の教員成果報告ページと，第 9

クラスタのようなWeb系の教員成果報告ページに分けら

れている．提案手法は，意味的凝集性を考慮するため，近

隣に存在していても特徴ベクトルが大きく異なれば分離す

ることが可能である．

図 6に，K = 10とした際のWikiネットワークに対す

るノード分割結果を示す．可視化結果から分かることとし

て，(b)では，隣接するノードでも異なるクラスタ（色）が

割り当てられており，本稿の目的である構造的凝集性を考

慮できていない．(c)，(d)では，ネットワーク構造上綺麗

に分割できているが，意味的な部分で分割されている保証

はない．しかし，共起ネットワークの性質上，ある程度の

意味的凝集性のあるノード群が抽出されたように見受けら

れる．これらと比較して推定パラメータを用いた (a)の提

案手法では，(b)の意味的凝集性と (c)の構造的凝集性の
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表 2 Wiki ネットワークのアノテーション特徴量

Table 2 Annotation characteristics of Wiki network.

ノードの色 1 位 2 位 3 位 4 位 5 位

クラスタ 1 #ff0000 旧暦 幕府 徳川 藤原 元年

クラスタ 2 #00ff00 テレビ 出演 フジテレビ ドラマ 番組

クラスタ 3 #0000ff 交響 ピアノ 音楽 フランス ローマ

クラスタ 4 #ffff00 野球 選手 プロ 投手 本塁打

クラスタ 5 #ff00ff アニメ 声優 ガンダム 戦士 ロボット

クラスタ 6 #00ffff 内閣 議員 選挙 大臣 大統領

クラスタ 7 #ffa500 サッカー ワールドカップ 得点 代表 リーグ

クラスタ 8 #800000 グランプリ ドライバー レース モナコ フェラーリ

クラスタ 9 #008000 漫画 連載 文庫 作品 手塚

クラスタ 10 #000080 場所 優勝 王座 オープン プロレス

図 7 Cookpad ネットワークに対するクラスタリング結果：K = 10

Fig. 7 Clustering results of Cookpad network: K = 10.

表 3 Cookpad ネットワークのアノテーション特徴量

Table 3 Annotation characteristics of Cookpad network.

ノードの色 1 位 2 位 3 位 4 位 5 位

クラスタ 1 #ff0000 薄力粉 砂糖 牛乳 強力粉 マーガリン

クラスタ 2 #00ff00 オリーブオイル 塩 ニンニク 白ワイン 植物油

クラスタ 3 #0000ff 酒 コショウ 醤油 だし汁 ごま油

クラスタ 4 #ffff00 食パン E マフィン マヨネーズ ベーコン 卵

クラスタ 5 #ff00ff 醤油 みりん 麺つゆ 酒 だし汁

クラスタ 6 #00ffff バニラオイル 無塩バター 全粒粉 上白糖 牛乳

クラスタ 7 #ffa500 塩麹 きゅうり ナス 大根 甘酢

クラスタ 8 #800000 海苔 ご飯 チーズ ハム ウィンナー

クラスタ 9 #008000 グラニュー糖 生クリーム 卵黄 薄力粉 無塩バター

クラスタ 10 #000080 じゃがいも ウスターソース ルー 玉ねぎ カレー粉

両方を考慮できているように見える．実際に抽出されたア

ノテーション特徴量を表 2 に示す．正解ラベルと図 6 (a)

のノードの色を念頭において見ると，どのクラスタに付さ

れたアノテーション特徴量も，ある程度クラスタに属する

ノードの特色を表すものが抽出されている．特に，CNM

法では「歴史上の人物」と「政治家」が同一クラスタに分

けられていたノード群が，提案手法では第 1 クラスタの

「歴史上の人物」と第 6クラスタの「政治家」に分けられて

いる．

図 7 に，K = 10とした際のCookpadネットワークに対

するノード分割結果を示す．可視化結果から分かることと

して，おおむね上記 2つのネットワークの結果と矛盾のな

い結果が得られた．アノテーション特徴量を表 3 に示す．

こちらの結果も，「スイーツ」の食材が多い第 1クラスタ，

「朝食料理」の食材が多い第 4クラスタ，「つけもの」の食

材が多い第 7クラスタ，「お弁当」の食材が多い第 8クラ

スタ，「ケーキ」の食材が多い第 9クラスタ，「カレー」の

食材が多い第 10クラスタなど，アノテーションとして有

用な特徴量が抽出されている．

6. おわりに

本稿では，距離減衰重みを導入した合成ベクトルを考え，

ノード間の隣接関係を考慮した，ノード群へのアノテー

ション法を提案した．距離減衰を実現するに際し，各ノー
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ドごとに異なる周辺ノードとの親和性や異端児度を意味す

るパラメータを数理的枠組みのもとで推定した．実ネット

ワークを用いた評価実験より，推定パラメータは，ある程度

妥当にノードの異端児度を示していることを確認した．さ

らに，推定パラメータを用いて距離減衰重み付き合成ベク

トルを構築し，アノテーション付与を実現した．アノテー

ション法としての評価では，Kmed法で抽出できる意味的

凝集性と CNM法で抽出できる構造的凝集性の両側面をあ

わせ持っており，隣接関係にあるノード群に対し適切なア

ノテーションを付与できることが示唆された．今後は，人

工データを用いて提案手法の精度などを定量的に評価する

とともに，大規模ネットワークでも耐えられるようにアル

ゴリズムの高速化にも着手する予定である．
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