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Stacked convolutional denoising autoencoders

を用いた2誘導心電図からの特徴抽出および不整脈分類

高橋 柊1,a) 落合 桂一1 深澤 佑介1

概要：近年,さまざまなモノおよびコトをインターネットに接続することで，ログ収集および相互制御を行

う Internet of Things(IoT)に注目が集まっている．IoTの活用により，今までセンシングが困難であった

情報がリアルタイムに取得可能となることが期待されている．心電図 (ECG)をリアルタイムに解析する

ことができれば，IoTデバイスの活用によりリアルタイムに不整脈などを検出することが可能となる．本

研究では，Stacked Convolutional Denoising Autoencoders(SCDAE)を用いた，ECG波形からの高レベル

な特徴抽出について検討する．また，事前学習した SCDAEの構造および重みを抽出し，全結合層を追加

した分類器を再学習する不整脈分類手法を提案する．未知の ECG波形からの不整脈分類において，提案

手法が既存手法 (Accuracy:92.7%)に対し高精度 (Accuracy:95.1%)であることを示す．

Feature extraction and arrhythmia classification from 2-lead ECG
using stacked convolutional denoising autoencoders
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1. はじめに

近年,さまざまなモノおよびコトをインターネットに接

続することで，ログ収集および相互制御を行う Internet of

Things(以下，IoT)に注目が集まっている [1]．IoTの活用

により，今までセンシングが困難であった情報がリアルタ

イムに取得可能となることが期待されている．高河原ら [2]

は服型ウェアラブルデバイス「hitoe」を用いることで，装

着者の心電波形を検出する手法を提案している. 服型デバ

イスおよび IoTの活用により，リアルタイムに心電波形を

検出することが可能となる．

本研究は，心電図 (ECG; Electrocardiogramis)からの不

整脈自動検出を目的とする．ECGをリアルタイムに分析

することができれば，IoTの活用によりリアルタイムなス

トレス度合い，不整脈検出が可能となる [3]．ECGからの

不整脈検出には以下のような問題が存在する．
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観測対象による波形変化

ECG波形は観測対象者や観測時間によって変化する．

そのため，観測対象に対しロバストな不整脈の検出を

行うことは困難である．

心拍変動による波形変化

ECG波形は観測対象者のストレス状態や興奮，運動

などの生理学および精神的変化によって変化する．そ

のため，測定状態に対しロバストな不整脈の検出を行

うことは困難である．

観測ノイズ

ECG波形には観測ノイズが含まれている．そのため，

分析前には適切なノイズ除去が必要である．

観測対象および心拍変動による波形変動や観測ノイズに

対しロバストな不整脈検出が可能となれば，人や観測状態

を選ばずリアルタイムに不整脈検出が可能となる．本研究

では，Stacked Convolutional Denoising Autoencoders(以

下，SCDAE)を用いた ECGからの不整脈分類手法を提案

する．観測対象および心拍変動による波形変動に対して，

SCDAEの畳み込み層が高レベルの特徴抽出を行い，プー
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リング層が特徴の位置普遍性を獲得することが期待でき

る．また，SCDAEを事前学習 (pre-training)をしたのち，

SCDAE のエンコーダ部分に全結合のニューラルネット

ワークを追加し再学習 (fine-tuning)することで，観測ノイ

ズに対し頑強な分類モデルの構築が期待できる．

本研究の貢献は以下の通りである．

• ECGからの不整脈分類において問題となる心拍変化

および観測ノイズ問題に対し，SCDAEを用いた高レ

ベルの特徴抽出について検討する．

• 事前学習された SCDAE に全結合層を追加すること

で，未知の波形について高精度な分類能力をもつ分類

器を提案する．

本稿では，次章にて関連研究について述べ本研究との差

分について説明する．次に，3章にて提案手法の詳細を説

明する．4章では実データを用いた実験を行い，既存手法

と提案手法の精度について検証する．最後に 5章にて本研

究のまとめおよび今後の課題について述べる．

2. 関連研究

ECGからの不整脈検出については，多くの手法が提案

されている．図 1に 2誘導 ECGの概要を示す．ECGは

心臓の電気的な活動を記録している．2 誘導 ECG では，

一般にMLIIおよび V1の 2種類の波形が観測され，各波

形の相互変化を観察することで，不整脈の診断が可能とな

る．ECG波形は，心拍間隔 (以下，RRI)を基準に分割さ

れ，window毎に不整脈であるか否かが決定される．その

ため，ECG分類には各 windowから有効な特徴を抽出す

ることが求められる．

ECG波形からの特徴抽出にはウェーブレット変換をもち

いた研究がある．Srivastavaら [4]は離散ウェーブレット変

換 (DWT; Discrete wavelet transform)を用い，ECG波形

RRI 

window

RRI
2

図 1 ECG の概要

の周波数特性を抽出したのち，fuzzy hybrid neural network

により波形を分類する手法を提案している．DWTを用い

たスペクトル解析により圧縮された特徴が，ECG波形分類

に有効であることを示している．Tangら [5]は ECG波形

よりピーク点 (P，Q，R，Sおよび T点)を検出し，各ピー

ク点間の距離および RS により次元削減した特徴を用い

quantum neural networks(QNN)により波形を分類する手

法について提案している．しかし，これらの手法はウェー

ブレット変換により抽出された特徴を用いるため，観測対

象による波形変化が存在するという ECGの特性上，未知

の観測対象から得られた ECGデータを分類することは困

難である．

Osowski[6]らは観測対象によって変化する ECG波形か

らラベル毎に共通した特徴を抽出するため，higher order

statistics(HOS)を用いた特徴抽出について検討している．

HOSを用いることで観測対象が異なる ECG波形につい

ても，ラベルごとに共通した特徴が抽出可能であること

を示している．Zubair[7]らは，Convolutional Neural Net-

works(以下，CNN)を用いることで，未知の観測対象にお

ける ECGからの不整脈検出について検討している．CNN

を用いることで，新たに観測された ECG波形について高

精度に不整脈検出が可能であることを示している．

本研究では SCDAE を用いた ECG からの特徴抽出お

よび不整脈分類について検討する．既存研究においても，

CNNを用いた ECG波形の分類手法が提案されているが，

本研究では CNNに Denoising Autoencoderを組み合わせ

た SCDAEを用いることで，未知のデータやノイズに対し

より頑強な特徴を抽出する．また，学習された重みを用い

た分類器を構築することで不整脈分類を行う．関連研究と

比較し，未知のデータに対する不整脈分類精度が高精度で

あることを示す．

3. 提案手法

本研究では，SCDAEを用いた ECGからの特徴抽出お

よび不整脈分類について検討する．提案手法は以下の 2つ

のステップから構成される．

i) SCDAEによる特徴抽出 (pre-training)

各波形からノイズを除去する SCDAEの事前学習 (pre-

training)を行う．SCDAEにより，未知のデータおよ

びノイズに対して頑強な特徴抽出が期待できる．

ii) 分類器の構築 (fine-tuning)

SCDAEの学習により得られたモデルより，エンコー

ダ部分を抽出し全結合層を追加した分類器を構築す

る．SCDAEの事前学習により得られた重みを利用し

分類器の fine-tuningを行うことで，高精度な分類器の

構築が期待できる．
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3.1 SCDAEによる特徴抽出 (pre-training)

Autoencoder(以下，AE)はニューラルネットワークを使

用した次元圧縮アルゴリズムである [8]．入力データと出

力データが同じようになるようニューラルネットワークを

学習させることで，多量の特徴量から入力データの説明に

有効な圧縮された特徴量の抽出が期待できる．入力 x ∈ R
に対し，エンコーダ y = fθ(x)とデコーダ gθ′(y)，学習す

べき重み θ, θ′および損失関数を Lとした時，AEは式 1の

最適化問題として定義される．

minθ,θ′
1

2

n∑
i=1

L(xi, g(f(xi))) (1)

ただし，活性化関数を σ，学習により求められる重みをW，

バイアスを b，θ = {W, b}としたとき，fθ(x)は式 2，g′θ(y)

は式 3として定義される．

fθ(x) = σ(Wx + b) (2)

g′θ(y) = σ(W ′
x + b′) (3)

Vincentら [9]は AEの入力ベクトルにノイズを加える

ことで，より AEと比較しより汎化された特徴の抽出を行

う Denoising Autoencoder(以下，DAE)について提案して

いる．図 2に DAEの例を示す．DAEでは入力 X = xに

ついての破壊プロセス (corruption process)C(X̄|X)から

X̄ をサンプリングすることで，入力ベクトル xを x̄に破損

させる．破損させた x̄を入力とし，AEと同様に xを復元

するようなニューラルネットワークを学習させることで，

AEと比較しより有効な特徴量の抽出を試みる．入力デー

タX を生成する分布を P (X)とした時，DAEは式 4の期

待値最適化問題として定義される．

minθ,θ′EX∼P (X),X̄∼C(X̄|X)L(X, g(f(X̄))) (4)

近年，画像認識，言語処理など様々な分野において Con-

volutional Neural Network(以下，CNN)が高い認識精度を
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図 2 DAE の例

示している [10][11][12]．CNNでは，畳み込み層 (Convolu-

tional layer)およびプーリング層 (Pooling layer)から構成

されるニューラルネットワークである．畳み込み層を用い

ることで入力データに出現するパターンを認識し，プーリ

ング層により入力データにおけるパターン出現位置につい

て頑健なモデルを生成することが可能となる [13]．Masci

ら [14]は AEのエンコーダ層および中間層に CNNを利用

した Convolutional Auto Encoder(以下，CAE) を提案し

ている．CAEより学習された重みを用いた分類器が CNN

と比較しよりよい分類精度であることを示している．Du

ら [15]は CAEを多層化し，入力データにノイズを付加し

た SCDAE を提案している．既存の特徴抽出手法と比較

し，SCDAEがより汎化した特徴を抽出することを示して

いる．

本研究では，DAEのエンコーダ層とデコーダ層に畳み

込み層およびプーリング層を持つ SCDAEにより ECGか

ら特徴抽出を行う．ECG波形からの不整脈検出には，観

測対象および心拍変動による波形変化と観測ノイズ問題が

存在する．畳み込み層により高レベルの特徴認識を行い，

プーリング層により特徴の位置不変性を獲得することがで

きれば，観測対象および心拍変化に対し頑強な特徴を抽出

可能であると考えられる．また，入力データにノイズを加

えることで，観測ノイズに対して頑強な特徴抽出が期待で

きる．

SCDAEは式 4の期待値最適化問題と共通した性質を持

つが，エンコーダ fθ およびデコーダ gθ′ が全結合のニュー

ラルネットワークと異なる．SCDAEにおけるエンコーダ

を convfθ，デコーダを convgθ′ とすると，k ∈ H 番目の

フィルタ convfθ(x̄)
k は式 5，convgθ′(y)は式 6により定義

される．ただし，∗は 2次元の畳み込み処理とする．

convfθ(x̄)
k = σ(x ∗W k + bk) (5)

convgθ′(y) = σ(
∑
k∈H

convfθ(x̄)
k ∗W ′k + b′) (6)

SCDAE のエンコーダ層における畳み込み処理の前後に

はプーリング層を挿入する．Pooling層はエンコーダでは

MaxPooling を行い，デコーダ層では，Upsampling を行

う．MaxPoolingは畳み込み層で計算されたフィルタの非

最大値以外を削除し，Upsamplingでは入力の値と同様の

値を任意の回数繰り返す．

SCDAEの損失関数 LSCDAE には二乗誤差 (MSE)を用

いる．入力をノイズを加えた x̄，出力を xとした時，損失

関数 LSCDAE は式 7で定義される．

LSCDAE(θ) =
1

2n

n∑
i=1

(xi − x̄i)
2 (7)

3.2 分類器の構築 (fine-tuning)

SCDAEは分類機能をもたない．不整脈の検出を行うた
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めに，3.1節で学習した SCDAEのエンコーダに全結合の

ニューラルネットワークを追加する．図 3に分類器構築の

概念図を示す．事前に学習した SCDAEの重みおよびエン

コーダの構造を抽出し，出力に全結合層 (Fully connected

layer)を追加する．全結合層の出力数を分類したい不整脈

のラベルと揃えることで分類器を構築し，入力 x̄に対し，

出力を与えられたラベルとして分類器を学習する．

分類器における出力層の活性化関数には，softmax関数

を用いる．softmax関数を用いることで，各ユニットの出

力を各ラベルへの所属確率として扱うことが可能となる．

ここで，出力層におけるユニット数をN，入力を x，ユニッ

ト iの出力を xiとした時，ユニット iの出力 p(i)は式 8で

定義される．

p(i) =
exi∑N
j=1 e

xj

(8)

分類器の損失関数 LCLF には cross-entropy を用いる．

サンプル数を n，分類クラス数をm，サンプル iにおける

クラス j の分類器出力を pij としたとき，損失関数 LCLF

は式 9で定義される．

LCLF (θ) = − 1

n

n∑
i=1

m∑
j=1

yij log(pij) (9)

4. 実験

4.1 実験条件

実験データには，既存研究でひろく使われている 2 誘

導 ECGデータであるMIT-BIH*1 を用いた．MIT-BIHに

は 48人の 30分間における ECGデータが存在する．各レ

コードにはRRIおよびラベルが存在し，ラベルはAAMI*2

の推奨する 5 分類に再分類可能となっている．本研究で

は，先行研究と同様の条件で実験するため，MIT-BIHか

ら４レコード (102, 104, 107, 217)を除外し，44レコード

に含まれる 100,389の windowを対象とする．

encoder

decoder

SCDAE(pre-training) Classifier(fine-tuning)

encoder

Fully connected layer
(softmax)

copy weights 

図 3 分類器の構築

*1 https://physionet.org/physiobank/database/mitdb/
*2 http://www.aami.org

ECG波形はwindow毎にRRIの差異が存在する．また，

観測対象者毎に振幅に際があるため，正規化をする．win-

dow毎にRRIが統一されたデータを生成するため，フーリ

エ変換を用いデータを固定レートにリサンプリングする．

次に，window毎に異なる振幅を 0－ 1間隔に正規化する．

本実験では，各 windowを 160サンプルの固定レートにリ

サンプリングしたのち，正規化を行った．

MIT-BIHのうち，最初の 20人 (100－ 124)の全区間に

おけるデータおよび，24人 (200－ 232)の最初 5分間の

データをトレーニングデータとして利用する．トレーニン

グデータから除かれた 24人 (200－ 232)後半 25分のデー

タをテストデータとして用いる．また，テストデータのう

ちランダムにサンプリングした 5000件をバリデーション

データとして利用する．表 1に AAMIの推奨する不整脈

の５分類と，ラベル数を示す．

4.2 実験結果

表 2に実験で利用した SCDAEの構造を示す．SCDAE

では，3層の畳み込み層およびプーリング層を利用した．

また，活性化関数には Relu[16]を用い，最適化アルゴリズ

ムには nadam[17]を利用した．また，破壊分布として平均

0，標準偏差 0.01のガウス分布を用いた．

図 4に SCDAEの学習曲線を示す．テストデータにおけ

る損失 (loss)およびバリデーションデータに対する loss(val-

loss)が学習回数ごとに少なくなっていることがわかる．こ

のことから，SCDAEがトレーニングデータからの特徴抽

表 1 不整脈の５分類

Label Description
Count

Train Test

N Normal beat 48,288 37,629

S Supraventricular ectopic beat 442 2,097

V Ventricular ectopic beat 2,205 4,327

F Fusion beat 192 539

Q Unknown beat 7 7

表 2 SCDAE の構造
Layer Type Shape Activation

Encoder

0 Noise (160, 2)

1 Conv2D (160, 16) Relu

2 MaxPooling (80, 16)

3 Conv2D (80, 8) Relu

4 MaxPooling (40, 8)

5 Conv2D (40, 4) Relu

6 MaxPooling (20, 4)

Decoder

7 UpSampling (40, 4)

8 Conv2D (40, 8) Relu

9 UpSampling (80, 8)

10 Conv2D (80, 16) Relu

11 UpSampling (160, 16)

12 Conv2D (160, 2) Relu
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出だけでなく，未知のデータに対しても同様に特徴を抽出

可能であることがわかる．図 5 にテストデータの一部を

SCDAEにより復元した例を示す．復元されたデータが入

力波形のノイズを取り除いているとともに，特徴について

は引き続き保持していることがわかる．

学習した SCDAEよりエンコーダ部分の構造および学習

された重みを抽出し，全結合層を追加することで分類器を

構築する．表 3 に構築された分類器の構造を示す．エン

コーダ層に 32次元および 5次元の全結合層を追加した．

また，損失関数には cross-entropy，最適化アルゴリズムに

は nadamを利用した．

図 6に分類器の学習曲線，図 7に学習回数毎のAccuracy

を示す．テストデータにおける損失 (loss)およびバリデー
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図 4 SCDAE の学習曲線
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図 5 SCDAE の復元例

表 3 分類器の構造
Layer Type Shape Activation

Encoder

0 Noise (160, 2)

1 Conv2D (160, 16) Relu

2 MaxPooling (80, 16)

3 Conv2D (80, 8) Relu

4 MaxPooling (40, 8)

5 Conv2D (40, 4) Relu

6 MaxPooling (20, 4)

Classifier
7 Dence 80 Relu

8 Dence 5 SoftMax

ションデータに対する loss(val-loss)が学習回数ごとに少な

くなっていることがわかる．Accuracyについても学習を

重ねる毎に，トレーニングデータおよびテストデータにて

増加していることから，分類器が高精度であるとともに汎

化能力を持っていることがわかる．

学習した分類器でテストデータを分類した際の分類精度

を表 4，分類結果を表 5に示す．十分な観測データが存在

する N，Vおよび Fについては precision/recallともに高

い精度で分類できていることがわかる．ラベル Sについて

は，precisionが 0.98と高い一方で，recallが 0.51と低い．

これは，表 1に示したようにラベル Sのトレーニングデー

タが少ないためであると考えられる．ラベル Q(Unknown

beat)については分類ができていない．これは，ラベル Q

のデータ数が極端に少ないため，分類器が十分な学習を行

えないためであると考えられる．また，Unknown beatは

波形にラベルをつけることが困難なデータであるため，ラ

ベルリングが適切でない可能性がある．

提案手法と既存研究の Accuracyの比較を表 6に示す．

提案手法における未観測データの分類精度 (Acuraccy)が，

既存研究と比較し高いことがわかる．このことから，提案

手法は既存研究と比較し，未観測データからの不整脈検出
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図 7 分類器の Accuracy

表 4 テストデータの分類精度
Label Precision Recall F1-score Support

N 0.96 0.99 0.98 37,629

S 0.98 0.51 0.67 2,097

V 0.86 0.82 0.84 4,327

F 0.88 0.73 0.80 539

Q 0.00 0.00 0.00 7
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表 5 テストデータの分類結果

Label
Classification result

N S V F Q

N 37,387 18 201 23 0

S 732 1,063 302 0 0

V 756 3 3,538 30 0

F 85 0 63 391 0

Q 6 0 1 0 0

表 6 既存研究との精度比較
Osowski Srivastava Tang Zubair

Proposed
’04[6] ’13[4] ’14[5] ’16[7]

Acc 86% 85% 91.7% 92.7% 95.1%

に有効であるといえる．

5. まとめ

本研究では，SCDAEを用いた ECGからの不整脈検出

手法を提案した．ECGからの不整脈検出で問題となる観

測対象および心拍変動による波形変化については，CAEに

よる高レベルかつ位置普遍性をもつ特徴抽出に着目し，観

測ノイズについては DAEによるノイズ除去に着目するこ

とで，SCDAEによる特徴抽出が有効であることを示した．

また，事前学習した SCDAEの構造および重みを利用した

分類器を構築し再学習することで，既存研究と比較し未知

の波形分類が高精度で行えることを示した．

今後の課題として 2誘導 ECGだけではなく，臨床分野

で活用されている 12誘導 ECGについて SCDAEを適応

することが挙げられる．12誘導 ECGは，2誘導 ECGと

比較し多量かつ空間的な心電情報を観測することが可能で

ある一方，情報が多量であるため目視での検査には限界が

ある．そのため提案手法を適応することで，効率的に不整

脈の分類が可能となることが期待できる．
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