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1 はじめに

実世界のシステムを制御するにあたって，観測デー

タから制御対象の状態を自律的に推定することが求め

られる。本研究では，高次元データに対する特徴抽出

が可能である深層自己符号化器を特徴抽出器として用

い，その特徴をシステムの状態として扱う。

しかしながら，観測データから抽出された特徴を状

態として扱う際にはその観測が部分観測であることに

起因して，一つの観測が複数の状態にエイリアスして

しまう。

本研究では，相補的な複数種類の観測データ (マルチ
モーダルデータ)を用いることで，エイリアスの影響を
緩和する。すでにマルチモーダルデータに対して深層

自己符号化器を利用する研究 [1]があるが，この研究で
はモダリティ間で同期のとれたマルチモーダルデータ

を利用している。一方，本研究では非同期マルチモー

ダルデータから特徴を抽出する。これは，現実には同

期を取ることが難しいと考えたためである。同期は取

れていないものの，訓練時にモダリティの異なる観測

データを補助的に用いることで，単一モダリティでは

捉えることが難しかった特徴を学習することを目指す。

2 提案手法

本研究では，各モダリティに対応する深層自己符号化

器間でネットワークの学習パラメータを相互参照しな

がら再構築誤差を最小化する。その相互参照の方法と

して本研究では Shu[2]らの研究で提案されたWeakly-
sharedな手法を用いる。この手法では，学習パラメー
タがモダリティ間で互いに近づくようにパラメータ間

の差のフロベニウスノルムを最小化する。“Weakly”と
あるように，パラメータを完全に一致させるのではな

く，ある程度のずれは許容してパラメータを共有する。

深層自己符号化器は，層ごとに写像を繰り返しなが

ら入力データを再構築するが，これは観測空間に埋め
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図 1: Weakly-shared Deep Autoencoders. Parameters
(such as weights and bias) are shared among networks.

込まれた多様体を繰り返し変形および射影しているこ

とになる。各層の学習パラメータは写像を表現してい

るため，モダリティ間でパラメータを共有するというこ

とは写像を共有することにほかならない。深層自己符

号化器はエンコーダとデコーダからなるが，エンコー

ダ上位層のパラメータを共有することは，特徴空間に

対応する多様体の形状に大きな影響を与える。

図 1のネットワークモデルは 2つのモダリティXおよ

び Y に対応する深層自己符号化器にWeakly-sharedな
手法を適用することで各モダリティの特徴空間を学習

することを目指しており，次式 (1)，(2)の目的関数に
より最適化する。

min
Θ

Ex

[
L
(
x, p
(

f
(
x
)))]
+
λ

2

L∑
l=L1+1

∑
θ(l)

X ,θ
(l)
Y

∥θ(l)
X − θ

(l)
Y ∥

2
F (1)

min
Θ

Ey

[
L
(
y, q
(
g
(
y
)))]
+
λ

2

L∑
l=L1+1

∑
θ(l)

X ,θ
(l)
Y

∥θ(l)
X − θ

(l)
Y ∥

2
F (2)

θ(l)
X , θ(l)

Y はモダリティXと Y それぞれのネットワークに

おける l層目の学習パラメータであり，L1 + 1層から L

層 (エンコーダの最上位層)のパラメータを共有する。
また，Lは再構築誤差を計算する関数であり， f と p
がモダリティXに関する深層自己符号化器のエンコー
ダ及びデコーダ (g，qに関しても同様)，λ(≥ 0)が学習
パラメータの共有度合いを調整するためのハイパーパ

ラメータである。なお，提案手法の目的関数は各モダ

リティごとに再構築誤差を最小化しており，非同期の

マルチモーダルデータに対しても利用可能である。
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表 1: Hyper parameters for Deep Autoencoders.

learning rate 1.0 × 10−3

mini-batch size 500
epochs 200

activation function Sigmoid
loss function L Cross Entropy

optimization method Adam

3 実験

パラメータ共有が学習される特徴空間に与える影響

を調べるために次の実験を行った。

実験内容 手書き数字データセットMNIST (訓練デー
タ数:55,000，テストデータ数:10,000) から人工的に作
成したマルチモーダルデータから各モダリティの特徴を

学習し，その特徴を用いて SVMで数字の分類を行う。
深層自己符号化器により得られた特徴空間を評価す

るために，SVMのハイパーパラメータ C および RBF
カーネルのハイパーパラメータ 1

2σ2 を変化させた時の

分類精度を，パラメータを共有しない場合 (λ = 0)とパ
ラメータを共有した場合 (λ = 1 × 10−3)とで比較した。

データセット 観測空間は [0, 1]784 であり，各ピクセ

ルの輝度値を 50%の確率で 1に置き換えるようなノイ
ズを以下の 2つの方法で与えた。

• モダリティX:画像の左半分にノイズ
• モダリティY:画像の左半分にノイズ

ネットワーク 深層自己符号化器の層ごとのニューロ

ン数は 784→ 600→ 600→ 300→ 150→ 75→ 10→
75→ 150→ 300→ 600→ 600→ 784であり，各層に
は Batch Normalization層が組み込まれている。それ以
外のハイパーパラメータは表 1のとおりである。なお，
パラメータ共有はエンコーダの全ての層に対して行い，

重み行列W(l)および Batch Normalization層の学習パラ
メータ β(l)，γ(l) を共有している。

実験結果 学習した特徴空間を可視化した結果が図 2
である。特徴空間は 10次元であるため，t-SNEにより
2次元平面に写像している (perplexity = 40.0)。図 2で
はエイリアスの影響を確認するために’3’と’8’のデー
タのみを表示した。しかしながら，この可視化結果から

はパラメータ共有による明確な差は確認できなかった。

そこで定量的評価として，SVM による数字の分類
結果を表 2 に示す。表内の太字で示した部分で，λ =
1× 10−3の正解率が λ = 0の正解率を上回っている。こ
の結果から，パラメータを共有した結果得られた特徴

空間は，ソフトマージン (Cが小)かつ識別面が複雑で

図 2: Feature space of modality X. Only ’3’ and ’8’ are
visualized (for clarity of aliasing). Left:λ = 0, Right:λ =
1 × 10−3

表 2: Classification accuracies of modality X for SVMs
with different hyper parameters.
HHHHHHC

1
2σ2

λ 0.1 1 10

0.1
0 77.40% 87.95% 93.19%

1 × 10−3 84.42% 90.07% 76.01%

1
0 86.84% 91.69% 94.65%

1 × 10−3 87.80% 92.60% 91.49%

10
0 88.78% 93.56% 94.32%

1 × 10−3 90.97% 92.75% 91.25%

はない ( 1
2σ2 が小) SVMに対して比較的有効に働くこと

が分かる。

4 おわりに

部分観測下で得られた観測データは，エイリアスに

より異なるクラスのデータが混在してしまうため，誤

分類せずに識別面を引くことが難しくなってしまう。今

回の実験結果は，パラメータ共有によってソフトマー

ジン SVMに対して分類精度が確保できるような特徴
空間が学習できたことを示しており，部分観測下でも

有効に働くことが示唆された。
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