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1 まえがき
任意の系の入出力関数の近似関数を，入出力値を学

習することで生成する関数近似という手法がある．特
に，入出力値の間の関係が非線形かつ連続である場合，
非線形連続関数近似‡と呼ばれており，その中の一つに
力学系学習木 (Dynamics Learning Tree:DLT)[1]があ
る．DLTは木構造を用いた手法であり，そのノードは
予測出力値を保持し出力値により予測出力値を更新し
ている．また，入力値によりノードを選択し，そのノー
ドから予測出力値を得る．DLTは，小型船舶の無波無
動力時加速度の関数近似化 [2]などの実機に利用されて
いる．上記のような実機から入出力値を取得する場合，
入出力値の出力値にノイズが付加されている．従来法
は，このノイズの影響を受け易いため，予測出力値と
真の出力値の間の平均予測誤差が大きくなり易い．
そこで本研究では，出力値と予測出力値の間の平均
誤差を用いて適応的にノードを選択することで，DLT
を実機に用いたときに従来法より平均予測誤差を縮小
する手法を提案する．
2 DLT(力学系学習木)

DLTについて一般的に議論する．任意の系の入出力
関数 f が与えられた際に，与えられた制約の中で f と
最も類似するような近似関数 f̂ の最適解 f̂◦ を得る関
数近似問題は以下のように定義できる．

f̂◦ := argmin
f̂

E (1)

ただし，

E :=

∫
I

∥o− ô∥ d∥i∥ (2)

o := f(i) (3)

ô := f̂(i) (4)

であり，Eは f と f̂ の間の平均予測誤差，I ⊆ Rµは入
力空間，o ∈ Oは出力値，ô ∈ Oは予測出力値，i ∈ I
は入力値，O ⊆ Rκ は出力空間，Rは実数の全体集合
である．なお，i，o，ôの第 k成分はそれぞれ ik，ok，
ôk である．この問題は，f が未知であり式 3に従って
入出力値 d := {i,o}が取得できるという制約条件を伴
う．また，この問題に f̂ を式 5により更新関数 χで逐
次更新するという制約条件を加えるとオンライン関数
近似問題となる．

f̂ ← χ(f̂ , d) (5)
この問題において，逐次更新時の汎化と記憶保持の間
にトレードオフの関係がある．DLTは，その関係を ξ
分木を用いることで解消させたオンライン関数近似器
である．
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2.1 ξ分木

ξ 分木は，各ノード v が ξ 個以下の子ノードを持つ
順序根付き木である．vを以下のように定義する．

v := {l, p, c, ô, u, S} (6)
lは vの深さ，pは vの親ノード，cは vの子ノード，u
は ôの更新回数，S ⊆ Iは部分入力空間§である．なお，
lの最大の深さは ρ，vの第 x番目の子ノードは cx ∈ c
であり，根ノードの S は I と同値である．一方，任意
の vの cx が保持する部分入力空間は

{i ∈ S|S ∈ v ∧ amin ≤ iζ ≤ amax} (7)

と同値である．ただし，
ζ := (l mod µ) + 1 (l ∈ v) (8)

amax := b x+ imin (9)

amin := amax − b (10)

b := |imax − imin|/ξ (11)
であり，imax，iminは S ∈ v上の iの iζ の最大値，最
小値である．
2.2 学習
任意の dを用いて当該ノードが保持する ôを，式 12
により更新することが学習である．なお，未学習時の
ξ分木は根ノードのみから成る．

ô← (u ô+ o)/(u+ 1) (o ∈ d) (12)
初めは根ノードを当該ノードとする．式 13からmを
求める．

m := ceil((iζ − imin)/b) (13)

当該ノードの第m番目の子ノード cmが生成済みであ
るなら，cm を当該ノードへ変更する．cm が未生成な
ら，cmを生成し当該ノードへ変更する．当該ノードの
深さが ρより小さいなら，上記のような当該ノードの
変更を繰り返す．
図 1により学習について説明する．図 1の左側が入
力空間

{i ∈ R2|∀k(−4q ≤ ik ≤ 4q)} (14)

であり，右側が 2分木である．なお，出力空間OはR2

の部分空間である．入出力値 {(3q, 3q), (q, q)}を用いて
学習すると，ノード v12, v13, v14 が生成され，ノード
v1, v2, v12, v13, v14 が保持する予測出力値が式 12によ
り更新される．なお，三角形は入力値 (3q, 3q)である．

図 1: 力学系学習木の学習・予測 (µ = 2, ρ = 4, ξ = 2)

2.3 予測
任意の iを用いてノード配列 vを導き，その中から
深さ lが最も大きいノードを選択しそのノードが保持
している予測出力値を得ることが予測である．vは当
該ノードとなったノードから成る．初めは根ノードを
当該ノードとする．式 13からmを求める．当該ノー

Copyright     2017 Information Processing Society of Japan.
All Rights Reserved.2-615

1R-04

情報処理学会第79回全国大会



ドの第 m 番目の子ノード cm が生成済みであるなら，
cmを当該ノードへ変更する．当該ノードの深さが ρよ
り小さいなら，上記のような当該ノードの変更を繰り
返す．　　
図 1により予測について説明する．入力値 (−q,−3q)
を用いて予測すると，v = (v1, v6, v7, v8)となり vの中
で最も深いノード v8 が選択され v8 の予測出力値を得
られる．なお，五角形が入力値 (−q,−3q)，灰色の空間
が v8 が保持する部分入力空間である．
3 ノイズの影響
実機から入出力値 dを取得する場合，出力値 o ∈ d
にノイズ zが付加されている．このような入出力値を
ノイズ付加入出力値 dz とし，次のように定義する．

dz := {i,oz} (oz = o+ z) (15)
ただし，oz はノイズ付加出力値である．dz を用いて
学習したDLTで予測するとき，選択されるノードは v
の中で更新回数が最も少ない．そのため，予測出力値
はノイズの影響を受け易く平均予測誤差が大きくなり
易い．
そこで，従来法より平均予測誤差を縮小する手法と
して誤差ベース予測を提案する．
4 誤差ベース予測
予測出力値 ôと oz の間の平均誤差 r̄は oz の偏り度
合いであり，zが小さい傾向にあれば r̄も小さい．以上
のことから，vの中から r̄が最小であるノードを選択
しノイズの影響を低減させる．この選択法が誤差ベー
ス予測である．
ノード vを次のように再定義し r̄を vに保持させる．

v := {l, p, c, ô, u, S, r̄} (16)
ôを式 12により更新する前に，r̄を式 17により更新
する．

r̄ ← (1− α) r̄ + α ∥ô− oz∥ (17)
ただし，

α :=

{
0 (u = 0)
1/u (1/u > ϵ)
ϵ (otherwise)

(18)

であり，αは忘却係数，ϵの変域は 0 ≤ ϵ < 1である．
忘却係数を設けることで，直近の oz に重点を置く．
DLTを実機に用いたときに提案法が従来法より平均
予測誤差を縮小できるかを検証するために，単振動と
小型船舶の運動に対して実験を行った．
5 実験 1
単振動の運動をDLTに学習させ従来法と提案法で予
測を行った．
5.1 内容
単振動の運動方程式は ÿ = −yを用いた．なお，ÿは
加速度，y は位置である．位置と速度を入力値，加速
度を出力値とする．この出力値にノイズを付加させる
ことでノイズ付加出力値を生成し，実機から取得した
ようなノイズ付加入出力値を構成する．また，検証用
の入出力値は運動方程式により取得した．
3万個のノイズ付加入出力値と 1.5万個の入出力値
から構成されるデータを 60個用意した．そして，その
データのノイズ付加入出力値により学習し，平均予測
誤差を求めた．なお，µ = 2, ρ = 40, ξ = 3の DLTを
用いた．
5.2 結果
従来法と提案法の平均予測誤差は図 2となった．縦
軸が平均予測誤差，横軸が ϵ，破線が従来法，実線が提
案法である．図 2より，ϵが 0.74以下であれば，提案
法は従来法より平均予測誤差を縮小するという結果と
なった．また，ϵ = 0.13のとき平均予測誤差が最小で

あった．
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図 2: 実験 1結果

6 実験 2
無波無動力時の小型船舶の運動を学習させ従来法と
提案法で予測を行った [3]．
6.1 内容
小型船舶には，船底にカメラ，船上にジャイロセンサ
が取り付けられている．カメラで前後方向の位置を取
得し，その位置から速度を求め，そしてその速度から
加速度を求める．また，ジャイロセンサで角速度 (yaw)
を取得し，その角速度から角加速度を求める．上記の
速度と角速度を入力値とし，加速度と角加速度をノイ
ズ付加出力値として，ノイズ付加入出力値を構成した．
そして，検証用の入出力値はモーションキャプチャを
用いて取得した．
4分間で取得したノイズ付加入出力値と入出力値か
ら構成されるデータを 41個用意した．そして，40デー
タのノイズ付加入出力値により学習し残りの 1データ
を用いて交差検証を行い，平均予測誤差を求めた．な
お，µ = 2, ρ = 22, ξ = 3, ϵ = 0.01の DLTを用いた．
6.2 結果
従来法と提案法の平均予測誤差はそれぞれ 0.701と

0.525であった．つまり，提案法は従来法より平均予測
誤差を縮小するという結果になった．
7 結論・展望
本研究では，DLTを実機に用いたときに従来法より
平均予測誤差を縮小する手法として誤差ベース予測を
提案した．単振動と無波無動力時の小型船舶の運動を
学習し提案法を試したところ，提案法は従来法より平
均予測誤差を縮小した．
今後は，出力値の分散により平均予測誤差を縮小す
る手法について研究する予定である．
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