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1 はじめに

唇の動き，音声発話，顔の表情，しぐさなど複数かつ
高次元の時系列データの対応関係を捉えることは重要
である．それらの対応を考える際，異なる次元を持つ各
データを共有する空間上に射影し次元を揃えて比較可
能にする必要がある．ガウス過程に従う高次元の時系列
データを対象にし，潜在空間上での次元圧縮を行う手法
として，Lawrence[1]によって Gaussian Process Latent
Variable Models(GPLVM)が提案された．GPLVMを基
盤として潜在空間でのデータの系列方向においてもガ
ウス過程を仮定し，GPLVMの性能をさらに上回る時
系列データの潜在状態を推定する手法として，Wangら
[2]によって Gaussian Process Dynamic Models(GPDM)
が提案されている．また，Ekら [3]によって複数の時
系列データの対応関係として，2つの時系列データが
共有する潜在空間を GPLVMを介して推定する Shared
Gaussian Process Latent Variable Models(sharedGPLVM)
が提案されており，この手法は Disneyのアニメーショ
ンキャラクターの動作生成にも適用されている [4]．さ
らには，GPDMを基盤として Chenら [5]は動作の分
類が可能な Switching Gaussian Process Dynamic Mod-
els(switchingGPDM)を提案している．これら GPLVM
を基礎とする手法において，本研究では GPDM を対
象にし，複数の時系列データの対応関係を考え，潜在
状態の推定に非線形識別器である多層パーセプトロン
(Multilayer perceptron:MLP)を用い，推定精度を向上さ
せることに取り組む．

2 共有する潜在空間への異なる時系列データ
の次元圧縮

2.1 sharedGPDM

複数かつ高次元の対応する時系列データを共有の潜在
空間に圧縮するためにGPDMを拡張した sharedGPDM
を考える．sharedGPDM のグラフィカルモデルを図 1
に示す．

2.2 GPDM

GPDMとは，時系列データに関する確率的主成分分
析にガウス過程を導入したものである．GPDMのアル
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図 1: sharedGPDMのグラフィカルモデル

ゴリズムを Algorithm1に示す．ϕX,ϕY はいずれも X,Y
のカーネル関数のパラメータである．

Algorithm 1 GPDM
Require: X,Y,K

Initialize X through PCA.
for t = 1 to T do

while Mean squared error ≥ε do
Select a new X using the MLP algorithm.
Optimise (1) with respect to the parameters of K
using SCG.
Xopt ⇐ optimise p(Y|X,ϕt−1

X ,ϕY) with respect to
X using MLP.

end while
{X(r)}Rr=1 ⇐ generate R samples from p(X|Y,ϕt−1

X ,ϕY)
using Mean prediction.
ϕt

X ⇐ optimise (6) with respect to ϕX using SCG.
for k = 1 to d do

wk ⇐
√

N(yT
:,k( 1

RΣ
R
r=1K−1

Y )y:,k)−1

end for
end for

観測データ全体を Y，圧縮先の潜在空間上のデータ全
体を X とする．主成分分析 (Principal component anal-
ysis:PCA)を用いて Y を圧縮し，X の初期値を設定す
る．GPDM は大きく 3 つの段階に分けることができ
る．まず GPLVM[1]を用いて時刻 tにおける観測デー
タ yt ∈ Yをそれぞれ潜在空間 xt ∈ Xに圧縮を行う．こ
の場合潜在空間 Xのダイナミクスについては考慮され
ていない．次に，GPLVMを用いて作られた Xとmean
prediction[2]を用いて X のサンプリングを行う．この
Xのサンプルは次の段階で確率を計算する際の近似に
用いる．最後に，対数尤度が高くなるよう Xのカーネ
ル関数のパラメータを変更する．この 3つの段階を一
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定回数 T 回繰り返すことで時系列情報を考慮した潜在
空間 Xが得られる．

2.2.1 GPLVM with MLP

GPLVMとは，確率的主成分分析にガウス過程を導
入したものである．本研究では，GPLVMにMLPを導
入することで精度の向上を図る．GPLVM with MLPの
概要図を図 2に示す．
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図 2: GPLVM with MLPの概要図

まず X，Y それぞれをガウス過程に従っていると仮定
した正規化を行う．次にMLPを用い，Yを入力，Xを
出力として結合荷重を求め，Xと Yの対応関係を学習
させる．その後，以下の式 (1)で表される p(Y|X,ϕY)の
対数尤度が最大となるよう式 (2)で表されるカーネル
関数のパラメータ ϕY={αY，βY，γY}を更新する．次に，
SCG(Scaled Conjugate Gradient)を用いて MLPの結合
荷重の更新を行い，Xを再設定する．

p(Y|X, phiY) =
1

(2π)DN/2|K|D/2
exp(−1

2
tr(K−1YYT)) (1)

k(xn, xm) = αY exp(−γY

2
(xn − xm)T(xn − xm))

+ δnmβ
−1
Y (2)

結合荷重の更新とカーネルのパラメータの更新を最小
二乗誤差が収束するまで繰り返すことで Xが更新され，
高次元の Yに対して時系列の関係は考慮されていない
低次元の潜在空間 Xを求めることが出来る．

2.2.2 Mean prediction

Wang[2]によって提案されたサンプリング手法を用
いる．時刻 tにおける潜在状態 xt が，その一つ前の状
態 xt−1 を用いて式 (3)で表されるとし，R個サンプリ
ングを行う．

xt ∼ N(µX(xt−1);σ2
X(xt−1)I) (3)

µX(x) = XT
out K

−1
X kX(x) (4)

σ2
X(x) = kx(x, x) − kx(x)T K−1

X kX(x) (5)

2.2.3 パラメータ推定

最後に Xのカーネルのパラメータの推定を行う．以
下の式 (6)で表される p(Y, X,ϕY ,ϕX)の対数尤度が最大
になるよう式 (2)で表されるカーネル関数のパラメー
タ ϕY ,式 (7)で表されるカーネル関数のパラメータ ϕX

を更新する．

p(Y, X, ϕX, ϕY)

= p(Y|X,ϕY)p(X|ϕX)p(ϕX)p(ϕY)

=
1

(2π)DY N/2|KY |DY/2
exp(−1

2
tr(KY

−1YYT))

× p(x1)
1

(2π)DX(N−1)/2|KX |DX/2
exp(−1

2
tr(KX

−1Xout Xout
T))

× p(ϕX)p(ϕY) (6)

k(xn, xm) = αX exp(−γX

2
(xn − xm)T(xn − xm))

+ δnmβ
−1
X + ηX xn · xm (7)

対数尤度の最大化を行う際微分して計算するが，式 (6)
で表される p(Y, X,ϕY ,ϕX)は微分が困難であるため，実
際はMean predictionで作成したサンプルを用いて近似
を行う．

3 まとめと今後の課題

本研究では複数の高次元な時系列データの対応関係
の学習について考察した．GPDMを用いることで時系
列の関係を保持した状態で潜在空間に圧縮することが
可能となる．また，その潜在空間をそれぞれのデータ
で共有する sharedGPDMを用いることで対応関係の学
習をすることができる．GPDMを用いる際の初期設定
の GPLVMの段階で MLPを導入することで精度の向
上を図り，収束判定ができるようにする．今後の課題
として，sharedGPDMの実装を行い，潜在空間を通し
て双方向にデータの変換が行えるようにするつもりで
ある．
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