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1 はじめに

教師信号を用いずに環境との相互作用により適切

な行動を行うための政策を獲得するための学習方法

として，強化学習に関する様々な研究が行われてい

る [1]．不完全知覚状態が存在する部分観測マルコフ

決定過程 (POMDPs : Partially Observable Markov

Decision Processes)環境下で決定的政策を学習する方

法として，POMDPs環境のための決定的政策を学習

する Profit Sharing[2]が提案されている．

本研究では，POMDPs環境における強化学習を用

いたロボットの衝突回避行動学習を実現する．

2 Profit Sharing

Profit Sharing[3]はエージェントの観測と行動の組

をルールとし，報酬を基にルールの価値を更新するこ

とで学習を行う．エージェントが報酬を獲得したとき

に，初期状態から報酬を得るまでの一連のルール (エ

ピソード)に報酬を以下のように分配する．

q(ox, ax)← q(ox, ax) + r・F (x) (1)

ここで，q(ox, ax)は時刻 xにおける観測 oxのときに

行動 ax を取るというルールの価値，r は報酬量を表

し，以前のルールの価値に強化関数 F (x)に基づいて

分配された報酬を加算することで価値を更新している．

強化関数 F (x)は

F (x) =
1

(|CA|+ 1)
W−x

(2)

で与えられる．ここで，|CA|はエージェントの取り
うる行動の数，W はエピソードの長さ，xは時刻を表

す．報酬獲得の直前のルールに最も多く報酬が分配さ

れ，報酬獲得時の時刻から離れるほど分配される報酬

の量が減るようになっている．

行動選択にはボルツマン選択を用いる．観測 oのと
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きに行動 aを取る確率 P (o, a)は

P (o, a) =
exp(q(o, a)/T )∑

b∈CA

exp(q(o, b)/T )
(3)

で与えられる．ここで，T は温度パラメータであり，

時間経過とともに 0に近づけていく．また，CAはエー

ジェントが取りうる行動の集合である．T の値は学習

の開始直後では大きな値に設定されるため，行動はほ

ぼランダムに選択される．学習が進むにつれて T の値

は 0に近づくため，価値の高いルールの行動が高確率

で選択されるようになる．

3 POMDPs環境のための決定的政策を学
習するProfit Sharing

エージェントは環境から観測を得る．このとき，過

去に観測が不完全知覚状態と判断されていれば過去の

観測の履歴を用いて行動選択を行う．不完全知覚状態

と判断されていない場合，現在の観測のみを用いて行

動選択を行う．行動を行った結果，報酬が得られてい

なければ再び環境から観測を受ける．報酬が得られて

いれば，エージェントはまずそのエピソードで報酬獲

得のために決定的な政策をとることができているかを

チェックする．その後，決定的な行動選択を行えてい

ないような観測を決定的な政策をとるために情報が足

りていないと判断し，不完全知覚状態として判定する．

さらに得られた報酬を元に学習を行い，環境をリセッ

トし，最初から行動を行う．

3.1 行動選択

観測が不完全知覚状態と判断されていない場合，現

在の観測に関するルールの価値に基づいて行動を決定

する．時刻 xにおける観測 ox での行動 aを選択する

確率 P (ox, a, x)は

P (ox, a, x) =
exp(qn(ox, a)/T (ox))∑

b∈CA

exp(qn(ox, b)/T (ox))
(4)

で与えられる．ここで，T (ox)は温度パラメータであ

る．また，CAはエージェントが取りうる行動の集合
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である．T (ox)の値は学習の開始直後では大きな値に

設定されるため，行動はほぼランダムに選択される．

学習が進むにつれて T (ox)の値は 0に近づくため，価

値の高いルールの行動が高確率で選択されるようにな

る．また，観測が不完全知覚状態と判断されている場

合は，過去の観測の履歴を考慮して行動を決定する．

このとき，行動選択確率は

P (ox, a, x) =
exp(qn(ox, a)/T (ox)) +Q(ox, a, x)∑

b∈CA

exp(qn(ox, b)/T (ox)) +Q(ox, a, x)

(5)

で与えられる．ここで，Q(ox, a, x)は過去の観測の系

列を考慮したルールの価値の和である．

3.2 学習

POMDPs環境のための決定的政策を学習するProfit

Sharingでは，観測が不完全知覚状態と判断されてい

ない場合，時刻xにおける観測に関するルール (ox, ax)

の価値のみを更新する．このとき，ルールの価値は

q(ox, ax)←
(
1− 1

I(ox, ax)

)
q(ox, ax) +

r・F (ox)

I(ox, ax)

(6)

のように更新される．また，観測が不完全知覚状態と

判断されていない場合には，時刻 x における観測に

関するルール (ox, ax)の価値に加え，時刻 xにおける

行動決定に関わった過去の観測の系列 (O→ ox)に関

するルールの価値を更新する．このとき，ルールの価

値は

q(O→ ox, ax)←
(
1− 1

I(O→ ox, ax)

)
q(O→ ox, ax)

+
r・F (O→ ox)

I(O→ ox, ax)
(7)

のように更新される．ここで，I(ox, ax) はルール

(ox, ax)の強化回数，rは報酬，F (ox)は強化関数であ

る．強化回数が少ないほど，値が大きくなる．

4 POMDPs環境における強化学習を用い
たロボットの衝突回避行動学習

本研究では，POMDPs環境のための決定的政策を

学習する Profit Sharingを用いることで，不完全知覚

状態の存在する POMDPs環境におけるロボットの衝

突回避行動学習を実現する．

本研究では，図 1のような障害物の存在する環境を

設定し，実験を行う．ロボットは，取り付けられたセ

ンサやカメラにより障害物や壁を観測する．ロボット

図 1: 実験環境
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図 2: ステップ数の推移

は観測に基づいて直進，左への方向転換，右への方向

転換のいずれかの行動を選択する．学習の開始地点か

ら目標地点までを 1つのエピソードとし，開始地点か

ら目標地点までのステップ数が少ないほど大きな報酬

を獲得できる．障害物や壁に衝突したら負の報酬を獲

得するように設定する．学習が進むにつれて，ロボッ

トは障害物や壁に衝突することなく，適切な行動選択

を行えるようになる．

5 実験

ロボットを用いた実験，およびシミュレーションに

よる実験を行った．図 2にシミュレーションにおける

試行ごとのステップ数の推移を示す．試行が進むにつ

れステップ数が少なくなっており，学習が行われてい

ることが分かる．
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