
  ディープラーニングを用いた数値計算ライブラリの 

最適実装選択の検討 

山田賢也†  片桐孝洋‡ 永井亨‡ 荻野正雄‡ 

名古屋大学工学部電気電子・情報工学科† 名古屋大学情報基盤センター‡ 

 

疎行列を対象とする数値計算ライブラリでは，実装選択に関するチューニングパラメタが多く存在するが，

その設定の違いによる計算性能の差が非常に大きい．また，最適実装は計算を行う疎行列に依存する．しかし

一般的に，各疎行列に対して実行して性能を調べる以外の方法で最適実装を見つけることは容易ではない．そ

こで本研究では，あらかじめ実行を行い最適実装が分かっている疎行列を訓練データとして利用し，ディープ

ラーニングによる機械学習を行うことで最適実装を予測する手法の提案と評価を行う．このことより，最適実

装について実行を行うことなく推定ができるようにし，数値計算ライブラリの使用者が専門家でなくても，許

容範囲内の性能で数値計算ライブラリが利用できるようにすることを目標とする．性能評価の結果，提案手法

による予測により 62.1%の精度で最適解を推定することができた． 

 

1.はじめに 

 疎行列を対象とする数値計算ライブラリでは，実装選

択に関するチューニングパラメタが多く存在するが，チ

ューニングパラメタに対する最適実装の選択は，実際の

実行を行う以外の方法では容易には見つけられない．疎

行列は数値計算の様々な分野で取り扱われ，疎行列を対

象とする数値計算ライブラリ（疎行列ライブラリ）もま

た，多くの分野で利用されている．そこで疎行列ライブ

ラリの最適な実装を，実行を介することなく最適化する

ことができれば，多くの分野における高性能化のコスト

が大きく削減可能となる． 

 本研究では，疎行列ベクトル積（SpMV）や反復解法の

専門家でなくても最適な実装方式が指定できる数値計算

ライブラリの構築を目指し，人工知能による実装選択予

測手法の開発を目指す．本手法により，専門家による実

装選択と同等，もしくは，許容範囲内の性能で実装が選

択できる数値計算ライブラリの構築を目指す． 

 本論文の構成を以下に示す．2 章で関連研究と性能予

測の問題設定の説明を行う．3 章で既存手法と提案手法

の説明を行う．4 章で性能評価を行い，最後に 5 章でま

とめを行う． 

2.関連研究と問題設定 

2.1関連研究 

 疎行列を対象とする数値計算ライブラリでは，多くの

場合 SpMV を用いるが，SpMV は様々な実装が存在する．

SpMV の実装選択は，数値計算ライブラリの実装選択の一

部分と見なせるため，SpMV の実装選択を対象とする機械

学習を用いた自動チューニングの既存研究が存在する．

例えば，Cui らの手法[1]では，疎行列を変換して生成し

た特徴画像とディープラーニングを用いて最適な SpMV 実

装選択を試みている．ディープラーニングを用いる理由

としては，特徴が自動的に抽出されるという点があげら

れる．これにより最適実装選択に必要な特徴を定義する

必要がなくなり，疎行列を画像化したデータをそのまま

学習に用いることができる．ただし，ディープラーニン

グにおいて画像を扱う場合には，CNN (畳み込みニューラ

ルネット) を用いるのが主流であるが，入力として用い

るためには画像サイズを固定する必要がある．そのため，

疎行列に関する画像の生成方法もまた研究対象となる．

本研究では，対象が SpMV であるか，数値計算ライブラリ

であるかの違いはあるが，Cui らの手法を既存手法とし

て利用し，提案手法の比較と評価の面で利用する． 

2.2使用する疎行列と数値計算ライブラリ実装 

 今回の研究で用いた数値計算ライブラリは，疎行列を

対象とした数値計算ライブラリ Xabclib を利用する．そ

の中でも連立一次方程式の数値解を求める反復法である，

GMRES 法を実装した Xabclib_GMRES を利用する．

Xabclib_GMRES には様々な実装選択に関するチューニン

グパラメタが存在するが，今回は前処理 6 種類，SpMV 実

装 4 種類を対象とし，これらの組み合わせである全 24 通

りの実装に対して最適実装の予測を行う． 

 利用する疎行列は，フロリダ疎行列コレクション[2]の

正方行列のうち，Xabclib_GMRES で計算を行って，実行

時間制限 600 秒，リスタート回数制限 1000 回の条件のも

と，いずれかの実装で解が収束した約 1000 個の疎行列と

する．この際，右辺ベクトルは解となるベクトルの要素

が全て 1.0 となるように設定した．対象とする行列は分

野を問わず，解が収束したものを全て使用し，次元数の

範囲は約 200 から 30 万，非ゼロ要素割合は 56%以下のも

のである．また，本研究では実行環境として名古屋大学

情報基盤センターのスーパーコンピュータである，

Fujitsu PRIMEHPC FX100 を使用した。 

3.既存手法，提案手法の詳細，および学習設定 

3.1既存手法 

 前述のとおり Cui らによる手法を既存手法として扱う

が，この手法では疎行列の画像変換において固定サイズ

のグレースケール画像への変換を行っている．この際，

行列サイズの情報を色として残している(図 1左)． 

これにより，行列の構造情報と行列サイズの情報を残

しながら，固定サイズの画像として扱えるので CNN の入

力として使用できるようになる． 

3.2提案手法 

 本研究では，最適実装を求める対象は SpMV ではなく

数値計算ライブラリである．そのため，前処理の実装予

測を含んでおり，疎行列の非ゼロ要素の値が消えてしま

う既存手法では高い精度が得られないことが推測される．

そこで提案手法ではグレースケール画像ではなく，RGB3
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色からなるカラー画像を用いて特徴画像を生成する．こ

れによりグレースケール画像では 1 種類しか残すことの

できなかった情報を 3 種類まで増やすことが可能となり，

非ゼロ要素の値の情報を残すことができる． 

具体的には，行列サイズを青，疎度を緑，非ゼロ要素

の値を赤の色として，それぞれ挿入する．ここで赤の値

の挿入についてであるが，疎行列によっては非ゼロ要素

の値の最大値と最小値の差が大きいために色の変化が出

にくい場合があることが判明した．そこで非ゼロ要素の

値の最大値と最小値の差が大きい場合は，下記式(1)に従

い，値を𝑥𝑜𝑙𝑑から𝑥𝑛𝑒𝑤へと変換する。 

𝑥𝑛𝑒𝑤 = log2|𝑥𝑜𝑙𝑑|                 (1) 

これにより非ゼロ要素の値域が減少し、色が出やすいよ

うに調整される．図 2 のフロリダ行列コレクションから

引用した本来の行列の画像と，図 1 左の特徴画像を比較

すると，非ゼロ要素の密度によっては非零要素が消えて

しまっている部分があるのがわかる．これは，リサイズ

の際のサイズ比(今回の例では 13250:32)が非常に大きい

ため，生じると考えられる． 

そこで OpenCV の resize()関数を使うのではなく，元

行列を 32×32 等分に分割し，その中に非ゼロ要素が存在

すれば特徴画像の対応する座標に画素値を与える方法を

考える．これにより非ゼロ要素の密度が小さい場合であ

っても，その要素を落とすことなく特徴画像に反映させ

ることができる(図 1 右)．ただしこの場合，非ゼロ要素

の密度が本来のものより濃くなるという問題点がある． 

3.3学習体系 

 既存手法，提案手法ともに用いる機械学習モデルはデ

ィープラーニングとする．使用したディープラーニング

のフレームワークは TensorFlow[4]である． 

 今回作成した CNN は，畳み込み層とプーリング層のペ

ア 2 組，全結合層 2 層，ソフトマックス層からなる構造

である．使用するデータは，3.1 節及び 3.2 節で説明し

た手法で作成した特徴画像と，実際に実行して得られた

最適実装の組を用意した．ただし，3.1 節の手法におい

ては，元行列のサイズによっては resize()関数で変換が

行えない場合があり，データ数が減少する．最後に，そ

れらを訓練データとテストデータにデータ数の比が 4:1

となるよう分割した． 

学習はミニバッチサイズを 50 とし，ミニバッチサイズ

分の学習を 1 ステップとして 200 ステップ行う．1 ステ

ップ毎の精度を測定し，その中で最もテストデータの実

装予測の精度が高かった際の CNN モデルを，そのデータ

セットのおいての学習結果として扱うものとした．これ

は今回のデータ数を鑑みて過適合の発生が考えられるた

めの処理である． 

4.結果と評価 
 表 1，表 2 にそれぞれ特徴画像 1，特徴画像 2 を用いて

性能予測を行った場合の結果をまとめる．ただしこの表

における最適正答率は SpMV 及び前処理の予測両方が正解

した場合を示す．最適実行時間は，最適パラメタによる

実行時間の合計，予測実行時間は各手法による推定パラ

メタによる実行時間の合計，実行時間誤差はそれらの差

を示す．非収束は，推測した実装による Xabclib_GMRES
での実行が収束しないか，あるいは収束が非常に遅い場

合を示す． 
表 1，表 2 から，提案手法を用いた場合の方が前処理

の正答率が高くなり，全体での最適な実装予測率も高く

なることがわかる．提案手法を用いた場合の予測では，

62.1%の精度を得られた。 

 また，最適な実装を選べなかった場合でも収束する実

装が選べた場合は，実行時間の差もそれほど大きいわけ

ではない．しかし，収束しない実装を選択している場合

は，既存手法で 31%，提案手法で 13%程存在しているため，

必ずしもこの実行時間の差のみが誤差の全てを表してい

るとは言えないことに注意する． 

 

5.まとめ 

 評価結果から数値計算ライブラリにおいてディープラ

ーニングを用いた最適実装予測を行う場合に 3 色画像を

使用することは有効であると考えられる．また，提案手

法で最適実装を選択できなくても，収束している実装を

選択できている場合であれば，収束している疎行列のみ

に対して最適パラメタによる実行時間と本手法による推

定パラメタによる実行時間の合計の差は高々1%程度であ

る．この観点で，専門家でなくてもある程度の性能を得

られるような実装選択を行えていると考える． 

 ただし，今回使用している行列の種類が少ない，最適

実装の種類の分布が偏っているなど，学習データや，CNN

の構造，特徴画像の生成法などの改善点がある．これら

の改善を行った場合の再評価は今後の課題である． 
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図 2:xingo_afonso_ 

itaipu 行列画像[2] 

図 1:xingo_afonso_itaipu 特徴画像 

表 2:特徴画像 2(図 1右)による最適実装予測結果 

表 1:特徴画像 1(図 1左)による最適実装予測結果 

テストデータ数 最適正答率(%) SpMV正答率(%) 前処理正答率(%) 非収束実装率(%)

188 42.6 72.3 56.4 31.4

訓練データ数 最適実行時間(s)
予測実行時間(s)
(除:非収束分)

最適実行時間(s)
(除:非収束分)

実行時間誤差(s)
(除:非収束分)

755 2925.474 836.285 831.456 4.828

テストデータ数 最適正答率(%) SpMV正答率(%) 前処理正答率(%) 非収束実装率(%)

211 62.1 74.1 78.2 13.3

訓練データ数 最適実行時間(s)
予測実行時間(s)
(除:非収束分)

最適実行時間(s)
(除:非収束分)

実行時間誤差(s)
(除:非収束分)

847 4016.39 3229.959 3200.432 29.527
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