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複数人動画像からの異常動作検出

南 里 卓 也† 大 津 展 之†,††

セキュリティ分野における映像監視や老人介護のモニタリングシステムなどにおいて，異常動作の
検出は非常に重要な課題である．そこで，本論文では，固定カメラによる複数人動画像からの異常動
作検出のための教師なし手法を提案する．本手法では，画面内で頻繁に行われる動作を通常動作とし，
異常動作をその通常動作の特徴分布から逸脱するものとして定義する．動作特徴として立体高次局所
自己相関特徴を用いており，この特徴の加法性の性質と固有空間法の線形性がうまく組み合わさるこ
とによって，画面内に複数人いる場合でも，個々の人物の切り出しやトラッキングをすることなく容
易に学習および検出が可能となる．しかも対象に関する先見知識もいっさい必要としない．実験では，
複数人の歩行者の中での転ぶ動作を異常動作として検出し，手法の有効性を確認した．

Anomaly Detection in Motion Images Containing Multiple Persons

Takuya Nanri† and Nobuyuki Otsu†,††

The detection of anomaly (abnormal/unusual) movements is an important problem in video
surveillance applications. We propose an unsupervised method for anomaly movement detec-
tion in scenes containing multiple persons. Our method uses cubic higher-order local auto-
correlation (CHLAC) to extract movement features. We show that the additive property of
CHLAC in combination with a linear eigenspace method is well suited to simplify the learn-
ing of usual movements and to detect anomaly movements even in scenes containing multiple
persons. One particular advantage of this method is that it does not necessitate the object
segmentation and tracking, and also any prior knowledge about objects. Some experimental
results are shown to exhibit the validity of the method.

1. は じ め に

近年，セキュリティ対策としてカメラによる監視シ

ステムが広く利用されているが，人による動画像から

の異常検出は労力も多大であり，これをコンピュータ

で代替できるならば大幅な労力削減につながる．また

老人介護においても，発作などを検出する自動通報シ

ステムにより，介護者の負担を減らすことができる．

したがって，異常を検出し知らせるなどの知的機能を

持ったカメラによるモニタリングシステムのニーズは

高い．

監視カメラを想定した場合，まず第 1 に画面内に

複数の人間がいることを考慮しなければならない．動

作認識に対する通常のアプローチでは，前処理として
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それぞれの人間をセグメンテーションし，トラッキン

グすることになる1),2)．このアプローチでは，認識の

精度がセグメンテーションやトラッキングの精度に強

く依存してしまう．また，ビデオサーベイランスにお

ける動画像解析10),12) では，抽出する特徴が対象の動

作特徴だけでなく，画面内の対象の位置に依存したも

のであるため，複数人の動作の場合には非常に扱いに

くい．

それに対して，本手法の特徴抽出では，複数人の動

作特徴として立体高次局所自己相関（CHLAC）特徴4)

を用いる．この特徴は，二次元 (x, y)データからの特

徴である高次局所自己相関（HLAC）特徴5)を三次元

(x, y, z)の立体データへ拡張したものであり，動画像

のような時間を含む三次元 (x, y, t)立体データに対す

る特徴抽出となる．CHLAC特徴の利点としては，セ

グメンテーションやトラッキングを行うことなく複数

人の動作特徴を抽出できる点であり，計算量は対象の

数によらずつねに一定となる．また，動作特徴を用い

た多くのアプローチでは，対象に対する先見知識が仮

定されている8),9)のに対し，CHLAC特徴は対象の先
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見知識を必要としない基本的な統計的特徴であり，汎

用性が高い．

次に，異常動作を検出する段階においては，異常動

作を学習させることが必要となる．しかし，サンプル

の少ない異常動作をすべて前もって学習させることは

ほぼ不可能であるため，異常動作を直接明示的に学習

させることは難しい．そこで，辞書においても定義さ

れているように，異常動作を「通常動作ではないもの」

として定義する．ここで通常動作とは，カメラの前で

頻繁に起こる動作を表す．通常動作は，前もって教師

なしで統計的に学習することができるため，異常動作

はそれからの逸脱として容易に検出することができる．

そのような統計的なアプローチを用いているものと

して，SVMで確率分布を推定することによって外れ

値を検出するもの7)や，時系列に分割した動画像特徴

の共分散行列から異常動作を検出するもの12) などが

ある．しかし，これらは，対象が複数あるような場合

にはそのまま適用することができない．

そこで本論文では，異常動作の検出に，CHLAC特

徴の性質をうまく利用することのできる固有空間法を

用いる．CHLAC特徴は積分特徴であるため，画面内

での対象に関する加法性があり，その加法性と固有空

間法の線形性を組み合わせることによって，複数人の

動作が同時に存在する場合でも，すべての通常動作は

通常動作の部分空間内に閉じ，異常動作のみを検出す

ることができる．さらに，通常動作は教師なしで学習

されるため，どのような動作が存在する場面において

も通常動作として適応的に学習することができ，汎用

性を持つ．

本論文ではさらに，オンライン学習のため，通常動

作部分空間の逐次的な学習についても考察する．その

ための手法として，主成分分析（PCA）の固有値問題

をステップごとに解く手法と，固有値問題を解かずに

逐次的に固有ベクトルを推定する手法3)の 2つを提案

し，実験により比較する．また，後者の手法を，より

頑健にした手法も提案し，実験により比較する．

2. 提 案 手 法

2.1 前処理：動きの検出

本手法では静止したカメラを想定し，動き部分の検

出に，ピクセルごとの時間差分画像を用いる．画像は，

解像度 352× 240 のグレイスケール（256階調）であ

る．時間差分画像ではアナログ値はあまり意味をなさ

ず，変化（動き）あり（1）なし（0）の二値のみが重

要となる．そのため二値化をする必要があるが，時間

差分画像は値が 0以外のピクセルすべてが対象物体の

(a) (b) (c)

図 1 前処理．(a) 原画像，(b) 差分画像，(c) 二値画像
Fig. 1 Preprocessing, (a) original image, (b) difference

image, (c) binarized image.

動きを表しているわけではなく，光の変化などによる

ノイズも含まれている．そこで，ノイズを除去するた

めに適切な閾値を決める必要があり，その閾値決定に

はたとえば判別二値化手法6) を用いて二値化を行う．

二値化の結果を，図 1 に示す．

2.2 立体高次局所自己相関特徴

このように画素ごとの動き情報を与える時系列二値

画像からの動作特徴の抽出には，立体高次局所自己相

関（CHLAC）特徴4) を用いる．この特徴は，二次元

データに対する特徴である高次局所自己相関（HLAC）

特徴5)を時間方向に拡張し，三次元データへ適用可能

としたものである．定式化としては HLAC特徴とほ

ぼ変わらず，各成分である N 次局所自己相関関数は

次のように表される．

x
(N)
f (a1, . . . , aN )

�
=∫

f(r)f(r + a1) . . . f(r + aN )dr (1)

ここで，f は時系列画像を表し，変数 r（参照点）と

N 個の局所変位 ai (i = 1, . . . , N) は，画面内の座標

x, y と時間 t を成分として持つ三次元のベクトルで

ある．さらに，積分範囲は W × H × T の立体とし，

W，H は画像の幅と高さ，T は特徴を抽出する時間

方向の窓幅を表す．

本手法では，CHLAC特徴の次数 N を 0，1，2と

する．N = 0 のときは，f の単純な三次元画像内の積

分であり，f が二値画像の場合は，画素値が 1のピク

セルの数を表す．N = 1 のときには，変位ベクトルは

a1 のみとなるので，2つのピクセル間の相関を表し，

画像境界を無視して積分が同値とならないための変位

ベクトル a1 の数は，3× 3× 3 近傍の場合 13個とな

る．図 2 の記号で表すと，参照点を r’として，たと

えば h，h’，h”，a，a’，a”，b，b’，b”，g，g’，g”，r

の 13個である．積分が同値とならないためというの

は，たとえば，r’と hの相関，r’と d’の相関の積分

は同値となるため，そのような冗長な変位ベクトルは

省くという意味である．同様に，N = 2 のときは 237

個の組合せを持つ．図 2 に，N = 2 のときの変位ベ
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図 2 立体高次局所自己相関（CHLAC）特徴の変位パターンの例
（h r’ b”）

Fig. 2 Example of displacement pattern of CHLAC (h r’

b”).

(a) (b) (c)

図 3 CHLAC 特徴の加法性．(a) 特徴 xA の画像，(b) 特徴
xB の画像，(c) 特徴 xA + xB の画像

Fig. 3 Additive property of CHLAC, (a) image of feature

xA, (b) image of feature xB , (c) image of feature

xA + xB .

クトルパターンの例を示す．このように，N = 0，1，

2の局所自己相関関数を成分とする CHLAC特徴は，

合計 251次元のベクトルとして表されることになる．

ここで，CHLAC特徴の重要な性質として，位置不

変性と加法性があげられる．これは，この特徴が三次

元画像全体にわたって局所的特徴を積分しているため

に得られる性質である．位置不変性とは，動いている

対象の位置によらず，ある不変な特徴ベクトルが得ら

れるという性質であり，加法性とは，図 3 に示され

る性質である．すなわち，A という人の動作の特徴を

xA，B という人の動作の特徴を xB としたときに，

A，B 2人が三次元画像内で分離して動作を行った場

合，全体の特徴は xA +xB となるというものである．

この位置不変性の性質は，対象の位置情報を失ってい

ることにもなるが，積分範囲を，画像全体ではなく部

分領域へと狭めることで，対象の存在する領域を特定

することも可能である．

CHLAC特徴は，定義から分かるようにピクセル間

の相関から得られる基本的な特徴であるため，対象に

対する先見知識をまったく必要としない．にもかかわ

らず，動作に対する良い特徴であることが実験により

示されている4)．

CHLAC特徴の計算については，いくつか高速化可

能な点がある．1点目は，あるピクセルの値が 0であ

れば，そのピクセルを参照点とする特徴量はすべて 0

となるため，その計算をスキップすることができると

いうものである．そのため，CHLAC特徴の定式化と

しては，ある時間幅の動画像全体を積分するものだが，

実際には変化のあるピクセルの部分についてのみ計算

を行っていることになる．また，2点目は，CHLAC

特徴の時間方向の加法性を用いたものである．すなわ

ち，あるステップでの特徴抽出の積分範囲がその次の

ステップでの積分範囲と重なっている場合，その重なっ

ている範囲の特徴量を保持しておき，次の計算に再び

利用するというものである．それにより，1ステップ

ごとに全積分範囲を計算する必要がなくなり，計算量

は非常に小さくなる．

2.3 固有空間法

本手法では，異常動作の検出のために固有空間法

（主成分分析）を用いる．これは，CHLAC特徴の加

法性と固有空間の線形性を組み合わせることによって，

異常動作検出に望ましい性質が得られるためである．

すなわち，通常動作特徴の線形部分空間が得られると，

動画像内に複数人いたとしても，すべての通常動作特

徴は加法性により部分空間内に閉じ，異常動作のみが

部分空間から逸脱することになる．したがって，入力

ベクトルと通常動作の部分空間との距離を測ることに

よって，容易に異常動作を検出することができる．

まず，特徴抽出により，動画像から M(= 251) 次

元の立体高次局所自己相関特徴ベクトル xi (i =

1, . . . , N) が時系列的に得られる．これらの特徴ベク

トルから通常動作の部分空間 SN を構成するために，

主成分分析により主成分ベクトルを求める．主成分ベ

クトル U = [u1, . . . , uM ]，uj ∈ V M (j = 1, . . . , M)

は，自己相関行列 RX
�
= 1

N

∑N

i=1
{xix

T
i } の固有値

問題 RXU = UΛ を解くことにより求めることがで

きる．ここで，Λ は固有値行列である．

ここで，固有値行列 Λ = diag(λ, . . . , λM ) の固有

値が降順に並んでいるとすると，累積寄与率 ηK は，

ηK
�
=

∑K

j=1
λj∑M

j=1
λj

(2)

と表される．本手法では，累積寄与率 ηK がたとえば

0.99となる次元までの固有ベクトル u1, . . . , uK によ

り張られる空間を，通常動作の部分空間 SN として採

用する．

部分空間 SN への射影子 P は，主成分直交基底

UK = [u1, . . . , uK ] を用いて P = UKU ′
K と表され，

SN に対する直交補空間への射影子は，IM を単位行

列として P⊥ = IM −P と表される．入力ベクトル x

と部分空間 SN との垂線距離 d⊥ は，

d2
⊥ = ||P⊥x||2

= x′(IM − UKU ′
K)x (= x′P⊥x) (3)

と表すことができる．本論文では，距離 d⊥ を，異常
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(a)

(b)

(c)

図 4 CHLAC 特徴の加法性と部分空間の性質．(a) 通常動作（歩
く），(b) 異常動作（転ぶ），(c) 通常動作と異常動作

Fig. 4 Additive property of CHLAC and linear subspace,

(a) usual movement (walk), (b) anomaly movement

(tumble), (c) both movements.

であるかどうかの指標である異常値として定義する．

射影子を用いることによって，複数人の場合でも異

常動作のみが検出されることを数式で表すと，次のよ

うになる．

x = x
(U)
1 + . . . + x(U)

n + x(A) とすると

(U : usual, A : anomaly)

||P⊥x|| = || P⊥(x
(U)
1 + . . . + x(U)

n + x(A))||
= || P⊥(x

(U)
1 + . . . + x(U)

n ) + P⊥x(A)||
� || P⊥x(A)|| > 0 (4)

また，図による直観的な説明を図 4 に示す．

2.4 オンライン学習

実世界への応用では大量のデータを扱うため，すべ

てのデータを保持しておくことは難しく，前節の定式

化は適用できない．そこで，オンライン学習が必要と

なる．そのためには，逐次的に通常動作の部分空間を

学習，更新しなければならない．本論文では，ステッ

プごと（あるいは数ステップごと）に固有値問題を解

く手法と，固有値問題を解くことなく固有ベクトルを

逐次更新する手法（CCIPCA）3) の 2つを適用し，比

較する．

前者の手法は，前節の定式化に忠実ではあるが，ス

テップごとに固有値問題を解くため計算量が多いとい

う問題がある．固有値問題に必要な自己相関行列 RX

は，次のように更新される．

R
(n)
X =

n − 1

n
R

(n−1)
X +

1

n
xnxT

n (5)

ここで R
(n)
X は n ステップ目の自己相関行列であり，

xn は n ステップ目の入力ベクトルである．

後者の手法は，相関行列を求めない逐次的な主成分

分析（CCIPCA）3) を用いた手法である．このアルゴ

リズムでは，ステップごとに固有値問題を解く必要が

ないため，非常に高速な手法となっている．また，こ

の手法では，固有値の収束はあまり良くないが，固有

ベクトルの収束は速いという性質を持つ．第 1固有ベ

クトルと第 1固有値は，次のように更新される．

vn =
n − 1

n
vn−1 +

1

n
xnxT

n
vn−1

||vn−1|| (6)

ここで，固有ベクトルは v/||v|| であり，固有値は
||v|| である．この更新則では，n → ∞ のときに

vn → ±λ1e1 となることが証明されている11)．こ

こで λ1 は，サンプルの相関行列 R の最大固有値で

あり，e1 はそれに対応する固有ベクトルである．第

n 固有ベクトルと第 n 固有値については，第 1固有

ベクトルと第 1固有値から Gram-Schmidtの直交化

法に則って漸化的に更新され，真の固有値，固有ベク

トルに収束することが示されている．

この後者の手法では，さらに，収束を速めるための

パラメータ w を導入している．これは，式 (6)のよ

うにすべてのサンプルを等価に学習するのではなく，

学習の初期段階のノイズをより速く減少させることを

目的としている．更新式は次のように表される．

vn =
n−1−w

n
vn−1+

1+w

n
xnxT

n
vn−1

||vn−1|| (7)

ここで，第 1 項と第 2 項の係数の和は 1 となるよう

に設定されており，w の値としては，2から 4程度が

良いとされている．

しかし，この更新式では，ノルムの大きな例外値が

入力された場合に，結果としてこの例外値に強く引っ

張られた固有ベクトルとなってしまう．また，式 (6)

においても，入力ベクトル xn の二次の相関行列を用

いて更新されているために，ノルムの大きな例外値に

は強く影響されることになる．そこで，頑健に通常動

作の部分空間を推定するために，式 (7)のパラメータ

w を入力ベクトルに依存した変数に変更する．すなわ

ち，入力ベクトルを一定の重みで学習するのではなく，

通常動作の部分空間から遠い入力ベクトルに対しては

重みが小さくなるように，次のようにパラメータを設

定する．
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w(xn) = k exp{−||P⊥xn||2
2σ̃2

} − 1 (8)

ここで，k は例外サンプルを無視する割合（程度）を

表すパラメータであり，σ̃ は，通常動作部分空間から

の距離がどの程度のデータまで学習に用いるか，を表

すパラメータである．式 (8)が，通常動作部分空間か

らの距離 ||P⊥x||，すなわち異常値を用いた正規分布
の形で表されているのは，入力ベクトルがすべて通常

動作であると考えた場合，P⊥x は，平均 0，分散 σ2I

のノイズであると考えられるためである．ここで σ は，

P⊥xi ∈ V M (i = 1, . . . , n) の共分散行列を Σ とし

たときに σ = trace(Σ)/M として求め，また，式 (8)

において σ̃ = 3σ とすることで，分布よりやや広い範

囲の入力ベクトルを学習に用いることとなる．w(x)

は，−1 から k − 1 の範囲の値をとる．

3. 実 験

実験では，まず第 1に，画面内に 1人存在する場合，

複数人存在する場合の 2つの場合に対して，学習フェー

ズ，検出フェーズを設けて本手法の実験を行った．次

に，画面内に複数人存在する場合に対して，フェーズ

を分けずにオンラインで学習する場合の実験を行った．

本実験に用いた特徴のパラメータとしては，

Kobayashi ら4) の認識結果を用いて，立体高次局所

自己相関特徴の画面内変位幅を 10ピクセル，時間方

向の変位幅を 1とし，積分範囲である時間幅は 20と

して与えた．図 2 の記号を用いると，画面内変位幅は

rと aの距離を表し，時間方向の変位幅は rと r’の距

離を表す．また，これらの変位幅の値は，対象の動き

に対して相関のとれる範囲のものであり，時間積分範

囲 T は，対象の動作の周期とおおよそ同等のもので

ある．ただし，これらのパラメータは結果に対してあ

まり敏感なものではない．

3.1 画面内に 1人存在する場合

ここでは，異常動作検出の過程を学習フェーズと検

出フェーズに分ける．学習フェーズでは通常動作のみ

のデータを用いて通常動作部分空間を学習し，検出

フェーズでは通常動作と異常動作のデータを与えて結

果の比較を行った．学習フェーズには，通常動作とし

て「歩く」動作を採用し，被験者 6人が右方向，左方向

にそれぞれ 4回ずつ「歩く」動作を行ったデータ（計

48回）を用いた．検出フェーズでは，学習フェーズの

6人とは別の 1人が，「歩く（walk）」「走る（run）」「転

ぶ（tumble）」の動作を行ったデータを用いた．動画

の例を図 5，図 6 に示す．ここで，学習，検出に用い

られる動画は，人が画面中にいない状態からフレーム

図 5 検出フェーズで用いたデータの例
Fig. 5 Examples of data used in a detection phase.

図 6 「転ぶ」動作の例（20，30，40，70，80，90 フレーム）
Fig. 6 Examples of tumble movement (20, 30, 40, 70, 80,

90th frame).

図 7 異常値（1 人の場合）
Fig. 7 Anomaly value (one person).

インし，フレームアウトするまでのものとなっている．

実験の結果を図 7 に示す．この図は，ステップ（フ

レーム）ごとの部分空間からの距離（異常値）のグラ

フであり，通常動作である「歩く」は部分空間からの

距離が小さく，異常動作である「走る」「転ぶ」は大

きな値であり，異常値として正しく検出されているこ

とが確認された．ここで，寄与率 0.99 となる固有空

間（通常空間）の次元は，特徴ベクトル 251次元のう

ち 12次元であった．

3.2 画面内に複数人存在する場合

この場合も，学習フェーズと検出フェーズを設けて

実験を行った．本実験では，画面内に最大 3人存在す

るように設定し，3人とも「歩く」動作を行ってもらっ

た．学習フェーズで用いるデータには「歩く」のみの

データを用い，検出フェーズで用いるデータには，「歩

く」のみのデータと，1人だけ「転ぶ」データを用い

た（図 8）．

実験の結果を図 9 に示す．実験の結果を示すグラフ

は画面内に 1人存在する場合の実験のときと同様であ

り，usualが通常動作の動画，anomalyが異常動作を
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(a) (b)

図 8 複数人の例．(a) 3 人とも歩く動画，(b) 1 人だけ転ぶ動画
Fig. 8 Examples of multiple persons. (a) three persons’

walking, (b) one person’s tumbling.

図 9 異常値（複数人の場合）
Fig. 9 Anomaly value (multiple persons).

含んだ動画である．結果として，「転ぶ」フレームにお

いて正しく異常が検出された．

ここでは，体の一部が隠れた状態になるフレームイ

ンとフレームアウトのときや，人が重なりあう状態

のときには，厳密には加法性は成り立たなくなる．し

かし，結果としてはそのような条件下においても異常

を正しく検出できたといえる．これに対する仮説とし

て，体の一部が隠れた状態や重なりあった状態の特徴

量もある程度学習され，固有空間に含まれたと考える

ことができる．しかし，体の一部が隠れたときや重な

りあったときに小さな異常値の変化もあったことから，

すべての重なりの特徴量が固有空間に含まれているわ

けではないことが分かる．そうならば，もし多くの動

作を学習することによってすべての重なりの特徴量を

学習した場合，そのような重なりの部分にも反応しな

くなる可能性がある．

また，寄与率 0.99となる固有空間の次元としては，

特徴ベクトル 251次元中 5次元であった．これは，画

面内に 1人存在する場合よりも少ない結果となってお

り，自然な予想と反する．この理由としては，1人の

場合は人による歩く動作の微妙な違い（歩様）が部分

空間に反映されるが，複数人の場合は，それらの歩様

成分が平均化されて，共通的な歩く動作成分が加算さ

れて支配的になるため，部分空間の次元がむしろ小さ

くなっていると考えられる．

図 10 入力データの累積次元（rank）と固有空間の次元
Fig. 10 Rank of input data and dimension of principle

subspace.

3.3 オンライン学習

本節では，学習フェーズと検出フェーズを設けず，

逐次，データから通常動作の部分空間を構成しつつ，

現在の動作の評価を行うオンライン学習を行う．用い

る手法としては，最初のフレームから現在のフレーム

までの自己相関行列を逐次計算し，その固有値問題を

ステップごとに解くことによってその時点での部分空

間を構成，その部分空間に対する距離を測るという手

法と，固有値問題を解くことなく固有ベクトルを更新

する手法（CCIPCA）の 2つを適用した．

データは，前節の複数人が行き交う動画を連続的な

動画として用いた．異常動作である「転ぶ」動作は，全

体 2,130フレーム中で約 1,950フレーム目にあり，そ

れ以外は複数人の「歩く」通常動作のみの動画である．

まず第 1に，前者の手法を適用した．図 10 は，次

元の変化の結果である．Total rankは，そのタイムス

テップまでの入力データ全体の累積次元（ランク）を

示しており，フルランクである 251次元に到達するの

は，629フレーム目となっている．120フレーム目ま

では，1つのサンプルが増えるにつれてランクも 1つ

ずつ増加しているが，その後はややなだらかな変化を

している．通常動作部分空間の次元に関しては，つね

に 4次元程度で変化しており，割合としては 1%程度

と非常に小さいものとなっている．これは，前節にお

いて考察した，歩様成分の平均化が原因であると考え

られる．

また，図 11 は，通常動作部分空間からの距離の時

間変化のグラフである．この図において，初めの方の

フレームで大きな値が出ているが，動画では初めて 3

人が交差するというシーンに対応しており，部分空間

の学習がまだ完全ではない状態であるといえる．中盤

の変化は，画面内に人がいるか否かでやや値が変化し

ているが小さい値で安定しており，最後の「転ぶ」フ

レーム（1,950フレーム）では正しく異常値を検出で
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図 11 異常値の変化（オンライン学習）
Fig. 11 Anomaly value (online learning).

(a) (b)

図 12 異常値の変化．(a) CCIPCA，(b) CCIPCA（robust）
Fig. 12 Anomaly value. (a) CCIPCA, (b) CCIPCA

(robust).

きている．

次に，CCIPCAを用いて実験を行った．図 12 は，

CCIPCAをそのまま適用した手法と，入力ベクトル

により重みを変える，より頑健な CCIPCAを適用し

た手法の，通常動作部分空間からの距離の時間変化の

グラフである．後者の手法において，パラメータの重

みを表す係数 k の値は 5とした．これらの手法は，漸

近的に通常動作の部分空間を推定する手法ではあるが，

異常動作を正しく検出していることが分かる．また，

例外値を学習しないように変更したCCIPCAの方が，

異常動作の値をより大きく検出した．これは，例外値

に影響されることなく，より適切に通常動作の部分空

間を学習できたためといえる．

本実験においては，通常動作部分空間の次元は，ス

テップごとに寄与率から求めるのではなく，ある時間

幅の入力ベクトルに対して一度固有値問題を解くこと

によって求めた．ここでは，次元は 4とした．これは，

さきほどの実験から部分空間の次元がほとんど変化し

ていなかったため，初めに一度だけ次元を求めたとし

てもあまり悪い近似ではないからであるが，他に，次

のような 2つの理由があげられる．まず第 1に，計算

量が大きいという点である．寄与率を求めるためには，

すべての固有値を推定しなければならず，その計算時

間は，特徴抽出の計算時間を含めない場合，Pentium

4 3.06GHzにおいて 21 sec/frameであった．逆に，次

元を定数の 4として計算すると，0.0039 sec/frameと

なり，特徴抽出の計算時間である，0.0174 sec/frame

と合わせても実時間で可能な処理時間となる．2つ目

の理由としては，この CCIPCAの手法において固有

値の収束が遅いという点である．実験では 2,130 フ

レームのデータを用いたが，最終的に通常動作部分空

間の次元は 211程度であり，収束値である 4にまった

く収束していないことが分かる．これらの理由により

部分空間の次元を一定として求めたが，結果はむしろ

良いものとなっており，計算時間のことを考慮すると

有効な手法であると考えられる．

4. お わ り に

4.1 ま と め

本論文では，加法性を持つ汎用的な動き特徴である

CHLAC特徴と固有空間法を用いて，通常動作を統計

的に部分空間として学習し，異常動作をそこからの逸

脱として容易に検出することができることを示した．

この手法は，複数人の場合にもそのまま適用可能であ

り，画面内で 1人でも異常動作を行えば，検出するこ

とができることを示した．しかも，対象の切り出しは

不要で，計算量は人数によらず一定であり，有効で実

用性の高い手法となると思われる．また，この手法で

は，通常動作を陽に定義することなく統計的に（教示

なし）学習しているため，設計の段階で通常動作とは

何かについて定義する必要がなく，応用に則した自然

な検出を行うことができる．さらに，対象についての

仮定をまったくおいていない点で，人の動作に限らず，

さまざまな環境および課題に対しても，通常・異常を

判別できる汎用的な手法であるといえる．また，実時

間処理への適用のため，学習フェーズを設定せずに，

オンライン学習によっても同様に異常動作を検出する

ことができることも示した．

4.2 今後の課題

本論文では，通常動作が単一モードの場合の実験を

行ったが，2つのモードがある場合，あまり正しく通

常動作部分空間を構成することができていない．本手

法では，1つの部分空間で通常動作部分空間を近似し

ようとしているため，分布が多峰性の場合には，大き

な分布の間の谷に異常動作が含まれる場合など，やや

限界があると考えられる．そのため，通常動作部分空

間内においてもクラスタリングを行った後，それらか

らの距離を測るなど，多峰性の分布にも対応できるよ

う改良することが必要である．

また，カメラの視点としては，現状では対象が画像

平面に対して平行に動くシーンへの適用に限定して



50 情報処理学会論文誌：コンピュータビジョンとイメージメディア Oct. 2005

いるが，対象がカメラに向かって動く場合にも原理的

には適用可能である．今後，そのような状況設定も含

め，複雑な背景や多様な動作など，さまざまな実環境

状況下での本手法の有効性を評価していきたいと考え

ている．

最後に，本手法は，人の動作に限らず正常・異常を判

別することができる汎用的な手法であると考えられる

ことから，今後さらに，種々のアプリケーションを通

して本手法の適用範囲の拡大を図っていく予定である．
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