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頑健な恒等写像学習を用いた
計量アフィン射影画像列からの運動と形状の復元

藤 木 淳† 高 橋 隆 史†† 栗田 多喜夫†

点特徴を用いた複数の画像からのカメラ運動と立体形状の復元は基本的かつ重要な問題であり，手
法の頑健化も含め様々な復元アルゴリズムが提案されてきた．通常，アフィン射影に基づく復元は計
測行列へのアフィン空間のあてはめとその結果を用いたユークリッド復元の 2段階からなるが，追跡
ミスなどにより計測行列の一部が大きな誤差を持つ場合にロバスト推定を用いてアフィン空間のあて
はめを行うと過適合を起こし，ユークリッド復元結果が悪くなる場合がある．本稿では 3 層線型パー
セプトロンに対し，結合係数に制約を入れ，かつ学習則にロバストな推定関数を組み込んだ恒等写像
を学習させることによって 2段階の推定を同時に行いカメラ運動と立体形状を復元する頑健な手法を
提案する．提案手法では誤差が大きなデータが 3 割程度あっても良い精度の復元解を得ることがで
きる．

Recovering the 3-D Shape
from a Sequence of Metric Affine Projection Images
via Robust Autoassociative Learning

Jun Fujiki,† Takashi Takahashi†† and Takio Kurita†

Recovering the camera motion and the object shape from multiple images with point corre-
spondences is the fundamental and important problem, then many algorithms, including their
robust extension, had presented. Usually, recovering under affine projection consists of two
steps: the one step is fitting an affine space onto measurement matrix, and the other step is
estimate Euclidean reconstruction from the affine space. When some data are contaminated
by large errors owing to failure of tracking, estimation of affine space via robust estimator
overfit to the measurement matrix and it derives bad Euclidean reconstruction. In this paper,
we present a new robust algorithm which work well even if thirty percent of data have large
error. To estimate both steps of the reconstruction simultaneously, the algorithm is based on
autoassociative learning of a multilayered neural network under robust criterion with their
connecting coefficients constrained.

1. は じ め に

点特徴を用いた複数の 2 次元画像からカメラ運動

と対象物体の立体形状を同時に復元する問題はコン

ピュータビジョンにおいて基本的かつ重要な問題で

ある．

理論的なカメラはピンホールカメラと同等な透視射

影カメラであるから，透視射影を用いたカメラ運動と

立体形状の復元が理想である．しかしながら透視射影

画像からの復元問題は非線型逆問題となるため，ノイ

† 産業技術総合研究所
National Institute of Advanced Industrial Science and

Technology

†† 龍谷大学理工学部数理情報学科
Faculty of Science and Technology, Ryukoku University

ズに敏感で初期値依存性が高く数値計算上不安定であ

るという問題があり，安定して 3次元形状を復元する

のは難しい．

そこで，正射影モデルなどの透視射影のアフィン近

似射影に基づいた復元手法が提案された．近似射影で

ある以上モデルの近似誤差が不可避であるから，復元

精度には自ずと限界がある．しかし画像の撮像条件に

よっては十分実用に耐えることができ，何よりも線型

逆問題であるため，非線型写像の逆問題に比べて高速

かつ数値計算上安定して解が得られるという利点があ

る．また，透視射影画像からアフィン近似射影画像を

反復的に推定する手法3)のように，非線型最適化問題

である透視射影からの復元問題の初期値として用いる

ことができることからも，アフィン近似射影からの復

元問題は重要であり，多くのアフィン近似射影からの
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復元アルゴリズムが提案された．

それらの中で，因子分解法7),15),21) は特に優れた手

法である．アフィン近似射影のもとでは画像座標はカ

メラの基底ベクトルと立体の 3次元座標の内積として

得られる．よってこれら内積，つまり画像座標を並べ

てできる計測行列（measurement matrix）と呼ば

れる行列は，カメラの基底ベクトルを並べた行列と立

体の 3次元座標を並べた行列の積として表現すること

ができる．よって複数の画像からのカメラ運動と立体

形状の復元問題は画像座標を並べた行列の分解と同等

であるというのが因子分解法の基本的な考え方である．

この分解において注意すべきことは，実際に観測さ

れる画像は透視射影画像であるということである．そ

のため何らかの意味で透視射影画像からアフィン近似

射影画像を推定しなければならない．アフィン近似射

影の因子分解法では，透視射影をアフィン射影で近似

する際に生ずるモデルとしての誤差を，画像座標の観

測において生ずる特徴点の追跡誤差や，デジタル画像

において画像座標が量子化される際に生ずる量子化誤

差と同列に扱って，観測誤差として取り除いている．

アフィン近似射影の因子分解法においてこれらの誤

差を除去するには，観測された画像座標からアフィン

近似射影によって構成される 3次元（以下の）アフィン

空間を推定すればよい．このことは，因子分解法の言

葉で述べれば，すでに述べたような誤差を含む “観測

された”計測行列から，アフィン射影によって得られる

であろうランクが 3以下の “真の”計測行列を推定す

ることとなる．そして通常，アフィン近似射影の因子

分解法ではこの推定を特異値分解（SVD; Singular

Value Decomposition）を用いて実現する．具体

的には，計測行列を特異値分解し，主要 3 特異値の

みを残し，残りの特異値を 0とおくことによってラン

クが 3以下の “真の”計測行列を推定している．この

推定は，観測された計測行列に対して最小二乗（LS;

Least Squares）基準で最も近いランク 3の行列を

推定していることに相当している．つまり，因子分解

法における特異値分解とは，最小二乗推定を行うため

の簡便な方法であり，特異値分解は因子分解法にとっ

て不可欠な操作ではなく6),11)，最小二乗推定以外の推

定基準で “真の”計測行列を推定する際には特異値分

解以外の方法を用いなければならない．実際，最小二

乗推定量は外れ値に弱いため，外れ値を含む状況にお

いて “真の”計測行列を頑健に推定するためには最小

二乗推定よりもロバスト推定を行う方が良い結果が得

られる．

この “真の”計測行列を推定，一般的にはアフィン

部分空間のあてはめをロバストに行う方法は数多く研

究されている2),4),9),12),13),20),22),23),25),26)．

一般にロバスト推定はランダムサンプリングを行い

RANSAC 5) などの基準により最適な空間を探索する

手法9),13),20),22),26) と，適当な誤差関数を設定した後

に誤差関数を最小化する手法2),4),12),23),25) とに分け

て考えることができる☆．

RANSACなどを行い最適な空間を探索する手法と

して，最小二乗中央値（LMedS; Least Median of

Squares）基準17) を用いて外れ値を判定して，残っ

た点全体を用いて 3次元アフィン空間を表現し，外れ

値をその 3次元アフィン空間に射影することによって

“正しい”計測行列を推定する手法9),13),20)が提案され

ている．これらの手法はいずれも，joint image 24)

のすべてを参照して外れ値か正常値を判定するので，

正常値であるようなサンプル，つまり全画像にわたっ

て精度良く追跡された特徴点が十分に存在すれば強力

な手法だが，全画像にわたって精度良く追跡された特

徴点が十分に得られない場合は良い結果が得られない

という問題がある．そして外れ値の割合が多くなると

joint image全体が正常値であるような特徴点が少な

くなるので，推定が破綻する可能性がある．また，途

中まで精度良く追跡できていたが，途中から追跡に失

敗したような特徴点は外れ値と判定され，追跡に成功

していた部分の追跡情報まで取り除いてしまうことと

なるので，計測行列の持つ情報を活かしきれていない

という欠点もある．この問題を克服するためには joint

imageの一部だけを用いてランダムサンプリングをす

るように手法を改良する必要があるが，どの一部だけ

を選択するかの組合せは指数関数的に増大するので，

相当の工夫が必要となる☆☆．これは MLESAC22) に

ついても同様である．また，計測行列からなす角度の

大きい 3つの行を抜き出してその線型結合として 3次

元アフィン空間を表現する手法26) も，抜き出された

行に大きな誤差が含まれている場合は復元精度が悪く

なるという問題がある．

次に適当な誤差関数を設定した後に誤差関数を最小

☆ MLESAC 22) におけるランダムサンプリングは尤度を最大化
するための初期値を求めるためにあり，最終的には尤度を最大
化するように繰返し計算を行う手法だから，両方に属すると考
えることができる．

☆☆ LMedS 基準を用いた逐次型因子分解法13) では，ある時点で
の復元結果を用いて，新しく入力された 1 枚の画像の中でのみ
外れ値の判定を行うので，全画像にわたって精度良く追跡され
た特徴点が十分に得られないことがあるという問題は回避でき
る．また，追跡に成功していた部分の追跡情報まで取り除いて
しまうという欠点も克服できる．
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化する手法2),4),12),23),25) であるが，これらの違いは，

どのように誤差関数を設定するか，そして誤差関数を

どのように最小化するかである．

ロバスト推定における誤差関数としては，L1 ノル

ム12)，L1 ノルムの近似曲線である Huber の推定関

数，対数双曲線余弦関数，Geman-McClureの推定関

数2),23)など多くのM推定（M-estimation）に基づ

く誤差関数が提案されており，ほかにも観測データに

外れ値か正常値のラベルを与え，正常値に対しては二

乗誤差を，外れ値に対しては定数誤差としての罰金項

を計算したものを誤差関数とする手法25)や，これを拡

張した，データの正常値らしさに相当する重みに二乗

誤差を乗じたものに正常値らしさから計算される罰金

項を加えた誤差関数を最小化するようにあてはめるべ

きアフィン空間と正常値らしさを定める手法2),23) も

提案されている．この誤差関数を最小化するようにア

フィン空間と正常値らしさを定める手法は，罰金項か

ら定まるM推定の推定関数を最小化するようにアフィ

ン空間を定める問題に帰着することができる2),23),☆．

ここで，どの誤差関数を選択するのが適切であるかは，

誤差の持つ確率分布に依存するため，単純に判断する

ことはできない．

なお，提案手法では，推定関数として対数双曲線余

弦関数を用いてアフィン空間をあてはめ，あてはめた

アフィン空間を用いて外れ値か正常値のラベル付けを

し，正常値のみを用いてアフィン空間の再推定を行う．

誤差関数を最小化のための手法としては，最急降

下法2),23)，ニュートン法，凸計画法12) などが考えら

れるが，提案手法では単峰である凸関数に対して大

域的収束性が保証されている最急降下法を用い，そ

の最急降下法を多層パーセプトロン（MLP; Multi-

Layer Perceptron）の恒等写像学習（Autoasso-

ciative learning）を用いて実現する．

つまり本稿では，画像ごとに特徴点が例外値か否か

を判定できるようにするため，最小二乗推定としての

因子分解法をM推定としての因子分解法に拡張する．

具体的にはり，“観測された”計測行列に最も近い “真

の”計測行列の推定量を，最小二乗推定量からM推

定量（M-estimator）へと変更し，M推定の誤差関

数を最小化するための最急降下法を 3層線型パーセプ

トロンの恒等写像学習を用いて実現する．

ニューロコンピューティングでは，3層線型パーセ

☆ 文献 2) では，例として誤差 x，正常値らしさ z に対して
E = zx2 + (

√
z − 1)2 を最小化するように z を定めると，

E = x2

1+x2 と Geman-McClure の誤差関数を利用したM 推
定と一致することを示している．

プトロンに対して最小二乗基準で恒等写像学習を行う

と，その中間層には主成分分析（PCA; Principal

Component Analysis）と等価な特徴が自己組織化

される1) ことが知られている．より詳しくいえば，入

力層と出力層の素子の個数が N，中間層の素子の個数

が H（< N）である 3層線型パーセプトロンに対し

て最小二乗基準で恒等写像学習を行った後にデータを

入力すると，出力層はデータ列を第 1～第 H 主成分

ベクトルで張られる空間への正射影ベクトルとなり，

中間層はその正射影を第 1～第 H 主成分ベクトルの

線型結合で表現したときの係数ベクトルをアフィン変

換したものとなる．ここで，主成分分析の表現が特異

値分解によって得られることに着目すると 3層パーセ

プトロンを利用してアフィン近似射影の因子分解法が

実装できることが分かる8)．ここで，アフィン近似射

影の因子分解法では 3次元アフィン空間を推定するの

で，中間層の素子数が 3である 3層パーセプトロンに

対して joint imageを最小二乗基準により恒等写像学

習させることになり，このとき中間層は立体の 3次元

座標をアフィン変換したものとなり，出力層は推定さ

れた “真の”データとなる．

さらに，M推定の誤差関数を最小化するための最急

降下法を 3層線型パーセプトロンの恒等写像学習を用

いて実現する際に，3層線型パーセプトロンの中間層

の持つアフィン変換の自由度を制御し，中間層に対象

物体のユークリッド座標（正規直交座標）が自己組織

化されるように，パーセプトロンの結合係数に因子分

解法の計量拘束（metric constraint）に対応する制

約を導入する．

一般に，因子分解法の枠組みで記述されるほとんど

の手法は観測された計測行列から “真の”計測行列を

推定する第 1段階と “真の”計測行列を用いて運動と

形状を推定する第 2段階に分けられている．しかし，

それぞれの推定において最良の推定を行ったとしても

全体として最良の推定を行っているとは限らず，第 1

段階における推定結果が過適合することによって第 2

段階における推定結果が悪くなる☆☆ことがある．しか

し提案手法では，パーセプトロンの結合係数に制約を

導入することによりこの 2つ推定を同時に行う☆☆☆た

め，第 1 段階における推定の過適合によって第 2 段

階における推定結果が悪くなることを避けることがで

きる．

以上のことから，本稿では，3層線型パーセプトロ

☆☆ 計量行列が負または 0 の固有値を持つこともある16)．
☆☆☆ もちろん，別々に行うこともできる．
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ンに対してM推定関数を用いた基準で結合係数に制

約を入れた恒等写像学習を行い，中間層に形状のユー

クリッド復元解が自己組織化されるような M推定と

しての因子分解法を実現する．

この提案手法により，追跡ミスなどにより誤差が大

きくなったデータが 25%～30% 程度あっても良い推

定結果を与えることが人工データを用いた実験より得

られた．また，M推定を用いた推定結果を用いた例外

値判定を利用して判定された正常値のみを用いて復元

値を再推定することにより，誤差が大きくなったデー

タが 30%～35%程度あっても良い推定結果を与えるこ

とが人工データを用いた実験より得られた．また，実

画像を用いた実験においても良好な結果を得ることが

分かった．また，提案手法におけるM推定の推定関

数を下に凸な関数として選び，結合係数の学習則を最

急降下法で与えると，大域最適解への収束が保証され

るため，提案手法は数値計算上安定して動作する．

本稿の構成は以下のとおりである．2章では計量ア

フィン射影（MAP; Metric Affine Projection）7)

と，その特殊な場合である scaled orthographic射影に

ついて説明し，3章ではバッチ処理の因子分解法7),21)

について概観する．そして 4 章では 3 層線型パーセ

プトロンを用いた，最小二乗基準による恒等写像学習

を用いた復元手法8)，および提案手法である M 推定

量を用いた基準による恒等写像学習を用いた復元手法

について説明する．5章では人工データによる実験を，

そして 6章では実画像による実験を行う．

2. 計量アフィン射影（MAP）

本章ではMAPと scaled orthographic射影につい

て説明する．後に述べるように，MAPは scaled or-

thographic射影に帰着できるので，先に scaled ortho-

graphic射影について説明する．本稿で用いるカメラ

は校正済みであり，光軸と画像平面は直交し，光軸と

画像平面の交点は既知で画像面上の原点であり，アス

ペクト比は 1であるとする．

ここで，カメラの焦点距離を l，第 f 画像面上の正

規直交基底（カメラ座標枠☆の X 軸，Y 軸方向の単

位ベクトルの世界座標）を {if , jf}，第 f カメラの

光軸方向の単位ベクトル（カメラ座標枠の Z 軸方向

の単位ベクトルの世界座標）を kf，第 f カメラのカ

メラ基底行列を Cf = (if , jf , kf )� とし，第 f カメ

ラのカメラ中心の世界座標を tf とする．また，第 p

☆ アフィン座標系における原点と各軸の方向の単位長さ（同伴線
型空間の基底）の組を座標枠という10)．

図 1 カメラ座標系と世界座標系
Fig. 1 Camera coordinate and world coordinate.

図 2 Scaled orthographic 射影モデル
Fig. 2 Scaled orthographic projection.

特徴点の世界座標を sp，第 f 画像面上の第 p 特徴点

のカメラ座標，画像座標をそれぞれ

Xfp =


Xfp

Yfp

Zfp


 , xfp =

(
xfp

yfp

)

とする（f = 1, . . . , F ; p = 1, . . . , P）．

このとき，ある特定の特徴点である第 ∗ 特徴点（特
徴点の重心を選んでもよい）およびその射影からの相

対座標を

s∗
p = sp − s∗,

X∗
fp = Xfp − Xf∗, x∗

fp = xfp − xf∗
のように表すと，世界座標から見たカメラ座標は基底

if，jf，kf における成分表示であるから，

s∗
p = X∗

fpif + Y ∗
fpjf + Z∗

fpkf = C�
f X∗

fp

より

X∗
fp = Cfs∗

p (1)

となる（図 1 参照）．

また，行列 X のムーア・ペンローズ逆行列を X+

で表し，2 × 3 行列 Y = (Y 1, Y 2)
� に対して 3 × 3

行列 Ỹ を Ỹ = (Y 1, Y 2, Y 1 × Y 2)
� で定めるもの

とする．

2.1 Scaled orthographic射影

Scaled orthographic射影は正射影にカメラと物体

（第 ∗ 特徴点）との距離 Zf∗ を考慮した射影（図 2）

であり，
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x∗
fp =

l

Zf∗

(
1 0 0

0 1 0

)
X∗

fp (2)

と表現される．グローバルスケールの不定性のため

{Zf∗}F
f=1 の比しか求まらないので λf∗ =

Zf∗
Z1∗，つま

り λ1∗ = 1 となるようにグローバルスケールを調整

した scaled orthographic射影モデル

x∗
fp =

1

λf∗

(
1 0 0

0 1 0

)
X∗

fp =
1

λf∗

(
i�f
j�

f

)
s∗

p

を本稿では用いる．

2.2 計量アフィン射影

MAP 7)は，ユークリッド復元を可能とする計量が定

義されている正射影，scaled orthographic射影，para-

perspective射影15) を含む射影であり，計量が定義さ

れている点において校正されていないカメラモデルと

してのアフィン射影14) とは異なる射影である．MAP

の相対座標による具体的な表現は，

x∗
fp = AfX∗

fp =
1

λf∗
BfX∗

fp （Bf が既知）

(3)

である．ここで 2×3 行列 Af は第 f カメラのアフィ

ン射影を表す行列であり，λf∗ はグローバルスケール

パラメータを含む平均奥行き（average depth）で

ある．正射影モデルの場合，平均奥行きは λf∗ = 1

（定数）である．

次に MAP 画像をアフィン変換することにより

scaled orthographic射影画像が得られることを示す．

式 (3)で与えられている Bf の特異値分解を

Bf
(2×3)

= Rf
(2×2)

Σf
(2×2)

Df
(2×3)

（R�
f Rf = DfD�

f = I2）とすると，直交行列 Rf，対

角行列 Σf，行正規直交行列 Df は既知である．この

とき式 (3)によりMAPモデルは

x∗
fp = AfX∗

fp =
1

λf∗
RfΣfDfX∗

fp

となる．今，

χ∗
fp = DfX∗

fp = ( I2 02 ) D̃fX∗
fp

とおくと，( I2 02 ) は正射影の表現であるから，χ∗
fp

は X∗
fp を世界座標系で D̃f 回転した後に正射影

した画像となる．つまり，χ∗
fp は X∗

fp を span D�
f

（= span A�
f ）へ正射影した画像の基底 D�

f による表

現となる．ここで
1

λf∗
χ∗

fp = Σ−1
f R�

f x∗
fp

の右辺は既知であるから，MAP画像における画像座標

x∗
fp は，アフィン変換 Σ−1

f R�
f を施すことにより，平

面 span D�
f への scaled orthographic射影画像におけ

る画像座標 1
λf∗

χ∗
fp に帰着することができる．この平

面 span D�
f を仮想画像面（virtual image plane）

と呼ぶ．

3. 因子分解法

本章では MAP の因子分解法（factorization

method）について述べる．ここで 2 次元画像はカ

メラと立体形状の相対的な位置関係により定まるので

立体が固定されカメラが運動していると仮定しても一

般性を失わず，世界座標系で考えてよい．

画像座標を並べてできる計測行列を

W ∗
(2F×P )

=


 W ∗

1
...

W ∗
F


 , W ∗

f = ( x∗
f1 · · · x∗

fP )

とし，MAPの世界座標枠における表現行列を並べて

できる運動行列（motion matrix）M，および立体

の特徴点の世界座標を並べてできる形状行列（shape

matrix）S∗ を

M
(2F×3)

=


 M1

...

MF


 , (4)

Mf =

(
m�

f

n�
f

)
= AfCf , (5)

S∗
(3×P )

= ( s∗
1 · · · s∗

P ) (6)

によって定義すると，

W ∗ = M
(2F×3)

S∗
(3×P )

(7)

が成立する（rankW ∗ ≤ 3 に注意）．

ここで M の要素 Mf からカメラ運動 Cf と奥行

き λf∗ は

Cf = (Ãf )−1M̃f , λf∗ =

(
det(BfB�

f )

det(MfM�
f )

)1/4

によってただちに復元されるので，W ∗ をM と S∗ の

積に分解することができればただちにカメラ運動と立

体形状を復元することができる．ところが，式 (7)が

W ∗ = M̂
(2F×3)

Ŝ∗
(3×P )

(8)

と分解可能ならば，任意の 3×3 可逆行列 A に対して

W ∗ = (M̂A)(A−1Ŝ∗) (9)

と分解可能であるため，式 (7)の分解は一意ではなく，

ユークリッド復元解に対応する分解が得られるとは限

らない．しかし，W ∗ の任意の 1 つの分解 (8)に対し，
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W ∗ の分解の一般解は式 (9)と表現できるため，1つ

の分解 (8)を求めることさえできれば，行列 A を求

めることによって式 (7)のユークリッド復元解に対応

する分解を実現することができる．

ここで，ユークリッド復元解 M，S∗ に対して，

MA−1 = M̂，Ŝ∗ = AS∗ なる A が存在するので，

M̂，Ŝ∗ はユークリッド復元解 M，S∗ をアフィン変

換したものがとなる．つまり M̂，Ŝ∗ はアフィン復元

解である．

このアフィン復元解をユークリッド復元解に変換す

るためには，アフィン復元解を表現する空間の計量を

適切に定めることと同値であり，そのための条件は，

カメラ基底行列 Cf が直交行列であること，つまり

CfC�
f = I3 から導かれる計量拘束（metric con-

straint）

MfM�
f =

1

λ2
f∗

BfB�
f

⇐⇒
(
R�

f Mf

)(
R�

f Mf

)�
=

1

λ2
f∗

Σ2
f (10)

を満たすことである．正射影の場合を除いて λf∗ は未

知パラメータであるから，一般には計量拘束として式

(10)から λf∗ を消去したものを用いる．具体的には，

Pf =

(
p�

f

q�
f

)
= R�

f Mf , Σf =

(
pf 0

0 qf

)
とおくと，計量拘束は



p�
f pf

p2
f

− q�
f qf

q2
f

= 0 (f = 1, . . . , F ),

p�
f qf = 0 (f = 1, . . . , F ),

p�
1 p1

p2
1

(
=

q�
1 q1

q2
1

)
= 1

(11)

となる．特に Scaled orthographic射影の場合の計量

拘束は，


m�
f mf − n�

f nf = 0 (f = 1, . . . , F ),

m�
f nf = 0 (f = 1, . . . , F ),

m�
1 m1 = 1

(12)

となる．そして式 (7) を式 (11) が成立するように分

解すればカメラ運動と立体形状のユークリッド復元解

を得る．

つまり因子分解法とは M̂ と Ŝ∗ を求めた後に式

(11) が成立するように A を求める手法☆である（詳

細は文献 7)）．

☆ 因子分解法では W を M̂ と Ŝ∗ の積に分解する際と，計量拘
束を満たすように A を求める際の 2 回推定を行っている．し
かし，それぞれの推定が最良でも全体として最良であるとは限
らない．これはあまり語られていない因子分解法の欠点である．

なお，一般にアフィン近似射影画像からは互いに鏡

映対称な 2組（互いにネッカー反転（Necker rever-

sal）である，という）の復元解を得るが，この 2組

のうちどちらが真の復元解を表現しているかは点対応

という情報からのみでは決定できない．そこで本稿で

は 2組の復元解を同一視する．

4. 3層パーセプトロンを用いた恒等写像学習

本章では，3層線型パーセプトロンを用いた恒等写

像学習，結合係数に制約を入れた恒等写像学習8)，お

よび提案手法について説明する．

4.1 恒等写像学習

入力層と出力層に N 個，中間層に H（< N）個

の素子を持つ 3層線型パーセプトロンに，入力と出力

がなるべく同じになるように学習（恒等写像学習）さ

せると，中間層には主成分分析と等価な特徴が自己組

織化され1)，出力値は入力値から推定されたデータの

“真”の値となる．

今，この 3層線型パーセプトロンに学習させる訓練

データを

xp =


 xp1

...

xpN


 ∈ RN (p = 1, . . . , P ),

入力ベクトル xp に対する中間層のニューロンの出力

をならべたベクトルを yp，3 層線型パーセプトロン

の出力ベクトルを

x̂p =


 x̂p1

...

x̂pN


 ∈ RN （p = 1，. . .，P）,

入力層から中間層，および中間層から出力層への結

合を

yp = U
(H×N)

xp,

x̂p = W
(N×H)

yp = (w1, . . . , wN )�yp

とする．このとき，入力と出力の差

εpn = x̂pn − xpn (p = 1, . . . , P ; n = 1, . . . , N)

から評価関数を構成し，その関数を最小化することに

よって恒等写像学習を行う．すると恒等写像学習後の 3

層線型パーセプトロンにデータを入力すると，構成さ

れた評価関数から定まる基準によって推定されたデー

タの “真”の値が出力される．

しかし，恒等写像学習によって中間層は一意には定

まらず，アフィン変換の自由度が存在する．なぜなら，

任意の H × H 可逆行列 A に対して (U, W, yp) と
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(A−1U, WA, A−1yp) は同じ性能を持つ（同じ入力に

対して同じ出力を与える）からである．そのため中間

層が 3素子のパーセプトロンに

w∗
p =


 x1p

...

xFp




を恒等写像学習させても中間層は s∗
p そのものとはな

らず，一般には s∗
p をアフィン変換したものが自己組

織化される8)．

4.2 二乗誤差を最小とする学習

通常の恒等写像学習では，

E =
1

2

P∑
p=1

||x̂p − xp||2

=
1

2

P∑
p=1

N∑
n=1

(x̂pn − xpn)2 =
1

2

P∑
p=1

N∑
n=1

ε2
pn

を最小とするように結合係数が学習される．ここで

∂E

∂wn
=

P∑
p=1

εpnyp,

∂E

∂U
=

P∑
p=1

N∑
n=1

εpnwnx�
p

により，結合係数の学習則は，学習係数 α を用いて，

∆wn
(H×1)

= −α

P∑
p=1

(x̂pn − xpn)yp,

∆U
(H×N)

= −α

P∑
p=1

N∑
n=1

(x̂pn − xpn)wnx�
p

となる．

4.3 M推定を利用した学習

M推定は最もよく利用されるロバスト推定法の 1つ

であり，二乗誤差の最小化

min

P∑
p=1

N∑
n=1

1

2
ε2

pn

の代わりに，それを変形した評価基準を用いる．なぜ

なら，二乗誤差は例外値の影響を大きく受けるという

欠点があるため，その例外値からの寄与を制御したい

からである．そこで，1
2
x2 の代わりに，x = 0 で唯一

の最小値を持ち x > 0 で単調増加であるような正定

値の偶関数 ρ(x) を誤差関数として用い，

min

P∑
p=1

N∑
n=1

ρ(εpn)

を最小化させる．ここで二乗誤差は ρ(x) = 1
2
x2 の場

(a) ρ(x) = x2/2 (b) Ψ(x) = x (c) w(x) = 1

(d) ρ(x) =

σ2 log cos
x

σ

(e) Ψ(x) =

σ tanh

(
x

σ

) (f) w(x) =
σ

x
tanh

(
x

σ

)

(g) ρ(x) =

3σ2x2

x2 + 6σ2

(h) Ψ(x) =

36σ4x

(x2 + 6σ2)2

(i) w(x) =

36σ4

(x2 + 6σ2)2

図 3 評価関数
Fig. 3 Evaluation function.

合であり，二乗誤差最小化は M推定の一種であると

いうことができる．

さて，評価関数 ρ において，各データの影響力は ρ

の微分である影響関数（influence function）

Ψ(x) =
∂ρ(x)

∂x

によって与えられる．二乗誤差に対する ρ および Ψ

は，図 3 の (a)，(b) のようになり，データの影響力

はモデルからのずれに正比例して大きくなることが分

かる．

これと，M 推定で代表的に用いられる 2 つの評価

関数を比較する．このとき，二乗誤差の場合を 1とし

たときの各データの重みは

w(x) =
Ψ(x)

x

によって表現でき，これを重み関数（weight func-

tion）と呼ぶ☆．

さてM推定で代表的に用いられる 1つ目の評価関

数は Ψ が双曲線正接関数 tanh となる対数双曲線余

弦関数 log cosh である．本稿では，そのマクローリ

ン展開が 1
2
x2 + o(x2) となるように定数倍した

☆ 本稿では，最小二乗推定の誤差関数を 1
2 x2 としたので，重み

関数は w(x) =
Ψ(x)

x と定義されるが，最小二乗推定の誤差関
数を x2 とすると重み関数は w(x) =

Ψ(x)
2x と定義される．
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ρ(x) = σ2 log cosh
x

σ

=
1

2
x2 +

1

12σ2
x4 + o(x4) (σ �= 0)

を用いることにする．このとき，

Ψ(x) = σ tanh
x

σ
, w(x) =

σ

x
tanh

x

σ

である．

M 推定で代表的に用いられる 2 つ目の評価関数は

Geman-McClure の ρ 関数である．そのマクローリ

ン展開が 1
2
x2 + 1

12σ2 x4 + o(x4) となるように定数倍

した

ρ(x) =
3σ2x2

x2 + 6σ2

を用いることにする．このとき，

Ψ(x) =
36σ4x

(x2 + 6σ2)2
, w(x) =

36σ4

(x2 + 6σ2)2

である．

図 3の (d)，(e)，(f)に双曲線正接関数の ρ，Ψ お

よび w を，(g)，(h)，(i)にGeman-McClureの ρ 関

数の場合の ρ，Ψ および w を示す．データがモデル

からあまりずれていない場合，データの影響力はモデ

ルからのずれに正比例して大きくなるが，データがあ

る程度モデルから離れるとその影響力は，双曲線正接

関数の場合はほぼ一定の値と影響力が抑えられており，

Geman-McClureの ρ 関数の場合は影響力が 0となっ

ていることが分かる．一般に，Geman-McClureの ρ

関数には例外値の影響力が 0となり，例外値の影響を

ほぼ完全に除去できるという利点があるものの，初期

値が例外値に適合した場合，逆に正常値を例外値と判

定して正常値の影響力を 0としてしまうので誤った解

に収束しやすくなるという欠点を持つ．

いずれの評価関数を用いるにせよ，

E =

P∑
p=1

N∑
n=1

ρ(εpn)

を最小とするように結合係数が学習される．

ここで評価関数はパラメータ σ（�= 0）を含むが，σ

は，誤差 εpn の分布に従って

1. εmed = med |εpn| を計算，
2. 標準偏差の推定値を次の式で計算19)：

σ̂ = 1.4826
(
1 +

5

PN − 1

)
εmed，

3. σ = σ̂ とする，

のように決めるものとする．いったん，評価関数を定

めると，

∂E

∂wn
=

P∑
p=1

Ψ(εpn)yp,

∂E

∂U
=

P∑
p=1

N∑
n=1

Ψ(εpn)wnx�
p

により，結合係数の学習則は，学習係数 α を用いて，

∆wn
(H×1)

= −α

P∑
p=1

Ψ(εpn)yp,

∆U
(H×N)

= −α

P∑
p=1

N∑
n=1

Ψ(εpn)wnx�
p

と表現される．ここで，大域収束性を保証するために結

合係数の学習則を最急降下法により与えたが，ニュー

トン法に基づく学習則を用いると高速に動作すること

が期待できる．

4.4 結合係数に制約を入れた恒等写像学習

～提案手法～

主成分分析の表現が特異値分解で与えられることか

ら，中間層が 3素子で構成される 3層パーセプトロン

により w∗
p を恒等写像学習させると中間層には s∗

p と

等価な特徴が自己組織化される（図 4）のであった．

もちろん，中間層の表現によらず恒等写像学習から

入力データの評価基準を満たす最良の推定値が得られ

るので恒等写像学習をデータ補正の目的のためだけに

用い，その後に通常の因子分解法を適用してもよい．

しかし恒等写像学習によるデータを補正の際に過剰に

適合してしまい，因子分解法の計量拘束を満たすため

に最良の推定をしたとしても全体として最良でない推

定となることがある．そこで本稿では，中間層にユー

クリッド復元解が自己組織化されるように結合係数に

因子分解法における計量拘束に対応する制約を入れる

ことによって，この 2つの推定を同時に行う．具体的

には，計量拘束 (12)を反映させるために，エネルギー

関数 E に

図 4 因子分解法と恒等写像学習
Fig. 4 Factorization and autoassociative learning.
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E1 =
1

2

F∑
f=1

||m�
f mf − n�

f nf ||2,

E2 =
1

2

F∑
f=1

||m�
f nf ||2

という評価基準を加えた，

E =

P∑
p=1

[ρ(x̂pf − xpf ) + ρ(ŷpf − ypf )]

+ β (E1 + E2)

を用いて学習則を導出した．ここで，β は，M推定に

よる誤差と制約条件とのバランスを調節するパラメー

タである．本稿の場合，β の値を経験的に決めなけれ

ばならないという欠点があるが，2つの推定を同時に

行うことができるという利点がある．このとき，結合

係数の更新式は，以下のようになる．

∆mf = −α

P∑
p=1

Ψ(x̂pf − xpf ) sp

− αβ
{
(m�

f mf − n�
f nf )mf + (m�

f nf )nf

}
∆nf = −α

P∑
p=1

Ψ(ŷpf − ypf ) sp

− αβ
{
(n�

f nf − m�
f mf )nf + (m�

f nf )mf

}
となる（β = 0 の場合は結合係数に制約がない場合の

学習）．

なお，実際の学習には慣性定数 γ を用いて

∆w = ∆wcurrent + γ∆wold

（w は mf または nf）のように慣性項を付け加えて

ある．

4.5 頑健な恒等写像学習後の処理

M推定を用いた恒等写像学習が終了した後，|εpn| >

σ を満たすものを例外値と判定し，正常値のみを用い

て最小二乗基準により恒等写像学習8)を行ったものを

最終的な復元解とする．

5. 人工データによる実験

本章では人工データを用いて提案手法を評価する．

データ生成に用いた射影は透視射影である．

5.1 データ生成と学習におけるパラメータ

100個の特徴点 {sp}100
p=1 は 1辺が 200ピクセルの

立方体の一様分布から生成した．また 10個のカメラ

基底行列は，C1 = I3 とし，C2～C10 はオイラー角表

示の 3つの角度が一様分布に従うように生成した．さ

らに 10個の奥行きパラメータは，λ1∗ = 1，λ2∗ = 2

とし，λ3∗～λ10,∗ は閉区間 [1, 2] 上の一様分布から生

成した．

これら Cf，λf∗，sp からカメラ座標を Xfp =

λ−1
f∗ Cfsp と定め，透視射影により画像座標を計算し

た．計算された画像座標を通常値と例外値 2 つのグ

ループに分け，通常値のグループのデータに標準偏差

が 1ピクセルとなるガウスノイズを添加し，例外値の

グループのデータに閉区間 [25, 35]，[−35,−25] の和

集合である区間 [25, 35]∪ [−35,−25] 上の一様分布か

ら生成されるノイズを添加した．

なお，学習定数 α = 1 × 10−7，制約項の重み

β = 1000，慣性定数 γ = 0.9 とした．そして学習

回数は 1000 回である．

5.2 復元精度の評価基準

形状復元誤差はフロベニウスノルムでの相対誤差で

評価：∣∣∣∣S∗true − S∗estimated
∣∣∣∣ ∣∣∣∣S∗true

∣∣∣∣−1 × 100(%).

奥行き復元誤差は相対誤差で評価：

λestimated
f∗ − λtrue

f∗
λtrue

f∗
× 100(%).

運動復元誤差は真の kf と推定値とのなす角度で評

価：

cos−1 ||(kestimated
f )�ktrue

f || (degree).

5.3 実 験 結 果

例外値の割合を増やしながら，最小二乗推定

（LS）8),☆，対数双曲線余弦関数に基づくM推定（M），

対数双曲線余弦関数に基づくM推定後に正常値と推

定されたデータのみを用いた再推定（M-wLS），例

外値か正常値か最初から既知の場合に最小二乗推定

（known）による復元誤差を比較した（図 5，図 6，

図 7）．

ここでGeman-McClureの ρ 関数に基づくM推定

の結果は省略した．というのも Geman-McClure の

ρ 関数に基づく M推定の結果は対数双曲線余弦関数

に基づくM推定の結果に比べて少し劣ったからであ

る．一般にGeman-McClureの ρ 関数に基づくM推

定は，誤差の大きい例外値の影響力が 0 となり，例

外値の影響をほぼ完全に除去できるという利点があ

るものの，初期値が例外値に適合した場合，逆に正常

値を例外値と判定してしまい，例外値に引きずられる

☆ この例外値が未知の場合の最小二乗推定の結果は，因子分解法
の 2 段階の推定を一度に行っているため，バッチ処理の因子分
解法21) とは厳密には異なるが，同等の結果と考えて差し支え
ない．
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という欠点を持つ．本実験においてGeman-McClure

の ρ 関数に基づくM推定の結果が対数双曲線余弦関

数に基づくM推定の結果に比べて悪くなった原因は

Geman-McClureの ρ 関数に基づくM推定における

初期値の与え方の難しさに起因すると考えられる．

さて，図の横軸は例外値の割合であり，縦軸は誤差

を表している．グラフは 100 回の実験の平均値であ

り，エラーバーは平均値から誤差の標準偏差の分だけ

上下に伸びている．そして図中の LS，M，M-wLS，

knownについてはすでに述べたとおりである．

図 5 例外値の割合と形状復元誤差（透視射影）
Fig. 5 Shape error vs. outlier rate.

図 6 例外値の割合と奥行き復元誤差（透視射影）
Fig. 6 Depth error vs. outlier rate.

図 7 例外値の割合と運動復元誤差（透視射影）
Fig. 7 Motion error vs. outlier rate.

図 5～図 7 により，対数双曲線余弦関数に基づくM

推定後に正常値と推定されたデータのみを用いた再推

定（M-wLS）すると，例外値が 30%～35% 程度ま

でなら，ほぼ完全に例外値の影響を除去できているこ

とが分かる．そして，例外値が 35% を超えると誤差

が急激に大きくなることから，例外値が 35% を超え

ると例外値の影響を除去できていない，つまり提案手

法の breakdown pointは例外値が 30%～35% のとこ

ろにあることが分かる．

6. 実画像による実験

本章では，提案手法を実画像に適用し，最小二乗基

準と比較した．

6.1 データ生成

被写体は，図 8 に示すような本の上に垂直に立てら

れたビデオケースである．カメラの内部パラメータは

アスペクト比 1 : 1で，歪みがなく，光軸と画像面の交

点は画像中心であるとした．焦点距離は 35 mmカメ

ラ相当で約 149mmとした．実験は 100枚の画像を用

い，各画像は 320× 240ピクセルである．特徴点の追

跡にはKanade-Lucas-Tomasiトラッカ18)（KLT

トラッカ）を用いた．

図 8 の左段は上から第 1，第 50，第 100入力画像

であり，右段は左段の画像に対する KLTトラッカに

よる追跡結果から 100 枚の画像すべてにおいて追跡

図 8 （上段から）第 1，50，100 入力画像
Fig. 8 The 1-st, 50-th and 100-th input images.
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図 9 復元された 2 平面
Fig. 9 Reconstructed two planes.

された特徴点選び出したものである（全画像にわたっ

て追跡された特徴点は 59点）．復元には，これら特徴

点を用いた．なお，右段の特徴点を結んで作られてい

る領域は，本の上面に含まれる長方形とビデオケース

の前面に含まれる長方形である．ビデオケースの前面

に含まれる長方形の 4点は全画像にわたってうまく追

跡されているが，本の上面に含まれる長方形の 4点の

うち右上と左下の 2点は，第 50入力画像ではうまく

追跡できているが第 100入力画像では追跡に失敗して

いる．

復元形状（図 9）を評価するために，本の面とビデ

オケースの面のなす角度（実測では 90◦）を図 8 に描

かれている 2つの長方形それぞれの周および内部に含

まれる点に対し，最小二乗基準で平面をあてはめ，そ

れらのなす角度によって計算した．復元形状を評価す

る際に平面のなす角度で評価するのは，ユークリッド

復元解を評価するための計量に関する量の中で，平面

のなす角度はグローバルスケールパラメータに影響さ

れず，多数の点から計算されるので個々の点の復元誤

差に影響されにくい量だからである．

また，実画像実験における制約項の重みを β = 100，

慣性定数を γ = 0.9 とした．残りのパラメータに

ついては，最小二乗推定（LS）の場合，学習定数は

α = 1× 10−5，学習回数は 1× 105 回とし，対数双曲

線余弦関数に基づくM推定（M）の場合，学習定数

は α = 2.5 × 10−4，学習回数は 1 × 105 回とし，対

数双曲線余弦関数に基づくM推定後に正常値と推定

されたデータのみを用いた再推定（M-wLS）の場合，

M推定の段階では学習定数は α = 2.5 × 10−4，学習

回数は 1 × 105 回であり，再推定時では学習定数は

α = 2.5 × 10−4，学習回数は 1 × 104 回とした．

その結果，最小二乗推定（LS）では 110.0◦（差

20.0◦），対数双曲線余弦関数に基づく M 推定（M）

では 88.7◦（差 1.3◦），対数双曲線余弦関数に基づく

M 推定後に正常値と推定されたデータのみを用いた

再推定（M-wLS）では 88.7◦（差 1.3◦）となり，提

案手法は実画像に対しても良好に動作し，平面のなす

角度に着目した場合，最小二乗基準（通常の因子分解

法）よりも良い結果が得られた．ここで，対数双曲線

余弦関数に基づくM推定とその後正常値と推定され

たデータのみを用いた再推定の結果が変わらなかった

のは，例外値が対数双曲線余弦関数に基づくM推定

の段階でほぼ取り除かれたからであると考えられる．

7. お わ り に

本稿では，恒等写像学習を用いた計量アフィン射影

画像からの運動と形状のロバストな復元アルゴリズム

を提案した．提案アルゴリズムを人工データにより検

証した結果，例外値が 30～35% 程度含まれていても

遜色なく復元できていることが分かる．また，実画像

を用いた実験においても，最小二乗基準（通常の因子

分解法）よりも良好な結果が得られることが確かめら

れた．

現在，例外値の除去に利用している統計量はメジア

ンのみであるが，他の統計量，もしくはデータの分布

そのものを用いることにより，例外判定を精密に行う

工夫も行いたい．
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