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Graph Neural Networkを用いた未知エンティティの表現獲
得について

濱口拓男1,a) 大岩秀和2,b) 新保仁1,c) 松本裕治1,d)

概要：知識ベース補完は知識ベース内で欠落している情報を推定するタスクである．本論文では知識ベー
ス補完における未知 entity問題を扱う．未知 entity問題とは，訓練データに含まれない entityが予測時に与
えられた場合，その entityに関する知識をどのようにして獲得するのかという問題である．埋め込みに基
づいた知識ベース補完の既存手法は，予測時に与えられる entityはすべて訓練データ中に出現している仮
定を置いているため，未知 entityの表現をどう獲得するかは明らかではなかった．今回我々は再度モデル
を学習するということなく，この未知 entity問題を解決する．具体的には，未知 entityに関する補助的な
知識を用いることで知識グラフ上の Graph neural networkを構築し，既存の表現から知識を転用すること
で未知 entityに関する表現を得る．我々は未知 entityの実験において提案する手法の効果を示した．また
WordNetデータを用いた標準的な知識ベース補完の設定の下でも，先行研究に比較して良い精度を示した．
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1. 序論

WordNet [15]や Freebase [1]といった知識ベースは，情

報抽出や質問応答，文章理解など様々な応用で活用されて

いる．我々は，多くの先行研究と同じように，2項関係に

よって構成される知識ベースに注目する．2項関係とは 3

つ組 (h, r, t)で表されるデータであり，h，r，tはそれぞ

れ head entity，関係，tail entityである．このような 3つ組

の例として，(Philip-K.-Dick, write, Do-Androids-Dream-of-

Electric-Sheep?) や (Do-Androids-Dream-of-Electric-Sheep?,

is-a, Science-fiction)を挙げることができる．知識ベースは

数多くの 3 つ組を含むが，しかし全ての情報が記録され

てはおらず，その知識は不完全であることが知られている

[17]. 知識ベース補完は，それら知識ベースに欠落した情報

の予測を目標とするものである．

本論文において，我々は知識ベース補完における未知

entity問題という，新しい問題に対する解法を提案する．こ
の問題は，新しく観測され知識ベースに存在しない entity(未
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知 entity)に関する問い合わせが予測時に与えられた場合に,

これをどのように扱うかという問題である．現実世界にお

いてそれまでに存在しなかった新しい entityに関する知識

が求められる場面は決して少なくない．例えば知識ベース

をどのように更新するのかという問題は未知 entityに関係

する問題である．どのように日々生産され続けている新し

い entityを扱うのかという問題は情報抽出において重要な

問題である．

本論文で扱われる未知 entity の問題がどのようなもの

であるかを，次の事例を挙げて説明する．我々は新しい

entity“Blade-Runner”を新しい 3つ組 (Blade-Runner, based-

on , Do-Androids-Dream-of-Electric-Sheep?) の中に見つけた

とする．このように我々の設定では，未知の entityBlade-

Runner は新しい知識の一部として与えられる．我々は，

新しい entity に関する質問，例えば “Is Blade Runner a

science fiction?” のような質問に答えたい．これは 3 つ組

(Blade Runner, is-a, science fiction) が正しいかどうかを識

別する問題と同じである．直感的な話として，既存の知

識ベースが 3 つ組 (Do-Androids-Dream-of-Electric-Sheep?,

is-a , Science-fiction) を含んでいるのであれば，上記の質

問の答えは Yes であることが推定できる．つまり，2 つ

の 3つ組 (Blade-Runner, based-on , Do-Androids-Dream-of-

Electric-Sheep?) と (Do-Androids-Dream-of-Electric-Sheep?,
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図 1: 未知 entity問題の例示．赤い実矢印 (1)で示される 3つ組

が予測時に利用可能な新しい知識である．その 3つ組は，知識

ベースには存在しない entity“Blade Runner”を含んでおり，その

未知の entityに関する知識をどのように抽出するかが本論文の

主題である．この例では，黒の実矢印 (2)で示される知識 (Blade

Runner, is-a, science fiction)が既存の知識ベースに含まれている

と仮定されている．ただし既存の知識ベースは灰色の領域で

表され，内部の entityはそれに含まれるとする．この既知の知

識 (2) と新しい entity に関連する知識 (1) を用いることによっ

て，例えば緑の破線矢印で示される問 “Is Blade Runner a science

fiction?”の答えが Yesだと推測できる．

is-a , Science-fiction) から，(Blade Runner, is-a, science fic-

tion)の情報が推定できる．このように，我々は未知の entity

に関する情報も間接的に推定することが可能である．図 1

はこの例を図示したものである．

一般的な問題として，我々は既存の知識から未知 entity

へどう知識の転移をすればよいかという問題に直面する．

この問題の解決方法の 1 つは，複雑で反復的なシステム

[7], [8]を構築するである．しかし，これらのモデルはウェ

ブ情報のクローリングや人手でのアノテーションといった

外部リソースを必要とするためコストが高い．またそれら

モデルが置いている前提と今回の知識ベース補完は性質

の違ったものである．本論文で扱う知識ベース補完は知識

ベースのみを用いて欠落した知識を補完するものである．

そして興味深いことに，上で挙げた Blade Runnerの例は，

そのような追加的なコストをかけずに新しい entityに関す

る知識を獲得できることを示唆している．このような問

題，つまりどのように未知 entityを扱うべきなのかや，ど

のように既知の知識ベースから未知の entityに知識を転移

すればいいのかという問題が，本論文で扱う未知 entity問

題である．

近年，分散表現を用いた埋め込みに基づく手法 [2], [22]

が知識ベース補完で提案されている．埋め込みに基づく手

法は暗黙的な情報を扱えるなどの利点を持ち，実験的にも

良い性能を示すことが報告されている．これらの手法は予

測すべき 3つ組の entityが訓練データに含まれることを仮

定しており，その訓練で学習された結果を欠落した情報の

予測に用いている．この，事前に全ての entityを訓練でき

るという仮定を置いているために，それら先行研究では訓

練データに含まれない未知の entityをどう扱うかが明らか

ではない．この問題は特に埋め込みに基づく手法では避け

がたい問題である．我々は埋め込みに基づく手法の利点を

活用でき，かつ未知 entityに関する問題を解決する手法を

提案する．

我 々 は 前 述 の 解 決 す る た め に ，Graph Neural

Networks(Graph-NN) [13], [18] を知識グラフに適応し

た手法を提案する．知識グラフとは知識ベースに含まれる

3つ組 (h, r, t)から構成されるラベル付き有向グラフであ

り，グラフの辺は節点 tから節点 hに向かう,ラベル rを

持つものとして定義される．また Graph-NNとはグラフ上

に定義された neural networkの一種であり，伝播モデルと

出力モデルの 2モデルから構成される．伝播モデルは，既

存の知識ベースから未知 entityへの知識の転移を可能にす

ることで未知 entityの表現を獲得可能にするものである．

より具体的に言えば，節点 eの表現ベクトルは，eの近傍

にある節点の埋め込みベクトルを neural networkを用いて

変換し，変換されたベクトルを集めた集合を平均やmaxな

どの演算を用いてプールして 1 つのベクトルに変換する

ことで獲得される．この，各 entityの表現が近傍の表現ベ

クトルから計算される仕組みによって，未知 entityの表現

ベクトルも計算することができる．もう 1 つのモデルで

ある出力モデルは，それら伝播モデルによって獲得された

表現ベクトルを用い，タスクに応じた目的関数を定めるも

のである．どういう目的関数を設定するかには自由度があ

り，本論文の目的である知識ベース補完のため，先行研究

の知識ベース補完のモデルをそのまま用いることが可能で

ある．本論文では最も基本的な手法の 1つである TransE

[2]を出力モデルとして用いる．

我々の主たる貢献は次のようにまとめることができる．

• 知識ベース補完における未知 entity問題を定式化した．

• 未知 entityを扱う新しい Graph-NNを提案した．

• 未知 entity問題と通常の設定で提案手法の有用性を示

した．

2. 知識ベース補完における未知 entity問題

2.1 知識グラフ

entityの集合 E = E(G)と関係の集合 R = R(G)が与え
られたとき，知識ベース G は h, t ∈ E，r ∈ Rであるよう
な 3つ組 (h, r, t)の集合として定義される．ここで E に含
まれる全ての entityとRに含まれる全ての関係は，G 中の
三つ組の中に少なくとも一度は含まれるとする．知識ベー

スはしばし知識グラフと呼ばれる．それは，個々の 3つ組

内の entityを節点に，関係を辺のラベルと見做すことで，3

つ組の集合に対応するラベル付き有向グラフを構成できる

ためである．

2.2 知識ベース補完 : 3つ組分類
3つ組分類は，先行研究である [19]によって紹介された

典型的な知識ベース補完のタスクであり，標準的な評価手
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法として用いられている [16], [20]．

3つ組分類では知識ベースは不完全であることが仮定さ

れている．この不完全性のために，知識ベースに含まれな

い 3つ組には 2種類のものが存在する．1つは本来は単純

に正しくない知識であるため知識ベースに記録されていな

いものであり，もう 1つは正しい知識であるが，知識ベー

スの不完全性ゆえに正しいけれど存在しないものである．

この結果として，知識ベースに含まれない 3つ組が与えら

れた時，それがどちらに所属するかは分からないという問

題が発生する．3つ組分類は，正しいかどうか不明な 3つ

組がどちらに所属する 3つ組かを識別する問題である．つ

まり機械学習の問題として見れば，3つ組分類は訓練デー

タとテストデータに分けられた 3つ組の集合を用いた分類

タスクであると言える．

3つ組分類の最終的な目標は完全な知識ベース Ggold ⊃ G
を特定することである．ここで Ggold は観測された G の
entityと関係の全ての可能な組み合わせの部分集合である．

これは Ggold の全ての entityと関係は G で既に観測された
ものであることを意味し，3つ組分類を解決することは本

研究の目的である既知の知識ベースから欠落した 3つ組を

補完することを意味する．

2.3 未知 entity問題
我々は未知 entity問題と呼ぶ新しい知識ベース補完のタ

スクを紹介する。

この問題設定では 3種類の 3つ組の集合，訓練データ，テス

トデータ，補助データGauxが存在する．まずE(Gaux) ̸⊂ E(G)
であり，補助データに含まれる 3つ組には既存の知識ベー

スに含まれない entityが存在する．未知 entityの集合を，

これら表記を用いて Eunobserved = E(Gaux)\E(G)と定義する．
またR(Gaux) ⊆ R(G)であり，新しい関係性は登場しない
ものとする．訓練データは 1つも未知 entityを含まない 3

つ組から構成され，テストデータは最低 1つは未知 entity

を含む 3つ組から構成される．また補助データ Gaux に含

まれる 3つ組は正確に 1つの未知 entityEunobserved と，既知

の entityE(G)を含んでいるとする．この補助データは予測
時にのみ与えられるとする．補助データは Gaux は，E(G)
と Eunobserved を橋渡しする役目を持つ．つまり補助的な知

識 Gaux を手がかりとして既知の知識 G から知識を転移し，
未知の entityEunobserved に関する知識を獲得するタスクを未

知 entity問題と呼ぶ．

3. 提案モデル

3.1 Graph Neural Networks
Graph Neural Network(Graph-NN)はグラフ構造の上に定

義された neural networkである．Graph-NNの中にはグラ

フ全体を 1 つのベクトルに変換するモデルも存在するが

[3], [4], 我々は節点や辺それぞれをベクトルに変換する手

法に注目する．これは知識ベース補完により適しているた

めである．

先行研究である [13], [18]に従えば，Graph-NNは伝播モ

デルと出力モデルの 2モデルから構成される．伝播モデル

は節点の間でどのように情報が伝播するかを決め，出力モ

デルはベクトル表現された節点や辺を用いてタスクに応じ

た目的関数を定義する．本論文で我々は伝播モデルを知識

グラフに適応するように改変し，出力モデルを埋め込みに

基づく知識ベース補完の手法である TransE [2]を用いたも

のに改変する．

3.2 知識グラフ上の伝播モデル

G を知識グラフ，e ∈ E(G)を entity，ve ∈ Rd を d次元

で表現された entityeの表現ベクトルとする．先行研究で

ある [13]は伝播モデルを次式で定義する．

ve =
∑

(h,r,e)∈Nhead(e)

Thead(vh;h, r, e) +
∑

(e,r,t)∈Ntail(e)

Ttail(vt; e, r, t)

(1)

ここで headの近傍Nheadと tailの近傍Ntailはそれぞれ，知

識グラフ G における Nhead(e) = {(h, r, e) | (h, r, e) ∈ G}
と Ntail(e) = {(e, r, t) | (e, r, t) ∈ G} である．また
Thead, Ttail : Rd × E × R × E → Rd は遷移関数であり，

節点間の関係に基づいて近傍節点のベクトルを変換するも

のである．

我々はこの伝播モデルを，pooling関数を用いて次のよう

に一般化する．

Shead(e) = {Thead(vh;h, r, e) | (h, r, e) ∈ Nh(e)}, (2)

Stail(e) = {Ttail(vt; e, r, t) | (e, r, t) ∈ Nt(e)}, (3)

ve = P (Shead(e) ∪ Stail(e)), (4)

ここで Shead(e)と Stail(e)はそれぞれ，近傍の表現ベクトル

Nhead(e)とNtail(e)を含むものである．先行研究の式. (1)と

我々の式 Eqs. (2)–(4)の違いは，総和を取る箇所に pooling

関数を使うかどうかであり，pooling関数に sumを用いれ

ば先行研究のモデルと一致する．以下では，どのような遷

移関数 Thead, Ttail や pooling 関数 P を用いることができ，

我々がどの遷移関数と pooling関数を用いるかを説明する．

3.2.1 遷移関数

遷移関数 Thead と Ttail は，近傍の節点と現在の節点にあ

る関係性を表現ベクトルに反映することである．まず関係

性に依存しない遷移関数として次のようなものを挙げるこ

とができる．

T (v) = v, (Identity)

T (v) = tanh(Av), (single tanh layer)

T (v) = ReLU(Av), (single ReLU layer)

ここでA ∈ Rd×d はモデルのパラメータである行列であ
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り，tanhと ReLUは要素ごとの hyperbolic tangentと rec-

tified linear unit関数である．これらに加えて，他の neural

networkの技術，例えば batch-normalization [9] や residual

connection [6]といったものを用い，より複雑な遷移関数を

設計することも可能である．

上記の遷移関数を拡張し，3つ組に依存した次のような

遷移関数を考えることができる．

Thead(vh;h, r, e) = tanh(Ahead
(h,r,e)vh),

Ttail(vt; e, r, t) = tanh(Atail
(e,r,t)vt).

ここでパラメータ行列Aは節点 (entity)e，近傍 hもしく

は t，それらの関係 rに依存するものになっている．

実験では次の遷移関数を用いる．

Thead(vh;h, r, e) = ReLU(BN(Ahead
r vh)) (5)

Ttail(vt; e, r, t) = ReLU(BN(Atail
r vt)) (6)

ただし BNは batch normalization [9]を表す．

3.2.2 Pooling関数
Pooling 関数 P はベクトルの集合からベクトルへの写

像を提供する関数であり，数式としては P : 2R
d

→ Rd

となる．Pooling 関数の目的はベクトルの集合から共通

している性質を抽出することである．ベクトルの集合を

S = {xi ∈ Rd}Ni=1 とした時，Pooling関数の例として次の

関数を挙げることができる．

P (S) =

N∑
i=1

xi, (sum pooling)

P (S) =
1

N

N∑
i=1

xi, (average pooling)

P (S) = max({xi}Ni=1), (max pooling)

ここで max は要素ごとの max を取る関数である．Sum

poolingは式 (1)で書いた通り，先行研究 [13], [18]で用い

られているものである．他にも重み付き和や attention機構

を用いることも可能である．

3.3 出力モデル : スコア関数と目的関数
我々は出力モデルに TransE [2]に基づいた目的関数を用

いる．TransEは埋め込みに基づいた知識ベース補完手法の

1つであり，単純性と訓練のしやすさの利点を持つ．

この小節では，まず我々は TransEで用いられるスコア

関数と目的関数に関して説明を行い，次にどう改変したか

を説明する．

3.3.1 スコア関数

スコア関数は 3つ組の不自然さ (implausibility)を評価す

るものであり，小さいスコアであればその 3 つ組がより

自然らしいことを意味する．TransEにおけるスコア関数

は f(h, r, t) = ∥vh + vr − vt∥で定義される．ただし vh

と vr，vt はそれぞれ head・entity，関係，tail・entityの埋

め込みベクトルである．このスコア関数は，正しい 3つ組

(h, r, t)の場合，head entityと関係のベクトルの和 vh + vr

が tail entityのベクトル vt の近くに来て欲しいことを意味

する．このスコア関数の拡張方法に関しては多くの研究が

なされている [20], [22]．

3.3.2 目的関数 : margin-based
目的関数は正しい 3つ組のスコアとそうでない 3つ組の

スコアを組み合わせて定義される．

次の目的関数は広く使われており [2], [22]，簡便化のた

め本論文では margin-basedの目的関数と呼ぶ．

L =

N∑
i=1

[
τ + f(hi, ri, ti)− f(h′

i, ri, t
′
i)
]
+

(7)

ただし [x]+ はヒンジ関数 [x]+ = max(0, x)であり，スカ

ラ τ ∈ R+ は 0以上の閾値である．また (hi, ri, ti)は正し

い 3つ組を，(h′
i, ri, t

′
i)はそうでない 3つ組を表す．この

目的関数は，(h′
i, ri, t

′
i)のスコアが (hi, ri, ti)のスコアよ

り τ 以上大きいことを要求する．これは最適化において，

差分が −τ 以下の場合はパラメータの更新が発生し，逆に

その差分が −τ 以下であれば損失は 0になるのでパラメー

タの更新は行われないためである．例えば TransEの場合，

距離を用いた定義からスコアは 0以上であるため，基本的

に正しい 3つ組のスコアは 0に近づけられる．しかし 3つ

組 (h′
i, ri, t

′
i)のスコアが十分大きいものであった場合，正

しい 3つ組 (hi, ri, ti)のスコアはある程度大きくても目的

関数には影響を及ぼさない．

3.3.3 目的関数 : region-based
我々は前述のmargin-basedの目的関数の代わりに次の目

的関数を用いる．

L =

N∑
i=1

f(hi, ri, ti) + [τ − f(h′
i, ri, t

′
i)]+ (8)

簡便化のためにこの関数を本論文では region-basedの目的

関数と呼ぶ．この目的関数は 3つ組の差に注目するのでは

なく，正しい 3つ組とそうでない 3つ組のスコア，それぞ

れに注目する．この改変の結果として，正しい 3つ組のス

コアは，そうでない 3つ組がなんであれ，なるべく 0にな

るように学習され，また正しくない 3つ組も正しい 3つ組

がなんであれ，最低 τ は値を持つように学習される．

3.4 実装とハイパーパラメータについて

我々は提案手法を neural networkライブラリの 1つであ

る Chainer*1 を用いて実装した．ネットワーク全体の訓練

には，誤差逆伝播法を用い，確率的勾配法の一種である

Adam [12]を用いた．Adamの step sizeは各 epochに対し，
α1

α2∗epoch+1.0 で計算した．ただし α1 = 0.01，α2 = 0.0001

*1 http://chainer.org/
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表 1: 3つ組分類で用いられるデータセットの計量的な性質．検

証データとテストデータの半分は間違いの 3つ組で構成される．

WN11 FB13

関係の種類 11 13
entityの種類 38,696 75,043
訓練データ数 112,581 316,232
検証データ数 5,218 11,816
テストデータ数 21,088 47,466

表 2: 標準的な知識ベース補完の実験の結果 (未知 entityを含ま

ない)．それぞれの数値は精度を表す．提案手法を除いた他の数

値はそれぞれの論文から写したものである．太字体と下線の数

値は，それぞれ各データセットでの最も良いスコアと次に良い

スコアを表している．

method WN11 FB13

NTN [19] 70.4 87.1
TransE [2] 75.9 81.5
TransH [20] 78.8 83.3
TransR [14] 85.9 82.5
TransD [10] 86.4 89.1
TransE-COMP [5] 80.3 87.6
TranSparse [11] 86.8 88.2
ManifoldE [21] 87.5 87.3
TransG [22] 87.4 87.3
lppTransD [23] 86.2 88.6
TransE-NMM [16] 86.8 88.6
proposed method 87.8 81.6

である．ミニバッチサイズは 5, 000，訓練 epochは 300，を

全ての実験で用いた．モデルの次元は，標準的な 3つ組分

類では 200次元を用い，それ以外では 100次元を用いた．

予備実験において，我々は幾つかの活性化関数と pooling

関数を試し，計算コストとパフォーマンスの観点から次

のハイパーパラメータ設定を見出した．我々は ReLU 関

数を活性化関数にし，max 関数を pooling 関数に用いて

標準的な 3 つ組分類を行った．これら予備実験の結果は

margin-basedの目的関数ではなく region-basedの目的関数

を選んだことを反映している．これは region-basedの目的

関数がmargin-basedの目的関数と比べより速い収束を示し

たためである．また式 (8)における閾値を τ = 300として

設定した．我々は検証データを用い，スコアから正しい 3

つ組とそうでない 3つ組を分類するための基準を決めた．

第 2章で説明したように，知識ベースに含まれていない 3

つ組が，単純に知識ベースの不完全性によるものか，或いは

その 3つ組が間違った知識であるため知識ベースに含まれ

ていないかは明らかではない．そのため，正しくない 3つ

組として，確実に間違っている 3つ組を用いるのは難しい．

この問題を緩和するため，正しい 3つ組の一部をランダム

に置き換えることによって粗悪化された 3つ組を製作し，

間違いである 3つ組の代わりに用いる技法が一般に用いら

れている．我々は特にサンプル時に Bernoulli trickという

技術を用いた．これは高頻出の entityは低いサンプル率を，

反対に低頻出の entityには高いサンプル率を割り当てる技

法であり，最初 [20]で紹介され，後の研究 [10], [11], [14]

で用いられているものである．

GPUメモリなどの利用可能な計算リソースの制限のた

め，我々は近傍の数が多すぎる場合はそれらの中から一定

の個数をサンプルして用いた．実際，male，femaleなどの

幾つかの entityは非常に多くの 3つ組に含まれ，結果とし

てその entityは多くの近傍を持つ．近傍の数が 64を超え

る場合は我々は 64個をランダムに選んで用いた．

4. 実験

4.1 標準的な 3つ組分類
4.1.1 データセット

本研究では，我々は先行研究である [19]によって紹介さ

れたWordNet11 (WN11)と Freebase13 (FB13)を評価に用

いた．データのファイルはサイト http://ml.knu.ac.kr/lppKE/

からダウンロードした．これのデータセットは一般的な

知識グラフであるWordNet [15]と Freebase [1]から構成さ

る．またそれぞれの計量的な性質は表 1にまとめられてい

る．両方のデータセットとも，訓練データと検証データ，

テストデータを含み，検証データとテストデータは正しい

3つ組と間違いの 3つ組を含む．訓練データは正しくない

3つ組を含まないため粗悪化した 3つ組を作る必要があり，

そのために我々は Bernoulli trickを用いて粗悪化した 3つ

組を生成した．これは第 3章の実装とハイパーパラメータ

で説明した技法である．

4.1.2 結果

本実験では提案手法と既存の知識ベース補完の手法と

を比較する．特にこの実験は未知 entityを伴わない標準的

な 3つ組分類の設定である．結果は表 2に記載した．我々

の手法はWordNet11のデータセットにおいて最も良い精

度を示した．しかし Freebase では十分良い精度を示して

はいない．我々はこのパフォーマンスの違いは，それぞれ

のデータセットにおける知識の転移の難しさに起因する

と考える．WordNet11は similar-toのような推移的な推測

が成り立つ関係を比較的多く含む．反対に Freebase13 は

cause-of-deathのような知識の転移が難しい関係性を含ん

でいる．

4.2 未知 entity実験
4.2.1 データセット

我々は未知 entityの実験のために，WordNet11を用いて

9つのデータセットを新たに作成した．データセットの作

成手続きは，以下で説明されるような未知 entityの選択と，

データの分割の 2つの手続きから構成される．
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表 3: 未知 entityのデータセットに含まれる entityと 3つ組の数．3つ組の数は間違った 3つ組を含む．

Head Tail Both

1000 3000 5000 1000 3000 5000 1000 3000 5000

訓練データ数 108,197 99,963 92,309 96,968 78,763 67,774 93,364 71,097 57,601
検証データ数 4,613 4,184 3,845 3,999 3,122 2,601 3,799 2,759 2,166

テストデータの未知 entity数 348 1,034 1,744 942 2,627 4,011 1,238 3,319 4,963
テストデータの３つ組数 994 2,969 4,919 986 2,880 4,603 960 2,708 4,196

補助データの entity数 2,474 6,791 10,784 8,191 16,193 20,345 9,899 19,218 23,792
補助データの３つ組数 4,352 12,376 19,625 15,277 31,770 40,584 18,638 38,285 48,425

表 4: 未知 entityに関する実験の結果．単純なベースラインと提案手法の精度を載せている．また太字体と下線の数値は，それぞれ各

データセットでの最も良いスコアと次に良いスコアを表している．

Head Tail Both

method pooling 1000 3000 5000 1000 3000 5000 1000 3000 5000

baseline
sum 54.6 52.5 52.0 53.7 53.0 52.8 54.0 52.7 53.2
max 58.1 56.3 56.4 55.2 54.2 55.3 56.8 56.8 56.4
avg 63.0 60.2 61.1 63.8 63.9 63.0 65.3 63.9 64.8

proposed
sum 70.2 62.6 59.6 64.6 56.5 55.0 59.5 55.2 54.2
max 80.3 75.4 72.7 74.8 63.1 58.7 68.0 59.5 56.5
avg 87.3 84.3 83.3 84.0 75.2 69.2 83.0 73.3 68.2

( 1 ) 未知 entityの選択

未知 entityとして扱う entityを選ぶにあたって，我々は

WordNet11のテストファイルから N = 1, 000, 3, 000,

5, 000個の 3つ組を選びだした．また選ばれたそれぞ

れの 3つの集合に対し，我々は更に 3つの違う設定で

{Head,Tail,Both}のデータセットを作成した．
Headのデータセットは，選ばれた 3つ組の head entity

を未知 entityの候補として扱うデータセットである．

Tailのデータセットも Headのデータセットに似てお

り，tail entityが未知 entityとして扱う．Bothのデータ

セットでは，選ばれた 3つ組の head，tail entityの両方

を未知 entityの候補として扱う．それぞれの設定で選

ばれた未知 entityの候補の集合は Cとして表記される．
最終的に未知 entityとして用いられる entityはWord-

Net11の訓練セットに (e, r, e′)か (e′, r, e)として含ま

れているものである．ただし e ∈ C は未知 entityの候

補であり，e′ ̸∈ C ｈは既知の entityとする．

( 2 ) データの分割

選ばれた未知 entityに基づいて，オリジナルの訓練デー

タは訓練データ，補助データ，利用しないデータに分

割される．訓練データは未知 entityを含まない 3つ組

であり通常の知識ベースの役割を果たす．補助データ

は 1つの未知 entityと 1つの既知 entityを含む 3つ組

から構成され，このデータが既知の知識ベースから未

知 entityへの知識の転移を手助けする．最後に利用し

ないデータは未知 entityのみから構成される 3つ組で

あり，今回の実験では排除される．

検証データには，単純に WordNet11の検証データか

ら未知 entityを含むものを排除したものを用いた．テ

ストデータの 3つ組には我々は step-1で選ばれた 3つ

組を用いる．ただし未知 entityを含まないものは排除

した．

作成された未知 entityのデータセットの計量的な性質は

表 3に記載されている．我々は生成されたそれぞれのデー

タセットを，{Head,Tail,Both}-{1000, 3000, 5000},とそれ

ぞれ表記した．ただし最初の箇所は未知 entityが 3つ組の

どの位置なのかを表し，次の箇所はどれだけ未知 entityと

して用いられたかを表す．

4.2.2 結果

上記の手続きによって制作された 9つのデータセットを

用い，我々は提案手法の有効性を確認した．

我々は次のような単純な手法を本実験のベースラインと

した．与えられた未知 entityuに対し，我々はまず TransE

で学習された近傍の埋め込みベクトルを獲得し，そして

それらのベクトルに sumや max,平均といった操作を適用

することで未知 entityuの表現ベクトルを獲得する．未知

entityuの近傍は全て既知の知識ベースに含まれるため，そ

れら近傍のベクトルは全て通常の知識ベース補完の手法で

学習することが可能である．TransEの訓練やハイパーパラ

メータは原著 [2]の設定を用いた．

実験結果は表 4に記載されている．タイトルが ‘pooling’

である列はどの pooling関数が用いられたかを示す．表が
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示すように，我々のモデルはベースラインより良い精度を

示している．特に，平均 poolingを用いた Graph-NNは全

てのデータセットで他のモデルより良い精度を示してい

る．max pooling関数を用いた Graph-NNも良い精度を示

しているが，しかし例えば Tail-3000などの幾つかの設定

において，平均 poolingを用いたベースラインの方が良い

精度を示している．

5. 結論

本論文では我々は訓練時に観測されない entityを扱う新

しい知識ベース補完のタスクを提案した．またそのような

未知の entityを扱うため，Graph neural networkを用いた知

識ベース補完の手法を提案した．提案手法は未知 entity問

題においてベースラインより優れた精度を示した．また

標準的な知識ベース補完の設定においても，WordNet11の

データセットの場合に先行研究より良い精度を示した．
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