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マルチストリーム音声ドキュメントのための
Parallel Hierarchical Attention Networkの検討

澤田 直輝1,2,a) 増村 亮2,b) 西崎 博光3,c)

概要：コンタクトセンタやミーティングでは話者ごとに音声を分割して保存されるため，マルチストリー
ムな音声ドキュメントとして音声データが蓄積されている．本研究ではマルチストリーム音声ドキュメン
トのための新しいテーマ分類手法を提案する．提案手法の特徴は 2つある．まず 1つ目は，Hierarchical

Attention Networksを拡張した Parallel Hierarchical Attention Networks（並列階層型注意ネットワーク）
(PHAN)を提案し，これを用いることである．それぞれのドキュメントの単語構造と文構造を精緻に捉え
ることができる．2つ目は，PHANの注意機構をドキュメント間で共有化する共有メモリリーダを導入す
ることである．この共有メモリリーダは話者間の重要な共通情報を際立たせることができる．マルチスト
リーム音声ドキュメントとしてコンタクトセンタのテーマ分類タスクの評価実験を行った結果，従来法よ
りも提案手法のほうが高い分類性能となった．

Parallel hierarchical attention networks for multi-stream conversation
documents
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1. はじめに

コンタクトセンタやミーティングの会話から作成され

る対話音声ドキュメントのテーマ分類が注目されてい

る [1], [2], [3]．コンタクトセンタやミーティングの会話で

は複数話者が存在し，話者ごとに音声を保存するため，話

者ごとの複数の音声ドキュメントが生成される．これを本

稿ではマルチストリーム音声ドキュメントと呼んでいる．
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本研究では，コンタクトセンタ等で収録されるマルチス

トリーム音声ドキュメントのテーマ分類の性能向上を目的

とする [4], [5], [6]．

シングルストリームの文（発話）や文書に対するクラ

ス分類では，最新技術として深層学習が用いられてい

る [7], [8], [9], [10]．畳み込みニューラルネットワークやリ

カレントニューラルネットワークなどのいくつかの深層学

習技術が文分類技術に適用されており，従来のモデリング

手法よりも高い性能であることが示されている．

さらに，重要な箇所を際立たせる注意機構（attention

mechanism）をネットワークに組み込むことで，正確に

意味的な特徴をつかむことができる手法が提案されて

いる [11], [12]．これに加えて，単語特徴と文特徴を別々

に特徴抽出する階層構造も有効であることが示されてい

る [13], [14]．また，階層構造と注意機構の両方に対応した

Hierarchical Attention Networks（HANs）が提案されてい

る [15]．

本研究が対象とするマルチストリーム音声ドキュメント
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のクラス分類の研究例もいくつか存在している [16], [17]．

例えば，複数の LSTMを用いた LSTMを並列化する手法

が提案されている [16]．この手法では，話者ごとに独立し

た LSTMを用いることで，マルチストリーム音声ドキュメ

ントを同時に扱うことができる．しかし，この手法でマル

チストリーム音声ドキュメントをクラス分類するためには

2つの課題が存在する．まず 1つ目は，単純な LSTMでは

複数の発話を含むマルチストリーム音声ドキュメントに対

してうまく特徴を捉えることが難しいことである．この課

題に対しては，階層構造や注意機構を導入することで複数

の発話を含むマルチストリーム音声ドキュメントの単語特

徴と文特徴を捉えることができると考えられる．2つ目の

課題は，それぞれの LSTMが各ストリームを独立に扱って

いることである．この方法では，話者ごとの音声ドキュメ

ントを独立に扱ってしまい，それぞれの話者が話している

共通の話題を正確に扱うことができない．これに対して，

話者間の共通情報を際立たせる共有した注意機構を導入す

ることで性能の改善が期待できる．

そこで本稿では，これらの課題を解決するための 2つの

特徴を持ったテーマ分類手法を提案する．まず 1つ目は，

HANs をマルチストリーム音声ドキュメントに対応させ

た Parallel Hirarchical Attention Networks (PHAN)を提

案し，これを用いることである．PHANはマルチストリー

ム音声ドキュメントに対して単語構造と文構造の特徴を正

確に捉えることができる．2つ目は，共有注意機構である

共有メモリリーダを PHANに導入することである．これ

は，対話音声は共通の重要情報を持っているため [18]，各

話者の重要情報を共有することで共通の重要情報を際立

たせることができると考えた方法である．さらに，共有メ

モリリーダを繰り返し更新するマルチホップを提案する．

この方法は，他の話者の重要情報を考慮した情報の抽出

が可能となる．これは，end-to-end memory networksの

multi-hopsと呼ばれる方法を参考としている [12]．コンタ

クトセンタのテーマ分類タスクにおける評価実験の結果，

PHANと共有メモリリーダによって分類性能が改善され

た．さらに，共有メモリリーダを繰り返し更新するマルチ

ホップによりさらなる性能の改善が示された．

2. マルチストリーム音声ドキュメントのクラ
ス分類

マルチストリーム音声ドキュメントは複数話者が存在

する．この話者ごとの発話を録音し，複数の音声ドキュメ

ントを生成する．例えば，コンタクトセンタのマルチスト

リーム音声ドキュメントでは，オペレータと顧客の 2つド

キュメントが存在する．マルチストリーム音声ドキュメン

トのクラス分類において，M 個のストリームからなるド

キュメント集合 Dのクラスラベルは以下の式で表される．
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図 1 2個のストリームを持つマルチストリームドキュメントにおけ

る PHAN 構造

l̂ = argmax
l

P (l|D,Θ), (1)

D = {d(1), · · · , d(M)}, (2)

ここで，Θはモデルパラメータである．また l̂は推定ラベ

ルである．d(m) は m番目のドキュメントを表す．それぞ

れのドキュメントは発話に対応する複数の文を持ってい

る．d(m) は，以下の式で表される．

d(m) = {s(m)
1 , · · · , s(m)

Im
}, (3)

ここで，s
(m)
i は m番目のドキュメントの i番目の文を表

している．また，Im はm番目のドキュメントの文の数を

表す．さらに，それぞれの文は複数の単語を持っている．

s
(m)
i は以下の式で表される．

s
(m)
i = {w(m)

i1 , · · · , w(m)
iTi
}, (4)

ここで，w
(m)
it は m番目のドキュメントの i番目の文の t

番目の単語を表している．また，Ti は m番目のドキュメ

ントの i番目の文の単語数を表す．

3. 提案手法

3.1 Parallel Hierarchical Attention Network

本稿では，各ストリームごとに HANを導入した PHAN

を提案する．図 1に，ドキュメントが 2つの場合の概要図

を示す．PHANは，単語表現，文表現，ドキュメント表現，

複数のドキュメント表現という 4つの連続表現を階層的に

持っている．複数のドキュメント表現がクラス分類に使用

される．加えて，単語表現から文表現，文表現からドキュ

メント表現に変換する際に注意機構を利用する．この注意

機構を実現するため，単語メモリリーダと文メモリリーダ

が存在する．各メモリリーダはストリームごとに独立して

用いられる．
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3.1.1 PHANの定義

PHANでは，最初に各文の全ての単語を連続表現に変換

する [19]．そのため i番目の文の t番目の単語表現は以下

の式で示される．

w
(m)
it = EMBEDDING(w

(m)
it ;θ(m)

e ), (5)

ここで，EMBEDDING()は線形変換関数であり単語をベクト

ル表現に変換する．そして，θ
(m)
e はm番目のドキュメン

トにおける線形変換関数のモデルパラメータである．さら

に w
(m)
it は w

(m)
it の単語ベクトル表現である．

次に，各単語ベクトル表現から単語エンコーダを用いて

前後の単語を考慮した単語隠れ表現に変換する．前後の単

語情報を考慮するために，本稿では双方向 GRUを単語エ

ンコーダとして使用した [20]．m番目のドキュメントにお

ける i番目の文の t番目の単語隠れ表現は以下の式で求め

られる．

−→
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GRU(w
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h
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⊤
,
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h

(m)
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⊤
]⊤, (8)

ここで，
−−→
GRU()と

←−−
GRU()は，前方向のGRU関数と後ろ方向

の GRU関数である．また，θ
(m)
rw と θ

(m)
lw は単語レベルの

GRUのモデルパラメータである．さらに，h
(m)
it は

−→
h

(m)
it

と
←−
h

(m)
it を結合した結果である．

次に，単語隠れ表現から文表現を求める．ここに，単語

注意機構を導入する．m番目のドキュメントにおける i番

目の文表現は以下の式で表される．

u
(m)
it = tanh(h

(m)
it ;θ(m)

w ), (9)

α
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it =

exp(u
(m)⊤
it ū(m))
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n=1 exp(u
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, (10)

s
(m)
i =

Ti∑
t=1

α
(m)
it h

(m)
it , (11)

ここで，tanh()は活性化関数として tanhを用いた非線形

変換関数である．また，θ
(m)
w はm番目のドキュメントに

おける非線形変換関数のモデルパラメータである．α
(m)
it は

m番目のドキュメントにおける i番目の文の t番目の単語

の重要度の重みを表す．ū(m) はm番目のドキュメントの

単語メモリリーダであり，これは単語注意機構に用いられ

る．単語メモリリーダは他のモデルパラメータと同様に学

習で最適化される．

それぞれの文表現は，文エンコーダを用いて前後の文を

考慮した文隠れ表現に変換される．文エンコーダは，単語

エンコーダと同様に双方向 GRUを使用している．m番目

のドキュメントにおける i番目の文隠れ表現は以下の式で

表される．
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図 2 1 回ホップ時におけるマルチホップの概要
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ここで，θ(m)
rs と θ

(m)
ls は文レベルのGRUのモデルパラメー

タである．h
(m)
i は，

−→
h

(m)
i と

←−
h

(m)
i を結合した結果である．

ドキュメント表現は文注意機構を使用し文隠れ表現をま

とめることで求める．さらに，複数のドキュメント表現は

全てのドキュメント表現を足し込むことで求める．ドキュ

メント表現と複数のドキュメント表現は以下のように求め

られる．

v
(m)
i = tanh(h

(m)
i ;θ(m)

s ), (15)

β
(m)
i =

exp(v
(m)⊤
i v̄(m))

ΣIm
j=1 exp(v

(m)⊤
j v̄(m))

, (16)

d(m) =

Im∑
i=1

β
(m)
i h

(m)
i , (17)

D =

M∑
m=1

d(m), (18)

ここで，β(m)
i はm番目のドキュメントにおける i番目の文

の重要度の重みを表す．θ
(m)
s はm番目のドキュメントに

おける非線形変換関数のモデルパラメータである．また，

v̄(m) は m番目のドキュメントの文メモリリーダであり，

学習により最適化される．d(m)とDはm番目のドキュメ

ント表現と複数ドキュメント表現である．

最後に，複数のドキュメント表現を使ってラベルの確率

を推定する．

O = SOFTMAX(D;θo), (19)

ここで，SOFTMAX() はソフトマック関数で，θo はソフト

マック関数のパラメータである．出力である l次元のOは

P (l|D,Θ)に対応する．
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表 1 評価実験のためのデータセットの内訳
ラベル 学習 評価 テスト

新規契約 54 54 108

ダウングレード 30 30 60

アップグレード 29 28 56

オプション追加 13 12 25

オプション削除 13 12 25

ID・パスワード問い合わせ 14 12 25

名義変更 25 25 50

解約 26 25 50

合計 204 198 399

3.1.2 最適化

PHANにおける，学習パラメータΘを以下に示す．

Θ = {θ(m)
e ,θ(m)

rw ,θ
(m)
lw ,θ(m)

w ,θ(m)
rs ,

θ
(m)
ls ,θ(m)

s ,θo, ū
(m), v̄(m)}, (20)

ここで，mは m ∈ [1, · · · ,M ]である．パラメータは，正

解ラベルと推定ラベルにおける最小クロスエントロピーを

用いて最適化する．

Θ̂ = argmin
Θ

(−
∑
D∈D

∑
l

ÔD
l logOD

l ), (21)

ここで，ÔD
l とOD

l は，複数ドキュメントDのラベル lの

正解確率と推定確率である．Dは学習データを示す．

3.2 共有メモリリーダ

本稿では，共有メモリリーダを提案する．共有メモリ

リーダとは，ドキュメントごとの共通な重要情報を際立た

せる方法である．実際に，言語間で共有される注意機構は

機械翻訳においても導入されている [21]．標準の PHANで

は，単語メモリリーダと文メモリリーダはドキュメントご

とに持っている．そこで，単一の単語メモリリーダと単一

の文メモリリーダを全てのドキュメントで共有する．この

とき，α
(m)
it と β

(m)
i は以下の式で決定される．

α
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it =

exp(u
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, (22)
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i =
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j
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v̄)

, (23)

ここで，ūと v̄ は共有単語メモリリーダと共有文メモリ

リーダである．共有メモリリーダは他の学習パラメータと

同時に学習される．

3.3 マルチホップ

本稿では，マルチホップと呼ばれる追加機構を提案す

る．このマルチホップは共有文メモリリーダを繰り返し

更新する機構である．この機構は，end-to-end memory

networks[12]から着想している．マルチホップの概要を図
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図 3 ベースライン手法の概要

2に示す．PHANでは，共有文メモリリーダの更新のため

に複数ドキュメント表現を繰り返し使用する．更新方法を

以下に示す．

v̄k−1 = Dk−1, (24)

β
(m)
i,k =

exp(v
(m)⊤
i v̄k−1)∑Im

j=1 exp(v
(m)⊤
j v̄k−1)

, (25)

d
(m)
k =

Im∑
i=1

β
(m)
i,k h

(m)
i , (26)

Dk =

M∑
m=1

d
(m)
k + Linear(Dk−1;θ

(m)
h ), (27)

ここで，D0は式 (18)のDに対応される．v̄k−1は，k回繰

り返し更新した共有メモリリーダである．複数のドキュメ

ント表現を求めた後，複数のドキュメント表現を次のホッ

プの共有メモリリーダとして用いる．Linear()は線形変換

関数であり，そして θ
(m)
h は他の学習パラメータと同時に

最適化する．K 回ホップした後，更新した複数のドキュメ

ント表現DK は式 (19)でのクラス分類に用いられる．マ

ルチホップを導入することで，それぞれの対話の情報を全

体に共有する注意機構に反映することができる．

4. 評価実験

4.1 実験条件

評価実験のタスクは，コンタクトセンタのテーマ分類で

ある．コンタクセンタ対話データセットは，日本語で話さ

れた 8つのテーマが存在するデータセットを用いた．表 1

に学習と評価，テストデータのそれぞれの対話数を示して

いる．1つの対話に 1人のオペレータと 1人の顧客が電話

で会話しており，それぞれ話者ごとに別々に記録されてい

る．本稿では，このデータセットの書き起こしを用いて，日

本語話し言葉コーパス [23]から訓練されたディープニュー

ラルネットワークに基づく発話検出器 [22]を用いて発話を
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表 2 コンタクトセンタのテーマ分類精度 [%]

マルチストリーム HAN 共有メモリリーダ マルチホップ 評価セット テストセット

ベースライン BGRU 88.8 83.7

PBGRU
√

85.3 80.2

提案手法 PHAN
√ √

87.5 86.6

PHAN-SMR
√ √ √

90.7 87.3

PHAN-SMR-MH
√ √ √ √

91.4 87.9

分割した．各対話には，話者ごとに平均して約 148発話が

含まれている．また，各発話には最大 442語存在する．

提案手法を評価するために 5つの手法を用いた．

• BGRU: 双方向 GRUに基づくシングルドキュメント

クラス分類手法である．この手法は，マルチストリー

ム文書を単一の文書とみなした手法である．具体的に

は，各単語を単一の線形関数を使用して単語表現で変

換する．次に，各単語表現は，単一の双方向GRUに渡

される．ドキュメント表現は，双方向 GRUの出力を

平均化することで獲得する．出力レイヤーは，ドキュ

メント表現を使用して予測確率を生成する．

• PBGRU: 複数の双方向 GRU に基づくマルチスト

リームドキュメントクラス分類手法である．この方法

は，各ストリームに対して異なるパラメータを導入し

ている．具体的には，各ドキュメントの各単語は，各

ストリームごとの線形関数を使用して単語表現に変換

する．次に，各ドキュメントの各単語表現は，ドキュ

メントごとの双方向 GRU関数に渡される．ドキュメ

ント表現は，各ドキュメントの双方向 GRUの出力を

平均化することで獲得する．複数のドキュメント表現

は，ドキュメント表現を平均化することで獲得する．

この，複数のドキュメント表現を用いて予測確率を計

算する．

• PHAN: 3.1節で述べた PHANに基づくマルチスト

リームドキュメントクラス分類手法である．

• PHAN-SMR: 3.2節で述べた共有メモリリーダを導

入した PHANに基づくマルチストリームドキュメン

トクラス分類手法である．

• PHAN-SMR-MH: 3.3 節で述べたマルチホップと

共有メモリリーダを導入した PHANに基づくマルチ

ストリームドキュメントクラス分類手法である．ホッ

プ回数K は 3回とした．

BGRU と PBGRU は，従来手法と同様の構造であり，

ベースライン手法となる．2つのベースライン手法の概要

を図 3に示す．全ての手法のハイパーパラメータは統一し

た．まず，単語表現は 32次元とし，文表現とドキュメント

表現は 64次元とした．学習時のミニバッチサイズを 5に

設定した．最適化関数を Adamとし，学習エポック数は，

評価データの損失の最適値が 6回連続で更新されなかった

場合に学習を終了させた．それぞれの手法において，5回

の学習を行い，全てのモデルでの平均精度で評価を行った．

4.2 実験結果

表 2に，評価セットとテストセットにおけるコンタクト

センタのテーマ分類精度の結果を示す．また，表 2は各方

法を考慮しているかどうかを示している．

まず，ベースライン手法の 2つを比較すると，PBGRU

は BGRUより劣っていた．これは，今回の学習データ量

が PBGRUを学習するには不十分であることが考えられ

る．実際，PBGRUはBGRUよりパラメータ数が 2倍多く

なっている．そのため，学習データが多い場合は PBGRU

のほうが高い性能が得られると考えられる．

次に，マルチストリーム音声ドキュメントのクラス分類

手法で比較すると，PHANが PBGRUより高い性能が示

された．このことから，マルチストリーム音声ドキュメン

トのクラス分類において，階層構造と注意機構の両方がう

まく性能改善に寄与したことが分かる．PHANはベース

ラインよりモデルパラメータ数が増加しているが，テスト

セットにおいて BGRU手法より高い性能が得られた．

さらに，PHAN-SMRは PHANよりも高い性能が得ら

れた．これは，共有メモリリーダを導入した PHANは，別

のストリームのドキュメントから重要な情報を抽出し，複

数のドキュメントにまたぐ情報を正確に持てるからだと考

えられる．加えて PHAN-SMRは評価セットとテストセッ

トの両方で BGRUより高い性能が得られている．この結

果から，共有メモリリーダの導入によってモデルパラメー

タ数が削減でき，学習データ量が限られている中で効率的

な学習が実現していると言える．

最後に，PHAN-SMR-MHが最も高い性能が得られた．

これは，マルチホップが全ドキュメントの情報をそれぞれ

のドキュメントに反映することで，他のドキュメントの内

容を考慮した重要情報の抽出を可能にできたためだと考え

られる．

以上をまとめると，提案手法の分類精度が，ベースライ

ンと比較して，評価セットでは 2.6ポイント，テストセッ

トでは 4.2ポイント改善した．

4.3 考察

評価実験の結果から，コンタクトセンタのテーマ分類タ

スクにおいて提案手法が高い性能であることが分かった．

これは，それぞれの注意機構がクラス分類における複数話

者の重要な情報を正しく抽出できたからだと考えられる．

そこで，今回の実験においてどのような発話が抽出されて
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いるかの調査を行った．ここでは，一例として「ダウング

レード」をテーマとした対話について述べる．これは以下

に示すような内容の発話を含んだ対話である．

( 1 ) 顧客：値段が高いため昔のプランに変更したい

( 2 ) オペレータ：従量制のプランがおすすめですよ

( 3 ) 顧客：じゃあそのプランにしようかな

ベースライン手法である BGRUでは，この対話をアップ

グレードと誤分類してしまった．しかし，提案手法は正し

くダウングレードと分類した．この対話において提案手法

が抽出した顧客の文は，「昔に値段が安いプランから高い

プランに変更した」という文であった．この文からは顧客

が契約しておりアップグレードしたことがあることが分か

る．このことから，顧客が値段が高いプラン変更に変更し

たことについて意見があることが分かる．また，オペレー

タ側では，「昔使っていたプランにするなら従量制のプラ

ンに変更することもできます」という文が特に抽出されて

いた．このオペレータの文からも，顧客が値段の安いプラ

ンに変更したいということが分かる．提案手法では，この

ような文を抽出できたことにより正しく分類できたと考え

れる．

5. まとめ

本稿では，マルチストリーム音声ドキュメントのクラス

分類のための共有メモリリーダを導入した PHANを提案

した．PHANは，ドキュメント内の情報を階層的にまと

め，注意機構により重要な情報を正確に抽出することがで

きる．そして，共有メモリリーダは者間で共通情報を際立

たせる共通注意機構を実現することができる．さらに，共

有メモリリーダを繰り返し更新するマルチホップを提案し

た．コンタクトセンタのテーマ分類タスクを用いた評価実

験の結果，PHANと共有メモリリーダは従来手法よりも高

い性能が示された．

今後は，音声認識結果を用いた評価実験を行う．また，

マルチストリーム音声ドキュメントの構造を考慮したさら

なる追加機構を導入することを考えている．
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