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深層学習による局所画像特徴量を用いた 3 次元形状比較 
 

小林万希子 1,a) 古屋貴彦 1,b) 大渕竜太郎 1,c) 
 

概要：3 次元形状モデル (3D モデル)の類似比較では，3D モデルの形状表現，幾何変形 (平行移動，拡大縮小，回転)，
姿勢変化や大域的変形に対する不変性が要求される．これら不変性の獲得をねらったアプローチとして，見かけの局
所特徴量集合を用いる手法がある．Furuya ら [2]は，3D モデルの多視点見かけ画像から局所画像特徴量を多数抽出

し，それら局所特徴を 3D モデル当たり 1 個の特徴量に統合することで，3D モデルを効率良く比較した．しかし Furuya
らの手法は人手で設計された局所画像特徴量と統合法を用いるため，形状比較に最適な統合特徴量が得られるとは限
らない．本研究では，見かけに基づく 3D 形状比較の精度改善をねらい，深層畳み込みニューラルネットワークを用

いて形状比較に適した局所画像特徴量とそれらの統合法をデータ駆動で学習する．提案手法を 3D モデル検索のシナ
リオで評価した結果，提案手法は state-of-the-art な手法には及ばないものの，Furuya らの手法より高い精度を示すこ
とが分かった． 
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1. はじめに   

近年，安価な 3D レンジスキャナや 3D プリンタ等の普及

や共有ウェブサイトの登場等により，3D モデルの数が爆発

的に増加している．3D モデルの用途も拡大しており，例え

ば，3D 機械 CAD を用いた工業製品の設計，3D 分子構造の

解析による製薬，MRI で撮像された 3D 臓器画像からの病

気診断，など幅広い．3D モデルの効率的な再利用や 3D 形

状の効果的な解析のためには，3D モデルをその形状の類似

性に基づいて比較，検索，分類等を行う技術が必要である． 

3D 形状の比較では，図 1 に示すように，3D モデルの (1) 

形状表現（点群，ボクセル，ポリゴン等），(2) 幾何変換（回

転，平行移動，一様スケーリング），(3) 大域的変形や姿勢

変化，に対する不変性が要求される．さらに，多数の 3D モ

デルを含む大規模データベースにおいては，コンパクトな

3D モデル特徴量と高速な特徴比較が重要である． 

これまでに，数多くの 3D モデル検索手法が提案されて

きた [1]．それらの中でも，見かけの局所特徴集合とその統

合を用いるアプローチ (例えば，[2, 3])は，上記の不変性と

高い計算効率を持つ．Furuya らの BF-DSIFT 法 [2]は，3D

モデルの多視点見かけ画像から，画像面内の回転に頑強な

マルチスケール局所画像特徴量を多数抽出し，これら局所
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特徴量を Bag-of-Features (BF)法 [4]で 3D モデル当たり 1 個

の特徴量に統合する．見かけによる比較は 3D モデルの形

状表現に依存しない．また，スケール変化と回転に頑強な

局所特徴は 3D モデルの幾何変形と姿勢変化に対する頑強

性を向上させる．さらに，BF 法による統合は，3D モデル

の比較コストを大幅に低減する． 

BF-DSIFT 法は 3D モデル検索の国際コンテストで検索

精度上位の成績を収めた [5, 6]が，その精度は実用には未

だ不十分である．精度が低い主な理由は，BF-DSIFT 法が人

手で設計された (手作りの)局所画像特徴量と統合法を用

いることである．BF-DSIFT 法が用いる SIFT [7]は本来，自

然画像の部分マッチングのために設計された局所画像特徴

量であり，3D 形状の特徴記述に適するとは限らない．また，

BF 法で得た統合特徴量が 3D 形状の比較に向かない可能性

もある． 

本研究の目的は，形状表現，幾何変換，姿勢変化に対す

る不変性と高い計算効率を備え，かつ，先行研究よりも高

精度な 3D 形状比較である．我々は深層学習を導入し，3D

形状比較に最適な局所画像特徴量の抽出とそれらの統合を

ねらう．我々が提案する Local Visual feature Aggregation 

Network (LVAN)は，3D モデルの多視点見かけ画像群から切

り出した多数の局所画像からの特徴抽出，および，局所特

徴量群の統合を 1 つの Deep Convolutional Neural Network 

(DCNN)で実現する．3D モデルの幾何変形に対する頑強性

を高めるために，局所画像の大きさを多様化し，かつ，局

所画像に対して画像面内の回転正規化を施す． 

LVAN を効果的に学習するには，非常に多数のラベル付

き 3D モデルが必要である．しかし，2 次元自然画像と比べ

て，ラベル付き 3D モデルの収集は困難である．また，LVAN

と 2 次元自然画像向けの DCNN (例えば，[8][9])とではネッ

 
 
 

図 1 3D 形状比較に要求される不変性． 

(1) 形状表現 (2) 幾何変換 (3) 姿勢変化 
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トワーク構造が異なることから，自然画像で事前に訓練さ

れた既存 DCNN を転移することも現実的でない．そこで本

研究では，データ拡張と 2 段階学習を行うことで，比較的

少数 (~10,000 個)のラベル付き 3D モデル群から効果的に

LVAN を学習する． 

3D モデル検索の標準ベンチマークを用いた評価実験の

結果，LVAN は state-of-the-art な検索手法には及ばないもの

の，BF-DSIFT より有意に高い検索精度を示すことが分か

った．また，LVAN の 2 段階学習が精度改善に効果的であ

ることを確認した． 

 

2. 関連研究 

3D モデルからの形状特徴抽出の手法は様々ある．近年で

は，DCNN を利用した 3D 形状比較のための研究が盛んで

ある (例えば，[10, 11, 12, 13, 14, 15])．DCNN から抽出され

た 3D 形状特徴量は一般的に，従来の手作り特徴に比べて

高精度である．本章では，BF-DSIFT 法に加え，DCNN を用

いて 3D 幾何特徴量を抽出する DLAN 法 [10]，DCNN を利

用した局所画像特徴量 LIFT [16]について述べる． 

2.1 BF-DSIFT 

BF-DSIFT [2]は，形状表現，幾何変換，姿勢変化に対する

不変性の獲得と，形状比較の計算コストの低減をねらって提案

された．図 3に BF-DSIFT法による特徴抽出の流れを示す．ま

ず，3Dモデルを複数の視点 (例えば 42視点)からレンダリング

して得た深さ画像から，局所画像特徴量を密に多数 (例えば

画像当たり 300 個)抽出する．局所画像特徴量には，画像の照

明変化，スケール変化，回転変化に頑強な Scale Invariant 

Feature Transform (SIFT)特徴量 [7]を用いる．注意点として，

BF-DSIFTは 3D形状の多様な特徴を捉えるために，SIFTを抽

出すべき局所画像領域を，顕著点検出法ではなく，密かつラン

ダムなサンプリングにより決定する．画像面内における回転に

対する頑強性を得るため，密ランダムサンプリングされた局所

領域は，SIFT の方向推定法を用いて回転正規化される．推定

される向きは，局所領域内の輝度勾配が最大となる向きと概ね

一致する． 

上記の処理の結果，1 個の 3D モデル当たり約 13,000 個の

SIFT 特徴量が抽出される．次いで，BF 法を用いて，これら

SIFT 特徴量群を 3D モデル当たり 1 個の特徴量に統合する．

3Dモデル 1対の類似度は，それら 3Dモデルの統合特徴量を

比較することで計算される． 

 

 

図 3 BF-DSIFT法 [2]による特徴抽出． 

 

2.2 LIFT 

Kwang ら [16]は，手作りの SIFT特徴量のマッチング精度を

改善させるため，DCNN を用いた局所画像特徴量 Learned 

Invariant Feature Transform (LIFT)を提案した．特徴抽出の流

れは SIFT [7]と類似する．即ち LIFT は，局所特徴量を抽出す

べき局所領域 (顕著点)の検出，局所領域の方向推定，局所

領域の特徴記述の 3処理から成る．SIFTの各処理が人手で設

計されているのに対し，LIFT は DCNN を用いて，各処理をデ

ータ駆動で学習する．LIFTの DCNNは，顕著点検出に 1層，

方向推定に 5層，特徴記述に 3層の畳み込み層を持つ．LIFT

の学習には自然画像が用いられる．学習用データは，様々な
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図 2  LVAN 法は，3D モデルの見かけ画像から多様な領域を切り出し，向きを正規化した局所画像を DCNN で特徴記述す

る．局所特徴量群は平均値プーリングにより統合され，後続の DCNNでさらにコンパクトかつ顕著な特徴量へ圧縮される． 

局所特徴の抽出・統合・圧縮を行う DCNN 
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角度から撮影された画像 [17]や，様々な時間帯に撮影された

画像[18]である．特徴記述 DCNN は，埋め込み特徴空間上で

の相対関係に基づいて訓練される．即ち，埋め込み特徴空間

において，同じ顕著点を撮影した画像から抽出される特徴量は

互いに近く，異なる顕著点を撮影した画像から抽出される特徴

量は互いに遠くなるように訓練される． 

LIFT は局所画像特徴量を最適化する一方で，それらの統

合法は学習しない．本論文における実験では，3D モデルの多

視点見かけ画像から LIFT 特徴量を抽出し，それらを BF 法で

統合した BF-LIFT法の検索精度を，提案手法と比較する．図 3

に BF-LIFT法による特徴抽出の流れを示す． 

 

 

図 4 BF-LIFT法による特徴抽出． 

 

2.3 DLAN 

Furuya ら [10]は，3D の DCNN を利用して 3D モデルか

ら 3D 幾何特徴量を抽出する Deep Local feature Aggregation 

Network (DLAN)を提案した．図 5 に DLAN 法による特徴

抽出の流れを示す，DLANは 3D有向点群モデルから多様な

位置，大きさの 3D 局所領域を複数 (3D モデル当たり 100 個

程度)サンプリングし，各局所領域に含まれる点群の分布統計

量に基づいて局所領域を回転正規化する．局所領域は 3D 空

間情報付きの低レベル特徴量で記述され，これを 3DのDCNN

へ入力し，特徴精製する．精製された局所特徴量はネットワー

クの中間層で 3D モデル当たり 1 個の特徴量に統合される．

DLAN は 3D モデル検索における state-of-the-art な手法群の

中の 1つである． 

我々は，DLAN法のアイデア (即ち，DCNNを用いて，3Dモ

デルから多数の局所領域を切り出し，局所特徴量の精製，統

合を行う)を 2Dの見かけに基づく 3D形状比較に適用する． 

 

図 5 DLAN法 [10]による特徴抽出． 

 

3. 提案手法 

提案手法である LVAN は，3D モデルからコンパクトか

つ高精度な見かけ特徴量を抽出する．図 2 に，LVAN によ

る特徴抽出処理の流れを示す．LVAN は，3D モデルからの

局所画像特徴量群の抽出，それらの統合，および，統合特

徴の圧縮を行う DCNN である．統合特徴を圧縮して得た

LVAN 特徴量を比較することで，3D モデル間の類似度を計

算する．3.1 節では LVAN の構造と，LVAN 特徴量を用いた

3D モデル検索について説明し，3.2 節では LVAN の効果的

な学習手法を説明する． 

3.1 LVAN 法による特徴抽出 

LVAN の特徴抽出は，(1) 局所画像の生成，(2) 局所特徴

抽出，(3) 局所特徴量の統合，(4) 統合特徴の圧縮，の 4 つ

の処理から成る．(2)～(4)の処理は DCNN で実現される．

表 1 に DCNN の構成を示す． 

(1) 局所画像の生成 

3D モデルの多視点 (42 視点)の見かけ画像を得る．この

ためにまず，3D モデルの位置と大きさを正規化する．具体

的には，3D モデルの頂点の重心が 3D 空間の原点と重なる

ように 3D モデルを平行移動し，次いで原点から最も遠い

頂点の長さが 1 になるように 3D モデルを一様スケーリン

グする．位置と大きさを正規化した 3D モデルを 80 面体で

囲み，80 面体の頂点 (42 個)の各々に視点を設置する．各

視点の視線は原点 (即ち 3D モデルの重心)に向ける．各視

点から 3D モデルを z-buffer レンダリングすることで，42

枚の深さ画像を得る．レンダリング解像度は 256×256 pixel

とする．図 6 に，飛行機の 3D モデルを多視点レンダリン

グして得た深さ画像の例を示す． 

 

図 6 3Dモデルの多視点深さ画像の例 (airplaneカテゴリ)． 
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深さ画像の各々から局所画像を切り出す．深さ画像から

領域をランダムな位置，大きさで選択し，正方形を切り出

す．画像面内の回転に対する頑強性を獲得するために，局

所画像の回転正規化を行う．本研究では，輝度値を用いて

局所画像の重心を計算し，その重心と局所画像の中心とを

結ぶベクトルの向きが全ての局所画像間で同じになるよう

に，各局所画像を回転させる．回転により生じる物体の「切

れ目」が含まれないよう，回転した局所画像に内接する正

方形を再度切り出す (図 2)．作成された局所画像に 3D モ

デルが画像面積の 10%以上映っていないものは除外し，局

所画像とする．切り出した局所画像をさらに 28×28 pixel に

リサイズし，後続の DCNN へ入力する． 

事前実験により，深さ画像 1 枚当たり局所画像枚数は 5

に決定した．レンダリング視点数が 42 であるため，1 つの

3D モデルから 42×5=210 枚の局所画像が切り出される． 

(2) 局所特徴抽出 

局所画像 1 枚に対して 1 つの局所特徴を抽出する．局所

特徴抽出には DCNN (E-Net と表記)を用いる．表 1 に E-Net

の構造を示す．E-Net は 2 つの畳み込み層と 1 つの全結合

層から成る．DCNN 学習の収束を早めるため，畳み込み層

には batch normalization [19]を適用し，各層の活性化関数に

は ReLU [8]を用いる．全結合層のユニット活性 (512 次元)

を局所画像特徴量として用いる．  

 

表 1 LVAN のネットワーク構成． 

層 
フィルタ 

サイズ 

ユニット 

数 
pooling 

活性化 

関数 

E-Net 

畳み込み 3×3 32 Max ReLU 

畳み込み 3×3 64 Max ReLU 

全結合 － 512 － ReLU 

統合 － － Average － 

C-Net 
全結合 － 256 － ReLU 

全結合 － 128 － ReLU 

 

(3) 局所特徴量の統合 

E-Net から出力された局所特徴量 (512 次元)の集合を，

平均値プーリングにより 3D モデル当たり 1 個の特徴量 

(512 次元)に統合する．別の統合法としては最大値プーリン

グがあるが，平均値プーリングは全ての局所特徴量が統合

特徴量に等しく寄与する．局所画像のランダムサンプリン

グと，局所特徴量の平均値プーリングを組み合わせて用い

ることで，3D モデルのあらゆる見かけ特徴を統合特徴へ反

映させる．また，平均値プーリングは (最大値プーリング

も同様に)，LVAN 全体 (E-Net と C-Net)を誤差逆伝播法で

学習可能な利点がある． 

(4) 統合特徴量の圧縮 

統合特徴量 (512 次元)をさらに圧縮し，コンパクトかつ

高精度な特徴量を得る．統合特徴量の圧縮には全結合型ニ

ューラルネットワーク (C-Net と表記)を用いる．表 1 に C-

Net の構造を示す．C-Net は 2 層の全結合層から成る．最後

の全結合層から取り出した 128 次元の特徴ベクトルが

LVAN 特徴である． 

3D モデル検索を行う際は，検索要求として与えられた

3Dモデルの LVAN特徴量と，検索対象 3Dモデル群の LVAN

特徴量群とをユークリッド距離で比較する．検索要求との

距離が小さい順に 3D モデルを並べ替え，検索結果として

ユーザへ提示する． 

3.2 LVAN の効果的な学習 

本研究では 3D モデル検索のベンチマークである

ModelNet40 [11]の training set を用いて LVAN を学習する．

Training set は，飛行機，車，木など 40 個の物体カテゴリに

分類された 9,843 個のカテゴリラベル付き 3D モデルを含

む．図 7 に，ModelNet40 に含まれる 3Dモデルの例を示す． 

しかしながら，一般的に，高々10,000 個のデータは 

DCNN を学習するには少数である．我々は，少数のラベル

付き 3D モデルを用いて LVAN を効果的に訓練するため，

2 段階の学習法を提案する． 

 

 
図 7 ModelNet40 training set [11]に含まれる 3Dモデル例． 

 

(1) 1 段階目：E-Net の教師あり事前学習 

局所特徴量を抽出するための E-Net を，多数の「ラベル

付き局所画像」を用いて学習する．ラベル付き局所画像は，

ModelNet40 training set に含まれるラベル付き 3D モデルか

ら，3.1 節(1)の方法を用いて生成される．局所画像のラベ

ルは，切り出し元の 3D モデルのラベルに等しい．本操作

は，E-Net を訓練するための教示データの拡張を行うこと

に相当する．ラベル付き局所画像群は 3D モデルの多様な

部位の多様なスケールの見かけ画像で構成されており，こ

れを用いて E-Net を訓練することで，形状の幾何変形や多

様性に対する頑強性を獲得させる．本研究では 9,843 個の

ラベル付き 3D モデルから，合計で 2,067,030 枚のラベル付

き局所画像を生成する． 

E-Net を事前学習するために，E-Net の全結合の次に

softmax 関数の識別層を連結する．識別層のユニット数は

40 であり，物体カテゴリ数と等しい．目的関数は交差エン

トロピー誤差とし，最適化アルゴリズムには Adam [20]法 

(初期学習係数は 0.001)を用いる．ミニバッチサイズは 17

とし，学習は 100 epoch 反復させる． 

(1) airplane (2) bed (3) car 
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(2) 2 段階目：ネットワーク全体の教師あり学習 

1 段階目の学習が終了後，E-Net と C-Net を含むネットワ

ーク全体の学習を行う．学習サンプルには，ModelNet40 

training set に含まれるラベル付き 3D モデル (9,843 個)を用

いる．1 段階目に用いた E-Net の識別層を削除し，C-Net の

最後の全結合層の次に識別層を連結する．識別層のユニッ

ト数は 40 である．E-Net のパラメタは 1 段階目の学習結果

を継承し，C-Net のパラメタはランダムに初期化される．  

1 段階目の学習と同様，交差エントロピー誤差を Adam

法で最小化する．初期学習係数は 0.03，ミニバッチサイズ

は 17，学習反復回数は 1,000 epoch 程度である． 

 

4. 評価実験 

提案手法の有効性を，3Dモデルの形状類似検索のシナリオ

で評価する．実験では，2 段階学習の効果の有無，ハイパーパ

ラメタ (局所画像枚数等)と精度の関係，学習回数とカテゴリ正

解率の推移を調査する．また，既存の 3D モデル検索手法群と

の精度比較を行う． 

4.1 実験条件 

 評価用データセット：ModelNet40 [11]の test set を精度

評価に用いる．ModeNet40 test set は LVAN の学習に使用し

た training set と同じ 40 個の物体カテゴリに分類された

2,468個の 3Dモデル群から成る．検索精度の評価実験では，

test set の 2,468 個の 3D モデルの中から 1 個の検索要求 3D

モデルを選び，残りの 2,467 個の 3D モデル群を検索対象

とする．2,468 個の 3D モデルの各々を検索要求とした場合

の検索精度を算出し，全ての検索要求の平均値を，

ModelNet40 test set における検索精度とする． 

検索精度の評価尺度には Mean Average Precision (MAP) 

を用いる．MAP [%]は，3D モデルの検索結果 (順位リスト)

を頭から走査し，適合モデルが得られた時点における適合

率の平均を Average Precision として得る．MAP は，全 3D

モデルの Average Precision の平均値である． 

比較対象：検索精度の主な比較対象として，BF-DSIFT 法

(2.1 節)と BF-LIFT法 (2.2 節)を用いる．BF統合に用いるコー

ドブックの語彙数はBF-DSIFTでは 10，000，BF-LIFTでは 500

とする．BF-DSIFT には Furuya らの実装を用い，BF-LIFT の

LIFT 特徴抽出には，Kwang らによる学習済みモデル [21]を

用いる．この他，DCNN で獲得した 3D モデル特徴量を検索に

用いる state-of-the-artな手法群 [10, 11, 12, 13, 14, 15]との精

度比較も行う． 

実験環境：実験には 2 つの PC を用いる．1 つ目の PC の

ハードウェア構成は，Intel Xeon CPU E5-2650 v2 @2.60GHz

×2，メインメモリ 256GB，NVIDIA GeForce GTX TITAN X，

GPU メモリ 12GB である．2 つ目は，Intel Xeon CPU E5-2680 

v2 @2.80GHz×2，メインメモリ 128GB，NVIDIA GeForce 

GTX 1080，GPU メモリ 8GB である．LVAN は TensorFlow

ライブラリ [22]を用いて実装した．学習に要した時間は 1

段階目の額十には 8 時間，2 段階目の学習には 3 日(2 つの

PC で概ね同じ)である． 

4.2 実験結果 

4.2.1 視点当たりの局所特徴数と検索精度 

表 2 に，LVAN 法における 1 視点当たりの局所画像枚数

と検索精度の関係を示す．学習に要する時間と GPU メモ

リの上限を考慮し，1 視点当たり 5, 10, 20 枚の 3 通りにつ

いて実験した．本実験は LVAN の初期検討時に行ったもの

であり，中間層での batch normalization は用いない． 

表 2 より，視点当たりの局所画像枚数を増やすほど検索

精度が改善することが分かる．より多くの部位を DCNN に

「見せる」ことで，3D モデルの形状を正確に記述できる．

視点当たり 20 枚より多くの局所画像を用いる実験は，学

習時間とメモリ消費の面から困難であった．以降の実験で

は，LVAN の学習と評価を現実的な時間内で行うために，

視点当たりの局所画像枚数を 5 に固定し実験する． 

 

表 2 視点当たりの局所画像枚数と検索精度． 

視点当たりの局所画像枚数 MAP[%] 

5 48.0 

10 48.4 

20 52.0 

 

4.2.2 2 段階学習の効果 

2 段階学習の効果を確かめるために，(1) 2 段階学習を行

う場合(「事前学習あり」と表記)と，(2) 1 段階目の学習を

行わず，ネットワーク全体の学習のみを行う場合(「事前学

習なし」と表記)，の 2 通りの精度を比較する．事前学習な

しの場合は，C-Net の最後の全結合層の次に識別層を連結

し，VLAN 全体のパラメタを乱数で初期化してから訓練す

る． 

図 8 に，学習反復回数と検索精度の関係を示す．図 8 で

は，多少の MAP 値の増減はあるものの， 「事前学習あり」

は「事前学習なし」よりも一貫して高い検索精度を示すこ

とが見て取れる．多数のラベル付き局所画像を用いて，E-

Net が 3D モデルの部分を見分けるように訓練することで，

高精度な局所画像特徴量が得られた． 

図 9 に，学習反復回数とカテゴリ正解率の関係を示す． 

図 9 のグラフは，事前学習ありとなし，training set と test 

set，の全ての組み合わせ (4 通り)の推移を示す．正解率の

推移は，事前学習の有無による違いがほとんど見られない．

興味深いことに，事前学習は検索精度の改善に効果がある

一方で，識別精度 (カテゴリ正解率)には影響をほぼ与えな

い．2 段階学習法が softmax 関数によるカテゴリ分類には

影響を与えない範囲で統合特徴量の空間を変形した結果，

より良い特徴間距離が得られるようになったと推察する． 
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図 8 LVAN の学習反復回数と検索精度． 

 

 

図 9 LVANの学習反復回数とカテゴリ正解率． 

 

4.2.3 既存手法との検索精度比較 

表 3 に，提案手法を含む 9 つの 3D モデル検索手法の精

度を示す．提案手法 LVAN の精度 (MAP=59.2 [%])は，BF-

DSIFT の 精 度  (MAP=47.6 [%]) と BF-LIFT の 精 度 

(MAP=31.8 [%])より高い．LVAN が BF-DSIFT と BF-LIFT

よりも 3D 形状比較に適した統合特徴量を生成した． 

BF-LIFTは局所特徴量の抽出にDCNNを用いるにも関わ

らず低精度である．LIFT の学習に用いられた自然画像は，

3D モデルの見かけ画像とのデータの領域 (ドメイン)が異

なる．そのため，自然画像で訓練された LIFT が 3D モデル

の見かけからの顕著点検出，方向推定，特徴記述に失敗し

た可能性がある．  

LVAN の検索精度は DCNN ベースの既存手法 (DLAN, 

MVCNN 等)には劣る結果となった．LVAN の DCNN は自然

画像向けの DCNN (例えば[9])と比べて浅く，学習モデルと

しての表現力が不十分だった可能性がある．LVAN の構造

をさらに深層化したり，視点当たりの局所画像を増やした

りする (4.2.1 節)ことで精度改善が見込める． 

 

 

表 3 ModelNet40 test set における検索精度． 

手法 MAP[%] 

LVAN（提案手法） 59.2 

BF-LIFT 31.8 

BF-DSIFT [2] 47.6 

DLAN [10] 85.0 

3D ShapeNets [11] 49.2 

MVCNN [12] 79.5 

Geometry Image [13] 51.3 

GIFT [14] 82.0 

DeepPano [15] 76.8 

 

5. まとめと今後の課題 

見かけの局所特徴量とその統合を用いた 3D 形状比較法

は，3D モデルの形状表現，幾何変換，姿勢変化に対する頑

強性が高く，かつ，比較の計算効率も高い．本稿では，こ

の比較法の精度をさらに改善させるため，深層学習を用い

て高精度な局所画像特徴量の抽出と統合を試みた．提案し

た Local Visual feature Aggregation Network (LVAN)は，3D モ

デルの多視点の見かけから切り出した部位からの特徴抽出，

および，局所特徴量群の統合・圧縮を 1 つの DCNN で実現

する．少数のラベル付き 3D モデルの形状を効果的に学習

するため，LVAN の 2 段階学習法を提案した． 

3D モデル検索のシナリオで提案手法を評価した結果，提

案手法は，state-of-the-art な手法には及ばないものの， BF-

DSIFT を上回る検索精度を示した．この結果は，DCNN が

手作りの局所画像特徴量と統合法よりも 3D 形状比較に適

した統合特徴量を生成したことを示す．また，LVAN の 2

段階学習の有効性も認められた．  

今後の課題は LVAN のさらなる高精度化である．現状の

LVANの検索精度は state-of-the-artな手法群と比べると低い

が，改善の余地もある．例えば，LVAN に入力する局所画

像の方向推定には単純な画素値統計を用いており，方向推

定に失敗している可能性がある．LIFT 法のような方向推定

DCNN の導入が考えられる．また，LVAN のネットワーク

構造については未探索であり，さらなる深層化により精度

が改善する可能性がある．さらには，見かけ (例えば LVAN)

と 3D 幾何 (例えば DLAN)を組み合わせた形状比較などを

検討する． 
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