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LMSにおける学習ログを基にした
学習者の振る舞い変化を検知する試み

久保田 真一郎1,a) 岡崎 直宣2,b)

概要：アダプティブな学習支援を行うためのシステムを開発するためには，そのトリガーとなる学習者の
変化を検知する仕組みが必要である．オンライン学習を支援するシステムである学習支援システム (LMS)

は学習者の操作やアクセスをログ (学習ログ)として記録する機能を持つ．この学習ログは学習者の行動を
プログラム処理して扱うことを可能にし，その変化を検知することでアダプティブな学習支援を可能にす
ると考えている．初年次学生を対象に LMSを利用したブレンディッド型の教育実践を通して，LMSに記
録される学習ログを基に時系列特徴ベクトルを生成し，ある窓幅内の時系列特徴ベクトルを学習用データ
として主成分分析を行う．主成分分析によって得られる固有ベクトルとその後の学習ログをもとに各主成
分の時系列変化を考察することで，学習者の振る舞いの変化を検知することを試みた．学習者の振る舞い
の変化を検知する本研究の成果はアダプティブな学習支援を実現する上で有効であると考えている．

Consideration for Detecting Variation of Learners’ Behavior
based on a Learning Log of LMS

Abstract: In order to develop the system to support learners adaptively on learning context, it is necessary

to detect the variation of learners as a trigger. The Learning Management System(LMS), to suport learners

on the online learning, has a feature to record a learning log, which is data to record learners’ mnupulation

and access. This learning log may enable to process learners’ activities as programmable data, and to support

learners adaptively through detecting the variation of learners’ behavior. In our practice of a blended learning

course for the First-Year student, time series characteristic vectors were derived, based on a learning log of

LMS. And We applied pricipal component analysis (PCA) to a data set, which was constructed from time

series characteristic vectors in a certain period. Time series data of each pricipal component were derived

from an eigenvector of the PCA and each time series log data. Through observing the variation of the time

series data, the learners’ variation would be detected. This research outcome would affect to the adaptive

learning system.

1. はじめに
学習管理システム（LMS）を利用したオンライン学習が
開始された当初から LMSのもつ学習ログを用いた分析は数
多く行われ，現在も多くの研究が行われている [1], [2], [3]．
学習ログは，LMS上で学習者が学習活動を行うとその操
作やアクセスが記録されるもので，学習者が意識すること
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なく学習ログは蓄積される．このことは，学習者にとって
も，また状況を把握したい側にとっても負担のないセンサ
情報だと考えられる．LMS上のコースに学習活動に関わ
るコンテンツを配備することは学習者をセンシングするこ
とにつながり，より多くの学習者情報を収集でき，学習者
の状況を把握できるようになる．
学習者の状況を把握することは，学習者中心の学習を実
践する際の学習者個人に適応したアダプティブな学習環境
を提供するために必要となる．状況把握にとどまらず，学
習者の行動に対してアダプティブな学習環境をシステムと
して提供するためには，システム的に学習者の状況を把握
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した上で，学習者の変化を検知する仕組みが必要となる．
そこで，本研究では，学習者個人の状況に合わせてアダプ
ティブな学習支援を行うために，学習者個人の状況を負担
なしに集めることのできる学習ログを用いて，学習者の振
る舞いの変化を検知する手法について検討する．

2. 関連研究
Lakhinaら [4]は，巨大なネットワークのネットワークト
ラフィックのフローに対して主成分分析 (PCA; Principal

Component Analysis)を適応し，その主成分を監視するこ
とでネットワークトラフィックの異常状態を検知できるこ
とを提案し，実際のネットワークトラフィックのログデー
タを用いて検証を行っている．Lakhinaらの手法では，ISP
ルータ上を流れるトラフィックの送信元ルータの IPアド
レスと宛先ルータの IPアドレスの組み合わせ毎に 10分間
のトラフィックを時系列に 1週間分並べた行列を構成し，
その行列の主成分を求め，いくつかの主成分を考察するこ
とでトラフィックの異常状態を検知できることを示してい
る．例えば，考察対象のルータが 10個であれば 100の組
み合わせがあり，10分間のトラフィックをそれぞれの組み
合わせごとに値を集計し，時系列データの 1つ目が構成さ
れる．これを繰り返すと，長時間データであればあるほど
扱う行列の行数が増加し，扱うルータの数が増えると行列
の列数が増加するため，ネットワークトラフィックの分析
は高次元の分析となることが知られており，このような多
変量データを低次元のデータに縮約する方法として PCA

はよく用いられる．本研究においても，学習ログは様々
な要素を持ち，時系列データになることは明らかである．
従って，学習ログをもとに高次元の時系列データが抽出さ
れ，それらを低次元にして考察することで，多変量の時の
情報をできるだけ失うことなく低次元で考察できると考え
ている．

3. 研究方法
学習ログをもとに時系列の特徴ベクトルを抽出し，分析の
基本とするある期間 Tnから Tn+1の特徴ベクトルで行列を
構成し，主成分分析を行う．ある時刻 tk(Tn ≤ tk < Tn+1)

の特徴ベクトルを

(x1(tk), x2(tk), · · · , xp(tk))

とすると，時系列データによって構成される行列は



x1(t1) x2(t1) · · · xp(t1)

x1(t2) x2(t2) · · · xp(t2)
...

... . . .
...

x1(tk) x2(tk) · · · xp(tk)
...

... . . .
...


となる．この行列に対して主成分分析を適応して，時刻 tk

における主成分 yi(tk)は

yi(tk) =

p∑
j=1

hijxj(tk), (Tn ≤ tk < Tn+1)

として得られる．ただし，hij は i番目の主成分を与える
固有ベクトルであり，行列 hij を他の区間 (T ′

n から T ′
n+1)

における時系列データに適用することで，分析の基本とす
る区間 (Tn から Tn+1)と他の区間 (T ′

n から T ′
n+1)との変

化を考察することができる．

yi(t
′
k) =

p∑
j=1

hijxj(t
′
k), (T ′

n ≤ t′k < T ′
n+1)

本研究では，各主成分の値が正規分布するものと仮定し，
主成分の値のうち正規分布に従わない変化をホテリング理
論 [5] により検知する．本来であれば多変量のホテリング
理論により異常な値を検知すべきであるが，今回の研究で
は簡単のために 1次元ホテリング理論により異常値を検出
する．最後に，異常値が検知された時刻における学習ログ
を考察することで，学習者にどのような変化が見られるか
考察する．

3.1 分析対象
分析対象とした講義は，大学 1年次の学生を対象に入学
直後から行われる専門科目への導入として位置づけられる
講義で，「情報工学序説」という講義である．内容は，情報
工学全般をテーマに，各専門科目への入門を扱っている．
この講義では，LMSを利用し，毎回の説明を提示し，事前
課題や事後課題の回収を行っている．講義は，全 15回で
行われ，大きく次の 3つの学習活動で構成される．
• 学習活動の解説と練習
• 実際の学習活動
• テストと振り返り
「学習活動の解説と練習」は，初年次の受講者が授業で
行う学習活動を円滑に行うために，はじめの 2回の授業で，
学習活動に必要となる資料作成方法および資料作成のポイ
ントについて実際の学習内容を扱いながら取り組み，事前
課題の作成練習や学習活動の練習，事後課題の作成練習を
行う．
「実際の学習活動」は，この授業の主たる部分であり，
授業前，授業中，授業後の 3段階にわけて行われる活動で
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ある（表 1）．授業では教科書を指定し，各学習活動のため
に教科書の範囲を教員が指定し，教員が指定した範囲の学
習内容についてグループ学習を行い，内容理解を行う形態
で行っている．

表 1 学習活動
時間 活動内容
授業前 担当する範囲の解説スライドと

確認用クイズの作成
授業中 グループ活動（相互に説明，相

互にクイズ出題）
授業中から授業後 まとめスライドを作成（すべて

の範囲）

受講者は授業の前までに担当する範囲を解説するための
スライドを作成し，同時に解説内容を理解できたか確かめ
るためのクイズを作成して授業時間に臨む．受講者は授業
の前までに資料を作成し，LMSへ事前課題として提出す
る．事前授業は講義日の前日を締切として提出するよう
LMSの機能で制御している．授業中には，教員が時間を決
めて合図を出し，当該授業回の内容説明およびクイズ出題
を各担当者が順番に行う．授業時間の最後に各自でグルー
プ活動の結果を 1つのスライドにまとめる活動を行う．学
習内容をひとつにまとめたスライド（まとめスライド）は
未完成であっても成果物として授業時間中に 1度提出を求
めている．そして，受講者は授業時間外にまとめスライド
を完成させ，学習成果物としてあらためて提出することが
できる．1回の授業で提出すべき成果物は，事前課題，授
業中にまとめた資料，授業時間外にさらにまとめた資料の
計 3つであり，すべての提出物に対して LMS上に提出先
が設けられている．
1回の学習活動に関わる LMS上のコンテンツは，以下
の 5つである．「授業中の成果物提出制御のためのスイッ
チ」とは，授業に出席していない学習者の提出を制限する
ために設置しているものである．
• 事前課題の提出
• 学習活動の流れを示したテキスト
• 授業中の成果物提出制御のためのスイッチ
• 授業中の成果物提出
• 授業時間外の成果物提出
「テストと振り返り」では，それまでの学習内容を確認
するテストを行い，各自が理解できていなかったポイント
をレポートに記述する活動とそれまでの学習内容をもとに
した PCを利用した演習形式での学習活動を行った．「テ
ストと振り返り」では，テストの予想点を入力した資料を
事前課題として提出するよう課しており，授業時間には，
演習内容を記述したテキストを LMSに掲載し，時間内に

成果物の提出を課している．LMSの学習コースには，「学
習活動」と同じコンテンツが必要であり，「学習活動」のコ
ンテンツに加えて，テストがコンテンツとして追加される．
授業全体を大きく 4つのブロックに分け，ブロック 1か
らブロック 4の各ブロックの学習内容の確認として「テス
トと振り返り」を行った．第 1回から第 15回までの構成
を表 2に示す．

表 2 第 1 回から第 15 回までの構成
授業回 活動内容

1 解説（学習目標，評価方法，学習方法，15

回の流れ，スケジュール，学習マップ作成
2 解説と活動（担当分の解説スライド作成と

クイズ作成）
3 ブロック 1 学習活動 1（第 3 回事前課題ス

ライド提出練習，グループ活動，まとめス
ライド作成）

4 ブロック 1 学習活動 2

5 ブロック 1 テストと振り返り
6 ブロック 2 学習活動 1

7 ブロック 2 学習活動 2

8 ブロック 2 テストと振り返り
9 ブロック 3 学習活動 1

10 ブロック 3 学習活動 2

11 ブロック 3 学習活動 3

12 ブロック 3 テストと振り返り
13 ブロック 3 学習活動 1

13 ブロック 3 学習活動 2

15 ブロック 4 テストと振り返り

2015年 4月 15日から 2015年 8月 5日まで実施された
受講者 60名の講義において講義を実践した．

4. 学習ログ
LMS には Moodle(Ver.2.8) を用いており，学習ログは

Moodleの標準ログを用いる．本来であれば学習者のすべ
ての行動のログをもとに考察するべきであるが，今回は講
義で設置した学習コースに限定して考察を行うことにした．
Moodleの標準ログを取得すると，以下の 9つの項目の
記述がある．
( 1 ) イベントの時間
( 2 ) ユーザフルネーム
( 3 ) 影響を受けたユーザ
( 4 ) イベントコンテクスト
( 5 ) コンポーネント
( 6 ) イベント名
( 7 ) 説明
( 8 ) オリジン
( 9 ) IPアドレス
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「イベントの時間」は，受講者あるいは教員がコンテンツ
に対して何か行動を行った時刻を示す．「ユーザフルネー
ム」は，どの学習者あるいは教員が行った行動であるかを
示す．「イベントコンテクスト」は，どのコンテンツへアク
セスしたかを示す．「コンポーネント」は，Moodleのどの
モジュールを使っているかを示す．「イベント名」は，受講
者あるいは教員が何を行ったかを示す．「IPアドレス」は，
受講者あるいは教員のアクセスもとの IPアドレスが示さ
れる．
分析の対象とした学習コースの各コンテンツについて

Moodleの標準ログを取得したところ，89630レコードの
ログがあった．授業 15回で，60名の受講者であることか
ら，1人当たり 1週間に平均 100回程度アクセスしている
ことになる．
アクセスのあったユーザ数は 63であり，受講者 60名と
教員 3名のものである．イベントコンテキストの数は 85

であり，学習コースで利用されたコンテンツが 85個あっ
たことになる．授業が 15回の構成と考えると 1回の授業
に平均して 5.7個のコンテンツが配置されたことになり，
前述の「学習活動」「テストと振り返り」とのコンテンツ数
とほぼ一致している．学習コースを構成するために利用し
たMoodleのコンポーネントの数は，11種類であった．イ
ベントの種類は 37であった．
Moodle標準ログの各項目を数値化して分析を行う．11

種類であった Moodleのコンポーネントを例にあげると，
項目「コンポーネント」の各要素に対して番号を付した．
数値の意味は今回考慮していない．他の項目について要素
すべてに番号を付して，1つの CSVファイルとした．
Moodle標準ログのままで分析できないため，以下のデー
タクレンジング処理を行った．
( 1 ) 各項目のとる独立な要素に番号をつけ，標準ログを数
値要素の CSVに編集する

( 2 ) 日時はすべて UNIXタイムに置き換える
( 3 ) 各 IPアドレスの第 2オクテットまでが LMSサーバの

IPアドレスと異なる場合に外部ネットワークとし，外
部ならば第 1と第 2オクテットが同一であるものを同
じネットワークとみなして番号付けを行う．また，第
2オクテットまでが LMSサーバの IPアドレスと同じ
場合，学内ネットワークと判断し，第 3オクテットが
同一であるものを同じネットワークとみなして番号付
けを行う．
今回のデータクレンジング処理によって，ユニークなア
クセス元 IPアドレスが 1341個あったが，それらの IPア
ドレスが所属するネットワークにまとめることで 129個に
整理できた．

5. 学習ログの主成分分析
授業第 1回から第 3回にかけて授業内で行う学習活動の
練習を含むため，通常の学習活動とは明らかに異なる操作
やアクセスとなると予想されたため，本研究では第 4回授
業から 1週間を基本データと考え，それ以降のデータにつ
いて考察することにした．第 4回授業から 1週間のデータ
が取得できれば，それ以降の学習者の変化が確認できるか
どうかを本研究では確かめることになる．本来であれば，
早い段階で学習者の変化を検知することが望まれることは
明らかで，今後の課題である．
第 4回授業から 1週間の学習ログデータを利用して主成
分分析を行った結果，各主成分軸に対する係数は表 3のよ
うになる．第 1主成分 (PC1)はイベントコンテクストお
よびイベントが正の係数では大きく，コンポーネントが負
の係数で影響が大きいことがわかる．一方で，ユーザと IP

アドレスの影響が小さいことから，PC1はユーザに影響さ
れず学習コンテンツに依存する成分であると考えられる．
第 2主成分 (PC2)はユーザと IPアドレスの影響が大きく
各ユーザに依存する成分であると考えられる．

表 3 各主成分軸に対する係数
PC1 PC2 PC3

ユーザ 0.014 0.694 -0.625

イベントコンテクスト 0.590 0.011 0.320

コンポーネント -0.662 -0.013 -0.029

イベント 0.462 -0.052 -0.430

IP アドレス 0.001 -0.718 -0.567

6. 異常値の検知
本研究では，主成分の値が正規分布すると仮定し，1次元
ホテリング理論に基づいて異常度を求め，1％水準で正規
分布から外れるような異常度となる場合に異常値とする．
正規分布という仮定および閾値について今後十分な検討が
必要であると考えている．
その変化を考察するために第 4回授業からの 1週間以降
の第 5回から第 15回までの学習ログデータを 1週間毎に
区切り，それぞれの期間中の主成分の値を求め，異常値を
とった区間のデータを次に示す．
図 1，図 2 図 3，図 4，図 5

7. まとめと今後に向けて
本研究では，LMSを利用し，初年次学生を対象に行った
教育実践において，学習スタイルの調査を行い，学習スタ
イルの特徴ごとに分けたグループごとに学習ログについて
考察した．
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図 1 第 12 回授業から 1 週間の PC1 の時系列データ

図 2 第 13 回授業から 1 週間の PC1 の時系列データ

実践した講義の中で行った Felderらの学習スタイル質問
紙の回答をもとに，因子分析を行い，3つの因子について
議論を進めた．今回，因子を 3つとしたが，得られた結果
の寄与率をみると十分な寄与率とは言えないものであると
考えている．それぞれの因子は，Felderの学習スタイルモ
デルの指標を単独で含む形で現れており，Felderらの指標
の有効性を確認することができた．
本研究では，学習ログと学習スタイルとの関係について
調べるアプローチとして，学習スタイルごとに分類される

図 3 第 7 回授業から 1 週間の PC2 の時系列データ

図 4 第 10 回授業から 1 週間の PC2 の時系列データ

人の学習ログはどんな特徴をもっているか確認することと
した．そこで，因子分析の結果である因子得点を用いて，
クラスタ分析を行い，複数因子を示す学習者群が 3つまた
は 2つに分類されることを確認し，各グループごとに学習
ログを考察し，その特徴を確認した．今回のアプローチと
は別に，学習ログをもとに分類を行い，その分類されたグ
ループがどのような学習スタイルを示す傾向にあるか確認
することも必要だと考えている．
今回の分析に際して，Moodlle の標準ログを取得して
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図 5 第 15 回授業から 1 週間の PC2 の時系列データ

行ったが，データクレンジングでは，コンポーネントなど
の要素については，対応させた数値に意味を持たせてはい
なかった．将来的には，対応する数値に，学習コンテンツ
の順番や学習コンテンツとして利用される頻度の高さなど
の情報を与える方法も検討しなければならない．
今後は，今回のデータで利用していない他の科目での学
習ログの利用や LMSにはないログの利用など，より多面
的に学習者の状況を把握する方法について考察する．
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正誤表
原稿タイトル「LMSにおける学習ログを基にした学習者の振る舞い変化を検知する試み」

上記タイトルにて投稿させていただいた原稿について，著者の不注意により誤って完成前の原稿をアップロードして
しまいました．深くお詫び申し上げます．
下記に正誤表を記します．参考いただけますと幸いです．

ページ等 誤 正
4ページ, 第 6節「異
常値の検知」,10行目

図 1, 図 2図 3, 図 4, 図 5 図 1 から図 5 のいずれの図も縦軸が異常度で横軸が授業日
以降の 1週間の時間である．図 1は第 12回授業から 1週間
の PC1の異常度をプロットした図で，図 2は第 13回授業
から 1 週間の異常度をプロットした図である．いずれも第
1主成分において異常値を示した区間で，この他の区間で異
常値は見られなかった．表 2から第 12回授業はテストと振
り返りの回であり，イベントコンテクストやイベントに依存
する第 1 主成分であるため，それまでの学習活動との相違
が異常値として現れたと考えられる．
図 3 は第 7 回授業から 1 週間の PC2 の異常度を，図 4 は
第 10回授業から 1週間の PC2の異常度を，図 5は第 15回
授業から 1 週間の PC2 の異常度をプロットした図になる．
いずれも第 2 主成分において異常値を含む区間で，この他
の区間で異常値は見られなかった．第 7 回授業から 1 週間
の PC2 が異常値を示すデータを確認したところ PC2 の値
は-2.69となっており，負の係数の影響が大きいと考えられ
る．表 3の PC2のうち負の値影響を及ぼす要素は IPアド
レスであり，これにより異常値となったと考えられる．こ
の異常値を示した際の IPアドレスを確認したことろ，全レ
コード 86819件のうち 396件のレコード数で，アクセスの
少ないネットワークに属する IP アドレスであったために，
異常値を示したと考えられる．第 10 回授業から 1 週間の
PC2 が異常値を示すデータを確認したところ PC2 の値の
平均は-2.75（標準偏差 0.03）であり，PC2のうち負の値に
影響を及ぼす要素である IPアドレスが大きく影響を与えて
いると考えられる．この異常値を示した際の IPアドレスを
確認したことろ，2つの特定のネットワークに属する IPア
ドレスで，全レコード 86819件のうち 2849 件，1955 件の
レコード数であった．先の考察とは異なり，いずれもレコー
ド数が多かったので，PC2 に影響が大きい要素であるユー
ザを確認したところ，特定のユーザが特定のネットワークか
らアクセスしていることがわかった．第 10回授業から 1週
間の間にこれら特定のユーザに何らかの変化があった可能
性があり，彼らの学習ログをさらに詳細に確認する必要があ
ると思われる．第 15回授業から 1 週間の PC2が異常値を
示すデータは 56 レコードもある．基本的には第 15 回授業
は最終回であり，それ以降はテスト期間にも入るためアク
セスの仕方がそれまでと大きく異なったためにこのように
なったと考えている．
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ページ等 誤 正
4ページ, 第 7節「ま
とめと今後に向け
て」,全文

第 7節「まとめと今後に向けて」
の全文

本研究では，LMSに記録される学習ログをもとに，ある期
間の時系列データで構成される行列に対して主成分分析を
適用し，その他の区間における主成分の値を考察した．考
察には，1次元ホテリング理論に基づいた異常度を求め，正
規分布を仮定するときの 1判定を行い，異常値を検出した．
この手法により学習ログデータのインプットから主成分の
値を求め，異常度を算出することができ，異常度の判定を行
う過程がシステム化できると考えられる．一方で，異常値
データから学習者の変化を判断するまでには至っておらず，
異常判定における閾値の検討，異常データから判断される
学習者の環境変化についてより詳細な考察が必要であると
考えられる．また，今回の検討では，15 回授業のうち第 4

回授業から 1 週間の学習ログデータをもとに他の区間の異
常度を考察した．このため第 5 週から異常度を監視する運
用となり，早期に学習者の変化を検知することができない．
これについては前年度学習ログデータを用いるなど早期に
学習者の変化を考察できる工夫が必要である．
今回の研究では簡単のために 1 次元ホテリング理論により
異常値を検出したが，多変量のホテリング理論により異常な
値を検知すべきである．また，ホテリング理論は正規分布を
前提としており，学習ログデータが必ずしも正規分布に従う
とは限らないため，正規分布によらない検知手法について検
討が必要である．
今回，Moodlleの標準ログを取得して分析を行ったが，デー
タクレンジングでは，コンポーネントなどの要素に対応す
る数値に意味を持たせてはいない．将来的には，学習コンテ
ンツの順番や学習コンテンツとして利用される頻度の高さ
などの情報を与える方法も検討が必要と考えている．また，
今後は，他の科目で同様の手法により異常検知として学習
者の変化を検知できないか検証が必要であると考えている．
また，学習ログの利用に限らず LMSには記録されないログ
の利用など，より多面的に学習者の状況を把握する方法につ
いても検討が必要である．

6ページ, 謝辞,全文 謝辞の全文 本研究の一部は JSPS科研費 16K01070 の助成を受けたも
のです．
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