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無線センサーネットワークにおける
深層学習の分散実行に関する検討
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概要：近年の IoTデータのクラウド集約と機械学習は，通信にかかる電力やクラウドのデータ処理量など

様々な制約により限界を迎えようとしており，処理集中を抑制しながら効率よくセンシングおよび学習解

析処理を行えるアーキテクチャが望まれる．本研究では深層学習を対象に，それをデータ発生源であるセ

ンサー機器からなるローカルな無線センサーネットワーク内で分散実行する新しいアーキテクチャを提案

し，そのための分散実行プロトコルならびにアルゴリズムを提案する．提案手法はメッシュ型の無線セン

サーネットワークが面的に取得するデータ（例えば温度分布など）を対象とし，センサーノードに深層学習

におけるユニットの役割を割当てる．それらユニットが用いる畳み込み処理（フィルター）やプーリング，

および逆伝搬のデータ処理範囲を制約することで，各ノードへの処理量をほぼ均等に分散しながら近隣

ノードとのデータ交換を必要最小限に抑制する．提案手法の有効性を評価するため，センサーネットワー

ク内の特定ノードがデータ集約と学習を行う集約型とのノード毎のデータ通信量の比較を行った結果，集

約型の特定ノードの負荷と比較して各ノードの通信量を抑制可能な深層学習パラメータ設計が可能である

ことがわかった．また，実在するラウンジスペースにおいて収集した 50地点の室温データの異常判定を行

うシナリオにおいて，上述のパラメータ設定を用いても十分な精度の判定器を構成できることがわかった．
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1. はじめに

現在の IoT データ処理は，多数の機器やセンサーから

のデータをビッグデータとしてクラウドストレージに蓄積

し，計算時間と計算資源を大量に投入して分析を行い，知

識やパターンを抽出する集中型クラウド処理を前提とした

クラウドヘビー型である．一方で，Google TensorFlow な

どの通常の PCアーキテクチャで実行可能な深層学習パッ
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ケージも増えており，データをクラウドではなくサイト毎

のローカルゲートウェイ等で集約して学習・解析処理を行

うことも現実的になってきている．しかし，それらの集約

型アーキテクチャはいずれも集約ノードへのデータトラ

フィック集中および学習データ処理負荷の増大が課題とな

る．特に IoTセンサーネットワークでは多数のセンサー

ノードからのデータ集約にかかるトラフィック負荷は無視

できず，集約ノードは学習機能を備えた高性能ノードであ

る必要があり，可用性の点でも望ましくない．

一方で，現状の IoT機器はインターネット接続機能を有

するデータ生成デバイスであるが，将来的に大量に展開さ

れる超小型 IoT機器一つひとつの処理性能やメモリ量が向

上していくと想定される．したがって，これらの IoT機器

の処理性能や搭載センサをシームレスに連携・融合させ，
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センサーノード全体でセンシングデータを分散学習処理す

ることで，センシング，学習，フィードバックといった一

連のデータ活用がセンサーネットワーク内で可能になり，

センサーネットワーク自体が知的なデータ処理基盤となり

得る．

そこで，本研究では深層学習によるデータ解析処理を

ローカルな無線センサーネットワーク内で分散実行する

手法を提案する．提案手法ではメッシュ型の無線センサー

ネットワークが面的に取得するデータ（例えば温度分布な

ど）を対象とし，近年物体認識および画像検索などに多数

用いられる畳み込みニューラルネットワーク（CNN）[1,2]

におけるユニットの役割を各センサーノードに割当てる．

それらユニットが用いる畳み込み処理（フィルター）や

プーリング，および逆伝搬のデータ処理範囲を制約するこ

とで，各ノードへの処理量をほぼ均等に分散しながら近隣

ノードとのデータ交換を必要最小限に抑制する．

大量のデータを扱う深層学習では，並列分散実行によ

る処理効率化を図る研究も多く，GPUを用いた並列化手

法 [3]や，SINGAと呼ばれる学習システムを用いた手法 [4]

などが知られている．これらの手法は，深層学習における

計算処理の並列化およびニューラルネットワークの分割に

よって，計算コストの効率化を図る手法であるが，提案手

法は，センサーネットワークを構成する個々のノードに深

層学習の個々のユニットの役割を対応付けることで深層学

習そのものをセンサーネットワーク全体で分散実行するこ

とを目指している．センサーネットワークのスケールを活

用し，個々のノードの処理負荷を均等に分散させ，また深

層学習のパラメータ設定も工夫することで，ノード間の通

信量も抑制する工夫をしている．最終的には各ノードがエ

ネジーハーベスティングに近い電力で処理を実行すること

で全体の学習が省電力に実現されることを目指している．

提案手法の有効性を評価するために，ノード毎のデータ

通信量を，全入力データをセンサーネットワーク内の特定

ノードに集約する方法（集約型）と比較した．ノードのデー

タ通信量は，深層学習のニューラルネットワークモデルお

よびフィルタサイズ等のハイパーパラメータに依存するた

め，深層学習のニューラルネットワークモデルを固定し，

ハイパーパラメータを変更したうえで評価した．その結果，

データ集約ノードにおける負荷を軽減しながら，通信量削

減を実現するハイパーパラメータが存在することが確認で

きた．また，実在する 1000m2 超の屋内ラウンジスペース

内の 50点で収集したおよそ 60日間の気温データに対して

温度の異常検知を行うシナリオにおいて，前述のニューラ

ルネットワークモデルを用いて，ハイパーパラメータを変

更したときの学習精度を評価した．その結果，ハイパーパ

ラメータ制約による学習精度への影響は微小であることが

確認できた．すなわち，提案手法では学習精度を損なうこ

となく負荷およびトラフィックを均等分散しながら深層学

習を自律分散的に実行できることが確認できている．

2. 関連研究

近年，深層学習は多層ニューラルネットワークを学習す

る方法として幅広く研究されてきた．音声認識，物体認識，

画像検索，および自然言語処理など様々なデータ解析に

おいて大きな成果が得られている．一般的に，深層学習は

データ量が増加すればするほど高い精度を得ることができ

るが，画像などの高精細データにおける訓練では数千万の

パラメータと数十億の訓練データが必要となる．したがっ

て，訓練にかかる処理負荷の軽減を目指した分散実行手法

が提案されてきている．以下ではそれらについて述べると

ともに，本研究の位置づけを述べる．

2.1 GPUを用いた深層学習の並列化

文献 [3]では，大規模な深層学習のモデル学習のために，

数千のコアおよび数千の計算スレッドを有する GPUと分

散システムを用いる手法を提案している．GPUは数千の

ALUコアを搭載しているため数値演算能力が優れる一方，

メモリ制限が課題となる．この問題を解決するため，マ

ルチ GPUを用いたデータ並列化，モデル並列化，および

データモデル並列化からなる分散システムを導入してい

る．データ並列化は，各 GPUが同じモデルと異なるデー

タセットで学習を実行し，その後異なる GPUから学習し

たパラメータ勾配を同期する手法である．モデル並列化は，

大規模なモデルを分割し，分割したモデルを各 GPUで担

当し，各 GPUが同じデータセットを異なるモデルで学習

する手法である．しかしデータ並列化では，計算ノードが

多数ある場合にはスムーズに学習を行うため学習率を下げ

る必要があり，モデル並列化では，モデル間の通信コスト

が問題となる．これに対し，データモデル並列化は，全結

合層と畳み込み層の特性から，畳み込み層をデータ並列化

し，全結合層をモデル並列化することで，大規模な深層学

習のモデルのより高速な学習を実現している．他に深層学

習の並列化として，文献 [5]では 16000個のCPUを用いる

ことで数十億のパラメータを持つ大規模な深層学習モデル

での学習精度を向上させる手法が提案されている．また文

献 [6]では，6000万のパラメータと 65万のニューロンを

持つ大規模な畳み込みニューラルネットワークにおいて，

GPUを用いることによる学習高速化が報告されている．

2.2 深層学習の分散型アーキテクチャ

文献 [4] では，大規模な深層学習のモデルを学習する

ための手法として，SINGAという一般的な分散型の深層

学習のプラットフォームを提案している．SINGAは畳み

込みニューラルネットワーク（CNN），ボルツマンマシン

（RBM），および再帰ニューラルネットワーク（RNN）の

一般的な深層学習モデルをサポートする．SINGAは，パ
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ラメータ勾配を計算する TrainOneBatchと順伝搬を行う

NeuralNetからなるWorkerユニットと，結果を集約する

Stubユニット，パラメータを更新する Serverユニットの

3つのコンポーネントを提供し，これらのユニットをユー

ザーが設定することで分散深層学習を行える．Workerの

NeuralNetでは CNNや RBN，RNNのニューラルネット

ワークを設定でき，大規模なモデルでは，次の 4つの並列

化手法（(1) 全てのレイヤーを異なるサブセットに分割，

(2) 1つのレイヤーをバッチ次元によってサブレイヤーに

分割，(3) 1つのレイヤーを特徴次元によってサブレイヤー

に分割，(4) (1)～(3)の手法の組み合わせ）が提供される．

また，TrainOneBatchでは，パラメータ勾配を計算するた

めに順伝搬型ニューラルネットワークや RNNなどで用い

られるバックプロパゲーションとエネルギーモデルで用い

られる対比分散アルゴリズムが提供されている．

SINGA では Worker と Server を用いた多様な同期お

よび非同期のフレームワークを提供でき，例えば Sand-

blaster [5]といった同期フレームワークやDownpour [5]や

Distributed Hogwild [7]といった非同期フレームワークが

知られている．同期フレームワークは，分散により 1回の

学習速度を早くすることができ，非同期フレームワークは

収束率を高めることができる．学習速度と収束率はトレー

ドオフの関係であり，異なるフレームワークを組み合わせ

て収束率と学習速度における最適性を得ることができる．

2.3 本研究の位置づけ

前述のように，深層学習の分散実行は従来多くの研究が

なされているが，それらはいずれも膨大なデータ量を迅速

に処理するために複数の計算機を用いる並列分散計算であ

る．これに対し，提案手法は面的なセンサーメッシュネッ

トワークから得られるデータを近隣ノードと交換すること

で，深層学習に必要な畳み込みやプーリング（順伝搬プロ

セス）が実行され，それに応じて逆伝搬プロセスも実行さ

れることでデータセンシングを行うセンサーノード全体で

深層学習を実現する新しい分散実行プロトコルの設計手法

である．センサーネットワークのスケールを活用し，個々

のノードの処理負荷を均等に分散させ，また深層学習のパ

ラメータ設定も工夫することで，ノード間の通信量も抑制

する工夫をしており，これまでにない独創的な取り組みで

あるといえる．

3. 提案手法

3.1 概要

本手法では，図 1のように，オフィスや工場，フィール

ドなどの空間に配置された多数の IoTセンサーノード（以

下，ノードとよぶ）が無線メッシュネットワークにより接

続された環境を想定する．メッシュ状に配置されたノード

から対象空間内の面的なデータ（例えば人の分布や温度分

図 1 想定環境

図 2 順伝搬処理

布，土壌水分分布など）を取得し，そのデータに対し空間全

体で異常検知などの識別を行うことを目的とする．本手法

では無線メッシュネットワークが深層学習における中間層

と類似の構造を持っていることに着想を得て，各ノードが

生成するデータを近隣のノードと交換し，各センサーノー

ド自身が深層学習における畳み込み・プーリング処理を行

うプロトコルを提案する．

3.2 アーキテクチャ

一般に各ノードはメモリやプロセッサ，電力の制約から

大量のデータ処理は困難であるものの，畳み込み計算など

単純な部分計算処理は十分可能である．また電力の制約か

ら隣接ノードとのみ直接無線通信が可能であるとし，その

他のノードとはマルチホップ通信を行うとする．本手法で

は，深層学習におけるニューラルネットワークを構成する

入力層，中間層（畳み込み層・プーリング層），全結合層に

おける順伝搬（推定），逆伝搬（学習）処理について，それ

ぞれ以下のようにノードに分散する．

3.2.1 順伝搬処理

図 2に畳込み２層とプーリング１層の隠れユニットを持

つ場合の順伝搬の分散実行を示す．

以下，順伝搬の各ユニットで行われる畳込みに必要な

データを有するノードを周辺ノードとよぶ．簡単のため，

すべてのノードはセンサーデータを生成するものとし，入

力層のユニットの役割を果たすものとする．また，周辺
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図 3 逆伝搬処理

ノードを有するすべてのノードはそれぞれそのデータを用

いた畳込みを行うため，畳込み層のユニットの役割を果た

すものとする．以下では畳込み層数を K，プーリング層が

全結合層の直前に１つ挿入されている CNNを対象とする．

( 1 ) 入力層：入力層の役割を果たす各ノードは，取得した

データを周辺ノードに（シングルホップまたはマルチ

ホップ通信で）送信し，各ノードが畳込み処理に必要

なデータ（フィルタサイズに相当するデータ）を伝搬

する．

( 2 ) k番目の畳込み層：畳込み層の役割を果たす各ノード

は，k = 1のときはステップ (1)からの，k > 1 のと

きは k − 1のときのステップ (2)からのデータから畳

込み計算を行い，その結果を周辺ノードに送信する．

k < K のときは，k = k + 1として (2)を繰り返す．

( 3 ) プーリング層：プーリング層の役割を果たす各ノード

は，k = K のときのステップ (2) からのデータから

プーリングに必要なデータを取得し，プーリング計算

を行う．

( 4 ) 全結合層：全結合層ではステップ (3)の全プーリング

層ノードの情報を用いて計算を行う．全結合層をいず

れかのノードに割当て，そのノード（以降，全結合ノー

ドとよぶ）が推定結果の出力を行う．

3.2.2 逆伝搬処理

図 3に逆伝搬の分散実行を示す．

収集したデータに対し教師データが与えられる場合，以

下のように誤差逆伝搬法によるニューラルネットワークの

パラメータ更新を行う．

( 1 ) 全結合層：与えられた教師データと予測結果を基に，

パラメータ更新に必要な入力に関する微分 δ を計算す

る．得られた微分結果は前の層のパラメータ更新に必

要であるため，マルチホップ通信を用いて直前の層へ

δを送信する．

( 2 ) プーリング層・畳込み層：各ノードは，次の層から受け

取った δ，および前の層の出力結果を用いてパラメー

タ勾配を計算しパラメータの更新を行う．さらに前に

層が存在する場合には δを逆伝搬する．

提案手法では，全結合層では直前の層の全ユニットを参

照することが可能である一方で，畳込み層，プーリング層は

センサーネットワーク上の各ノードに実装されるため，近

隣のノード以外は参照しない方針で実現する．これはすな

わち，誤差逆伝搬法において各ノードが持つ重みパラメー

タを全体で共有することができないことを意味する．した

がって，提案手法では各ノードは重みの共有を行わず，個

別にフィルタの更新を行う分散実行方針を採用する．

4. 分散実行プロトコルの設計

本章では，3章で与えた深層学習の分散実行方針を実現

するプロトコルの設計について述べる．以下，入力データ

はm× nの 2次元データとし，畳込み層のフィルタサイズ

を h，フィルタ数を k，プーリングサイズを sで表す．

4.1 ノード動作の設計

前述のように，ノードの役割は，データの送受信，畳み込

み処理，プーリング処理，パラメータ更新に必要な δ の計

算およびパラメータの更新である．以降，センサー位置を

左上を原点とした XY正整数座標系で表現するものとし，

座標 (x, y)のノードを Iij とする．Iij が保持すべきデータ

は各畳み込み層・プーリング層における重みとバイアス，

パラメータ更新用の微分 δ，および近隣のノードから受け

取ったセンサーデータ，畳み込み結果，プーリング結果で

ある．以降でノード Iij が行うべき処理を述べる．

• センサーデータ交換
– 畳込み層実行のためのデータ交換：図 4(a) にデー

タの流れを示す．まず Ii,j は Ii−1,j，Ii,j−1，Ii+1,j，

Ii,j+1 の 4つの隣接ノードに入力データを送信する．

また，Ix,y が生成した入力データ（Ix,y の入力デー

タとよぶ）を受信し，かつ i− h
2 < x < i+ h

2，かつ

j− h
2 < y < j+ h

2 )である場合，以下にしたがって転

送する．(i) Ix,y の入力データを Ii,j−1 から受信した

場合，Ii,j+1 に送信する．i = xのとき，Ii+1,j にも

送信する．(ii) Ix,y の入力データを Ii−1,j から受信し

た場合，Ii+1,j に送信する．j = y のとき，Ii,j−1 に

も送信する．(iii) Ix,y の入力データを Ii,j+1 から受

信した場合，Ii,j−1に送信する．i = xのとき，Ii−1,j

にも送信する．(iv) Ix,yの入力データを Ii+1,j から受

信した場合，Ii−1,j に送信する．j = yのとき，Ii,j+1

にも送信する．これにより，フィルタサイズ h内の

ノードに入力データが送信される．

– プーリングおよび全結合処理のためのデータ交換：図

4(b)にデータの流れを示す．以下では，ノード Ii,j

がプーリングを行うノード（以下，プーリングノード

とよぶ）に対するデータ送信，あるいはプーリング

ノードが全結合ノードに対し行うデータ送信につい

て述べ，それらの送信先ノードを Ipx,py で表す．全

結合ノードの座標は既知とするが，プーリングノード

の座標 (px,py)はニューラルネットワークに依存し，
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(a) 畳み込み (b) プーリングおよび全結合

図 4 センサーデータ交換

フィルタサイズ h，プーリングサイズ sおよびデータ

送信を行うノードの座標 (i, j)で求められる．i = px

かつ j = py のとき，データ送信を行うノード自身が

プーリングノードであるため，データ送信は行わな

い．また，それ以外のプーリングを行わないノード

は，i = px のとき，j > py ならば Ii,j−1 に，j < py

ならば Ii,j+1 に入力データおよび受信データを送信

する．i ̸= pxのとき，i > pxならば Ii−1,j に，i < px

ならば，Ii+1,j に入力データおよび受信データを送信

する．

– パラメータ更新のためのデータ交換

パラメータ更新の微分 δを送信する際は，δを送信す

る送信先のノードの座標が，δを計算したノードによ

り既知であるとする．順伝搬処理の際，Ix,y のデー

タをどのノードから受信したを記憶しておくものと

し，そのノードを Ixi,yj とする．δの送信先のノード

が Ix,y であるとき，δを Ixi,yj に送信する，

• 畳込み処理
h2個の入力データを取得したノード Ii,j は以下の式に

よって畳み込み処理を行う．入力データを xij，フィ

ルタの重みを wij，バイアスを b，活性化関数を f，畳

み込み結果を zij とする．

zij = f(

j+ h
2∑

j− h
2

i+ h
2∑

i− h
2

xijwij + b)

• プーリング処理
s2個の入力データを取得したプーリングノードは，以

下の式によってプーリング処理 (MAXプーリング)を

行う．入力データを xij，プーリング結果を zij とする．

zij = max(xi− s
2 ,j−

s
2
, · · · , xi+ s

2 ,j+
s
2
)

• パラメータ更新
次層から δを取得したノードは，以下の式によって前

層に送信する δ を求める．重みを wij，次層を l + 1，

現在の層を l，活性化関数を用いる前の前層の出力結

果を uij とする．

δ
(l)
ij =

∑
i,j∈(l+1)

δ
(l+1)
ij (w

(l+1)
ij f ′(u

(l)
ij ))

また，以下の式によってパラメータ更新を行う．更新

前のパラメータをw(t)，更新後のパラメータをw(t+1)，

前の層の出力結果を z，学習係数を ϵとする．

w(t+1) = w(t) − ϵδz

以上の処理を，データ交換，処理，データ交換，処理，

. . .，データ交換（全結合ノードへ），データ交換，パラメー

タ更新，データ交換，パラメータ更新，. . . という流れで繰

り返すことにより１回の学習を行う．

4.2 全結合ノードの実装

全結合ノードは，全結合層の順伝搬処理，誤差逆伝搬法

における微分 δの計算およびパラメータの更新を行う．全

結合ノードが保持すベきデータは正解データ，全結合層に

おける重みとバイアス，パラメータ更新用の微分 δ，プー

リング結果，および全結合層の結果である．以降でそれぞ

れの処理の詳細を述べる．

• 全結合の順伝搬処理
入力データを xij，全結合層の重みを wij，バイアスを

b，活性化関数を f，出力結果を zij，入力データ集合

を P とすると，zij は以下で得られる．

zij = f(
∑
i,j∈P

xijwij + b)

• 微分 δの計算

出力層の活性化関数としてソフトマックス関数，誤差

関数として交差エントロピーを用いるとする．また，

出力結果を zij，正解データを tij とする．このときの

出力層の微分 δij は以下で得られる．

δij = zij − tij

全結合ノードは，プーリング結果を集約後，全ての全結

合処理，および全結合層の数に応じた微分 δの計算を実施

する．

5. 通信データ量解析

本章では，3章および 4章で述べた提案手法において，

全結合ノードに集約されるデータ量（集約データ量）の考

察を行う．

従来の集約型では，図 5(a)のように，データを集約す

るノード付近のノードに集約データが集中する．一方，提

案手法では，センサーネットワーク内の各ノードが近隣の

ノードとのローカルな通信により，データを各ノードに分

散して処理を行うため，各ノードに対しほぼ均等にデー

タトラフィックを分散することが可能となる．更に，全ユ

ニットを参照しなければならない全結合処理において，図

5(b)のように，全結合ノードにデータを集約する前に，セ

ンサーネットワーク内の各ノードで畳み込みおよびプー

リング処理を行うことにより，全結合ノードに集約される
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(a) 集約型 (b) 分散型

図 5 集約データ量

データ量を削減することが可能となる．

また，集約データ量は，従来の集約型の場合は入力デー

タサイズのみに依存し，提案手法による分散型の場合は入

力データサイズ，ニューラルネットワークおよびハイパー

パラメータに依存する．そこで次節において，ニューラル

ネットワークを固定し，入力データおよびハイパーパラ

メータによる集約データ量の比較を行う．

5.1 単純なデータ集約プロトコルとの比較

提案手法の有効性を評価するため，まず，従来の集約型

と本研究の提案手法による分散型のノード単位の集約デー

タ量を比較する．集約データ量は 1 回の学習で集約する

データ量の合計とし，各ノードはマルチホップ通信によっ

てデータの送信を行うものとする．提案手法を適用する

ニューラルネットワークの中間層は畳込み 2層，プーリン

グ 1層，全結合層 2層の計 5層を想定する．センサーノー

ドはm× nのメッシュ状に配置されており，入力データは

m× nの 2次元データであるとする．

この環境では，従来の集約型における集約データ量は，入

力データ数mnに等しい．すなわち，センサー数の増大に

伴い，図 5のように全結合ノード付近のノードの集約デー

タ量が増大する．これに対し，提案手法のフィルタ数を k，

フィルタサイズを h，プーリングサイズを sとすると，1層

目 (畳込み層)では，フィルタサイズ分のデータを集約する

ため，h2 − 1となる．2層目 (畳込み層)では，1層目で複

数のフィルタによって畳込み処理を行っているため，フィ

ルタサイズ分のデータにフィルタ数を乗じた (h2 − 1)k と

なる．3層目 (プーリング層)では，2層目と同様に，プー

リングサイズ分のデータにフィルタ数を乗じたものであ

り，(s2 − 1)k となる．4層目 (全結合層)では，プーリン

グ結果を全結合ノードに集約し，全結合ノードで処理を

行うため，プーリング後のサイズに依存する．プーリング

後のデータサイズは，畳込み 1回でサイズが h− 1小さく

なり，プーリングで 1
s となるため，⌈m−2h+2

s ⌉ × ⌈n−2h+2
s ⌉

となる．したがって，全結合ノードが集約するデータ量

は，チャネル数を考慮すると，(⌈m−2h+2
s ⌉ × ⌈n−2h+2

s ⌉)k
となる．順伝搬と逆伝搬で集約データ量は同じであるた

め，提案手法における集約データ量は，各層でノードが集

約するデータ量の和の 2倍となる．1層目から 3層目は入

力データサイズに依らず，フィルタ数およびフィルタサ

イズ等のニューラルネットワークのハイパーパラメータ

に依存し，このときの集約データ量の和を Lとする (L =

(h2 − 1) + (h2 − 1)k + (s2 − 1)k)．また，プーリング後の

サイズを m′，n′ とすると，提案手法における，ノードの

集約データ量は 2(L+m′n′k)となる．

つまり，mn > 2(L + m′n′k) を満たすとき，ノードの

集約データ量は，従来の集約型と比較して削減できる．6

章の実験において行ったパラメータm=17，n=25，k=3，

h=3，s=3の場合におけるフィルタ数 k，フィルタサイズ

h，プーリングサイズ s，入力データ m × nを変更したと

きのグラフをそれぞれ図 6(a)，図 6(b)，図 6(c)，図 6(d)

とに示す．フィルタ数とフィルタサイズが大きい場合，集

約データ量も大きく，プーリングサイズが大きければ集約

データ量は小さくなる．ネットワークモデルにも依存する

が，提案手法におけるネットワークモデルでは，入力デー

タm× nが大きくなれば，従来の集約型と提案手法による

分散型のノードの集約データ量の差が大きくなる．

ノードの集約データ量は，ニューラルネットワークおよ

びそのネットワークにおけるハイパーパラメータに依存す

るため，適切なネットワークを選択するとともに，適切な

ハイパーパラメータを選択することが重要となる．

6. ハイパーパラメータの選択による影響の
評価

5章の議論において，適切なニューラルネットワークお

よびハイパーパラメータを選択するという制約の下であれ

ば，従来のゲートウェイに全てのデータを集約させる手法

と比較して，提案手法ではセンサーネットワーク内で送受

信されるトラフィックの削減が可能であることを確認した．

しかし，一般的な深層学習の実行においては，学習のシナ

リオごとに異なる入力データの特徴などから自由にニュー

ラルネットワークおよびハイパーパラメータを選択するこ

とが求められる．そこで，ニューラルネットワークおよび

ハイパーパラメータの選択を上記の制約条件を満たすよう

に行うと，制約がない場合と比較して深層学習の学習精度

が悪化することが考えられる．そこで，本研究では実際の

環境において構築したセンサーネットワークが収集した温

度データを使用して深層学習を行い，ハイパーパラメータ

の選択が学習精度に与える影響を評価する．

6.1 学習に使用したデータセット

深層学習の実行にあたり，大阪府内のラウンジスペース

に設置した温度センサーが取得したデータを学習のための

データセットとして使用した．このデータセットは，ラウ

ンジの空間を 17× 25のメッシュ状の小領域に分割し，各
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(a) フィルタ数を変更 (b) フィルタサイズを変更

(c) プーリングサイズを変更 (d) 入力データサイズを変更

図 6 ハイパーパラメータの選択に伴うノードの送信データ量の変化

小領域に取得された室温をマッピングした画像状のデータ

の集合として構成されている．本研究では 2016年 8月 26

日から 10月 27日までの間に 30分間隔で記録された 2961

個の室温マップを深層学習に使用する．なお，ラウンジス

ペースには温度センサーをおよそ 50個配置したが，設置場

所に制約があったため，センサーをメッシュ状に配置する

ことができなかった．そこで，センサーの存在しない位置

の温度データは実際に取得できた位置の温度データを用い

て補間することによって入力となる温度の分布データを作

成した．補間の方法としては，およそ 50個程度の温度セ

ンサーから取得した実温度データに重みをつける．重みの

付け方としては，補間したい位置から実温度データまでの

マンハッタン距離をその実温度データの重みとする．そし

て，全ての実温度データに対して重み平均を取ることで，

温度データの補間を行う．一例として，ある時刻における

実際に取得できた計測値のみから構成した室温マップと，

補間処理によって作成した室温マップをそれぞれ図 7(a)と

図 7(b)に示す．

このような二次元の温度データに対し，本研究では最終

的に人の快・不快，機器の故障といった温度分布からでは

判別が困難な対象を深層学習により識別することを目的と

している．しかしながら，現在我々のデータセットでは温

度情報のみが得られており，その空間で異常が起こってい

るかどうかの正解ラベルが存在しない．そこで，本評価で

は異常状態を機械的に生成し，異なるハイパーパラメータ

設定において異常状態を正しく検知できるかどうかを評価

(a) 補間前

(b) 補間後

図 7 使用した温度データの一例

する．本研究では，収集した 2961セットの室温マップに

対し，室温の不均衡が人の快適度に影響を及ぼすという想

定の下，5 × 5の部分空間内の温度データの分散が 1.0以

上，すなわち局所的に温度分布の偏りが存在する場合は異

常，そうでない場合は正常とし，正解となるラベルを付与

した．この設定のもとでは，2961個のデータセットに対
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し，およそ 23.84%のデータが異常として判定される．

6.2 ハイパーパラメータを変更した際の学習精度

本節では，制約条件を満たすパラメータ群における学習

精度を評価するため，単一の計算機上でニューラルネット

ワークを構成し，異なるハイパーパラメータの組み合わせ

における学習結果・テスト結果を比較する．

本研究では，用意した 2961個のデータセットを 2400個

の訓練データと 561個のテストデータに分割し，バッチサ

イズ 24，中間層のユニット 200，学習回数 20，パディン

グサイズ 0という設定で深層学習を実行した．このような

条件の下で，フィルタ数 k，フィルタサイズ h，プーリン

グサイズ sを変更した際の学習精度をそれぞれ表 1，表 2

および表 3に示す．なお，訓練データ数が比較的少ないた

め，学習開始時にランダムに設定する各層の重みの初期値

によって学習精度は計算ごとに異なる．そこで，各条件で

10回ずつ学習と評価を行った結果を平均化して表に記載し

ている．

表 1，表 2，表 3に示す結果より，ハイパーパラメータ k，

h，sを変更したときの最良のテスト精度は，それぞれ k =

4，5のとき 91.711%，h = 5のとき 91.214%，s = 4のとき

91.408%であった．また，5章で述べた，集約データ量を削

減するための制約条件を満たしたパラメータは，図 6より，

k < 3，h < 5，s > 3のときである．この制約条件のもとで

の最良のテスト精度は，それぞれ k = 3のとき 90.938%，h

= 5のとき 91.214%，s = 4のとき 91.408%であった．こ

の精度は，制約を伴わないハイパーパラメータでの精度と

大差がなかった．したがって，ハイパーパラメータの選択

に制約条件が存在したとしても，深層学習の性能に与える

影響は小さい事が確認できたため，提案手法はセンサー間

の通信のトラフィックを抑制しつつデータを処理して知識

を得る方法として有効であることが確認された．

7. おわりに

本研究では，ローカルな無線センサーネットワーク内で

深層学習によるデータ解析処理を自律分散的に実行可能な

アーキテクチャと，その実装のための深層学習の分散実行

アルゴリズムを提案した．今後の課題としては，深層学習

を仮想的な環境で集約型と分散型で実行して結果を比較

し，重み共有を行わない畳み込み処理における学習精度へ

の影響を検証する．その後，実環境で起こりうるパケット

ロスおよびセンサーノードの故障などを想定した場合にお

ける学習精度への影響を検証する予定である．仮想環境内

での深層学習において，分散実行によるノードの集約デー

タ量の削減および学習精度の維持が認められれば，現在ラ

ウンジに展開している IoT センサーによるデータ収集環境

に深層学習を分散して実装し，人の快・不快，機器の故障

といった温度分布からでは判別が困難な対象を識別する実

表 1 フィルタ数 k を変更したときの深層学習の精度

ハイパーパラメータ (k, h, s) 訓練精度 (%) テスト精度 (%)

(2,3,3) 95.187 90.084

(3,3,3) 95.617 90.938

(4,3,3) 95.716 91.711

(5,3,3) 95.820 91.711

(6,3,3) 95.689 90.572

表 2 フィルタサイズ h を変更したときの深層学習の精度

ハイパーパラメータ (k, h, s) 訓練精度 (%) テスト精度 (%)

(3,2,3) 95.524 90.678

(3,3,3) 95.617 90.938

(3,4,3) 95.827 90.285

(3,5,3) 96.029 91.214

表 3 プーリングサイズ s を変更したときの深層学習の精度

ハイパーパラメータ (k, h, s) 訓練精度 (%) テスト精度 (%)

(3,3,2) 95.273 90.019

(3,3,3) 95.617 90.938

(3,3,4) 96.058 91.408

(3,3,5) 95.583 89.817

証実験を行っていきたい．
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