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概要：ユビキタス情報技術の発展によって，省エネ家電制御や高齢者見守りシステム，コンシェルジュ機
能など生活を支援するサービスへの応用が期待されている．これらのサービスの実現には，多種多様な人

間の生活行動を高精度，かつ低コストで認識することが重要である．本研究では屋内生活行動を高精度か

つ低コストで認識することを目的とする．スマートホームにおける行動推定のアプローチは多数存在する．

しかし，既存研究は導入コストが高く，ユーザへの装着負担が大きい．本研究では，エナジハーベスト焦

電型赤外線センサ・ドア開閉センサを活用したユーザの行動推定を実現する．このエナジハーベスト焦電

型赤外線センサ・ドア開閉センサは太陽光パネルと大容量キャパシタを内蔵しており，日光下では太陽光

パネルで発電した電力で焦電型赤外線センサ，ドア開閉センサと無線モジュールを駆動し，同時にキャパ

シタへ電力を蓄積する．夜間等の太陽光パネルから電力供給が望めない状況下では，キャパシタに蓄積し

た電力によって稼働する．スマートホーム内に 19個のエナジハーベスト焦電型赤外線センサ・ドア開閉セ

ンサを設置し，センサデータをサーバに蓄積・解析するシステムを構築した．提案システムの有用性を評

価するため，奈良先端科学技術大学院大学内に設置したスマートホーム設備 (1LDK)で，計 5名の被験者

に 2∼3日ずつ生活してもらい，計 14日間評価実験を行った，実験の際に日常生活で考えられる 8種類の

行動に対してセンサデータを記録した．評価実験の結果，平均 F-value:62.8%でユーザの行動を推定した．
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1. はじめに

近年ユビキタス情報技術の発展とともに，スマートホー
ム内でのユーザの生活行動を自動認識する研究が盛んに行
われており，省エネ家電制御 [1][2]や高齢者見守りシステ
ム [3][4]，コンシェルジュ機能など生活を支援するサービ
スへの応用が期待されている．これらのサービスの実現に
は，多種多様な人間の生活行動を高精度，かつ低コストで
認識することが重要である．本研究では屋内生活行動を高
精度かつ低コストで認識することを目的とする．これまで
スマートホームにおける行動推定に関する研究は多数提案

†1 現在，奈良先端科学技術大学院大学
†2 現在，ローム株式会社

されている．スマートホーム内での行動認識の手法として
カメラを活用した行動認識の手法が提案されている [5][6]．
これらの手法では，画像処理を用いてカメラで録画した映
像を解析することで，スマートホーム内でのユーザの行動
を推定する．しかし，全ての部屋で行動推定を行うための
複数カメラの設置やそれぞれのカメラとデータを解析する
サーバ間を有線で接続するためのケーブル配線が必要で
あるため設置コストが高い．さらに，カメラは「監視され
ている感覚」が強く，ユーザのプライバシを侵害する．一
方で，加速度センサやジャイロセンサを内蔵したスマート
フォン等のウェアラブルデバイスを用いてユーザの行動を
認識する手法 [7]も提案されているが，「歩く」「走る」等の
ユーザの姿勢に強く関連した行動しか推定できず，スマー
トホーム内における「睡眠」等の行動推定は難しい．また，
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ユーザが常にデバイスを保持する必要があり，ユーザへの
負担が大きいという課題も存在する．さらには，ウェアラ
ブルデバイスのバッテリ交換を行う必要がある．まとめる
と，既存研究は，(1) カメラ等の機器によるプライバシの
侵害，(2) 認識できる行動の種類が少ない (3)認識の精度
が低い，(4) 導入・運用コストが高い，(5)ユーザへの装着
負担が大きい，(6)電源・データ収集のための配線が必要
という 5つの課題が存在する．
我々の研究グループのこれまでの取り組みとして上
田 [8][9]らは，プライバシ侵害の少ない超音波高精度屋内
位置測位システムの位置情報と家電の消費電力情報を用い
て，10種類の行動を認識しており，課題 (1)∼(3)について
達成している．しかし，導入コストが高い超音波センサを
用いた位置測位を活用しユーザの行動を推定するため，課
題 (4)については達成できていない．また，常にユーザが
超音波送信機を保持する必要があるため，課題 (5)の達成
も難しい．さらには，位置測位システムを稼働するための
配線や超音波送信機のバッテリ交換が必要であるため，課
題 (6)の達成も難しい．よって，課題 (1)∼(3)を達成した
まま，課題 (4)(5)(6)を解決する必要がある．
本研究では，エナジハーベスト焦電型赤外線センサとド
ア開閉センサを活用し，ユーザの行動推定を実現する．こ
のエナジハーベスト焦電型赤外線センサは太陽光パネルと
大容量キャパシタを内蔵しており，太陽光や室内光下では
太陽光パネルで発電した電力で焦電型赤外線センサと無線
モジュールを駆動し，同時にキャパシタへ電力を蓄積する．
夜間等の太陽光パネルから電力供給が望めない状況下で
は，キャパシタに蓄積した電力によって稼働する．エナジ
ハーベスト焦電型赤外線センサとドア開閉センサは超音波
センサに比べて安価で，かつセンサや無線モジュールの駆
動電力をエナジハーベストモジュールより取得するため，
バッテリを交換する必要がない．また，これらのセンサと
サーバとの接続はワイヤレスネットワークを介して行われ
るため，データを収集するためのネットワークを必要とし
ない．さらには，ユーザの体表から放射される赤外線を壁
や天井に設置した焦電型赤外線センサで，ドアの開閉をド
アに付帯した磁気センサによって検知するため，ユーザが
ウェアラブルデバイスを保持する必要がない．従って，先
に述べた課題 (1)∼(6)の全てを解決することができる．ス
マートホーム内に 19個のエナジハーベスト焦電型赤外線
センサとドア開閉センサを設置し，センサデータをサーバ
に蓄積・解析するシステムを構築した．
提案システムの有用性を評価するため，奈良先端科学
技術大学院大学内に設置したスマートホーム設備 (1LDK)

で，計 5名の被験者に 2∼3日間生活してもらい，計 14日間
実験を行った，実験の際に日常生活で考えられる 8種類の
行動に対してセンサデータを記録した．実験により取得し
たデータを 10 秒おきに丸めたデータを使用して，Weka*1

を用いた機械学習 (Random Forest)により，行動がどの程
度の精度で認識できるかの分析を行った．実験期間中の１
日を除外し，残りをトレーニングデータとし，除外した１
日をテストデータとして分析を行う．実験期間中の全ての
日程に対して同様の分析を行い，上田らの研究との認識精

*1 http://www.cs.waikato.ac.nz/ml/weka/

度を比較する．評価実験として，スマートホーム内での行
動：「食事」，「バスルーム活動」，「睡眠」，「料理」，「掃除」，
「リビング活動」，「仕事・勉強 (PC使用)」，「外出」を対象
として Random Forestを用いて識別モデルを構築したと
ころ，平均 F-value:62.8%で行動を識別することができた．

2. 関連研究

屋内における行動認識に関してこれまでに様々な研究
が行われている．人の行動を認識する研究は，ユーザがス
マートフォン等を所持しスマートフォンに内蔵した加速度
センサなどを活用してユーザの行動認識を行うウェアラブ
ルデバイスを活用したアプローチとビデオカメラや接触セ
ンサ，圧力センサを用いて認識するタグレス行動認識に大
別できる．以降では，それぞれの手法を用いた屋内におけ
る行動認識に関する既存研究について述べる．

2.1 ウェアラブルデバイスを活用した行動認識に関する

研究
ウェアラブル加速度センサを用いた行動認識手法では，
歩く，座る，走る，寝るといった単純な行動の認識について
は 90%以上の正確さが既に達成されている [10]．一方で，
ウェアラブル加速度センサによる複雑・抽象的な生活行
動の認識についてはあまり提案されていない．Baoら [11]

は，人に装着した 5つのウェアラブル加速度センサを用い
て，テレビ観賞，掃除，仕事などの 8種類の行動を認識す
ることに成功している．しかし，5つのセンサを装着する
必要があるため，ユーザの負担が大きい．Maekawaら [7]

は，使用時に各家電が発する磁界に着目し，ウェアラブル
磁気センサを用いて，テレビ観賞，シェービング，携帯電
話の操作，歯磨き，掃除などの行動を認識する手法を提案
している．しかし，電化製品の操作に関連した行動に限ら
れる．

2.2 タグレス行動認識に関する研究
Brdiczkaら [12]は，カメラを使用した画像処理により，
スマートホームにおける生活行動認識手法を提案している．
この研究では，3D ビデオトラッキングセンサとアンビエ
ントサウンドセンサを用いることで，歩く，座るといった
単純な行動に加え，仕事や昼寝といった個人の行動，さら
には会話，ゲームといった複数人による行動を 70～90%の
正解率で認識することができる．しかし，特殊かつ高価な
カメラやマイクが必要であり，居住者のプライバシーを侵
害する恐れがある．また，認識できる行動の種類が少なく，
認識の正確さも十分とは言えない．
Kasterenら [13]は，ドアセンサ，引出センサ，圧力マッ
ト，浮力センサ，温度センサなど多数のセンサが埋め込ま
れたスマートホームにおいて，食事，テレビ観賞，外出，ト
イレ，シャワー，洗濯，着替えなどの多種の日常生活行動を
認識するシステムを構築した．認識の正確さは 49∼98%と
なっている．この研究は，認識できる行動の種類は多いが，
多くのセンサが必要で導入コストが高い上に，行動の種類
によっては認識の正確さが低いという問題点を持つ．
Chenら [14]は，近接センサ，モーションセンサ，チルト
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センサ，圧力センサなどが多数埋め込まれたスマートホー
ムにおいて，お茶（コーヒー）をいれる，パスタをつくる，
テレビを見る，入浴する，手を洗うといった複雑な生活行
動を 90%以上の正確さで認識するシステムを構築した．こ
れは，知識ベースのオントロジーにより生活行動を識別し
ているため，機械学習を用いた手法のように，事前に大量
の訓練データを必要としないという利点がある．しかし，
多種・多数のセンサを使っており，導入コストが高いとい
う問題がある．

2.3 本研究のアプローチ
上記で述べた既存研究の問題点を踏まえ，本研究では今
後普及するであろうエナジハーベスト赤外線センサとドア
開閉センサのみを用いることで，導入コストを抑え，プラ
イバシーの侵害が少ない行動認識システムの開発を目的と
する．さらに，多種類かつ，抽象的な行動も認識対象に含
め，家庭内における基本的な生活行動を網羅した，精度の
高い認識システムを目指す．

3. エナジハーベスト赤外線・ドア開閉センサ

3.1 システム要件と基本方針
1章で述べた課題 (1)∼(6)を解決したスマートホーム向
け行動推定システムの実現には，以下の 4つの要件を満た
す必要がある．

《要件 1》 多種類かつ抽象的な生活行動を認識できる．

《要件 2》 低コスト，少数のセンサで実現できる．

《要件 3》 居住者のプライバシーを侵害しない．

《要件 4》 タグレス行動推定システム

これらの要件を満たすための基本方針として，《要件 1》
については，家庭内における基本的な生活行動を網羅する
ために，「料理をする」「食事をする」などの 20種類の生活
行動を対象とする．また，《要件 2》，《要件 3》の要件につい
ては，導入コストが低い焦電型赤外線センサとドア開閉セ
ンサを使用して実現する．《要件 4》を満たすために，ユー
ザがタグ等を所持しなくてもユーザの行動センシングがで
きる焦電型赤外線センサとドア開閉センサを活用する．

3.2 対象の生活行動
平成 23 年総務省統計局では，表 1のように 1 日の主な
行動を 20 種類に分類し，1 次活動（睡眠，食事など生理的
に必要な活動），2 次活動（仕事，家事など社会生活を営む
上で義務的な性格の強い活動），3 次活動（1 次活動，2 次
活動以外で各人が自由に使える時間における活動）と定義
している [15]．本研究では，これらの中から宅内の行動で
発生頻度が高い，1次活動の「食事」，「バスルーム活動」，
「睡眠」，2次活動の「料理」，「掃除」，3次活動の「リビング
活動」，「仕事・勉強 (PC使用)」，「外出」の計 8種類を認
識の対象とした．バスルーム活動とは入浴・洗濯機操作・
洗顔・浴室掃除などのバスルームや洗面台で行われる活動
のことである．リビング活動とはテレビ視聴・テレビゲー
ム・スマートフォン操作・読書等のリビングで行われる活
動のことである．

表 1 生活行動区分の例
睡眠

1 次活動 身の回りの用事

食事

通勤・通学

仕事 (収入を伴う仕事)

学業 (学生が学校の授業やそれに

2 次活動 関連して行う学習活動)

家事

介護・看護

育児

買い物

移動 (通勤・通学を除く)

テレビ・ラジオ・新聞・雑誌

休業・くつろぎ

学習・自己啓発・訓練 (学業以外)

3 次活動 趣味・娯楽

スポーツ

ボランティア活動・社会参加活動

交際・付き合い

受診・療養

その他

図 1 実験で用いたスマートホームの間取り

3.3 スマートホームでのセンサデータ取集
本研究で使用する個々のセンサについて，詳しく述べる．
本研究では，図 1に示すスマートホーム（奈良先端大内に
設置されている１ＬＤＫの実験用住宅設備）において，被
験者が実際に日常生活を送ることでデータを収集する．ス
マートホームには，図 2に示すエナジハーベスト焦電型赤
外線センサ 11個 (うち指向性赤外線センサ 9個)，ドア開
閉センサ 8個が設置されている．このエナジハーベストセ
ンサで計測したデータは EnOceanプロトコル *2 を用いた
センサネットワークを経由して，サーバに自動的に蓄積さ
れる．
図 2にエナジハーベスト焦電型赤外線センサを示す．図

3にドア開閉センサモジュールのシステム構成を示す．こ
のモジュールは，焦電型赤外線センサ，EnOceanトラン
スミッタ，エナジハーベスト電力供給部から構成される．
焦電型赤外線センサはユーザの近接に応じて，デジタル値
(1/0)を出力する．開閉センサはドアの開閉に応じて，デ
*2 https://www.enocean.com
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太陽光パネル 赤外線センサ
EnOcean送信機

図 2 エナジハーベスト焦電型赤外線センサ

太陽光パネル

開閉センサ

EnOcean送信機

図 3 エナジハーベストドア開閉センサ

ジタル値 (1/0)を出力する．赤外線センサはユーザのモー
ションを検知した時に，ドア開閉センサはドアの開閉操作
が行われた時に，それぞれのセンサ出力の変化を EnOcean

プロトコルを用いたネットワークを経由し，サーバに通知
する．サーバ側ではタイムスタンプとともに変化をデータ
ベースに記録する．このモジュールは日中や室内灯点灯時
は内蔵太陽光パネルによってモジュールの動作に必要な電
力を賄うことができる．また，ユーザが就寝した後等の室
内灯による発電さえ望めない状況下では，内蔵リチウム電
池に蓄積した電力によって動作する．

3.4 生活行動の認識手法
生活行動の認識手法について述べる．本システムでは機
械学習により生活行動を識別する．機械学習の適用過程
は，(1)学習に使用する教師データの取得，(2)取得したト
レーニングデータの特徴量の抽出，(3)生活行動の学習モ
デルの構築，の３つのフェーズから構成される．以下にそ
れぞれのフェーズの概要について述べる．

( 1 ) トレーニングデータの取得
機械学習を行うにあたって，あらかじめセンサデータ
の集合がどの生活行動に対応するかを示したトレーニ
ングデータが必要である．著者らは，文献 [16]におい
て，トレーニングデータを容易に取得するための，生
活行動ラベリングツールを開発した．本ツールは，ス
マートホームにおいて収集した多種類のセンサデータ
の可視化に加え，グラウンドトゥルースとして撮影し
たビデオを同期して再生する機能を備え，発見した生
活行動に対し，対応する時間区間のセンサデータに当
該行動のラベル付けを行うことを支援する．ラベル付
けされた各区間におけるセンサデータは，ラベルが示

Time PIR1 PIR2
0:00:00 1 0
0:00:10 0 0
0:00:20 0 0
0:00:30 1 0
0:00:40 0 1

Time PIR1 PIR2
0:00:00 1 0
0:00:10 1 0
0:00:20 1 0
0:00:30 1 0
0:00:40 0 1

図 4 赤外線センサの無反応時間に対する補完

す生活行動に紐付けて保存され，トレーニングデータ
として使用される．

( 2 ) 特徴量の抽出
特徴量とは，生活行動に対応するセンサデータの集合
から，それらの行動を識別するために有効なデータの
特徴のことである．手順として，まずそれぞれの生活
行動に対するセンサデータを収集し，次にそれらを一
定の時間間隔（Time-windowと呼ぶ）のデータに区切
り，最後に必要な特徴量を抽出する．今回は経験的に
Time-windowを 10秒とした．予備実験で幾つかの統
計量を試した結果，各 Time-windowにおける赤外線
センサと開閉センサそれぞれの OR積 (Time-window

内で 1度でも反応したセンサはその Time-window全
体で反応があったものとみなす）を採用した場合が最
も認識精度が高くなったため，本研究ではこれらを特
徴量として用いた．

また，赤外線センサはその特性上，ユーザがセンサ周
辺に存在している間でも，移動を伴わない場合はユー
ザを検知できない．そのため，図 4に示すようにユー
ザが赤外線センサの前で静止した場合は次回ユーザが
移動するまで，ユーザが存在しないことを表す “0”が
データとして記録されるため，機械学習の識別モデル
を構築できない．そこで，最後に反応した赤外線セン
サの反応値 “1”を自身もしくは他の赤外線センサが反
応するまでホールドする補完処理を実施した．

( 3 ) 行動学習モデルの構築
生活行動ラベリングツールによりラベル付けしたセン
サデータ区間の特徴量をトレーニングデータとする機
械学習モデルを構築する．分類器の構築はデータマイ
ニングツールであるWekaを用いた．Wekaは多数の
機械学習アルゴリズムに基づく分類器を実装してお
り，本研究では，代表的な機械学習アルゴリズムであ
る Random Forestを用いて各生活行動における特徴
量に対して学習モデルを構築する．

4. 実験概要

提案手法の性能評価を行うため，前述のスマートホーム
において日常生活のデータ収集を実施した．以下に評価実
験の概要と結果について述べる．今回の評価実験において
識別対象とする行動は，「食事」，「バスルーム活動」，「睡
眠」，「料理」，「掃除」，「リビング活動」，「仕事・勉強 (PC

使用)」，「外出」の計 8種類とした．5名の被験者 (30代男
性 1名，20代男性 2名，20代女性 2名)に，それぞれ 2∼3

日間ずつ住んでもらい，計 14日間分のデータセットを収
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表 2 赤外線センサとドア開閉センサを両方用いた場合の混同行列

外出 リビング活動 仕事・勉強 料理 食事 バスルーム活動 睡眠 掃除

外出 41 0 0 0 0 0 0 0

リビング活動 0 459 186 3 7 0 0 0

仕事・勉強 9 168 526 100 129 3 0 0

料理 1 2 0 238 0 0 0 0

食事 1 68 31 8 4 0 0 0

バスルーム活動 2 0 0 0 0 210 5 0

睡眠 0 0 0 0 0 0 5 0

掃除 2 2 1 6 3 3 1 5

表 3 赤外線センサとドア開閉センサを両方用いた場合の評価結果

生活行動 Precision Recall Ｆ値

外出 74.5% 84.9% 72.5%

リビング活動 58.2% 65.6% 58.4%

仕事・勉強　 23.9% 16.5% 18.2%

料理 75.9% 85.2% 79.3%

食事 18.4% 79.5% 10.3%

バスルーム活動 95.3% 91.1% 92.6%

睡眠 61.2% 62.8% 59.5%

掃除 27.5% 14.0% 17.1%

平均 65.8% 64.0% 62.8%

表 4 赤外線センサとドア開閉センサそれぞれを用いた場合の比較

評価指標 赤外線・ドア 赤外線 ドア

Precision 65.8% 66.2% 29.3%

Recall 64.0% 67.1% 31.1%

F-value 62.8% 61.2% 24.9%

表 5 上田らの手法との比較

評価指標 提案手法
上田らの手法

(超音波位置センサ)

Precision 65.8% 76.9%

Recall 64.0% 70.1%

F-value 62.8% 70.2%

集した．図 1に各行動に使用される家電や家具の位置，セ
ンサの位置を示す．
データを収集した後，生活行動ラベリングツールを用い
て，グラウンドトゥルースの映像を確認しながら，センサ
データに対して各生活行動に応じたラベル付けを行う．ト
レーニングデータは，赤外線センサの反応とドア開閉セ
ンサの２つを使用し，抽出した特徴量に対して Random

Forestを用いて学習モデルを作成する．各赤外線センサと
ドア開閉センサの位置を図 1に示す．特徴量については，
Time-window:10秒で分割した各区間につき，19個の特徴
量 (赤外線センサと開閉センサの反応値から構成する特徴
量)を使用した．学習モデルは，赤外線センサとドア開閉
センサを両方使用した場合と，赤外線センサのみの場合，
ドア開閉センサのみの場合の計 3パターンを用意してそれ

ぞれ交差検定による評価を行った．交差検定は，データを
収集した 14日のうち 1日分をテストデータ，残り 13日
分をトレーニングデータとし，テストデータとする日程を
切り替えることで実施する．また，既存手法と比較するた
めに，上田らが開発した手法のうち超音波位置測位を活用
した行動推定手法と推定精度の比較を行う．赤外線センサ
と開閉センサを用いる場合と同様に，超音波によって推
定した位置情報 (Time-window:10秒)に対して，Randam

Forestを用いて学習モデルを作成する．評価も同様の交差
検定によって実施する．

5. 実験結果

表 2，表 3に赤外線センサとドア開閉センサを両方用い
た学習モデルによる認識結果を示す．表 2の混同行列は，
実験期間 14日のうちの 3日目の認識結果を表し，各行は
実際の生活行動を示し，各列は識別モデルによって予測
された生活行動を示す．表 3は実験期間 14日に対して交
差検定を行った時の，各生活行動における平均 Precision，
Recall，F-valueを示す．Precision（適合率）は，その生活
行動であると認識されたデータのうち，実際にその生活行
動であった正しいデータの割合である．Recall（再現率）
は該当する生活行動のうち，その生活行動であると正しく
認識されたデータの割合である．F-valueは，Precisionと
Recallの調和平均であり，次式で表される．

F-value =
2Recall · Precision
Recall + Precision

表 3に示す通り，赤外線センサとドア開閉センサを用い
た学習モデルを使用した場合，平均 F-value:65.8%が得ら
れた．また，各生活行動の個別の平均 F-valueを見ると，
「バスルーム活動」が 92.6%と最も高く，「食事」が 10.3%と
他に比べて低い結果となった．これは，ユーザの位置情報
より行動を推定する提案手法の特性上，ユーザの行動が発
生する位置が一定かつ他の行動に比べて特異なエリアに集
中する行動ほど推定精度が高くなるためである．つまり，
ユーザが「バスルーム活動」を行うときは必ずランドリー
ルーム内に滞在するため，推定精度が高くなり，逆に「食
事」はユーザによって食事を取る位置がダイニングテーブ
ル周辺や，ソファ等まちまちであるため，推定精度が低く
なったと考えられる．さらには，ユーザがソファで「食事」
を取った場合，TV視聴等を含む「リビング活動」との区
別も難しくなる．
次に表 4 に赤外線センサとドア開閉センサ両方，赤外
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線センサのみ，ドア開閉センサのみを用いた場合の平均
Precision, Recall, F-value の比較を示す．F-valueで比較
すると赤外線とドア開閉センサ両方を用いた場合が最も高
く，次いで赤外線センサのみ，ドア開閉センサのみの順番
となる．赤外線センサのみの場合でもユーザの行動を推定
できているが，ドア開閉センサを追加することでユーザの
在室状況をより正確に取得できるため，推定精度が向上し
ていると考えられる．一方でドア開閉センサのみでは，部
屋内でのユーザの位置を推定できないため，TV視聴と食
事との区別が難しいと考えられる．
次に表 5に提案手法と超音波位置測位を用いた上田らの
手法との比較を示す．F-valueで比較すると，提案手法は
上田らの手法より高い推定精度ではないものの拮抗する性
能を示していることが分かる．また，上田らの手法に比べ
て 1章で述べた課題 (1)∼(6)を全て解決できていることか
ら，提案手法に優位性がある．

6. おわりに

本稿では，スマートホームにおいて取得したセンサデー
タを用いて機械学習により居住者の生活行動を識別するシ
ステムを提案した．提案システムでは，住人のプライバシー
の確保や導入コストを抑えるためにエナジハーベスト焦電
型赤外線センサとドア開閉センサのみを使用した．評価実
験として，スマートホーム内での行動：「食事」，「バスルー
ム活動」，「睡眠」，「料理」，「掃除」，「リビング活動」，「仕事・
勉強 (PC使用)」，「外出」を対象として Random Forestを
用いて識別モデルを構築したところ，平均 F-value:62.8%で
行動を識別することができた．
今後の予定としては，導入コストをさらに下げるため，
推定精度を保ちつつセンサ数を減らすことを予定してい
る．そこで，センサの時系列変化よりユーザの生活パター
ンを推定し，補完する手法を開発する予定である．また，
将来普及が期待されているスマートホームにはどの家電を
ユーザが使用しているかを推定できるスマートメータが設
置されている．したがって，家電の使用ログを活用するこ
とで補完する手法を開発する予定である．さらには，家庭
内での基本的な生活行動を網羅するために，他の行動も識
別対象に含めて精度を評価したい．その際に，類似した位
置の行動などは識別が困難になると考えられるため，行動
の時刻や，センサデータの分散など，特徴量を増やすこと
で対応する予定である．
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