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LMNNを用いた超二次関数表現に基づく基本形状認識

八馬　遼1,a) 小篠　裕子1,b) 斎藤　英雄1,c)

概要：本稿では，距離センサにより得られた基本形状物体の一部から物体形状パラメータを推定し，その
パラメータを用いて物体認識を行う手法について述べる．本手法では，物体表現手法として超二次関数を

用いる．距離画像から推定された超二次関数パラメータを特徴ベクトルとし，その特徴ベクトルを用いて

距離計量学習の手法の１つである Large Margin Nearest Neighbor (LMNN) を利用して物体認識を行

う．既存手法である k-Nearest Neighborsや Support Vector Machinesと比較し我々の LMNNを用い

た手法が最も精度の良い認識率となった．
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1. はじめに

近年，距離センサ技術の発達に伴いシーンや物体の３次

元情報を Kinect [1]などを用いて容易に取得できるように

なった．３次元点群を用いた物体認識はロボット操作や

シーン理解にとってとても重要なタスクの一つとなってい

る．一方でどのように人間が物体を認識するかという研究

も広く行われてきた [2], [3]．Biedermanら [2]は人間は物

体を複数の基本形状物体の組み合わせとその配置から認識

しているとした．我々は，そのような人間の知覚システム

に基づく基本形状レベルの３次元一般物体認識の実現を目

標に研究を行っている．

基本形状に基づく物体認識を実現するには，より簡潔に，

かつ一貫性を持たせて基本形状を表現することが重要とな

る．そのような物体の表現方法の１つとして超二次関数が

ある [4]．超二次関数は基本形状物体の表現方法の１つで

あり，比較的少数のパラメータで様々な形状を表現するこ

とができる．

本稿では，基本形状物体を超二次関数を用いて表現する
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ことで基本形状の物体認識を行う．超二次関数パラメー

タを用いて基本形状物体認識を行った既存研究としては，

識別器として k-Nearest Neighbor (kNN) を用いた手法 [5]

や， Support Vector Machines (SVM) を用いた手法 [6]が

挙げられる．一方，近年，距離計量学習が高い認識率を出す

識別手法として注目を浴びている．その中の一つに Large

Margin Nearest Neighbor (LMNN)がある [7]．LMNNは

マハラノビス距離を学習することで，kNNを行う際の精度

を上げる手法である．また，SVMは本来 2クラスを識別す

るための識別超平面を学習に求める手法であったため多ク

ラスの識別においては複数の 2クラス識別器を組み合わせ

る必要があった．しかし，LMNNでは多クラス識別のため

に複数の識別器を用意する必要はない．本稿では，LMNN

を用いて超二次関数表現された基本形状を識別する．

Kinectなどに見られる安価な距離センサが開発されるま

では，実物体に対して推定された超二次関数パラメータを

用いて物体認識を行うことは困難であったため Rajaら [5]

は，あらかじめ各実物体に対して推定された超二次関数パ

ラメータとユークリッド距離のマッチングをとることで物

体を識別していた．また，Xingら [6]は仮想的な超二次関

数パラメータを用意し，そのパラメータに対して SVMを

用いることで識別を行った．そして我々の実験ではKinect

v.1 [1] により取得された基本形状の実物体に対してデー
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タセットを構築しそのデータセットに対して kNNや我々

の既存手法である SVMを用いた超二次関数パラメータ識

別 [8]と比較し本研究の LMNNを用いた手法がどれほど有

効かを検証した．

2. 基本形状認識

我々は，超二次関数を用いて基本形状を表現し基本形状

に基づく物体認識手法を提案する．本手法は２つの段階か

ら成っている．まず，物体の３次元点群に対して超二次関

数パラメータを推定する．次に，推定された超二次関数パ

ラメータを特徴ベクトル F とし，LMNNを用いて特徴ベ

クトル F を識別する．

2.1 超二次関数

超二次関数は二次曲面の拡張であり，比較的少数のパラ

メータで様々な基本形状を表現できる手段として，コン

ピュータグラフィックスの分野 [4]やコンピュータビジョ

ンの分野 [9]で用いられ始めた．超二次曲面を陰関数表現

したものを下記に示す．

f(xs, ys, zs)=

{(
xs

a1

) 2
ε2

+

(
ys
a2

) 2
ε2

} ε2
ε1

+

(
zs
a3

) 2
ε1

= 1.

(1)

上式で，パラメータ a1, a2, a3 はそれぞれ x, y, z 軸方向

のスケールを表し，パラメータ ε1, ε2 は z軸方向と x-y平

面の直角具合を表す形状パラメータであり，xs, ys, zs は

超二次曲面上の点を表す３次元座標，添え字 sは超二次関

数を中心とした座標系であることを示す．図 1に形状パラ

メータである ε1, ε2 を変化させたときの様々な超二次曲面

を示す．

図 1: ε1, ε2 の変化に伴う様々な超二次曲面

図 1により，超二次曲面は ε1 ≪ 1, ε2 = 1のときに円柱

のような形状となり，ε1 ≪ 1, ε2 ≪ 1のときに直方体のよ

うな形状となり，ε1 = 1, ε2 = 1のときに球のような形状

をとることがわかる．

2.1.1 座標系変換

前述のように，超二次曲面は超二次曲面を中心とした座

標系をとる．しかし，距離センサから得られた物体の３次

元データが座標系の中心にくることはない．よって，世界

座標系から超二次曲面を中心とした座標系への変換行列を

求める必要がある．世界座標系のある点を (xw, yw, zw)と

し，超二次曲面を中心とした座標系のある点を (xs, ys, zs)

とすると，その２点の関係は式 2のように書ける．式 2に

おいて，変換行列 T は回転成分R(θx, θy, θz)と並進成分

t(tx, ty, tz)から成っている．
xs

ys

zs

1

 = (R|t)


xw

yw

zw

1

 . (2)

2.1.2 超二次関数パラメータ推定

超二次関数は陰関数形式で表すことができるため，超二

次関数 f とある点 p(x, y, z)に対して，f(x, y, z) > 1なら

その点 pは超二次曲面の外側にあり，f(x, y, z) = 1なら点

pは超二次曲面上にあり f(x, y, z) < 1な点 pは超二次曲面

の内側にある．また，前章における世界座標 (xw, yw, zw)

を用いて式 1を書き直すと，超二次関数の５つのパラメー

タと位置姿勢パラメータの６つで合計 11個のパラメータ

の式となる．物体の３次元点が N 個与えられた時に，そ

の３次元点群に対して超二次関数パラメータを推定する．

超二次曲面は式 1で表されるので，１１個のパラメータを

推定するには式 3を最小化する必要がある．

N∑
i=0

(f(xwi , ywi , zwi)− 1)2. (3)

しかし，距離センサで物体を撮影すると物体の部分的な

３次元点群しか得ることができないため，様々な大きさの

超二次曲面が式 3を満たすことができる．よって，重みと

してスケールパラメータを導入することで大きさが最小と

なる超二次関数パラメータを推定することができる．その

ときの最小化する式を下記に示す．

N∑
i=0

(
√
a1a2a3(f(xwi , ywi , zwi)− 1))2. (4)

関数
√
a1a2a3(f(xwi , ywi , zwi)− 1)は 11パラメータの

非線形な関数であるため，式 3を非線形最小二乗問題とし

て解くことができる．本論文では，Levenberg-Marquardt

アルゴリズム [10]を用いてパラメータ推定を行った．さら

に，ε1, ε2 < 0.1の時に式 1は不安定になることが知られ

ており，また図 1が示すように ε1, ε2 > 2.0の時は超二次

曲面は凹状の形状となるが我々はそのような形状を推定の

対象としていない．よって，式を最小化させる際に形状パ

ラメータにおいては 0.0 < ε1, ε2 < 2.0，スケールパラメー
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タにおいては a1, a2, a3 > 0.0の制約を導入する．しかし，

Levenberg-Marquardtアルゴリズムは局所的最適化として

解く手法なため解が局所解に陥ることもありパラメータの

初期値を適切に定めることは重要となる．

2.1.3 初期値決定

推定する 11個のパラメータは並進成分，回転成分，ス

ケールパラメータ，形状パラメータの 4種類に分けること

ができるため，各種類のパラメータで適切な初期値を決め

ることで局所解に陥らないようにする必要がある．物体の

おおよその形状をあらかじめ求めるのはとても困難である

ため，形状パラメータ ε1, ε2 の初期値は常に楕円体を表す

1.0とする．次に，得られた物体の 3次元点群の重心を算

出することでそれを並進成分の初期値とする．また，回転

成分の初期値を求めるためにまずは 3次元点群に対して分

散行列とその分散共分散行列の 3つの固有ベクトルと固有

値のペアを求める．そして，この固有ベクトルを回転成分

の初期値に，そして固有値をスケールパラメータの初期値

とする．

2.2 超二次関数認識

本論文では，超二次関数パラメータ (ε1, ε2, a1, a2, a3)を

特徴ベクトル F とし，特徴ベクトル F に対して機械学習

を用いることで基本形状物体を識別する．Lを識別するク

ラス数，N を各クラスの学習用データ数，li をそれぞれの

特徴ベクトル Fi に対応するクラスとすると，データセッ

トは {(Fi, li)}L×N
i=1 と書ける．共分散行列をM，2データ

Fp,Fq間のマハラノビス距離をDM (Fp,Fq)とすると，マ

ハラノビス距離は以下のように定義される．

DM (Fp,Fq) =
√

(Fp − Fq)TM(Fp − Fq) (5)

LMNN [7]は距離計量学習と呼ばれる手法のうちの 1つ

である．距離計量学習とは，学習データの統計的な特徴を

学習し，識別に適したような距離空間を得る学習手法であ

る．特に LMNNは対象データと同じクラスに属するデー

タとのマハラノビス距離を小さくし，違うクラスに属する

データとのマハラノビス距離をマージンを考慮しつつ大き

くすることによって，より精度よい識別空間を作る手法で

ある．しかし，対象データと同じクラスに属するすべての

データとの距離を計算してしまうと計算コストが膨大にな

るため，LMNNではターゲットネイバを導入する．ター

ゲットネイバとは，対象データと同じクラスに属し対象

データの k 近傍の点のことである．さらに，LMNNでは

マージンを導入し異なったクラスに属するデータはマージ

ンを用いて対象データとの距離を大きくする．以上より，

共分散行列M は次式を最適化することにより学習される．

Minimize
∑
ij

ηijDM (Fi,Fj) + c
∑
ijh

(1− δih)ξijh

subject to:

DM (Fi,Fh)−DM (Fi,Fj) ≥ 1− ξijh

ξijh ≥ 0

M ⪰ 0.

(6)

ここで，ηij は Fj が対象データ Fj のターゲットネイバ

である場合は 1をそうでなければ 0をとるインジケータ関

数である．また，δihは同様にクラス liとクラス lhが同じ

クラスなら 1をそうでなければ 0をとる．そして cは重み

のパラメータである．

3. 実験

本論文では，実物体に対する超二次関数パラメータ推定

の妥当性と超二次関数パラメータ識別における LMNNの

有効性を検証するために 2つの実験を行った．まず，5つ

の日用品の実物体に対して超二次関数パラメータ推定を

行った．次に，基本形状実物体に対して推定されたパラ

メータでデータセットを構築し LMNNを用いて識別を行

い kNN，SVMと比較することで LMNNの有効性を検証

した．

3.1 超二次関数パラメータ推定

まず，実物体に対する超二次関数パラメータ推定の結果

を図 2に示す．Kinect v.1を用いて平面の上に置かれた物

体を撮影し得られた 3次元点群に対して RANSACアルゴ

リズムを用いて平面を除去し，孤立点を除去するために

ユークリッド距離を用いたクラスタリングを行った．

図 2 において (1a), (2a), · · · , (5a) は撮影した物体を，
(1b), (2b), · · · , (5b)は推定された超二次曲面を示す．また，
推定された各超二次関数パラメータを図 2 の下に示し

た．図 2 と図 1 を比べながら推定されたパラメータにつ

いての考察を行う．まずは，物体 (1a)の形状パラメータ

は (ε1, ε2) = (0.10, 0.18)となっており，これは図 1にお

いて直方体と示しているため妥当であることがわかる．

また，物体 (1a) のスケールパラメータは (a1, a2, a3) =

(0.12, 0.07, 0.03)となっているが物体 (1a)の実寸の縦横高

さの比は (width : height : length = 4.47 : 2.29 : 1.0)であ

るためスケールパラメータも形状パラメータと同様に妥当

であることがわかる．

3.2 基本形状認識

本実験では，5種類の基本形状を用いた．用いた物体の

例を図 3に示す．図中の 1の物体は 2辺の長さが等しい直

方体，2の物体は立方体，3の物体は円柱，4の物体はピラ

ミッド形状，5の物体は立方体である．2の物体と 5の物
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(1a) (2a) (3a) (4a) (5a)

(1b) (2b) (3b) (4b) (5b)

(1)(ε1, ε2) = (0.10, 0.18), (a1, a2, a3) = (0.12, 0.07, 0.03)

(2)(ε1, ε2) = (0.10, 0.80), (a1, a2, a3) = (0.05, 0.05, 0.09)

(3)(ε1, ε2) = (0.10, 0.10), (a1, a2, a3) = (0.10, 0.02, 0.03)

(4)(ε1, ε2) = (0.12, 0.10), (a1, a2, a3) = (0.05, 0.05, 0.04)

(5)(ε1, ε2) = (0.10, 0.10), (a1, a2, a3) = (0.06, 0.11, 0.02)

図 2: 超二次関数推定の結果 (a: RGB 画像 b: 超二次曲面)

体はともに立方体であるが，異なったスケールの立方体で

ある．本実験ではこの 5種類の物体を向き，置き方，位置

をランダムに変えて各 240データ撮影し取得した物体の 3

次元データを用いて 5クラスの物体認識を行った．撮影に

はMicrosoft Kinect v.1を用いた．そして 240データのう

ち各物体につき 80データをテストデータ，160データを学

習用データとした．LMNNを有効性を検証するために，3

つの特徴ベクトルを用いて実験を行った．


F1 = (ε1, ε2),

F2 = (a1, a2, a3),

F3 = (ε1, ε2, a1, a2, a3).

(7)

(1) 直方体 (2) 立方体（大） (3) ピラミッド

(4) 円柱 (5) 立方体（小）

図 3: 認識に用いる基本形状物体

SVMにおいては，線形 SVMと非線形 SVM(多項式カー

ネル，RBFカーネル）を用いた．表 1により，すべての特

徴ベクトル F1,F2,F3 において RBFカーネルを用いたと

きが最も高い認識率となり，また特徴ベクトル F3 が他の

特徴ベクトルと比べてすべてのカーネルにおいて最も良い

認識率となった．このことにより，形状パラメータだけで

なくスケールパラメータも超二次関数に基づく物体認識に

おいて有効であることがわかる．また，特徴ベクトル F1

と F2を比べてみると，F2のほうがより良い認識率となっ

ている．このことから，スケールパラメータよりも形状パ

ラメータのほうが認識にはより有効であることがわかる．

図 4 (a)はRBFカーネルで最適化により求まったパラメー

タがC = 100.0, γ = 0.1の SVMの混同行列を示している．

表 1: SVM を用いた物体認識制度 (%)．

SVM

Linear Poly RBF

F1 45.3 51.2 62.3

F2 42.5 38.8 52.0

F3 60.8 64.2 73.5

表 2: NN と LMNN(k = 3,5) を用いた物体認識精度 (%)．

kNN LMNN

k=3 k=5 k=3 k=5

F1 62.2 60.5 60.0 60.2

F2 68.1 68.1 65.4 65.4

F3 74.7 76.5 78.9 79.5
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(a) SVM を用いた場合の混同行列. (b) kNN を用いた場合の混同行列. (c) LMNN を用いた場合の混同行列.

図 4: 各識別器における混同行列の比較

(1) 直方体 (2) 立方体（大） (3) ピラミッド

(4) 円柱 (5) 立方体（小）

図 5: 各基本形状物体の推定された形状パラメータの散布図

次に，k = 3, 5の時の kNNと LMNNを用いた時の認識

率の結果を表 2に示し，k = 3の時の kNNと LMNNの混

同行列を図 4 (b), (c)にまとめる．図 5は推定されたパラ

メータ (ε1, ε2)の散布図を示している．図 5 (4)は円柱形

の物体に対してのパラメータ推定結果の散布図を示してい

る．この図を見ると，点が (ε1 = 0.1, ε2 = 1.0)あたりに集

中しており，図 1により超二次曲面は (ε1 = 0.1, ε2 = 1.0)

のときに円柱形を成すため推定結果は妥当であるといえ

る．また，図 5 (2) , (5)により大きい立方体と小さい立方

体はスケールが異なるだけで同じ形状をしているので似た

散布図となっていることがわかる．そして，図 5 (3)はピ

ラミッド系の物体に対する推定結果の散布図を示してい

る．この図によると，ピラミッド形の物体に対しての推定

結果は (ε1 = 2.0, ε2 = 0.1)や (ε1 = 2.0, ε2 = 2.0)付近に

散布していることがわかる．これは図 1によると，八面体

を表していることがわかる．この理由としては超二次曲面

は四面体（ピラミッド型）の形状を成すことができないた

めであると考えられる．

図 6: 学習用データの全体に対する割合

図 6は全体のデータに対する学習用データに使うデータ

の割合を 10%から 85%まで変えたときに各識別器 (SVM,

kNN, LMNN)でどのように認識率が変化したかを示してい

る．3つの識別器を比較したときに，SVMは過学習に強い

ため学習データの割合が 10%, 20%といったように小さい
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ときは kNNと LMNNに比べて SVMが良い認識率となっ

ていることがわかる．しかし，学習用データの割合が大き

くなるほど LMNNは SVMと比べて安定して高い認識率

を保持していることがわかる．また，kNNと LMNNを比

較した際に LMNNは学習用データの割合が 75%と 80%の

時は kNNのほうがよりよい認識率となっているが，85%の

時は LMNNのほうが高い認識率となったことから全体的

にデータ数が不足していたということがわかる．

4. まとめ

本論文では基本形状で物体を認識する重要性について述

べ，基本形状表現として超二次関数を用いて超二次関数パ

ラメータを距離計量学習手法の 1つである LMNNを用い

ることで識別した．具体的には，基本形状実物体を撮影し

て得られた距離画像から，物体形状を表現する超二次関数

パラメータを推定しそれらを特徴ベクトルとして LMNN

を用いて基本形状物体認識を行った．また，実験としては

実物体に対する超二次関数パラメータ推定の妥当性を検証

するとともに，得られたパラメータを LMNNによって識

別する有効性も確認した．
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