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ローカルおよびリモートGPUを用いた
Spark RDD操作の高速化

大野 泰弘, 森島 信, 松谷 宏紀1

概要：Apache Sparkはビッグデータ向けの分散処理フレームワークである。Sparkの処理においては、インメモリ
RDDがデータとして利用される。本論文では、GPUを用いて Spark RDD操作の計算インテンシブ処理を高速化
することを提案する。GPUで RDDを処理するために、RDDを配列データに変換し、その配列を GPUい転送し
GPUで処理を行う。配列を作成する際、元の RDDの IDと作成された配列をホストメモリにキャッシュする。こ
れにより同一 RDDのデータ変換オーバヘッドを削減することができる。また、転送したデータを GPUデバイスメ
モリで保持し続けることで、GPUへのデータ転送オーバヘッドを削減することができる。また、本論文では PCIe
を通して 10Gbps Ethernet越しに接続された GPUデバイスをリモート GPUとして活用する。リモート GPUへ
のデータ転送オーバヘッドを削減するため、ローカル GPUとリモート GPUに対する RDDキャッシュポリシー
も提案する。我々は、複数のリダクション操作と変換操作の GPU処理を実装し、通常の Spark操作と比較して最
大 21.4倍の性能向上を達成した。また、複数の RDDキャッシュポリシーによる性能向上率の比較も行った。

Performance Improvement of Spark RDD Operations Using
Local and Remote GPUs
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1. はじめに

近年、インターネットの利用拡大やモバイルデバイスの普及
などにより扱われるデータ量が増大してきている。そのような
大規模データセットを処理、解析するためにデータの分散処理
フレームワークが注目されている。
Apache Hadoop[1]は代表的なオープンソースの分散処理フ

レームワークの一つである。Hadoop はストレージとして複
数ノードのディスクにデータを分散保持する HDFS(Hadoop

Distributed File System)を利用している。各プロセスにおい
て、HDFSベースでデータの読み書きを行うため、機械学習の
様な同一データを複数回利用する処理ではディスクアクセスが
ボトルネックとなる。
Apache Spark[2]もオープンソースの分散処理フレームワー

クであるが、中間データを分散共有メモリに保持する点で
Hadoopと異なる。Sparkでは、データセットは RDD(resilient

distributed dataset)[3]というデータ形式で表現される。RDD

は使用時にメモリに保持され、ディスクアクセスが最初と最後
のデータの読み込み、書き込みのみのためディスクへのアクセ
スオーバヘッドが少ない。そのため、機械学習などの同一デー
タに対する反復処理に有効である。
Spark RDD処理の一部は計算インテンシブなため、本論文で

はそれらの処理を GPU(Graphics Processing Unit)デバイスを
用いて高速化する。ホストマシンと GPUの間のデータ転送が
ボトルネックとなりうるため、我々は各 RDDを GPUデバイ
スメモリにキャッシュしてデータ転送オーバヘッドを削減する。
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しかし、ホストマシンに直接接続可能な GPU(ローカル GPU)

の数は限られるため、PCIeから 10Gbpsイーサネット越しに接
続された GPU(リモート GPU) を利用する。これにより、利用
可能なGPUの数とデバイスメモリ容量を増やすことができる。
一方で、リモート GPUへのデータ転送オーバヘッドはローカ
ルGPUへの転送オーバヘッドよりも大きい。ローカルGPUと
リモート GPUを効率的に利用するため、利用頻度や転送サイ
ズを考慮して、RDDを各GPUに割り当てる必要がある。本論
文では、ローカル GPUとリモート GPUに対して 3つの RDD

キャッシュポリシーを提案する。
本論文の構成は以下の通りである。まず、2章にて、背景と
関連研究を説明する。3章にて、Spark RDD処理の GPUオフ
ローディングについて述べる。4章にて、ローカルとリモート
GPUに対する RDDキャッシュポリシーの詳細を説明する。5

章にて評価結果を示し、6章にて本論文をまとめる。

2. 背景と関連研究

2.1 Spark及びRDDの概要
Apach Sparkはデータセットを RDDとして扱う分散処理フ
レームワークである。主な言語は Scalaである。中間データを
RDDとしてメモリ内に保持するため、機械学習の様な同一デー
タを繰り返し使う処理に有用である。Sparkでは、ドライバノー
ドがタスクやデータを複数のワーカーノードの割り当て、各
ワーカーノードは与えられたデータを処理する。最終的にそれ
らの結果をドライバノードで統合し、処理を完了する。
RDDとは、Sparkで採用されているデータ形式である。RDD

は使用時にメモリに保持されるため、機械学習などの同一デー
タに対する反復処理に効果的である。RDDの操作には主にアク
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図 1 配列キャッシュ作成から GPU 処理の流れ

ション処理とトランスフォーメーション処理の 2つがある。ア
クション処理は RDDに対し集約演算を行いスカラデータやベ
クタデータを結果として返す処理で、トランスフォーメーショ
ン処理は RDDを別の RDDに変換する処理である。
本論文では、Sparkの reduce処理などのアクション処理や

sortByKey処理などのトランスフォーメーション処理に加え、
それらの複合処理を GPUを用いて高速化する。

2.2 関連研究
HeteroSpark[4]は Sparkの各ノードに GPUを接続する研究

である。cuSpark[5]は単一マシンに GPUを接続して並列処理
を行う、Sparkのようなフレームワークである。しかし、これ
らの研究は RDDの GPU処理の過程や GPUデバイスに対す
る RDDのキャッシュ方法の詳細に言及していない。本論文で
は GPU処理の際、RDDを配列キャッシュと呼ばれる GPU処
理に適したフォーマットに変換している。この配列キャッシュ
を必要に応じて GPUに転送して処理を行う。また、転送した
配列キャッシュをGPUデバイスメモリに保持し続けることで、
後続の処理の際データ転送オーバヘッドを削減する。
Spark以外では、従来のMapReduceフレームワークに GPU

を組み合わせるものがある [6][7][8]。Mars[6]は GPUベースの
MapReduceフレームワークの一つで、GPUのスレッド並列性
を活用するために CPUベースMapReduceに似た APIを提供
している。
本研究では、デバイスメモリに RDD の配列キャッシュを

キャッシュすることに加え、ローカル GPUとリモート GPU

の併用についても言及する。ローカル GPUとはホストマシン
の PCIeに直接接続された GPUで、リモート GPUとはホス
トマシンの PCIeに 10GbEのネットワーク越しに接続された
GPUである。ネットワーク越しの接続において、我々は NEC

ExpEther[9][10]を使用する (図 3に示す)。ExpEtherを使うこ
とで、GPUデバイスなどのハードウェアリソースへの PCIeパ
ケットはイーサネットフレームにカプセル化され、10GbEで転
送される。

3. Spark処理のGPUオフローディング

3.1 システム概要
図 1に、Sparkから GPUを用いてリダクションとトランス

フォーメーションを行う流れを示す。まず、既存の Spark RDD

メソッドのRDDを作成するメソッド (makeRDD)を用いてデー
タセットのRDDを作成する。その後、配列化メソッド (collect)

を用いて RDDを GPU処理に適した配列に変換する。この配
列を以後、配列キャッシュと呼ぶ。作成された配列キャッシュ
は GPUに転送され Sparkメソッドに対応する CUDAカーネ

図 2 Spark からの GPU カーネル呼び出し

ルが実行される。ここで、RDDから配列に変換する際のオーバ
ヘッドを削減するため、一度 RDD から作成された配列キャッ
シュはホストメモリに格納され 2回目以降の処理で再利用され
る。加えて、GPUデバイスメモリに転送された配列キャッシュ
を別の配列キャッシュが転送されるまで保持させることで、2

回目以降の処理の際、転送オーバヘッドを削減する。GPU側
で配列キャッシュを処理した後、処理結果を CPU側に返して
処理が完了する。

3.2 RDDの配列キャッシュ
図 2に SparkからGPU利用メソッドが呼ばれた際の、ホスト
メモリにRDDをキャッシュしGPUカーネルを実行するまでの
流れを示す。図 2に示すように、一度使われた配列キャッシュ
は GPUデバイスメモリにキャッシュされ後続の処理で再利用
される。ここで、ホスト側に各 RDDと各配列キャッシュの関
係を保持するテーブルを導入する。このテーブルをRDD-Array

テーブルと呼ぶ。このテーブルは Sparkから参照可能で、RDD

から配列キャッシュが作成される際、元の RDDの IDと作成
された配列キャッシュはこのテーブルに同一エントリの要素と
して登録される。また、トランスフォーメーション処理実行時
に、結果が結果配列として登録される。また、GPUデバイス
メモリにキャッシュされている配列キャッシュをもつエントリ
の RDDの IDが記憶され、デバイスメモリ内の配列キャッシュ
の有無の判別を行う。GPU利用メソッドが Sparkから呼ばれ
ると、処理対象 RDDがすでに配列キャッシュに変換されてい
るか RDD-Arrayテーブルを調べる。もしテーブルになければ
対象 RDDは配列キャッシュに変換されテーブルに登録される。
テーブル内にある場合、対象RDDの配列キャッシュがGPUデ
バイスメモリに転送済みかを調べ、デバイスメモリになければ
転送、あれば転送せずに再利用する。
GPU側では、Sparkメソッドに対応する CUDAカーネルが
実行される。Scalaや Java言語で構成された SparkからCUDA

カーネルを呼び出すため、我々は jcuda[11]を用いる。

3.3 Spark処理のGPU実装
Sparkのアクション処理の一つである reduce処理をGPUに
オフロードして行う Sumプログラムの詳細について説明する。
reduce処理は入力 RDDの各要素の和などを計算する際に使
用される。通常 Sparkでの RDDの要素和の計算は、以下のよ
うに行われる。
( 1 ) RDDを作成する。
( 2 ) 入力 RDDに reduce処理を行い要素和を計算する。
Spark の reduce 処理に対応する CUDA カーネルの実装は文
献 [12]をもとに行った。Sparkから GPUを呼び出して処理を
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図 3 10GbE スイッチ越しにネットワーク接続されたリモート GPU

図 4 ローカルとリモート GPU を接続した Spark

行う際、処理過程は以下のように変化する。
( 1 ) RDDを作成する。
( 2 ) RDDを配列化し RDD-Arrayテーブルに登録する。
( 3 ) 配列キャッシュをGPUデバイスメモリに転送した後、GPU

側で reduce メソッドに対応する CUDA カーネルを実行
する。
我々は、Sum プログラム以外にも、RDD の行数を数える

count処理に対応する LineCountプログラムや RDDの要素の
最大値を見つける max処理に対応するMaxプログラムをCUDA

カーネルで実装した。これらの処理過程は上記の Sumプログ
ラムと概ね同様である。
また、トランスフォーメーション処理において、キー値で要

素をソートする SortByKeyプログラムと小文字大文字の変換
を行うWordConversionプログラムを CUDAカーネルで実装
した。加えてアクション処理とトランスフォーメーション処理
の複合処理として RDDの全要素の分散の値を求める Variance

プログラムの実装も行った。これらの処理過程もアクション処
理と概ね同様である。

4. ローカルGPUとリモートGPU

4.1 システム概要
この章では、SparkからローカルGPUとリモートGPUを利

用することを提案する。図 4にシステムの概要図を示す。ホス
トマシンに接続可能な GPUの数は PCIeスロット数により制
限されるため、GPUデバイスメモリにキャッシュ可能な RDD

の数やサイズも制限される。GPUデバイスメモリの空き容量
が十分でないとき、RDDの配列キャッシュはデバイスメモリ
から頻繁にスワップされる。頻繁なデバイスメモリ内データの
スワップは性能の低下につながりうる。そこで、我々は少数の
ローカルGPUに加え、多くのリモートGPUを PCIeを通して
10GbEネットワーク越しに接続することでデバイスメモリ容
量を拡大する。また、GPU数を増やすことで多くのタスクを
GPUで並列に処理することも可能になる。
RDDの配列キャッシュをGPUデバイスメモリにキャッシュ

するにあたり、キャッシュ先の GPUの選択が重要である。リ
モート GPU は数が多い一方で、10GbE の通信オーバヘッド

図 5 RDD グラフの作成

が大きい。また、ローカル GPUは数は少ないが 10GbEの通
信オーバヘッドはかからない。そのため、ローカル GPUとリ
モート GPUの効率的な使い分けは Sparkの高速化に大きく影
響する。

4.2 各GPUに対するRDDキャッシュポリシー
ローカル GPUとリモート GPUの特性を考慮した RDDの
キャッシュポリシーは性能に影響する。本論文では、我々は以
下の 3つの RDDキャッシュポリシーを提案する。
( 1 ) Policy-1:最も利用頻度の高いRDDの配列キャッシュをロー
カル GPUにキャッシュする。

( 2 ) Policy-2:ホストとリモート GPU間のデータ転送回数を最
小化する。

( 3 ) Policy-3:ホストとリモート GPU間のデータ転送総量を最
小化する。

Policy-1はリモートGPUでの CUDAカーネル実行オーバヘッ
ド削減を目的としている。Policy-2 と Policy-3 はホストとリ
モート GPU 間のデータ転送の削減を目的としており、特に
Policy-2では転送回数、Policy-3では転送量に焦点を当ててい
る。データ転送はホストからリモート GPUへの入力データ転
送と、リモート GPUからホストへの出力データ転送の二つが
ある。出力データサイズは実行処理の種類に依存する。アク
ション処理ではスカラデータかベクタデータを出力するのに対
し、トランスフォーメーション処理では RDDを出力するため
出力データサイズはアクション処理のものより大きい。同一入
力データに対し CUDAカーネルが実行されるとき、2回目以降
の入力データの転送は行われない。
3つの RDDキャッシュポリシーは対象アプリケーションの
ソースコードの静的解析の後、適用される。我々のコード解析
プログラムを使うことでアプリケーションコードから、ノー
ドが RDDでエッジが RDD処理の RDDグラフが抽出される。
RDDグラフのノードとエッジの数を数えることで、対象アプ
リケーションにおける各 RDDのアクセス回数と各 RDDの転
送サイズを見積もることができる。
RDDの各ノードは処理結果サイズの情報を保持する。我々の
静的解析プログラムは各エッジでの処理結果サイズをスカラサ
イズ、元 RDDより小さいサイズ、元 RDDと同程度のサイズ、
元 RDDより大きいサイズのいずれかに分類する。例えば、ア
クション処理の結果はスカラサイズとして分類される一方、ト
ランスフォーメーション処理の sortByKey処理の結果は要素が
ソートされた同一サイズの RDDであるため元 RDDと同程度
のサイズとして分類される。また、filter処理後は RDDの要
素数が減少するため、元 RDDより小さいサイズと分類される。
図 5に静的解析プログラムによるRDDグラフ抽出の具体例を
示す。RDD1のアクセス回数は 3回でRDD2のアクセス回数は
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表 1 評価環境
CPU Intel Xeon E5-2637 v3

Number of CPU cores 4

Operating frequency 3.50GHz

Memory capacity 256GB

GPU GeForce GTX 980 Ti

OS CentOS 6.7

CUDA version 7.5

jcuda version 0.7.5

Spark version 1.6.0 (Stand alone mode)

Scala version 2.10

1回である。入力データセットがGPUデバイスメモリに転送さ
れるとき、入力データサイズは “1”と記録される。アクション
処理が行われるとき、処理結果はスカラ値のため “0”が結果サ
イズとして記録される。トランスフォーメーション処理が行わ
れるとき、処理結果サイズが元 RDDより小さければ “0.5”が、
元 RDDと同程度ならば “1”が、元 RDDより大きければ “1.5”

が記録される。ここでは、LineCountプログラムはアクション
処理のため結果サイズに “0”が記録される。WordConversion

プログラムは同一サイズのRDDを生成する処理のため、結果サ
イズに “1”が記録される。PatternMatchプログラムは対象文
字列を抽出した RDDを生成する処理のため、結果サイズには
“0.5”が記録される。入力時のデータサイズと出力データサイ
ズの合計から、RDD1の合計転送サイズは “2.5”と記録される。
RDDグラフにおける各 RDDのアクセス回数や入出力サイ

ズを基に、RDDキャッシュポリシーが適用され、各 RDDが
ローカル GPU とリモート GPU に振り分けられる。例えば、
Policy-1では利用回数最大の RDD1 がローカル GPUにキャッ
シュされる。これらの RDDキャッシュポリシーごとの実行時
間比較ついては 5章にて述べる。

5. 評価

5.1 アクション処理の性能評価
この章では、アクション処理の実行時間について、CPUの

みの Sparkとローカル GPUを用いた Spark、そしてリモート
GPU を用いた Sparkの比較を行う。表 1に評価環境を示す。
Javaヒープ領域は 200GBとした。リモートGPUにおいて、各
GTX 980 Ti GPUはホストマシンに NEC ExpEther10Gで、2

つの SFP+モジュールを介して接続される。
アクション処理の性能評価には、Sumプログラム、Maxプ

ログラム、LineCountプログラムを用いた。評価にあたり、各
プログラムを 5回連続で実行するのを 1セットとし、それを 50

セット実行し平均値をとった。5回連続の実行の最初の実行に
は Spark起動と RDD作成のオーバヘッドがかかる。それに加
え、GPU実行では配列キャッシュの作成時間もかかる。現在、
配列キャッシュ作成は最適化されておらず、他のオーバヘッド
に比べ大きな時間がかかる。この問題点に関しては、6章で言
及する。図 6に各プログラムの実行時間比較を示すが、この図
には Sparkの起動時間、RDD作成時間、配列キャッシュ作成
時間を含めていない。これらのオーバヘッドは、RDDが新た
に作成された時にしか発生しないためグラフからは省略する。
これら 3つのオーバヘッドの内、配列キャッシュ作成時間のみ
“overhead” としてグラフのキャプションに示す。
図 6(a)に CPU、ローカルGPU、リモートGPU による Sum

プログラムの実行時間を示す。要素の値がランダムの 1GBの
Int型配列を入力データとした。また、Sparkの起動に 1.9秒、
RDD作成に 8.4秒、配列キャッシュ作成に 15.6秒かかった。こ
こで、GPUでの実行時間は GPU処理時間と、ホストと GPU

デバイス間のデータ転送時間の合計である。1回目の実行の際
はデータ転送オーバヘッドがかかっているが、2回目以降では
デバイスメモリ内データを再利用するため転送オーバヘッドが
かからず、全体の実行時間は短くなった。Sumプログラムにお
いて、ローカル GPU実行は CPU実行に対し 1回目は 11.4倍
の性能向上、2回目以降は 14.4-15.7倍の性能向上を達成した。
また、リモート GPU実行は CPU実行に対し 1回目は 4.7倍、
2 回目以降は 14.5-15.7倍の性能向上を達成した。
図 6(b)にMaxプログラムの実行時間比較を示す。要素の値
がランダムの 1GBの Int型配列を入力データとした。図 6(c)

に LineCountプログラムの実行時間を示す。ランダムに生成さ
れた 1GBのテキストファイルを入力データとした。

5.2 トランスフォーメーション処理の性能評価
トランスフォーメーション処理の性能評価には、SortByKey

プログラムとWordConversionプログラムを用いた。
図 6(d)に、CPUとローカル GPUとリモート GPUによる
キーソートの実行時間比較を示す。1GBのキーバリュー配列
を入力データとした。ただし、キーは 512MBの Int型データ、
バリューは 512MBの Int型データである。また、GPU処理の
際、キーのみを転送したため転送データサイズは 512MBであ
る。既存 Sparkメソッドを用いて RDDからキーを抜き出し配
列化しているため、配列キャッシュ作成時間は大きく、改善の
余地がある。
2回目以降の GPU実行では、転送済みデータを再利用する
ため、転送オーバヘッドがかからない。しかし、図 6(d)でロー
カル GPUとリモート GPUにおける 1回目と 2回目以降の実
行時間にはほとんど差が見られない。これは、SortByKeyプロ
グラムの GPU処理の時間が大きく、転送時間が相対的に小さ
くなるためである。結果的に、ローカルGPU実行は CPU実行
に対し 1回目は 16.0倍の性能向上、2回目以降は 15.7-20.0倍
の性能向上を達成した。また、リモートGPU実行は CPU実行
に対し 1回目は 14.2倍、2回目以降は 14.6-18.9倍の性能向上
を達成した。
図 6(e)に、WordConversionプログラムの実行時間比較を示
す。ランダムに生成された 1GBのテキストファイルを入力デー
タとした。転送時間の割合が多いため、リモート GPUの CPU

に対する性能向上率は控えめなものとなった。

5.3 複合処理の性能評価
アクション処理とトランスフォーメーション処理の複合処理
の性能評価には、Varianceプログラムを用いた。
図 6(f) に CPU とローカル GPU とリモート GPU による

Varianceプログラムの実行時間比較を示す。要素がランダムの
1GBの Int型配列を用いた。ローカル GPU実行は CPU実行
に対し 1回目は 11.5倍の性能向上、2回目以降は 15.2-19.9倍
の性能向上を達成した。また、リモートGPU実行は CPU実行
に対し 1回目は 5.8倍、2回目以降は 14.3-18.5倍の性能向上を
達成した。

5.4 RDDキャッシュポリシーごとの性能評価
前節までに示したように、様々なプログラムの実行時間を

CPU、ローカル GPU、リモート GPUにて測定した。その測
定結果をもとに 4.2節で提案した RDDキャッシュポリシーに
よる性能比較のシミュレーションを行った。シミュレーション
のため、我々が実装した各プログラムを実行する 3つのアプリ
ケーションを想定した。1つ目と 2つ目のアプリケーションは
単純な処理のため、ローカルGPU1つ、リモートGPU1つと想
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(a) Sum (overhead: 15.6s) (b) Max (overhead: 15.4s) (c) LineCount (overhead: 28.3s)

(d) SortByKey (overhead: 206.2s) (e) WordConversion (overhead: 28.6s) (f) Variance (overhead: 9.9s)

図 6 CPU、ローカル GPU、リモート GPU による各プログラムの実行時間

定した。3つ目のアプリケーションは処理量が大きいため、ロー
カル GPU1つ、リモート GPU7つと想定した。また、各 GPU

デバイスメモリに一度にキャッシュ可能な配列キャッシュは 1

つとした。RDDj が RDDiに依存するとき、これらの RDDは
逐次的に処理され、依存性がなければ並列に処理される。
1つ目のアプリケーションは、1GBの Int型データを RDD1、

1GB テキストデータを RDD2、別の 1GB テキストデータを
RDD3 としてロードする。それらは以下の手順で処理が行わ
れる。
( 1 ) RDD1.Sum

( 2 ) RDD2.LineCount

( 3 ) RDD1.Variance

( 4 ) RDD4 = RDD3.WordConversion

( 5 ) RDD1.Max

( 6 ) RDD5 = RDD2.WordConversion

( 7 ) RDD1.Min

このアプリケーションでは、RDD1が利用回数最大の RDDと
判別される。
2 つ目のアプリケーションは、1GB キーバリューデータを

RDD1としてロードする。その後以下の手順で処理が行われる。
( 1 ) RDD2 = RDD1.SortByKey

( 2 ) RDD3 = RDD2.values.WordConversion

( 3 ) RDD2.keys.Max

( 4 ) RDD2.keys.Min

( 5 ) RDD3.LineCount

( 6 ) RDD3.Min

このアプリケーションでは、RDDグラフに沿って逐次的にRDD

が作成される。最も頻繁に利用される RDDは RDD2である。
RDDキャッシュポリシーを処理量の大きいアプリケーショ

ンで評価するため、ランダムな 50回のメソッドをランダムに
選ばれた RDDに実行するアプリケーションを、3つ目のアプ
リケーションとして用いた。初期の RDDは 3つとし、各 RDD

のサイズは 1GBとした。規模が大きく、ランダムに生成した
ためアプリケーションの詳細は省略する。表 2と 3、そして表
4に 3つのアプリケーションのシミュレーション結果を示す。
1つ目のアプリケーションでは、RDD間の依存関係がない状

表 2 アプリケーション 1 のシミュレーション結果

RDD caching policy RDD1 RDD2 RDD3 Execution time

Policy-1 Local Remote Remote 4.987 (sec)

Policy-2 Local Local Remote 3.504 (sec)

Policy-3 Remote Local Local 2.777 (sec)

Local GPU only Local Local Local 4.223 (sec)

表 3 アプリケーション 2 のシミュレーション結果

RDD caching policy RDD1 RDD2 RDD3 Execution time

Policy-1 Remote Local Remote 8.258 (sec)

Policy-2 Remote Local Local 8.387 (sec)

Policy-3 Local Local Remote 7.450 (sec)

Local GPU only Local Local Local 7.579 (sec)

表 4 アプリケーション 3 のシミュレーション結果
RDD caching policy Execution time

Policy-1 20.278 (sec)

Policy-2 19.811 (sec)

Policy-3 18.576 (sec)

Local GPU only 46.479 (sec)

況を想定している。そのため、リモートGPUを使って処理が並
列に実行され、性能が向上につながる。Policy-1を適用すると
最も使われる RDD1 をスワップなしでローカル GPUにより処
理できる。しかし、リモートGPUではRDD2と RDD3が交互
に処理されるため、ホストとリモートGPU間のデータ転送量が
大きい。結果的にリモートGPU実行はローカルGPU実行の 2

倍以上の実行時間がかかり、全体性能が悪化した。Policy-2を
適用した場合、ホストとリモート GPUの間のデータ転送回数
は 2回のみになる。結果的に、Policy-1よりもデータ転送オー
バヘッドが少なくなり性能が向上した。Policy-3を適用すると、
転送量の多い RDD2と RDD3はローカルで処理される。結果
的に転送オーバヘッドが大きく削減され、Policy-3は他のポリ
シーよりも性能がでた。
2つ目のアプリケーションでは、RDD間に依存関係がある
状況を想定している。依存関係があると待ち時間が発生し、リ
モート GPUを多く使う利点が小さくなる。結果的に、ローカ
ル GPU のみを使った時の性能が相対的によくなった。しか
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図 7 Sum プログラムの RDD サイズごとの実行時間

し、Policy-3では RDD3生成後に RDD2と RDD3をローカル
GPUとリモートGPUで並列して処理するため、最高の性能と
なった。
3つ目のアプリケーションのような規模の大きいアプリケー

ションの場合はリモート GPU を使った配列キャッシュと並列
処理が性能向上につながることが分かる。ここでも Policy-3が
最大性能である。以上の結果から、並列実行可能なアプリケー
ションに対してはより多くのリモート GPUを用いることで、
デバイスメモリからの RDDスワップ回数とデータ転送オーバ
ヘッドが減り性能が向上する。

5.5 大容量RDD処理の性能評価
今回の実装では、GPUデバイスメモリより大きいサイズの

RDD の配列キャッシュは複数の配列に分割され複数の GPU

に並列処理される。簡単のため GPUデバイスメモリサイズを
1GB と仮定し、RDD サイズを 1GB から 8GB に変えた時の
Sumプログラムの実行時間を評価した。我々は 1つのローカ
ル GPUと 2つのリモート GPUをこの評価に用いた。つまり、
1GBの分割された配列が 3つまで並列に処理される。この並列
処理はすべての分割された配列が処理されると終了する。
図 7に CPUと 3GPU+split、そして splitによる 1回目の処

理の実行時間を示す。ここで、“3GPU+split”は 3つのGPUに
RDDを分割して処理する時の実行時間を示し、“split”は RDD

を 1GBの配列に分割するのにかかる時間を示している。これ
らは 10回の実行の平均値である。図のように、3GPU+splitの
実行時間はデータサイズが増えるにつれ増加した。splitの時間
は計算時間に比べてごくわずかだった。

6. まとめと今後の課題

本論文では、Sparkの計算インテンシブな処理を高速化する
ために、Sparkから CUDAカーネルを呼び出し処理をオフロー
ドするようにした。また、GPUデバイスメモリに RDDを可能
な限りキャッシュすることで転送量を減らした。ローカルGPU

に加え、リモート GPUも利用することでデバイスメモリ容量
を拡大し、多くのタスクの並列処理も可能にした。ローカル
GPUとリモートGPUに対し、3つのRDDキャッシュポリシー
の提案、評価も行った。我々は今回、Sum、Max、LineCount、
SortByKey、WordConversion、そして Varianceプログラムを
ローカル GPU とリモート GPUを活用する Spark上に実装し
た。各プログラムのローカル GPUとリモート GPUでの実行
時間を、同じ操作が繰り返し行われる前提で評価した。評価結
果から、我々の修正した Sparkがローカル GPUを利用したと
き、通常の Sparkと比較して最大 21.4倍の性能向上を達成し

た。リモートGPUを利用した場合の性能は、ローカルGPUの
実行時間と比べ 1回目の実行以外ではほとんど劣化することは
なかった。リモートGPUへのデータ転送オーバヘッドのため、
3つの RDDキャッシュポリシーではリモートGPUへのデータ
転送量を最小にしたものが最も高性能となった。今回我々は、
単一ホストマシンにローカル GPUとリモート GPU を組み合
わせて使ったが、複数ホストマシンに拡張し各マシンがローカ
ル GPUとリモート GPUを活用できるようにすることも可能
である。
本論文は Sparkからローカル GPUとリモート GPUを効率
的に使うことに焦点を当てているが、配列キャッシュ作成時間
は削減すべきである。今回は既存 Sparkメソッドの collect処
理を使って RDDから配列キャッシュを作成した。今後は変換
オーバヘッドを削減するために、RDDから配列キャッシュを
作成する独自の変換処理を実装することを計画している。今回
のアプリケーションは簡単なものを実装したが、今後は洗練さ
れたアプリケーションを実装することも予定している。
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