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大規模データストリームの将来予測アルゴリズム
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概要：本論文では，大規模時系列データストリームのための高速予測手法である RegimeCast について
述べる．RegimeCast は，センサデータやWebのアクセス履歴等，様々な時系列パターンから構成され
る大規模データストリームが与えられたとき，それらの中から重要な特徴や潜在的なトレンドを発見し，
長期的かつ継続的に将来のイベント予測を行う．より具体的には，本研究では，自然界の生態系モデルに
おけるレジームシフトの概念を拡張し，時系列イベントデータを適応型非線形動的システムとして表現す
ることで，複雑な時系列パターンを柔軟に表現する．提案手法は (a) 大規模データストリームの中から，
重要な特徴を発見し，(b)刻々と変化していく潜在的な時系列パターン（すなわち，レジーム）を自動的か
つ高速に認識することで，長期的なイベント予測を実現する．ここで，提案手法は (c)データストリーム
の長さに依存せず，(d)各時刻において，最適なイベント予測値を推定する．実データを用いた実験では，
RegimeCast が様々な時系列データストリームの中から特徴的なパターンを発見し長期的な予測を行うこ
とを確認し，さらに，最新の既存手法と比較し大幅な精度，性能向上を達成していることを明らかにした．
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Abstract: Given a large, online stream of multiple co-evolving event sequences, such as sensor data and
Web-click logs, that contains various types of non-linear dynamic evolving patterns of different durations,
how can we efficiently and effectively capture important patterns? How do we go about forecasting long-
term future events? In this paper, we present RegimeCast, an efficient and effective method for forecasting
co-evolving data streams. RegimeCast is designed as an adaptive non-linear dynamical system, which is
inspired by the concept of “regime shifts” in natural dynamical systems. Our method has the following
properties: (a) Effective: it operates on large data streams, captures important patterns and performs long-
term forecasting; (b) Adaptive: it automatically and incrementally recognizes the latent trends and dynamic
evolution patterns (i.e., regimes) that are unknown in advance; (c) Scalable: it is fast and the computation
cost does not depend on the length of data streams; (d) Any-time: it provides a response at any time and
generates long-range future events. Extensive experiments on real datasets demonstrate that RegimeCast

does indeed make long-range forecasts, and it outperforms state-of-the-art competitors as regards accuracy
and speed.
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1. まえがき

時系列データストリームは，センサネットワーク監

視 [16], [28], [34]，経済，産業分析 [47], [49]，ソーシャル

ネットワーク [20], [27]，オンラインテキスト [12], [13]，医

療情報分析 [9], [15], [29] 等，多岐にわたる分野で大量に
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生成される．これらの応用の中で，重要な要素技術として

あげられるのは，大量に生成され続ける時系列データのリ

アルタイム解析技術である．なかでも，時系列データスト

リームに基づくリアルタイム将来予測は，今後のビッグ

データ時代における時系列解析技術として，最も重要かつ

挑戦的な研究課題である．

本論文では，大規模時系列データストリームのための

高速予測手法であるRegimeCast [22]について述べる*1．

RegimeCastは，自然界の生態系モデルにおけるレジーム

シフト [6], [43] の概念を拡張し，時系列イベントストリー

ムを適応型非線形動的システムとして表現することで，複

雑な時系列パターンを柔軟に表現する．

より具体的には，以下の問題を扱う．

d次元のイベントエントリで構成される時系列データスト

リーム X = {x(1), . . . ,x(tc)}が与えられ，tc を現時刻と

するとき，lsステップ先のイベント x(tc + ls)を予測する．

1.1 データストリームのリアルタイム予測

本研究では，d 次元のイベントエントリの集合で構成

される半無限長のデータストリーム X = {x(1),x(2), . . . ,

x(tc), . . .}を扱う．ここで，x(tc)は最も新しいイベントエ

ントリであり，時刻が進むごとに tcが増加する．データス

トリーム X が与えられたとき，X の中から重要なパター

ンを発見し，未知の将来イベントをリアルタイムに推定し

たい．より具体的には，以下の要件を満たすような手法を

提案する．

• ls ステップ先の予測：複数のセンサから大量に生成さ

れる d次元のイベントストリームとして，たとえば，

自動車の走行センサや防犯用のモーションセンサ等を

解析する場合を考える．これらの大規模イベントスト

リームが与えられたとき，効果的かつ効率的に未来の

イベントを予測し，交通事故防止や防犯対策等を実現

したい．ここで重要な点として，提案手法は，(a)長期

的な予測の能力が必要である．たとえば，各時刻にお

いて，ls = 100ステップ先の推定をしたい．さらに，

提案するアルゴリズムは (b)連続性を有し，データス

トリームの現在のトレンドや時系列パターンを動的に

把握し，将来のイベントを継続的に予測し続けなくて

はならない．

より具体的に，まず，(a) 長期的な予測については，

たとえば，交通センサ解析に基づき「1時刻先に事故

が起こる可能性がある」といった警告を発した場合，

その事故を防ぐには時間が短すぎる．つまり，リア

ルタイムの予測問題において，短期的な（たとえば，

1, 2, 3, . . . ステップ先の）イベント予測は意味をなさ

ない．次に，(b) 連続性については，データストリーム

*1 http://www.cs.kumamoto-u.ac.jp/˜yasuko/software.html

処理において非常に重要な要素である．ARIMAモデ

ル（autoregressive integrated moving average model）

にあげられるような従来の静的な時系列予測手法と異

なり，理想的な予測手法は，データストリームの最新

時刻のトレンドやパターンに応じて柔軟かつ動的に推

定値を最適化し続ける必要がある．

• 適応型非線形動的システム：図 1 (a)において示すと

おり，現実世界における時系列イベントストリームは，

種類の異なる様々な時系列パターンから構成される．

たとえば，図 1 (a)における家事のパターンは walking

（歩く），dustpan（塵取り），wipe a window（窓拭き）

等の複数のモーションから構成される．同様に，ネッ

トワーク監視システムで生成されるストリームは正常

パターンに加え，異常値等の特徴的なパターンを含む．

Web上のユーザ活動（図 7）や商品購入履歴イベント

ストリームは，成長，成熟，衰退期等の複雑な非線形

パターンから構成される．本論文では，このような特

徴的な時系列パターンをレジーム（regime）と呼ぶ．

図 1 (a)では，単一のイベントストリームX の中に複

数のレジームが含まれており，たとえば，t = 1,000に

おいて，walkingから draggingモーションへと移行し

ている．ここで，このようなトレンドの急激な変化を

レジームシフトと呼ぶ．

まとめると，アルゴリズムはイベントストリームの中

から突発的な変化点を検出し，現時刻のレジームを瞬

時に認識することで，ls ステップ先の未来のイベン

トを柔軟に予測しなくてはならない．ここでさらに

重要な点として，これらのレジームは，事前知識なし

に，データに応じて柔軟に学習する必要がある．そこ

で本研究では，適応型非線形動的システム（adaptive

non-linear dynamical system）に基づく手法を提案す

る．提案モデルの詳細は 3.2 節において述べる．

1.2 具体例

図 1は，モーションイベントストリーム（house cleaning

motion）における RegimeCast の出力の様子を示して

いる．図 1 (a)上段は，オリジナルのイベントストリーム

を示しており，4 つのモーションキャプチャセンサ（左

右の腕および足）から生成された house cleaning に関連

する複数のモーション（たとえば，walking，dragging a

mop，using a dustpan，wiping a window）から構成される．

図 1 (a)下段は，RegimeCast を用いた際の，各時刻にお

ける (100:120)ステップ先の予測結果を示している．具体

的には，RegimeCast は，出力単位時刻ごとに (100:120)

ステップ先の将来イベントを予測し続けている*2．

*2 出力単位時刻 lp は，ユーザが設定するパラメータ（たとえば，
lp = 20）である．もし lp = 1 の場合には，提案アルゴリズムは
ls ステップ先のイベントを 1 時刻ごとに出力する．
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(a) オリジナルイベントストリーム（上段）と提案手法による (100:120)-ステップ先の予測結果（下段）

図 1 モーションイベントストリームにおける RegimeCast の出力例：(a)オリジナルデータ

と提案手法による予測結果，(b) 各時刻における提案手法の出力結果の様子を示す

Fig. 1 Forecasting power of RegimeCast for a “house cleaning” motion stream: (a)

The original data (top), our (100:120)-steps-ahead forecasted results (bottom),

and (b) snapshots of video clips (top) and RegimeCast outputs (bottom) at

four different time ticks.

図 1 (b-1)–(b-4)は，4つの異なる時刻におけるRegime-

Cast の予測結果を示している．ここでは，それぞれ，

図 1 (a)下段に示した各時刻における予測結果のうち，時

刻 tc = 560, 4020, 6760, 8680における出力の様子を示して

いる．図 (b-1)–(b-4)において，上段は，各時刻における

実際のモーションの様子，下段は RegimeCast の出力の

スナップショットをそれぞれ示している．提案手法によっ

て推定されたイベントは太線で表現され，オジリナルの

イベントシーケンスは灰色の点線で表現されている．赤

い縦線は時刻 {tc, ts, te}を示しており，tc は現時刻を示

す．各時刻 tc において，提案アルゴリズムは (100:120)-ス

テップ先の将来イベント，つまり，時刻 ts から te を予測

する．たとえば図 (b-1)では，現時刻 tc = 560において，

提案手法は時刻 ts = 660から te = 680を予測している．

本論文では，図 (b-1)–(b-4)のようなスナップショット図

を RegimeSnapと呼ぶ．より具体的な予測手法の内容に

ついては，4.1 節における図 3 で述べる．

まとめると，大規模イベントストリームが与えられたと

き，提案手法は，高速かつ自動的に重要なモーションパ

ターン（walking，wiping等）を検出し，ls ステップ先の

将来イベントを予測する．最も重要な点として，提案アル

ゴリズムは，データに関する事前学習や，モーション（レ

ジーム）の種類や出現数，変化点（レジームシフト）に関

する事前情報を必要とせず，最適な予測値を高速に推定し

続けることができる．

1.3 本論文の貢献

本研究では，大規模データストリームのための高速将来

予測手法であるRegimeCast を提案する．RegimeCast

は次の特長を持つ．

( 1 ) 大規模時系列ストリームの特徴的なパターンを発見

し，長期的なイベントの予測を実現する．

( 2 ) データ内に含まれる時系列パターンの種類や変化点

に関する事前情報を使用することなく，自動的かつ柔

軟に潜在的なトレンドを認識する．

( 3 ) 計算コストはデータストリームの長さに依存しない．

( 4 ) 提案手法は，リアルタイムに最適な将来イベントを

推定し続ける．

2. 関連研究

時系列データの解析に関する研究は多岐にわた

る [2], [21], [30], [34], [39], [40], [41], [50]．大規模時系列

シーケンスのための類似探索，パターン発見は重要な課題

である [4], [31], [32], [34], [35], [38], [42], [44], [45]．時系

列ビッグデータの研究としては，TriMine [26]は大規模複

合時系列イベントデータのための高速な予測手法であり，

FUNNEL [29]は大規模疫病テンソルデータのための非線

形モデルである．文献 [23]では多次元時系列シーケンスの
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ための特徴自動抽出手法を提案した．Rakthanmanonらは

文献 [37]において，兆単位（“trillions”）の時系列シーケ

ンスを対象とした DTWの類似探索問題を扱っている．

ソーシャルメディアとオンラインユーザ活動の非線形

時系列解析に関する研究も活発化している [9], [24], [25],

[27], [36]．文献 [27]では，ソーシャルネットワーク上での

情報拡散過程を非線形動的システムとして表現し，Prakash

ら [36]は，ネットワーク上において，2つの異なる商品や

アイディアがどのように競合するかを議論し，任意のグラ

フ構造上での理論的なモデル化を行った．Gruhlら [10]は

ブログ等のオンライン活動と Amazon.comにおける売り

上げの関係性に着目し，Ginsbergら [9]は，オンライン検

索数の推移からインフルエンザの流行をトラッキングし，

実際のインフルエンザのウィルスとオンラインのユーザの

活動に強い相関があることを示した．

自己回帰モデル（AR: autoregressive model），線形動

的システム（LDS: linear dynamical systems），カルマン

フィルタ（KF: Kalman filters）は代表的な技術であり，こ

れらに基づく時系列の解析と予測手法が，AWSOM [33]，

TBATS [19]，PLiF [18]，TriMine [26]をはじめ，数多く提

案されている．しかしながら，上記の予測手法はすべて線

形方程式に基づくため，本研究で対象とする非線形性を有

する時系列データの表現には適していない [39]．

既存の非線形の予測手法についても，主に最近傍探索に

基づくものが主流であり [3], [48]，長期予測のための時系列

のモデル化の能力を有さない．時系列データに含まれる複

数のパターンを表現するモデルとして，階層的隠れマルコ

フモデル（hierarchical HMM）[5]や，swithcing LDS [7]，

BP-AR-HMM（beta process autoregressive HMM）[8]が

提案されている．これらの手法は，時系列の複雑な動的パ

ターンを表現する能力があるが，その一方で，高度なパラ

メータ学習やモデル構造の定義等が必要となり，さらに，

大規模時系列データストリームのリアルタイム解析および

将来イベント予測の能力を有していない．

3. REGIMECAST

本章では，提案手法のための基本的な概念とモデルにつ

いて述べる．

3.1 自然界におけるレジームシフト

レジームシフトは，自然界における動的システムにおい

て，構造や性質の急激な変化のことを指し，実世界の自然

現象を理解するうえで重要な概念である．実社会における

重要性により，レジームシフトは様々な分野において近年

活発に研究されており，とりわけ，環境生態学分野におい

て多く取り組まれる課題である [6], [11], [43], [46]．

環境生態学において，レジームとは，自然現象内の特徴

的な時系列パターンのことを指し，レジームシフトとは，

図 2 生態系とセンサストリームにおけるレジームシフトの様子

Fig. 2 Regimeshifts in an ecological system vs. sensor stream.

ある時系列パターン（レジーム）から別のレジームに変化

する現象を示す [11]．レジームシフトは主に，内的要因（シ

ステム内の安定性の変化等）もしくは外部要因（システム

への外部ショック等）により引き起こされる．生態系にお

いて，たとえば，湖，珊瑚礁，森林地帯では，魚，珊瑚，水，

土壌等の様々な生物的，非生物的な要素が，非線形動的シ

ステムとして相互作用し時間発展していく．自然生態系に

おけるレジームシフトの例として，人為的な富栄養化によ

る湖の透明度の変化，海洋生態系におけるハリケーンや気

候変化に基づく珊瑚と大型藻類の競合優位性の変化等があ

げられる．同様に，図 2 (a)のように，草原地帯は森林地

帯へシフトすることがある．たとえば草原地帯は，草食動

物の存在や火事，森林伐採等の要素により木々の成長が抑

えられ，安定したシステムとなるが，何らかの理由により

木々が一定以上の大きさに成長すれば，草食動物や火事の

影響を受ける可能性が減少し，森林地帯へ移行する [43] *3．

数理モデルに基づく分析. 生態系における各要素の時間発

展は次の常微分方程式で表現することができる [43]：

ds(t)
dt

= a0 + a1s(t) + a2f(s(t)), (1)

ここで，s(t)は時刻 tにおける生態系の特性（養分や土壌

等）を表し，a0は栄養負荷等の s(t)を変化させる環境要因

を表現する．a1は，システム内の s(t)の成長，減少率（た

とえば a1 < 0における栄養除去率）を示す．a2 は s(t)の

関数 f(s(t))による回復率（栄養循環等）を示し，関数 f

によりレジームの推移が発生する．

その簡易性と一般性により，上記の動的システムとレ

ジームシフトの概念は，生態学をはじめ，社会学，経済学

や政治学等において広く適応される．次節では，自然界の

動的システムにおけるレジームシフトの概念を拡張し，提

案手法である RegimeCast について述べる．

3.2 提案モデル

本節では提案モデルの詳細について述べる．本研究の目

的は，様々な時系列パターン（つまりレジーム）を含む大

規模イベントストリーム X が与えられたとき，その中か
*3 Image courtesy of dan at FreeDigitalPhotos.net.
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ら重要なトレンドを発見，モデル化し，長期的な予測を実

現することである．

提案手法は次の 3つの重要な特徴を表現する．

• (P1)潜在的な非線形動的パターン

• (P2)イベントストリーム上でのレジームシフト

• (P3)階層的な構造

3.1 節で示した自然界の動的システムと同様に，実世界

におけるイベントストリームは，様々な潜在的要素に影響

されながら時間発展していく．たとえば，走行センサスト

リームは，交通状況，天候，運転者等の要素により推移し，

Webのアクセス履歴イベントは，ユーザの嗜好や興味に基

づき時間発展する．そこで本研究では，(P1)時系列イベン

トストリームの潜在的なパターンを非線形の動的システム

として表現する．より具体的には，時系列イベントシーケ

ンスを潜在的非線形微分方程式として表現する．本研究で

はさらに，重要な時系列パターンの変化点，つまり，(P2)

イベントストリーム上でのレジームシフトを自動発見した

い．図 2 は，生態系とイベントストリーム上（ここでは，

モーションストリーム）でのレジームシフトを比較してい

る．本研究では，生態系におけるレジーム間の変化，つま

り，レジームシフトの概念に基づき，時系列イベントスト

リームを非線形動的システムとして表現することにより，

複雑な時系列パターンを表現するモデルを提案する．ここ

で重要な点として，実際の時系列イベントストリームは，

異なる時間発展に基づく多階層の動的システムから構成さ

れ，複雑な時系列パターンを有する．つまり，(P3)階層的

な構造をともなう．たとえば，図 7 で示すように，Web上

のユーザの活動は，10年単位の成長，減衰のように長期的

なパターンと，週，日，時間単位の短期的な時系列パターン

から構成される．このような振舞いは自然界にも見られる．

たとえば，珊瑚礁では，長期的な気候変化と突発的なハリ

ケーン，双方からの影響を受ける場合がある [43]．そこで

本研究では，より複雑で柔軟な時系列のモデル化と予測を

実現するため，多階層構造に基づくモデル学習を提案する．

次に提案手法の詳細について述べる．

3.2.1 潜在的な非線形動的システム (P1)

まず最もシンプルな場合として，(P1)単一の動的パター

ン（レジーム）の表現方法について述べる．つまり，ここ

では，イベントシーケンスの中にレジームシフトは存在し

ないものとする．提案モデルは次の 2種類の時系列活動パ

ターンから構成される．

• s(t)：潜在値，時刻 tにおける k 次元の潜在的な活動

値（s(t) = {si(t)}k
i=1）．

• v(t)：推定イベント，時刻 tにおける d次元の観測値

（v(t) = {vi(t)}d
i=1）．

ここで，v(t)は時刻 tにおける実際のイベント観測値を示

し（たとえば，d個のセンサから生成される実測値），s(t)

は，潜在的な時系列パターンを表現する．これにより，単

一のレジームは次の式で表現される．

モデル 1 s(t)を時刻 tにおける k 次元の潜在値，v(t)

を時刻 tにおける d次元の推定イベントとする．単一のレ

ジームは次の式で表現される．

ds(t)
dt

= p + Qs(t) + AS(t) (2)

v(t) = u + Vs(t) (3)

ここで，初期条件を s(0) = s0，ds(t)/dtを時刻 tの導関数と

し，S(t)を s(t)の 2次形式の行列とする：S(t) = s(t)T s(t)．

また，p，Q，Aは潜在値 s(t)を生成するパラメータ集合

であり，各成分が線形，指数，非線形の動的パターンを表

現する*4．u，Vは時刻 tにおける潜在値 s(t)から推定イ

ベント v(t)への射影を示す．さらに，非線形テンソル A
については，動的システムの複雑化を防ぐために，スパー

スであることが重要である．詳細については 4 章において

述べる．まとめると，以下を得る：

定義 1（単一レジームのパラメータ集合 θ） θを単一の

潜在的非線形動的システムにおけるパラメータ集合とす

る：θ = {s0, p,Q,A, u,V}．
3.2.2 イベントストリームにおけるレジームシフト (P2)

次に，(P2)イベントストリーム上でのレジームシフトに

ついて述べる．具体例として，図 2 (b)における c = 2種

類のレジーム（walking，wiping）から構成されるモーショ

ンイベントストリームを考える．ここでは，異なる 2種の

モーション（walking，wiping）が任意のタイミングで交互

に繰り返されるような，複雑なイベントを表現するため，

順応性の高い時系列モデルが必要となる．

そこで本研究では，より複雑な時系列パターンを表現す

るために次の要素を導入する．

• w(t)：レジーム活動値，時刻 tにおける c個のレジー

ムにおけるレジームシフトの推移値．

ここで，w(t)は時刻 tにおける i番目のレジーム（1 ≤ i ≤ c）

の推移の強さを示す．これにより，モデル 1 を拡張し，次

式を提案する．

モデル 2 si(t)を時刻 tにおける i番目のレジームの潜

在値，(si(t) = {sij(t)}k
j=1)，w(t)を時刻 tにおける i番目

のレジームの強さ (w(t) = {wi(t)}c
i=1)，v(t)を時刻 tにお

ける d次元の推定イベントとする．提案モデルは次の式で

表現される．

dsi(t)
dt

= pi + Qisi(t) + AiSi(t) (i = 1, . . . , c) (4)

dw(t)
dt

= r(t) (5)

v(t) =
c∑

i=1

wi(t) [ui + Visi(t)] (6)

*4 本論文では，非線形動的パターンの要素 A を 2 次関数として扱
う．
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ここで，dw(t)/dtは時刻 tの導関数を示す．

モデル 2 において，新たなパラメータとして，r(t)を導

入する．r(t)は，時刻 tにおける c次元のベクトルとして

表現される．Rを，レジームシフトのダイナミクスを表現

するパラメータ集合R = {r(t)}tc
t=1 とする．ここで，tc は

イベントストリームの長さを表し，Rをレジームシフト

行列を呼ぶ．もし，イベントストリームが単一のレジーム

（つまり c = 1）で構成されている場合には，提案モデルは

モデル 1 と一致する．まとめると，以下を得る．

定義 2（レジームパラメータ集合Θ） Θ をレジームの

パラメータ集合Θ = {θ1, . . . ,θc,R}，とする．ここで，c

はイベントストリームに含まれるレジームの個数を示す．

3.2.3 階層構造 (P3)

これまでは，単一階層における動的システムについて述

べた．しかしながら，先述のとおり，実世界における時系

列イベントは，たとえば，Web上のイベントにおける 10

年周期や 1 日周期のように，異なる時間発展に基づく時

系列活動パターンを含んでいる．そこで，次の課題である

(P3)階層的な構造をともなう時系列パターンの表現のた

め，階層構造に基づくモデルを提案する．より具体的には，

本研究では，複雑な時系列パターンを表現するために，多

階層のレジーム集合M = {Θ(1),Θ(2), . . . }を用いる．階
層 iにおいてローカルな推定イベント v(i)(t)を生成し，重

ね合わせることにより，実際の推定イベント v(t)を表現す

ることができる．階層構造を用いたイベントの推定に関す

る具体的な方法については次章において述べる．

RegimeCastの全パラメータ集合. 提案モデルは次の要

素で構成される．

定義 3（RegimeCast パラメータ集合：M） M を階

層構造をともなう時系列パターンを表現する提案モデルの

全パラメータ集合とする：M = {Θ(1), . . . ,Θ(h)}．

4. アルゴリズム

本章では，大規模イベントストリームの予測手法である

RegimeCast のアルゴリズムについて述べる．

4.1 問題定義

ここでは本手法で必要な概念について定義を行う．また

表 1 に主な記号と定義を示す．

定義 4（イベントストリーム：X） X を，d 次元のイ

ベントエントリから構成されるデータストリーム X =

{x(1), . . . ,x(tc)}とし，tcを現在の時刻とする．X をイベ

ントストリームと呼ぶ．

ここで，毎時刻において新たなイベントエントリ x(tc)

が発生し，時刻が進むごとに tcが増加するものとする．そ

こで，最新の時刻において発生したイベント集合をカレン

トウィンドウと呼び，次のように定義する．

定義 5（カレントウィンドウ：XC） XC = X[tm : tc]

表 1 主な記号と定義

Table 1 Symbols and definitions.

記号 定義

d 時系列の次元数

tc 現在の時刻

X d 次元のイベントストリーム：X = {x(1), . . . , x(tc)}
x(t) 時刻 t における d 次元のイベント：x(t) = {xi(t)}d

i=1

s(t) 時刻 t における潜在値: s(t) = {si(t)}k
i=1

w(t) 時刻 t におけるレジーム活動値: w(t) = {wi(t)}c
i=1

v(t) 時刻 t における推定イベント: v(t) = {vi(t)}d
i=1

XC カレントウィンドウ: XC = X[tm : tc]

VF 予測ウィンドウ: VF = V [ts : te]

c(i) i 番目の階層におけるレジームの個数

θj
(i) i 番目の階層におけるレジーム j のパラメータ集合

R(i) i 番目の階層におけるレジームシフト行列

Θ(i) i 番目の階層の全パラメータ集合

M RegimeCast の全パラメータ集合：M = {Θ(i)}h
i=1

図 3 RegimeSnap の様子：提案手法は，オリジナルのストリーム

X（黒点線）が与えられたとき，現時刻の時系列パターン VE

（色太線）を推定し，ls ステップ先の将来イベント VF（赤矩

形内）を高速かつ継続的に出力する

Fig. 3 Illustration of RegimeSnap: Given a stream X, our al-

gorithm estimates the current pattern VE and reports

future events VF .

を長さ lcのカレントウィンドウとする．ここで，XCはイベ

ントストリームXの時刻 tmから時刻 tcまで（1 ≤ tm ≤ tc）

の部分シーケンスを示す*5．

カレントウィンドウ XC が与えられたとき，次の目標

は，パラメータ集合M の中から最適なレジームを発見

し，モデル 2 に基づき ls ステップ先の未来のイベント

VF = {v(ts), . . . ,v(te)}推定することである．これを予測
ウィンドウと呼ぶ．

定義 6（ls ステップ先の予測ウィンドウ：VF） VF =

V [ts : te] を ls ステップ先の将来イベントシーケンス

（tc ≤ ts ≤ te）とし，ts = tc + ls，te = ts + lp とす

る．ここで，lp は出力単位時刻の長さとする．

図 3 は，現時刻 tc における RegimeCast のスナップ

ショット（以下ではRegimeSnapと呼ぶ）を示している．

ここで，黒い点線はオリジナルのイベントストリームX を

示し，図の例では，d = 4次元のイベントエントリの集合
*5 本論文では lc = 3 · ls とする．
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図 4 RegimeCast のアルゴリズム概要

Fig. 4 Overview of the RegimeCast algorithm.

で構成される．色のついた太線は，時刻 tm から時刻 te に

おけるRegimeCast によるイベントの推定値 VE を示す．

ここで，時刻 tc から時刻 te までの部分シーケンスは未来

（つまり未知の）イベント集合であり，提案手法はこれらの

時系列パターンを高速かつ継続的に推定し続けなくてはな

らない．

まとめると，イベントストリームX が与えられたとき，

本論文の目的は，カレントウィンドウXC に含まれる最新

の時系列パターンを発見し，適応型非線形動的システムと

して表現することで，ls ステップ先の予測ウィンドウ VF

を高速かつ継続的に推定し続けることである．

問題 1 イベントストリームX = {x(1), . . ., x(tc), . . .}
が与えられたとき，ls ステップ先の将来イベント VF を出

力し続ける．より具体的には，各時刻 tc において，

• カレントウィンドウ XC に含まれる最適なレジームの

パターンを検出し，

• XC のレジームパターンに基づきモデルのパラメータ

集合Mを更新し，

• ls ステップ先の将来イベント VF を出力する．

4.2 概要

RegimeCast は次のアルゴリズムで構成される．

• RegimeReader：カレントウィンドウ XC とモデル

パラメータ集合 Θが与えられたとき，レジームのダ

イナミクスを推定し，イベント VE = V [tm : te]を生

成する（Algorithm 1）．

• RegimeEstimator：カレントウィンドウXC の中に

新たなレジームパターンが含まれていた場合に，XC

を表現する新たなレジームモデルパラメータ θを推定

する（Algorithm 2）．

• RegimeCast：各階層 i（i = 1, . . . , h）における最

適なイベント集合 VE
(i) を推定し，推定イベント

VE = VE
(1) + VE

(2) + . . . を計算する．その後，ls ス

テップ先のイベント（つまり VF）を報告する．さらに，

モデルパラメータ集合Mを更新する（Algorithm 3）．

図 4 は，RegimeCast の処理の流れを示す．イベント

ストリーム X = {x(1), . . . ,x(tc)}が与えられたとき，提
案手法は毎時刻 tc において，カレントウィンドウ XC

を取り出し，現時刻のレジームパターン VE を推定し

（VE = VE
(1) + VE

(2) + . . .），ls ステップ先のイベント

VF を出力する．さらに，必要に応じて過去のパターン

が格納されている時系列モデルデータベース（TSM-DB:

time-series model database）を更新する．

4.3 提案アルゴリズム

ここでは，アルゴリズムの詳細を述べる．議論の単純化

のため，まずは，単一の階層（つまり，h = 1）のみを考慮

し，単一のカレントウィンドウXC とレジームパラメータ

集合Θが与えられた場合に焦点を当てて議論を進める．

4.3.1 RegimeReader

時刻 tc におけるカレントウィンドウ XC とレジームパ

ラメータ集合Θ = {θ1, . . . ,θc,R}が与えられた場合を考
える．RegimeReaderの目的は，図 4 (a)に示すとおり，

現在のレジームパラメータ集合Θに基づき，イベントシー

ケンス VE = V [tm : te]を推定することである．ここで，

適切なイベントの推定値 VE を得るにはどうしたらよいだ

ろうか．最も単純な解決法は，Θ内のパラメータ集合を固

定し，モデル 2 に基づき v(tm),v(tm + 1), . . . を計算する

ことである．しかしながら，実際のイベントストリームで

は，カレントウィンドウXC に含まれる潜在的なトレンド

は時間の経過とともに動的かつ連続的に変化していく．そ

こで本研究では，Θ内に含まれるレジームのパラメータを

最新のカレントウィンドウXC のパターンに基づき最適化

することを提案する．具体的には，提案アルゴリズムは，

Θを XC 内に含まれる現時刻の活動パターンに応じてΘ

内のパラメータ集合を柔軟に更新していく必要がある．

Algorithm 1 は，RegimeReaderの処理の流れを示し

ている．RegimeReaderは (I)個々のレジームの最適化，

(II)レジームシフトの同定の 2つのパートから構成される．

(I)個々のレジームの最適化. 個々のレジームパラメータ

θi ∈ Θ（i = 1, . . . , c）について，潜在値の初期状態 s0 ∈ θi

を最適化する．具体的には，オリジナルイベントと推定イ

ベントの 2乗誤差を最小化（つまりmin ||XC −VCi||）する
ような s0 を求める．ここで，関数 fC(s0|θ)は，モデル 2

における，レジームパラメータ s0，θが与えられたうえで

の推定イベント VC = {v(tm), . . . ,v(tc)}を示す．
(II)レジームシフトの同定. (I)で得られた c個の推定イベ

ントの集合 {VCi}c
i=1 に基づき，時刻 tc におけるレジーム

シフトの潜在的な動的パターンを推定する．具体的には，

Θに含まれるレジームの集合を最適化するためにレジーム

活動値 w(tc)を推定し，式 (6)に基づき Θ内のレジーム

シフト行列 Rを更新する（つまり min ||XC − fC(Θ)||）．
その後，推定イベント VE = fE(Θ)をカレントウィンドウ

XC に対する最適値として計算する．
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Algorithm 1 RegimeReader (XC ,Θ)
1: Input: Current window XC and current regime parameters

Θ

2: Output: Estimated events VE = V [tm : te] and updated

regimes Θ

3: /* (I) Individual regime estimation */

4: for i = 1 : c do

5: /* Estimate s′
0 and activity VC

′
i for i-th regime θi */

6: {θi[s0], VCi} = arg min
s′
0,VC

′
i

||XC −VC
′
i||; // VC

′
i = fC(s′

0|θi);

7: end for

8: /* (II) Estimate regime activity at current time tick tc */

9: w(tc) = arg min
w1,...,wc

||XC −∑c
i=1 wiVCi||;

10: r(tc) = w(tc) − w(tc − 1); // Calculate regime shift vari-

able

11: R = R∪r(tc); Θ = {θ1, . . . , θc,R}; // Update full param-

eters

12: VE = fE(Θ); // Calculate estimated event VE

13: return {VE ,Θ};

Algorithm 2 RegimeEstimator (XC)
1: Input: Current window XC

2: Output: Estimated model parameter set θ = {s0, p,Q,A,

u,V}
3: /* Estimate linear dynamical parameters θL = {p,Q, u,

V}*/
4: A = 0; // Initialize tensor A
5: {s0, θL} = arg min

s′
0,θ′

L

||XC − VC ||; //VC = fC(s′
0, θ′

L, θN )

6: /* Estimate non-linear dynamical parameters θN = {A} */

7: {s0, θN} = arg min
s′
0,θ′

N

||XC − VC ||; //VC = fC(s′
0, θL, θ′

N )

8: θ = {s0, θL, θN}; // Full parameter set

9: return θ = {s0, p,Q,A, u,V};

ここで，平均 2乗誤差 || · ||を最小化する方法として，本
研究では，非線形性を有する学習に適した LM（Levenberg-

Marquardt）アルゴリズム [17]を用いた．

4.3.2 RegimeEstimator

次に，新たなレジームを推定するためのアルゴリズムで

ある RegimeEstimator（図 4 (b)）について述べる．こ

こでの課題は，カレントウィンドウXC に未知のレジーム

が含まれていた場合の処理についてである．提案アルゴリ

ズムは，XC に含まれる未知の時系列パターンを表現する

ため，新たなレジーム θ を推定し，パラメータ集合Θに

挿入する．

ここで，重要な問題として，レジームを表現する θ は

非常に多くのパラメータ数から構成されている．一般に，

非線形モデルにおける多数のパラメータの同時推定は，最

適解の学習が非常に難しく，計算コストも高い．さらに，

3.2.1 項で示したとおり，非線形活動テンソル Aは単一の
レジーム内の時系列パターンの複雑性を抑えるために，ス

パースであることが重要である．

そこで本研究では，線形，非線形の双方のパラメー

タ集合を高速かつ効果的に推定するためのアルゴリ

ズムとして RegimeEstimator を提案する．具体的に

は，パラメータ集合 θ を線形，非線形の 2 種の部分集

合：θL = {p,Q,u,V}，θN = {A}，に分割し，それぞ
れのパラメータ集合を個別に推定する．Algorithm 2 は，

RegimeEstimatorの詳細な挙動を示す．カレントウィ

ンドウ XC が与えられたとき，提案アルゴリズムは，ま

ず非線形活動テンソルを A = 0とし，XC の線形的なパ

ターンを表現するための初期状態 s0，および，線形パラ

メータ集合 θL を推定する．パラメータの推定には EM

（expectation-maximization）アルゴリズム [1] を用いた．

続いて，非線形要素 Aに関し，LMアルゴリズムを用いて

XC と潜在値 VC のエラー値を最小化するように最適化す

る．本研究では，非線形テンソルAについて，モデルの複
雑性を抑えるため，対角成分 aijk ∈ A（i = j = k）のみを

推定した．

4.3.3 RegimeCast

これまでは，単一階層のレジーム集合Θに対する推定イ

ベント VE の生成方法について述べた．本研究の最終目的

は，図 4 に示すとおり，多階層における時系列パターンM
= {Θ(1), . . . ,Θ(h)}を表現し，ls ステップ先の予測ウィン

ドウ VF を推定することである．3.2.3 項で示したとおり，

イベントストリームX が与えられたとき，年，週，日単位

等の様々な階層の動的パターンを表現したい．そこで本研

究では，階層モデルに基づく予測手法を提案する．より具

体的には，カレントウィンドウXC を h個の階層的なイベ

ント集合XC = XC
(1) + · · ·+XC

(h)に分解することで，よ

り効果的な予測を実現する．ここで，XC
(i) は i番目（i =

1, · · · , h）の階層におけるイベントを示し，次式で計算され

る：XC
(i) = g(XC −∑i−1

j=1 XC
(j)|H(i)) *6．関数 g(·|H(i))

は，i番目の階層における長さH(i)の移動平均を示す．

RegimeCast の詳細を Algorithm 3 に示す．時刻 tc に

おける新たなイベント x(tc)が与えられたとき，提案手法

は各階層 iにおけるカレントウィンドウ XC
(i) を計算し，

(I)イベントシーケンス VE
(i)を推定する．もし，Θ(i)内に

適切なレジームが存在しない場合（つまり，カレントウィ

ンドウと推定イベントの誤差が ε以上の場合*7），(II)新た

なレジーム θ を生成し，レジームパラメータ集合Θ(i) を

更新する．最後に，(III) ls ステップ先の予測ウィンドウ

VF を出力する．

ダイナミックポイントセット（DPS）に基づく高速化. 本

研究におけるモデル推定手法である RegimeReaderは，

モデル 2 に示したとおり，複雑な動的システムに基づく

ため，各時刻 tcにおいて，潜在値 SE = {s(tm), . . . , s(te)}
の推定に O(le)の計算量を要する．ここで，le は SE の長

さを示す．しかし，この計算時間はリアルタイム性を要す

る処理にはボトルネックとなりうる．

*6 本論文では h = 2，H = {2 · ls, 1} とする．
*7 本論文では，ε = 0.5||XC

(i)|| とする．
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Algorithm 3 RegimeCast (x(tc))
1: Input: a new event x(tc) at time tick tc

2: Output: ls-steps-ahead future events VF

3: /* Initialize future window VF = 0 */

4: for i = 1 : h do

5: Compute XC
(i); // Current window at i-level

6: /* (I) Parameter fitting for regime activities */

7: {VE
(i),Θ(i)} = RegimeReader(XC

(i),Θ(i));

8: /* (II) Regime estimation (if required) */

9: VC
(i) = V (i)[tm : tc]; // Estimated events from tm to tc

10: if ||XC
(i) − VC

(i)|| > ε then

11: θ = RegimeEstimator(XC
(i)); Θ(i) = {Θ(i) ∪ θ};

12: end if

13: end for

14: /* (III) ls-steps-ahead future event generation */

15: VE = VE
(1) + · · · + VE

(h); VF = V [ts : te];

16: return VF ;

そこで本研究では，動的なイベント生成を高速化するた

めの手法を提案する．具体的には，すべてのイベント集

合 SE = {s(tm), s(tm + 1), s(tm + 2), . . . , s(te)}を生成す
るかわりに，SE の部分集合である ŜE = {s(tm), s(tm +

δ), s(tm + 2δ), . . . , s(te)}のみを生成する．ここで，部分
集合 ŜE をダイナミックポイントセット（DPS: dynamic

point set）と呼ぶ．δ は，潜在値の時間の生成間隔（たと

えば，δ = 0.1 · ls）を示す．ダイナミックポイントセット
ŜE は，次に示す 4次のルンゲ・クッタ法 [14]に基づき生

成を行う．

s(t+δ) = s(t)+
1
6
(K1 +2K2 +2K3 +K4)+O(δ5) (7)

ここで，次のように定める：ds(t)/dt = F (s(t))，K1 =

δF (s(t))，K2 = δF (s(t) + 1
2K1)，K3 = δF (s(t) + 1

2K2)，

K4 = δF (s(t) + K3)．これにより，モデル推定の計算時間

が ŜE の長さである O(le/δ)となり，飛躍的な高速化を実

現することができる．

理論的な分析. le と lc をそれぞれ，推定イベント集合 VE

の長さ，カレントウィンドウ XC の長さ，δ をダイナミッ

クポイントセットの値とし，cをMに含まれるレジーム

の総数（c =
∑h

i=1 c(i)）とする．

補助定理 1 各時刻における RegimeCast の計算時間

は最小で O(c · le/δ)，最大で O(c · le/δ + lc)となる．

証明 1 各時刻 tcにおいて，RegimeReaderは c個の

最適なレジーム VE を推定するために，O(c · le/δ)の計算

時間を要する．もし，カレントウィンドウXC に新たなレ

ジームが含まれていた場合，RegimeEstimatorは，パラ

メータ集合 θの推定に O(lc)を要する．したがって，最小

で O(c · le/δ)，最大で O(c · le/δ + lc)の計算時間を要する．

5. 評価実験

本論文では RegimeCast の有効性を検証するため，実

データを用いた実験を行った．本章では以下の項目につい

て検証する．

Q1 イベントストリームの予測に対する提案手法の有効性

Q2 リアルタイム予測に対する提案手法の精度の検証

Q3 イベントストリームの予測に対する計算時間の検証

実験は 32 GBのメモリ，Intel Core i7-3770K 3.50GHz

の CPUを搭載した Linuxのマシン上で実施した．各デー

タセットは平均値と分散値で正規化（z-normalization）し

て使用し，k = 4とした．

5.1 Q1：提案手法の有効性

本節では，大規模イベントストリームに対するRegime-

Cast の予測能力を検証する．

5.1.1 センサデータストリーム

図 1，図 5，図 6 は，実際のモーションイベントスト

リームに対する提案手法の予測結果である．具体的には，

それぞれ，“house-cleaning”，“exercise”，“chicken-dance”

の 3種類のイベントストリームに対する解析結果を示して

いる．各データセットは左右の腕と足の動きから生成され

る d = 4次元のイベントシーケンスで構成され，それぞれ

のストリームは，walkingや dancing等の様々なモーショ

ンパターン（つまりレジーム）が含まれる*8．

すでに 1 章の図 1 においても示したように，提案手法

は自動的かつ効果的に，wiping モーションから walking

モーションへの移り変わりをはじめとする複数のレジー

ムシフトを検出し，長期的かつ継続的な将来イベントの

予測に成功している．図 5 は，身体の運動に関するモー

ションストリームに対する RegimeCast の解析例を示し

ている．図 5 (a)の上段はオリジナルデータを示し，下段

は (100:120)-ステップ先の推定結果を示す．ここでは，出

力単位時刻を lp = 20とした．より具体的には，Regime-

Cast は (100:120)-ステップ先の将来イベントを lp = 20

時刻ごとに出力する．たとえば，時刻 tm = 100に将来イ

ベント X[200 : 220] を，時刻 tm = 120 に将来イベント

X[220 : 240]を，それぞれ出力している．図 5 (b)は，異な

る 4つの時刻における RegimeSnapの例を示す．図に示

すとおり，RegimeCast は異なるレジームのパターンと

その変化点，つまりレジームシフトを正しく検出している

ことが分かる．

図 6はチキンダンス（chicken dance）に対するRegime-

Cast の予測結果を示している．具体的には，図 6 (a)の上

段はオリジナルデータであり，beaks，wings，tail feathers，

claps の 4 つの代表的なダンスステップから構成される．

一般に，ダンスステップの動作は複雑な時系列パターン

から構成されるため，予測が非常に難しい．具体的には，

図 6 (b)に示しているように，チキンダンスにおける各ス

テップには，いくつかの基本的な動作が含まれている．た

とえば，tail feathersというステップは，(a) 腕を素早く

*8 http://mocap.cs.cmu.edu/

c© 2016 Information Processing Society of Japan 40



情報処理学会論文誌 データベース Vol.9 No.4 32–45 (Dec. 2016)

(a) オリジナルストリーム（上段）と (100:120)-ステップ先の予測結果（下段）

図 5 モーションストリーム（xercise）対するRegimeCastの予測結果の様子（c(1,2) = 27, 14）

Fig. 5 Forecasting power of RegimeCast for the motion stream (“exercise”).

図 6 モーションストリーム（chicken dance）に対する RegimeCast の予測結果の様子

（c(1,2) = 5, 9）

Fig. 6 Real-time forecasting of RegimeCast for “chicken dance”.

動かす，(b)膝を 1度曲げる，というテンポの異なる 2つ

の基本動作から構成されており，多階層のレジームとして

表現する必要がある．図 6 (a)の下段と (c-1)–(c-3)はそれ

ぞれ，(30:35)-ステップ先の予測結果と，3つの異なる時

刻における RegimeSnapの様子を示している．図に示す

ように，提案手法は，複数の潜在的なレジームで構成され

る複雑な時系列パターンを表現し，長期的な動作の予測に

成功している．ここで強調すべき点として，提案アルゴリ

ズムは，事前知識やステップに関する情報を使用しない．

RegimeCast は，重要な時系列パターン（レジーム）を

高速に発見し，新たなレジームのパラメータを時系列モデ

ルデータベースに格納することで，柔軟なイベント予測を

継続的に行うことができる．

5.1.2 オンライン活動イベントストリーム

次に，Web 上のユーザ活動の予測について検証する．

図 7 は，GoogleTrendにおけるイベントストリームの解析

結果を示している．各データストリームは，Google *9にお

ける様々なクエリ（キーワード）の 2004年から現在にか

けての週単位の検索数で構成される．本論文では (a)オン

ライン TV，(b)ビール，(c)ソーシャルメディア，(d)ソフ

トウェアの 4つのドメインに関するイベントストリームに

対し，3カ月先の予測を行った．

図 7 (a)は，オンラインTVに対する予測結果を示してい

る．上段はオリジナルイベントを示し，Netfix (x1)，Hulu

(x2)，YouTube (x3)，Amazon Prime (x4)の d = 4次元

のイベントで構成される．近年，ビデオのストリーム配

信サービスが急成長しており，RegimeCast はこれらの

サービスの長期的な成長過程を柔軟に表現することができ

*9 GoogleTrend: http://www.google.com/trends/
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図 7 オンラインユーザ活動ストリームに対する 3 カ月先のイベント予測の様子：(a) オン

ライン TV（c(1,2) = 13, 5），(b) ビール（c(1,2) = 23, 1），(c) ソーシャルメディア

（c(1,2) = 13, 1），(d) ソフトウェア（c(1,2) = 19, 3）

Fig. 7 RegimeCast successfully forecasts 3-months-ahead future events of online user

activities.

る．たとえば，2011年から 2012年にかけて，レジームシ

フトポイントが存在している．具体的には，Hulu（x2，緑

線）は 2011年から停滞，減少傾向にあるが，これはおそら

く，Netflix（x1，青線）との間に潜在的な競合関係が存在

しており，Huluの顧客が Netflixへ興味を移したことに起

因していると考えられる．提案手法である RegimeCast

は，これらのレジームの変化点を自動的に検出し，柔軟か

つ即座に未来のイベントを予測することができる．

図 7 (b)はビールに関するイベントストリームの予測結

果を示しており，RegimeCast がビール産業に関する非

線形の成長過程を柔軟に表現していることが分かる．各

ビールの銘柄の検索数は，10年間の間に著しく成長してい

るが，Coors（赤線）のみが例外となっている．Coorsはア

メリカ合衆国コロラド州に拠点を置くブランドである．同

様にして，図 7 (c)，(d)に示すとおり，RegimeCast は

ソーシャルメディア，ソフトウェアにおける非線形パター

ンも正しく検出し，成長や競合，減少パターン等，様々な

レジームを発見し，予測することに成功した．

5.2 Q2：提案手法の精度

本論文では，RegimeCast の予測精度を検証するため，

既存手法である (a) ARIMA，そして，最新の予測手法であ

る (b) TBATS [19]との比較を行った．ここで，ARIMA

のパラメータ数はAICを用いて決定した．本実験ではさら

に，提案手法における階層構造 (P3)の効果を検証するた

め，単一階層のみ（つまり h = 1，H = {1}）を用いて予測
を行う場合の予測精度も検証した．これをRegimeCast-S

と呼ぶ．

図 8 (a)は，モーションイベントストリーム（exercise，

図 5 (a)）におけるRegimeCastの予測精度を示している．

具体的には，図 8 (a)は，オリジナルデータと，(100:120)-ス

(a) 各時刻における予測値のエラー値（左）と平均値（右）

(b) ARIMA（上段）と TBATS（下段）による予測結果

図 8 モーションイベントストリーム（図 5 (a)）に対する Regime-

Cast の予測精度（RMSE）と既存手法との比較

Fig. 8 Forecasting error (RMSE) for the motion event stream.

テップ先の予測イベントの推定値との二乗平均誤差（RMSE:

root mean square error）を示している．左図は各時刻にお

ける予測結果のエラー値（RMSE），右図は平均値を示す．

ここで，左図における TBATSの結果は，エラー値がき

わめて高いため省略した．図に示すとおり，RegimeCast

は既存手法である ARIMA，TBATS および単一構造の

RegimeCast-Sと比較し，高い予測精度を持つ．図 8 (b)

は，ARIMAとTBATSにおける実際の予測結果を示して

いる．提案手法による予測結果（図 5 (a)）と比較し，既存

の予測手法である ARIMAと TBATSは，非線形の時系

列パターンとその変化点であるレジームシフトを表現でき

ないため，適切に予測することができない．特に TBATS

は大規模時系列データの中からのパターン発見に失敗し，
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図 9 モーションイベントストリーム（exercise）に対するレジーム

の個数と予測精度の比較

Fig. 9 Forecasting accuracy vs. number of regimes.

図 10 各時刻 tc に対する計算コスト（左）と平均値（右）

Fig. 10 Wall clock time vs. sequence length tc (left) and aver-

age (right).

推定値が発散している．

図 9 は同データに対し，RegimeEstimatorの閾値 εを変

化させた場合 ε = α||XC
(i)||（α = 0.2, 0.4, . . . , 1.0）の予測

精度（RMSE）とレジームの個数の関係を示している．図

に示すとおり，より多くのレジームを学習すると，より高

い精度で将来予測を行うことができる．

5.3 Q3：提案手法の計算時間

続いて，提案アルゴリズムの性能を検証する．図 10 は，

RegimeCast におけるイベントストリームの長さ tc に対

する計算コストを既存手法である ARIMAと TBATSと

比較したものである．ここで，図中の y軸は対数スケール

で示している．4 章において提案したダイナミックポイン

トセット（DPS）の効果を検証するため，ここではさらに，

提案手法の特別なものとして，時間間隔を δ = 1とした場

合の手法である RegimeCast-Fとも比較を行った．

図に示すとおり，RegimeCast は既存手法と比較し，長

期的なイベント予測に対する大幅な性能向上を達成した．

具体的には，TBATS と比較し最大 270 倍の高速化を実

現している．図 10 (左)において，赤丸で囲まれた場所に

いくつかのスパイクが見られるが，これは，イベントスト

図 11 モーションイベントストリーム（exercise）に対する ls ス

テップ先の (a) 予測精度と (b) 計算コストの比較

Fig. 11 ls-steps-ahead forecasting over the motion stream

(“exercise”).

リーム内に新たなレジームが出現したことによるRegime-

Estimatorの処理によるものである．図 10 (右)では，イ

ベントストリーム全体の計算時間の平均値を示している．

ここで，RegimeCast/RegimeCast-F (r)は，Regime-

Readerの平均計算時間，RegimeCast/RegimeCast-F

は，RegimeCast の平均計算時間をそれぞれ表している．

ls ステップ先のイベント予測. 1 章において述べたとお

り，本論文の目標は，長期的なイベント予測である．そこ

で本節では最後に，予測するステップ数に応じてどのよう

に結果が変化するかを検証する．図 11 は，ステップ数を

ls = 50, 75, . . . , 200のように変化させた場合の予測精度と

計算コストを示している．具体的には，予測イベントのエ

ラー値（RMSE）と計算時間を既存手法と比較している．

図に示すとおり，本研究の提案手法は，いずれのステップ

数 ls においても，精度，性能ともに向上していることが分

かる．

6. むすび

本論文では，大規模時系列イベントストリームのため

の高速予測手法である RegimeCast について述べた．

RegimeCast は，自然界の生態系モデルにおけるレジー

ムシフトの概念を拡張し，時系列イベントストリームを適

応型非線形動的システムとして表現することで，複雑な時

系列パターンを柔軟に表現し，長期的なイベント予測を実

現する．

実データを用いた実験では，RegimeCast が様々な種

類のイベントストリームに対し，複雑な非線形パターンや

変化点を高速かつ継続的に発見し，長期的な将来予測を高

精度に行うことを確認した．今後の課題として，様々な時

系列イベントデータをより柔軟かつ長期的に表現するため

の高度なモデル学習や，最適な数のレジームを自動推定す

るための手法について検討していく予定である．
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