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可飽和吸収体の利用を前提としたナノフォトニック・ニュー
ラルアクセラレータ向け活性化関数の評価

磯部 聖1,a) 川上 哲志2 小野 貴継2 井上 弘士2 納富 雅也3,4

概要：我々はナノフォトニクスを用いたニューラルネットワーク用アクセラレータの実現を目指している．
活性化関数を実現するナノフォトニックデバイスとして可飽和吸収体が候補に挙げられるが，その実用性

は明らかではない．そこで本稿では，可飽和吸収体のデバイスパラメータを様々な値に設定し，画像識別

問題における識別精度を指標として，可飽和吸収体による活性化関数を評価した．評価の結果，情報の媒

体として光電解振幅を用いる場合，代表的な活性化関数である tanhに対して識別精度の劣化がMNISTに

おいて 0.06％，CIFAR-10においての 0.3％に留まり，一般的な活性化関数と同程度の識別精度を実現可

能であることが分かった．

1. はじめに

近年，情報処理の一手段として人間の脳を模した機械学

習モデルであるニューラルネットワークの活用が注目を集

めている．その応用はデータセンターから組込みシステム

まで多岐に渡り，これまでに高い電力性能効率を達成する

ための専用アクセラレータが提案されてきた [1][2][3][4][5]

．今後，より電力制約の厳しい環境への適用や，レイテン

シ制約下におけるリアルタイム処理応用を鑑みた場合，更

なる高性能化と低消費電力化が必要となる．

このような要求を満たすべく，我々は，ナノフォトニック

デバイスを用いたニューラルネットワーク用アクセラレー

タの実現を目指している [6]．ニューラルネットワークの

主要な処理は入力信号と結合荷重の積和演算であり，マッ

ハツェンダ干渉器を用いた光ベクトル行列演算器を直接適

用することができる．一般に，積和演算の結果は sigmoid

関数などの活性化関数を通して，非線形処理が行われる．

活性化関数はニューラルネットワークの識別精度に影響を

与える [7]．しかしながら，ナノフォトニックデバイスで

実現できる非線形処理は限られており，現在のニューラル
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ネットワークで想定される活性化関数を用いることができ

ない．したがって，ナノフォトニックデバイスでの活性化

関数の実用性を明かにする必要がある．

そこで本稿では，非線形性を有するナノフォトニックデ

バイスとして可飽和吸収体に着目し，その有用性を検討す

る．具体的には，可飽和吸収体の入出力特性を決定するデ

バイスパラメータ（光の吸収係数，飽和強度，飽和光電界

振幅，デバイス長）を様々な値に設定し，可飽和吸収体の

入出力特性を活性化関数として用いた場合の識別精度と，

一般的な活性化関数を用いた場合の識別精度を比較する．

本稿の構成は以下の通りである．まず，第 2節では本稿

で着目するニューラルネットワークを示し，第 3節で可飽

和吸収体の入出力特性を説明する．そして，第 4節で評価

実験の詳細を報告し，第 5 節で設定すべきデバイスパラ

メータについて考察する．最後に，第 6節でまとめと今後

の課題を述べる．

2. ニューラルネットワーク

本節では，本稿で対象とするニューラルネットワークの

構成と処理を示す．また，活性化関数が識別精度に与える

影響について述べる．

2.1 対象とするニューラルネットワーク

ニューラルネットワークの構成は，画像認識や音声認識

などその応用により様々である．本稿では，図 1で示す

基本的な構成である 3 層フィードフォワード型ニューラ

ルネットワークに着目する．フィードフォワード型ニュー

ラルネットワークは，ノードであるニューロンを層状に単
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図 1 3 層フィードフォワード型ニューラルネットワーク

一方向に結合させた構成を採る．初段を入力層，最終段を

出力層，これらの間を中間層と呼び，入力層のニューロン

はニューラルネットワークの入力をそのまま中間層に受け

渡す．

2.2 ニューラルネットワークの処理

各ニューロンでは，式 (1)で示すように入力ベクトルの

内積演算（実際には積和演算）を行い，その結果に非線形

性を有する活性化関数 f を適用する．

y = f(w⃗ · x⃗) (1)

ここで，x⃗ はニューロンの入力，w⃗ は学習によって調節

される結合過重，y はニューロンの出力である．一般的

に用いられる活性化関数として，式 (2)に示す sigmoid関

数，式 (3)に示す tanh(hyperbolic tangent)，式 (4)に示す

ReLU(Rectifier Linear Unit) などが挙げられる．図 2に

それぞれの関数のグラフを示す．

y =
1

1 + e−X
(2)

y =
eX − e−X

eX + e−X
(3)

y =

X (X ≥ 0)

0 (Otherwise)
(4)

ここで，X は活性化関数の入力 w⃗ · x⃗である．
多クラス識別問題に着目した場合，出力層はクラス数K

と同数のニューロンで構成され，活性化関数として式 (5)

に示す softmax関数が用いられる．

yk =
expXk∑K
j=1 expXj

(5)

ここで，yとX の添字は出力層のニューロンのインデック

スであり，出力層において最大の出力値を有するもの（す

なわち，最も大きな softmax 関数の出力値を有するニュー

(a) sigmoid 関数 (b) tanh (c) ReLU

図 2 一般的な活性化関数

表 1 活性化関数による識別精度の違い
活性化関数 識別誤差率 [％]

sigmoid 関数 1.842948718

tanh 1.812900641

ReLU 1.772836538

ロン）に対応するクラスが識別推定結果となる．

ニューラルネットワーク・モデルは結合荷重が調節され

ることで構成される．この結合荷重の調節を学習と呼ぶ．

学習には確率的勾配降下法を用いており，式 (6)に示す誤

差関数の値 lが減少するように，ある結合荷重の初期値か

ら繰り返し式 (7)を適用し，結合荷重の値を調節する．

l = −
|D|∑
i=0

log y(i)c (6)

w ← w − α
∂l

∂w
(7)

ここで，w は各結合荷重，αは学習係数，|D|はバッチサ
イズ，y

(i)
c は i番目のデータの正解のクラスに対応した出

力層のニューロンの出力である．バッチとは結合荷重の更

新一回に用いられるデータの集合であり、学習に用いられ

るデータを均等に分割することで作成される.　また、1つ

のバッチに含まれるテストデータの総数をバッチサイズと

呼ぶ. 結合荷重の調節は全てのバッチを順次用いて行われ，

この処理の単位をエポックと呼ぶ．

2.3 活性化関数が識別精度に与える影響

活性化関数はニューラルネットワークによる識別精度に

影響を与える．中間層のニューロン数が 500 である 3 層

フィードフォワード型ニューラルネットワークに対し，一

般的に用いられる sigmoid関数，tanh，ReLUを適用して

MNIST[8]の識別を行った際の識別誤差率を表 1に示す．

識別誤差率とは，全てのテストデータのうち，誤って識別

したデータの割合である．表 1から，適用する活性化関数

によって識別精度が異なることが分かる．また，図 3(a)

の様な，ReLUにおいて定義域が負の領域の傾き β を変化

させた活性化関数 (8)を適用して，同様の識別を行った際

の識別精度を図 3(b)に示す．図 3(b)を見ると，β が 0.5

以上になると急激に識別誤差率が上昇していることが分

かる．これは，用いる活性化関数によっては著しく識別精
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図 3 ReLU の負の部分の傾きを変えた活性化関数による識別

度が劣化することを意味する．しかしながら，ナノフォト

ニックデバイスでは任意の活性化関数を実現することが難

しく，活性化関数は非線形性を有するナノフォトニックデ

バイスの入出力特性に制限される．

y =

X (X ≥ 0)

βX (Otherwise)
(8)

3. 可飽和吸収体による活性化関数

本節では，非線形な入出力特性を示す代表的なナノフォ

トニックデバイスであり，活性化関数を実現する素子とし

て有力な候補である可飽和吸収体について説明する．こ

の可飽和吸収体は文献 [9][10]でも着目されているもので

ある．

3.1 情報の媒体

可飽和吸収体とは，強度が弱い入射光に対しては吸収体

として，また，強度が強い場合には透明体としての性質を

備える物質である．この様な可飽和吸収現象は，光によっ

て物質中の電子が励起準位に遷移した結果，遷移先の準位

が飽和してしまい，それ以上光を吸収できなくなることで

生じる．本稿では，この可飽和吸収体の入出力特性を活性

化関数として用いる．

同じ可飽和吸収現象であっても，用いる情報の媒体とし

て光強度と光電界振幅のいずれを選択するかによって可飽

和吸収体の入出力特性は異なる．光強度 I は単位面積当た

りに単位時間で通過する光のエネルギー，光電界振幅 Eは

入力光電界の振幅であり，これらの間には比例関係が成り

立つ．

光強度はエネルギー量であり必ず正の値となる．そのた

め，可飽和吸収体の入出力強度の関係を活性化関数として

用いる場合，活性化関数の入力を正の値に制限しなければ

ならない．そこで本稿では，光強度を用いた場合，式 (7)

に示す一般的な確率的勾配降下法に制約を加えた式 (9)を

用いて結合荷重の調節を行う．

w ←

w − α ∂L
∂w (w − α ∂L

∂w ≥ 0)

0 (Otherwise)
(9)

この結合荷重の調整方法を用いると，結合荷重の初期値を

正に設定した場合，学習の結果得られる値は必ず正となる．

ニューラルネットワークの入力が常に正（例えば画像のピ

クセル値）であると仮定すると，式 (1)より活性化関数の

入力は必ず正の値となることが保証される．一方，光電界

振幅を情報の媒体として利用する場合には位相制御が必要

となり，光強度に比べてナノフォトニックデバイスによる

制御が複雑となる．しかしながら，符号に関係なく値を表

現できるため，光強度を用いる場合と比較してより自由度

の高い学習を実施できるといった利点がある．

3.2 可飽和吸収体の入出力特性

情報の媒体として光強度を用いる場合の可飽和吸収体の

入出力特性は，物質による光の吸収に関するランベルト・

ベールの法則に基づく式 (10)から導かれる．

Iout = Iine
−aL (10)

ここで，aは吸収係数，Lは物質中を光が通過する距離であ

り可飽和吸収体のデバイス長に等しいと仮定する．また，

Iin は物質への入力強度，Iout は入力光が物質中を L進ん

だ後に出力される光強度である．可飽和吸収体の吸収係数

は入力強度 Iin に依存する．可飽和吸収体が表面の反射の

無い薄い単純な薄膜であると仮定すると，可飽和吸収体の

吸収係数 aは式 (11)の様に表すことができる [11]．

a =
a0

1 + Iin/Is
(11)

ここで，a0 は Iin = 0の時の吸収係数，Is は飽和強度と呼

ばれる励起準位が飽和し始める光強度であり，いずれも物

質特性によって定まる値である．式 (10)および式 (11)よ

り，デバイス長 Lの可飽和吸収体の光強度の入出力特性

は，式 (12)の様に表される．

Iout = Iin · exp (
−a0L

1 + Iin/Is
) (12)

一方，光電界振幅を情報の媒体として用いる場合の入出

力特性は，式 (12)および光強度と光電界振幅の比例関係か

ら式 (13)となる．

Eout = Ein · exp (
−a0L

2(1 + |Ein/Es|2)
) (13)

ここで，Ein は入力される光電界振幅，Eout は入力光が物

質中を L進んだ後に出力される出力電界振幅，Es は飽和

光電界振幅である．図 4に，式 (12)ならびに式 (13)で示

した可飽和吸収体の入出力特性を示す．本稿では，光強度

または光電界振幅それぞれを情報の媒体として用いた場合

に関して識別精度を解析する．

4. 可飽和吸収体による活性化関数の評価

本節では，可飽和吸収体による活性化関数の評価につい

て述べる．
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図 4 可飽和吸収体の入出力特性

4.1 評価方法

本稿では，複数の画像識別問題に対して，活性化関数の

み異なるニューラルネットワークを同じ条件下で学習させ

る．識別対象の画像データセットとして，MNIST [8] なら

びに CIFAR-10 [12] を用い，識別精度を解析する．これら

の画像識別問題では，画像の各ピクセル値を入力として，

その画像に描画された物体の名前に対応したクラスに識別

する．ピクセル値として，256階調を 0から 1の範囲にプ

ロットした値を用いる．MNISTの学習用画像データの数

は 60, 000，識別用画像データの数は 10, 000である．また，

CIFAR-10の学習用画像データの枚数は 50, 000，識別用画

像データの数は 10, 000である．

本評価では，中間層に 500 個のニューロンを持つ 3 層

フィードフォワード型ニューラルネットワークを対象にす

る．これは，Theano[13]を用いたニューラルネットワーク

のチュートリアルにおいてMNIST の識別に用いられた構

成を参考に決定した [13]. 活性化関数には，式 (12)ならび

に式 (13)で示した可飽和吸収体の入出力特性を用い，比較

対象は代表的な活性化関数である sigmoid，tanh，ReLUと

した．ここで，吸収係数とデバイス長の積 a0L，飽和強度

Is，飽和光電界振幅 Es といった素材やデバイス構造に依

存するパラメータが存在する．そこで，本評価ではこれら

のパラメータを様々な値に設定して学習させたニューラル

ネットワークの識別精度を解析する．本評価ではデバイス

の実現可能性を考慮して，1 ≤ a0L ≤ 10，0.25 ≤ Is ≤ 25，

0.5 ≤ Es ≤ 5とした．式 (12)ならびに式 (13)を活性化関

数とした場合においても，sigmoid関数などの代表的な活

性化関数を用いた場合と同程度の識別精度を達成できれ

ば，CMOSを用いたニューラルネットワーク用アクセラ

レータと同程度の応用可能性が期待できる．

また，非線形性を有する活性化関数の必要性を確認する

ために，恒等関数を用いた場合との比較も実施する．ここ

で，恒等関数を活性化関数として用いた 3層フィードフォ

ワード型ニューラルネットワークと中間層の無いフィード

フォワード型ニューラルネットワークは等価であること

が知られている．そこで，本稿では中間層の無いフィード

フォワード型ニューラルネットワークを用いて識別を行

い，その識別精度を恒等関数の識別精度として比較する．

本評価における学習条件を表 2に示す．学習係数 αは誤

差関数の値が発散しないように事前に調節した値である．

また，バッチサイズは論文 [14]中で推奨されている 32を

用いた．本評価における学習は，1,000エポック繰り返し

行い，10エポック毎に行われるテストデータの識別におい

て最も識別精度が高くなる学習結果（各ニューロンに与え

られる結合荷重の値）を評価に用いる．これは，過学習が

発生しない理想的な学習を実施できた場合を想定すること

を意味する．なお，エポック数は，活性化関数に tanh を

用いる場合を想定して学習した場合に誤差関数の値が十分

収束する値を採用した．各結合荷重の初期値 wini は，文

献 [14]にて推奨されている方法を採用し，式 (14)に示す

一様分布 p(wini)を母集団分布として標本抽出した．

p(wini) =

 1
2r (−r ≤ wini ≤ r)

0 (Otherwise)

r = k

√
6

fin + fout
(14)
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表 2 学習の条件
パラメータ 値

MNIST の学習係数 0.01

CIFAR-10 の学習係数 0.001

バッチサイズ 32

結合荷重の調整回数 (エポック) 1,000

ここで，fin，foutはニューラルネットワークの入力数およ

び出力数を表す．また，kは係数であり，sigmoid関数を用

いる場合 4，それ以外の場合は 1である．光強度を用いる

場合においては，結合荷重の初期値を 0以上とするため，

式 (15)に示す一様分布を母集団分布として標本抽出した．

p(wini) =

 1
r (0 ≤ wini ≤ r)

0 (Otherwise)
(15)

ニューラルネットワークは Theano[13]を用いて実装した．

4.2 評価結果

まず，デバイスパラメータ a0Lが識別精度に与える影響

を議論する．図 5に，光強度を用いた場合の可飽和吸収体

のパラメータと識別精度の関係を示す．横軸はパラメータ

a0L，縦軸は過学習が発生しない理想的な学習を実施でき

た場合の識別誤差率である．光強度を情報の媒体とした活

性化関数は，多くの場合，中間層がないニューラルネット

ワークに比べて高い識別精度を達成している. しかしなが

ら，一般的な活性化関数を用いたニューラルネットワーク

に比べると識別精度は劣化している．これは，活性化関数

の定義域が 0 以上に制約されたことが原因であると考え

られる．一方，光電界振幅を用いた場合，図 6に示すよう

に，デバイスパラメータを a0L ≥ 5，Es = 0.5 と設定した

場合に一般的な活性化関数と同等の識別精度を達成した．

以上より，いずれの場合においても活性化関数として価値

があると判断できるが，識別精度を最優先する場合には光

電界振幅を情報の媒体として用いることが妥当であると判

断できる．

次に，光強度ならびに光電界振幅を用いた場合の個別デ

バイスパラメータ Is ならびに Es と，双方に共通するパラ

メータ aoLの依存性を分析する．図 5ならびに図 6より，

Is や Es が大きな値となる場合，aoLの増大に伴い識別精

度が低くなっていることが分かる．これは，これら 3種の

パラメータが大きな値をとる場合，学習初期における活性

化関数の出力がほぼ 0となり，学習が進まないためである

と考えられる．例えば光強度を用いる場合，図 4(a)から，

Is = 25，a0L = 5, 10といった大きい値をとり，かつ，可

飽和吸収体の入力強度が 0 ≤ Iin ≤ 4と小さい場合には，

出力強度はほぼ 0 になることが分かる．また，学習初期

の活性化関数への入力 X は，式 (1)，式 (14)，ならびに，

ニューラルネットワークへの入力 xが 0 ≤ x ≤ 1に正規化

されていることから，必然的に小さな値となり，最終的に
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図 5 光強度を用いた場合の識別精度

学習初期における活性化関数の出力がほぼ 0となる現象が

発生すると推察する．なお，学習初期の活性化関数への入

力 X は結合荷重の初期値に依存する．そのため，結合荷

重の初期値を変更することで，大きな Is や Es を用いた場

合の識別精度を向上できる可能性がある．一方，図 5なら

びに図 6より Isや Esが小さい場合，aoLの増加に伴い識

別精度が向上する傾向が見られる．例えば，図 4(a)にお

いて Is = 0.25の曲線を見ると，a0Lが大きい程曲率が大

きい．このことから，曲率が大きいほど識別精度が高くな

ることが推察される．

5. デバイスパラメータの考察

第 4.2節で示したように，可飽和吸収体のデバイスパラ

メータ Is や Es が小さな値を採る場合，aoLの増加に伴い

識別精度が向上する．一方で，Lが小さくなるほど可飽和

吸収体を光が通過するレイテンシは短くなり，素子サイズ

も縮小できる．そのため，高い識別精度と小さい Lを両立

可能な可飽和吸収体の利用が望ましいと言える．ここで，

図 5ならびに図 6から，a0Lがあるを超えると識別誤差率

が一定の値に収束することが分かる．例えば，図 5(a)で
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図 6 光電界振幅を用いた場合の識別精度

表 3 好ましい可飽和吸収体のパラメータ
媒体 タスク パラメータ 値

MNIST a0L 7

光の の識別 Is 0.25

強度 CIFAR-10 a0L 8

の識別 Is 2.5

MNIST a0L 3

光電界 の識別 Es 0.5

振幅 CIFAR-10 a0L 6

の識別 Es 0.5

は，a0L = 7を超えると識別誤差率が約 2.7％に収束してい

る．以上を総合し，可飽和吸収体のデバイスパラメータと

しては表 3で示す値に設定することが好ましいと考える．

6. おわりに

本稿では可飽和吸収体による活性化関数を評価し，デバ

イスパラメータが識別精度に与える影響を解析した．評

価の結果，情報の媒体として光電界振幅を用いる場合，一

般的な活性化関数と同等の識別精度を達成できることが

分かった．しかしながら，光電界振幅は光強度に比べナノ

フォトニックデバイスでの扱いが難しいといった特徴があ

る．そのため，ナノフォトニックデバイスでの扱いが容易

な光強度を用いて高い識別精度を達成できることが望まし

い．ここで，光強度を用いた場合に高い精度を達成できな

い原因は，活性化関数の定義域が正の制約されることであ

ると考える．本評価では，式 (9)の様な簡易的な方法で制

約を満たしたが，より高い精度を達成する学習方法が存在

する可能性がある．例えば，光電界振幅を用いた行列演算

により負の値を利用可能とし、その出力を光強度へと変換

した上で、可飽和吸収体へと入力するといった方法が考え

られる．そのため，今後は光の強度を情報の媒体とした場

合の識別精度向上方法を検討する．一方で，光電界振幅は

光強度に比べて制約がなく，高い識別精度を達成できるこ

とが分かった．そのため，光電界振幅を情報の媒体として

アクセラレータを実装していく方法に関しても今後検討し

ていく予定である．

また，デバイスパラメータが識別精度に与える影響の解

析から，各ベンチマークにおける好ましいデバイスパラ

メータを提示した．結果として，この好ましいパラメータ

は各ベンチマーク毎に異なった．しかしながら，可飽和吸

収体のデバイスパラメータは物質やデバイスの設計に依存

し，一度設定すると変更することができないため，多くの

タスクにおいて汎用的なデバイスパラメータを検討する必

要がある．そのため，今後はより多くのタスクに対して，

デバイスパラメータと識別精度の関係を解析する．

また，本評価では可飽和吸収体にのみ焦点を当てたが，

他にも非線形な入出力特性を持つ素子は存在する．そのた

め今後は，可飽和吸収体以外の非線形素子によって実装さ

れる活性化関数の実用性についても検討する．
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