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FlexDice：高次元な大規模データセットに対する
高速クラスタリング手法

中 村 朋 健† 上土井 陽子††

若 林 真 一†† 吉 田 典 可††

高次元な大規模データを対話的に処理する場合，従来のクラスタリング手法では高い処理コスト，
不十分なクラスタリング精度などが問題となっていた．我々はデータ空間の部分空間であるセルを動
的に構築・削除可能なデータ構造を用いることで従来手法の問題点を軽減し，従来手法では困難で
あった高次元な大規模データセットを高精度かつ高速にクラスタリング可能な FlexDiceを開発した．
FlexDice は局所的なデータ密度を計算し，データ密度の高い連続した部分空間のデータ要素を集め
るクラスタリング手法であり，2 つのフェーズからなる．第 1 フェーズでは局所的にデータ密度の高
い部分空間を不均一なサイズのセルとして階層的に構築しながらセルの隣接関係を作成し，セルを節
点，隣接関係を枝とするグラフ構造を作成する．第 2フェーズでは，隣接したセルを結合することで
クラスタを形成する．ベンチマークデータを用いたシミュレーション実験により，FlexDiceが高精度
にクラスタリング可能な従来手法と同等のクラスタリング結果を出力すること，高次元な大規模デー
タに対して高速にクラスタリング可能なことを示す．

FlexDice: A Fast Clustering Method for
Large High Dimensional Data Sets

Tomotake Nakamura,† Yoko Kamidoi,††
Shin’ichi Wakabayashi†† and Noriyoshi Yoshida††

When processing large high dimensional data interactively, existing methods have issues of
high processing cost or bad accuracy of clustering. We resolve those issues of existing methods
by using a data structure, in which constructing and deleting cells are dynamically possible,
and develop a new clustering method FlexDice which can perform clustering at high speed
with high accuracy for large high dimensional data sets. FlexDice is a clustering method
which groups data objects in adjacent dense data space. It consists of two phases. The first
phase constructs hierarchically cells in a top-down fashion, and constructs a graph structure
which has irregular size cells as nodes and neighboring links as edges by creating neighbor-
ing links every layer. The second phase constructs clusters by merging a set of cells having
a neighboring relation with each other transitively. Simulation experimental results using
benchmark data shows that it is possible for FlexDice to output clustering results having
as same accuracy as ones found by existing methods which can perform clustering for large
high dimensional data with high accuracy, and that FlexDice is faster than one of the fastest
clustering methods, OptiGrid.

1. は じ め に

近年の情報化社会の進展と記憶装置の低価格化，大

容量化によりデータベースに蓄積されるデータは高次

元であり大規模なものとなっている．今後はさらに高
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次元な大規模データベースが構築されることが予想さ

れる．大規模データベースが構築される一方で，蓄積

された多くのデータを有効に活用できていないのが現

状である．そのようなデータベースからデータの規則，

特徴，そしてパターンを見つけ出すことで有用な情報

を抽出するプロセスはデータマイニングと呼ばれ，そ

の 1つの技法にデータ要素をグループ化するクラスタ

リングがある．クラスタリングとは類似性の高いデー

タ要素を同じグループ（クラスタ）に集め，類似性の

低いデータ要素を別々のクラスタに分ける操作であ

る．多くの古典的なクラスタリング手法では，データ
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要素間の類似性をユークリッド距離やマンハッタン距

離などの距離尺度によって定義し，それに基づいてク

ラスタを抽出する．我々の提案するクラスタリング手

法 FlexDiceはデータ空間における局所的なデータ密

度を計算し，データ密度の高い連続した部分空間に含

まれるデータ要素をクラスタとして集め，データ密度

の低い部分空間に含まれるデータ要素をノイズとして

1つのクラスタに集めるクラスタリング手法である．

我々はクラスタリング手法を意思決定支援に用いる

ことを考えている．意思決定には様々な形態があるが，

ここでは人とクラスタリングアルゴリズムが対話的に

情報をやりとりすることで人の意思決定を支援するこ

とを想定している．たとえば，本を購入したいがどの

本を購入してよいか分からない場合，人とコンピュー

タが対話的に情報をやりとりすることがあったとする．

過去に同じような状況に遭遇した人々をクラスタリン

グによって探し出し，過去の人々の行動を参考にし，

かつ，ユーザの意志を反映させて購入すべき本の選択

を支援することが考えられる．人の行動などを蓄積し

たデータウェアハウスは今後ますます高次元かつ大規

模になることが予測され，そのようなデータセットか

ら対話的に同じような状況に遭遇した人々を探し出す

必要がある．我々は 10秒以内の応答を対話的な応答

と想定している．我々がデータベースから情報を抽出

したいとき，一般に，クラスタリングに要求されるク

エリは初めから完全ではないことが多い．人々は概略

を尋ねるクエリから始め，得られた知識からのフィー

ドバックに基づいてクエリを洗練させていく6)．この

とき，対話的データマイニングでは概略的な解を高速

に出力し，クエリの洗練が進むにつれて詳細な解を出

力することが要求される．

90 年代後半から今日に至るまでにクラスタリング

手法は多くの研究者によって活発に開発されてきてい

るが，従来クラスタリング手法は 50属性を持つ 100

万データ要素を含むような高次元な大規模データを

クラスタリングするとき，依然として高い処理コスト

や不十分な精度などの問題点を持つ．現在，高次元な

大規模データに対して高速に処理できる手法としては

OptiGrid 8) や O-Cluster 10) があげられる．しかし，

O-Clusterは，使用した計算機は不明であるが 50属

性を持つ 100万データ要素を含む合成データに対して

約 1,000秒費やすため，対話的な応答が難しい．

我々は高次元な大規模データに対して対話的に応答

可能な FlexDiceを開発した．FlexDiceはデータ密度

の高い部分空間のデータ要素を含む不均一なサイズの

セルを階層的にトップダウン方式で構築しながらセル

の隣接関係を作成し，セルを節点，セル間の隣接関係

を枝とするグラフ構造を作成する．隣接したセルを結

合することでクラスタを形成する．トップダウン方式

でセルを構築することによりユーザの定めた時間内に

可能な限り精度の高いクラスタリング結果を出力可能

なアルゴリズムとなっている．

データ空間を分割した後に結合させるDENCLUE 9)

や STING 13) はボトムアップ方式でセルを結合させ

ることでクラスタを形成する手法であるため，多次元

な入力に対して隣接するセル数を制限することが難し

く高精度な結果を得にくい8)．OptiGridとO-Cluster

はトップダウン方式でクラスタの存在しないデータ空

間を分割することで，その問題点を避けて高次元な入

力をクラスタリング可能にした手法である．しかし，

これらの手法はデータ空間の分割に高い処理コストを

費やすため，対話的な処理が難しい．我々はトップダ

ウン方式に密でも疎でもないセルのみに対して分割面

を選択せずに分割することにより，データ要素の再走

査を減らすことで高速な処理を可能にし，データ空間

の過度に冗長な分割を避けることで高精度なクラスタ

リングを実現した．分割面の選択は行わないが，セル

の密度を調べることにより分割すべきセルと分割すべ

きでないセルを選択し，さらに，セル間の隣接関係を

作成して類似したデータ要素を含むセルを結合可能に

することにより，OptiGridや O-Clusterと同様の精

度を保っている．

シミュレーション実験では，クラスタリングの精度

が高く，ユーザの欲するクラスタに近いクラスタを構

築可能な Agglomerative 手法と FlexDice を比較し，

FlexDice が同程度の精度でクラスタリング可能であ

ることを示す．また，現在，高次元な大規模データに

対して最も高速にクラスタリング可能な手法の 1つで

ある OptiGridよりも高次元な大規模データに対して

高速に処理可能であることを示す．

本論文では，2 章において従来手法と FlexDiceの

関係，3章において FlexDiceのアルゴリズムを説明す

る．4 章において，FlexDiceの特徴として FlexDice

のクラスタリング精度，処理のコスト，メモリ使用量，

そしてパラメータの設定の困難さを見積もる．5 章に

おいて，FlexDiceを実験的に評価する．

2. 従来手法と FlexDiceの関係

既存のクラスタリング手法は分割手法（Partition-

ing methods），階層的手法（Hierarchical methods），

密度に基づく手法（Density-based methods），格子

に基づく手法（Grid-based methods），そしてモデル
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に基づく手法（Model-based methods）に分類でき

る7)．2.1 節において，FlexDiceに特に関連した階層

的手法，密度に基づく手法，そして格子に基づく手法

と FlexDiceとの関連について述べ，2.2 節において，

FlexDice と近年のクラスタリング手法との関係につ

いて述べる．

2.1 FlexDiceに関連した手法

階層的手法はデータ要素集合に対してあらかじめ与

えられた基準を満たすまで分割または結合を繰り返し

クラスタを形成する．この手法に分類される手法には

BIRCH 14) や CURE 4) などがある．階層的手法は結

合または分割のどちらを基本とするかにより，さらに

分類される．データ要素集合の分割には一般に高い処

理コストを必要とするため，従来のほとんどの階層的

手法は結合を基本とする手法である7)．

密度に基づく手法は低密度の領域によって分けられ

る連続する高密度の領域のデータ要素を集める．この

手法に分類される手法にはDBSCAN 2)，OPTICS 1)，

そして DBRS+ 12) などがある．一般に密度に基づく

手法の利点は任意の形のクラスタを判別できることや

クラスタとノイズの区別が可能となることなどである．

格子に基づく手法は入力データ空間を格子状に分割

したセルを用いてクラスタを形成する．この手法には

STING 13)やWaveCluster 11)などが分類され，複数

のデータ要素を含むセルを結合，または分割しクラス

タを生成する．格子に基づく手法の利点は高速にクラ

スタリングできることである．データ要素のセルへの

割当てを除くと，これらの手法の一般的な計算複雑さ

は O(g) である．ここで g はセル数である．一般に，

低次元な入力データであるとき g � N であるが，高

次元な大規模データが入力であるとき，構築するセル

数の増大によりデータ空間の細かい分割が困難になる．

また，これらの手法は高次元な入力であると隣接する

セルが非常に多くなり隣接関係を作成することが困難

になる．類似したデータ要素群を含む隣接したセルを

結合できないことにより，十分な精度が得られない問

題点を持つ．

我々は，高次元なデータを処理するために分割を基

本とする階層的手法を採用し，さらに，任意の形のク

ラスタを抽出でき連続する高密度の領域のデータ要素

をクラスタとして集めるため密度情報に基づき，高速

にクラスタリングするために格子構造に基づく新しい

クラスタリング手法である FlexDiceを提案する．

2.2 FlexDiceと近年のクラスタリング手法の比較

近年，クラスタリングの質を高める研究や処理コス

トを減らす研究が活発になされている3),8),10)．

階層的手法においては高次元なデータセットでは結

合させるデータ要素群を探すことが困難であるため，

データ空間の分割を繰り返すだけでクラスタを形成す

る OptiGrid や O-Cluster などの手法が開発された．

OptiGrid 8)とO-Cluster 10)はクラスタが存在しない

データ空間を超平面で分割しクラスタを発見する手法

であり，高次元な大規模データに適用可能な手法であ

る．これらの手法と FlexDiceはトップダウンにデー

タ空間を分割するという共通点を持つ．OptiGridと

O-Clusterの違いは OptiGridは分割面の選択に入力

パラメータを必要とするが O-Cluster はそれを必要

とせず，OptiGridはデータ空間を任意の角度で分割

するが，O-Clusterはデータ空間の座標面に直交の分

割だけである．O-Clusterは OptiGridよりデータ空

間の分割に費やすコストは少ないが，O(D · b) の計

算複雑さを持つ．ここで D は入力データの属性数で

あり，b はデータ要素の写像をヒストグラムに変換し

たときの量子化の数である．文献 8)はあらかじめク

ラスタを形成した合成データを用いて，OptiGridが

DENCLUEや BIRCHなどの従来手法よりもクラス

タリングの質が高いことを示している．また，それら

の従来手法より高速に処理可能であることを示してい

る．文献 10)はO-Clusterも合成データを用いて正し

くクラスタリングできた割合などを示すことでクラス

タリング結果の質を示している．OptiGridの計算コ

ストは O(N ·D) と近似でき，シミュレーション実験

により入力データ要素数と計算時間の関係と入力デー

タセットの属性数と計算時間の関係がともにほぼ線形

関係であることを示している．ここで，N は入力デー

タ要素数である．しかしながら，OptiGridでは分割

面の選択に高い処理コストを費やすため，40 属性の

50 万データ要素を含むデータセットに対して対話的

に処理できるほど高速には処理できていない．

OptiGridと O-Clusterはデータ要素をノイズと判

別できないアルゴリズムであり，クラスタ内に類似性

の低いデータ要素が混在している可能性が高い．一方

で FlexDiceはノイズをノイズクラスタとして 1つの

クラスタに集めるため，ノイズクラスタ内でのデータ

要素間の類似性は低いが他のクラスタに含まれるデー

タ要素間には高い類似性が保たれている．

文献 3)はいくつかのクラスタリングアルゴリズムと，

それらのアルゴリズムの出力を集約して結果を出力す

るClustering Aggregationを提案し，クラスタリング

結果の精度を評価する基準を示している．Clustering

Aggregationはベンチマークデータに対して高精度に

クラスタリング可能であると評価されているROCK 5)
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と同等の精度でクラスタを出力でき，ROCK で扱う

ことができない 14属性を持つ 32,561データ要素を含

むベンチマークデータ（censusデータ）を扱うことが

可能である．Clustering Aggregationアルゴリズムの

計算複雑さは O(N2 · log N) であり，クラスタ間の距

離計算に高い処理コストを費やす手法である．文献 3)

では，Aggregationアルゴリズムにおいて，合成デー

タを入力とするシミュレーション実験より，要素数と

計算時間が線形関係であり，このときの精度がほぼ一

定であることが示されている．また，サンプリングを

用いることで高速化できると結論付けている．

これらの近年に発表されているクラスタリング手法

は高次元な大規模データを対象としている手法が多い

が，どの手法も高い処理コストによって我々が目標と

する対話的な処理の実行が難しい．5 章において，近

年に発表されたクラスタリングの精度が高い Cluster-

ing Aggregationと現在最も高速な手法の 1つである

OptiGrid と提案手法 FlexDice をクラスタリング精

度や処理時間について比較し，FlexDice の処理能力

を評価する．

3. FlexDiceアルゴリズム

提案手法 FlexDiceは階層構造，密度情報，そして

格子構造を用いるクラスタリング手法である．我々は

様々なサイズのサイコロ（dice）のようなセルを階層

的に構築し，さらにセルが柔軟に（flexibly）変化す

ることから，提案手法を FlexDiceと名付けた．ここ

で，セルとは入力データ空間の超直方体である部分空

間と定義する．FlexDiceは D 次元線形空間のデータ

に対して，以下の 2つの事項を達成することを目標と

したクラスタリング手法である．ただし，本論文にお

ける密度とは 1辺が単位長さである D 次元超立方体

あたりの要素数のことである．

• 低密度（疎）な領域によって分けられる高密度
（密）な領域のデータ要素を集める．

• 高次元な大規模データに対して，高精度，かつ，
対話的な応答時間でクラスタリングする．

FlexDiceは 3.1 節と 3.2 節に示す 2つのフェーズ

（Ph.1，Ph.2）から構成される．Ph.1 では階層的に

第 0 層から最下位層まで順次セルを構築・削除しな

がらセル間の隣接リンクを作成する．Ph.2では Ph.1

で作成した密なセルをノード，隣接リンクを枝とする

グラフから密なセルを結合してクラスタを形成する．

FlexDiceはクラスタリング結果に影響を及ぼす 4つの

入力パラメータ（PMAX，PMEAN，PMIN，PLAY）を

持つ．最下位層以外における密セル（dense cell）はセ

図 1 FlexDice アルゴリズム：Ph.1 のフローチャート
Fig. 1 A FlexDice algorithm: Flowchart of Ph.1.

ルの密度が PMAX 以上のセルであり，中セル（middle

cell）はセルの密度が PMIN 以上かつ PMAX より小さ

いセルであり，疎セル（sparse cell）はセルの密度が

PMIN より小さいセルのことである．最下位層では中

セルは作成されず，PMEAN のみで密セルと疎セルに

分類する．セルの密度が PMEAN 以上のセルを密セル，

PMEAN より小さいセルを疎セルとする．PLAY は最大

の最下位層数であり，階層数はたかだか PLAY である．

3.1 Ph.1 —クラスタ領域の抽出と隣接リンクの

作成

FlexDiceの Ph.1のフローチャートを図 1 に示す．

Ph.1 の主な処理は密セルを抽出することと，密セ

ルに隣接リンクを作成することである．密・中・疎の

セル群は親セルを各属性に関して 2等分，つまり 2D

分割してできた空間にデータ要素が存在するとき子セ

ルとして構築される．セルは入力データ空間である第

0 層から最下位層まで分割を繰り返し，構築される．

ただし密セルまたは疎セルと判断されたセルはそれ以

上分割を進めない．親セルと子セル間には双方向のリ

ンクを作成する．ただし，親セルから子セルへのリン

クの選択は O(1) で選択可能にするためハッシュ関数

を用いる．

第 k 層で作成された中セルに含まれるデータ要素を

第 (k + 1) 層のセルへ振り分ける．第 (k + 1) 層が最

下位層でないとき，第 (k + 1) 層へデータ要素の振り

分けが終了すると，第 (k + 1) 層で作成されたセルの

密度を調べ，PMAX と PMIN を用いてセルを疎セル，



44 情報処理学会論文誌：データベース Dec. 2005

図 2 FlexDice アルゴリズム：Ph.2 のフローチャート
Fig. 2 A FlexDice algorithm: Flowchart of Ph.2.

中セル，そして密セルに分類する．(k + 1) が PLAY

に等しいとき，第 (k + 1) 層へデータ要素の振り分け

が終了すると，第 (k + 1) 層で作成されたセルの密度

を調べ，PMEAN を用いてセルを疎セルと密セルに分

類する．疎セルと判断されたセルはメモリ上から削除

され，疎セルに含まれていたデータ要素はノイズとし

て 1つのグループに集められる．第 (k + 1) 層で密・

中セルと判断されたセルは第 (k + 1) 層のすべてのセ

ルの構築の終了後に作成された隣接リンクにより隣接

するセルとつながる．隣接リンクは入力データ要素が

D 属性であったとき (D − 1) 次元超平面で接するサ

イズの等しい，または，大きいセルに対してのみ作成

する．ここで (D−1) 次元超平面とは入力データ空間

が 1 次元データ空間 (D = 1) であるとき点，2次元

データ空間であるとき線，3次元データ空間であると

き 2次元平面のことである．隣接リンクは異なる階層

に存在するセル間でも作成される．第 (k + 1) 層のセ

ルの隣接リンクを作成し終わると第 k 層の中セルとそ

のセルが保持する隣接リンクをメモリ上から削除する．

3.2 Ph.2 —セル結合とクラスタの形成

図 2 に FlexDiceの Ph.2である密セルの結合方法

のフローチャートを示す．Ph.2の主な処理は，Ph.1

で構築した密セルと作成した隣接リンクから隣接する

密セルを結合し，結合したセル群に含まれるデータ要

素をクラスタとすることである．Ph.1 で作成した隣

接リンクは単方向リンクと双方向リンクが存在するた

め，グラフの連結成分抽出アルゴリズムを直接適用す

ることはできず，単方向リンクを双方向リンクに修正

する必要がある．Ph.2 において提案するアルゴリズ

ムは，密セル群をサブクラスタとしてある程度まとめ，

サブクラスタ間の単方向リンクを双方向リンクに変換

し隣接した密セル群を結合する．

4. FlexDiceの特徴

FlexDice は低次元な小規模データから高次元な大

規模データに対して，高精度，かつ，対話的な応答が

できる高速なクラスタリングアルゴリズムである．本

章において，FlexDice のクラスタリング精度，処理

コスト，メモリ使用量，そしてパラメータの設定コス

トを見積もる．

高次元な大規模データセットを高精度にクラスタリ

ングしたときの状況の再現として，50属性の 100万

データ要素を含むデータセットに対して 10階層まで

セルを構築したときの例を状況 1とする．この例を用

いて，費やすメモリ量や処理コストを以下で具体的に

説明する．

4.1 クラスタリング精度

OptiGridや O-Clusterはデータ空間上のデータ要

素が少ない面を切断してクラスタリングするために高

精度なものとなっている．一方で，FlexDiceはトップ

ダウン方式に高密度，または，低密度でないセルのみ

を分割することによりセルの冗長な分割を避けている

が，データ空間の切断面を選択せずにデータ空間を分

割するため，類似性の高いデータ要素を含むデータ空

間を分割する可能性がある．分割すべきセルとそうで

ないセルを密度によって分類することで類似性の高い

データ要素を含むデータ空間の分割を極力避けている．

分割すべきでない空間を分割した場合でも，セル間に

隣接関係を作成し最後に類似したデータ要素を含むセ

ルを結合させることで，高精度にクラスタリング可能

となった．また，トップダウン方式に疎でも密でもな

いセルだけを分割する方法により，データ要素の再走

査を減らすことで高速にクラスタリング可能である．

4.2 処理コスト

FlexDice はデータ空間の分割面の選択に計算時間

を費やさず，分割後の結合にもほとんど計算時間を

費やさないことにより高速化を実現した．OptiGrid

や O-Cluster はデータ空間を分割する際にクラスタ

の存在しない領域を選択するが，FlexDice はデータ

空間を各次元に関して 2 等分を繰り返す．このため，

FlexDice での分割面の選択の計算複雑さは O(1) で

ある．OptiGridや O-Clusterはセル間に隣接関係を
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作成しないが，FlexDice は隣接関係を作成する．隣

接関係作成の計算複雑さは O(g) である．ここで g は

セル数である．

FlexDice の Ph.1 では全データ要素を各階層ごと

に走査する可能性があり，構築した全セルに隣接リン

クを作成しなければならない．1データ要素の走査は

D 個の数値を操作する必要があるので，最悪の場合

ND(K − 1) 回の数値の走査が必要となる．FlexDice

では要素数を多く含む密なセルや疎なセルに含まれる

データ要素の走査を避けることで，実用的には最悪の

場合はほとんど起こらない．

隣接リンクの作成は，各階層ごとに隣接リンクを作

成するため，D 本の隣接リンクを作成するために 2本，

さらに D 本の隣接リンクを作成するため 3本のリン

クをたどることで隣接リンクを作成できる．したがっ

て 1 つのセルの隣接リンクの作成には最大で 5D 本

のリンクをたどることで作成できる．4.3 節で述べた

ように，FlexDice は構築するセル数を削減している

ため隣接リンクを作成するためのコストも削減できて

いる．

FlexDiceの Ph.2は密セル数に依存した処理時間を

必要とする．Ph.2の処理コストは，密セル数は N で

あり結合するセルが見つからなかったときが最悪の場

合である．このとき計算複雑さは O(N +S2) である．

ここで S は Ph.2 で作成されるサブクラスタ数であ

り，一般に S � N といえる．セルの不均一サイズ化

により密セル数を削減し，単方向のリンクによってサ

ブクラスタを形成することにより，ここでの計算量を

少なく抑えることが可能となった．

4.3 メモリ使用量

一般に，格子に基づく手法は構築するセル数よりも

入力データ要素数が多く，構築するセル数はメモリ使

用量に影響を及ぼさないと考えられる．しかし，入力

が高次元のデータセットであるとき，セル数が莫大な

量になりメモリ使用量に大きな影響を及ぼすことがあ

る．階層数を 1つ増加させると各セルからは 2D 個の

セルが構築され，また構築されたセルが削除できない

構造であるとき，構築セル数は (2D + 1)K−1 個とな

る．状況 1のとき，構築されるセル数は 1.25 × 1027

個となり現在の計算機環境ではとても処理できない．

FlexDice はデータ要素が格納されている葉セルとそ

の親セルだけのセル構築でよいため，最悪の場合でも

構築するセル数は次元数や階層数に依存することなく

2N 個となる．高次元なデータ空間では均一な分布は

ほとんどないことが知られている8)．したがって，高

次元なデータセットに FlexDiceを適用したとき構築

するセル数は 2N よりも大幅に少なくなることが多

いと予測される．

FlexDiceが保持するセルはデータ要素が格納された

セルとその親セルだけであるが，Ph.2において隣接し

た密セルを結合させなければならないため，セル間に

隣接関係（隣接リンク）を作成する．隣接リンクは各セ

ルに隣接するセルの数だけあればよいが，最悪の場合

1つのセルに 2D · 2(D−1)(K−3) 個，かつ，(N − 1) 個

以下のセルが隣接することがある（K > 3）．状況 1の

とき，1つのセルに隣接するセルの最大個数は 999,999

個となる．FlexDice は隣接リンクに費やすメモリ量

を削減するために，入力データ要素が D 属性であっ

たとき (D − 1) 次元超平面で接するサイズの大きい，

または等しいセルに対してのみ隣接リンクを作成する．

この条件により FlexDiceでは 1つのセルが保持する

隣接リンクは最大で 2D 個に限定できる．

FlexDice は階層的にセルを構築するが，FlexDice

が用いるデータ構造は木構造ではなくグラフ構造であ

り，木構造のルートに対応する入力データ空間を表す

セルや子セルを構築した後に不要となったセルを削除

可能である．QuadtreeやOctreeでは 1度作成したセ

ルをメモリから削除することが難しいため，FlexDice

が用いるデータ構造は Quadtree や Octreeのデータ

構造よりセルに費やすメモリ使用量を削減できる．

4.4 パラメータの設定

3 章で述べたように，FlexDiceはクラスタリング結

果に影響を及ぼす入力パラメータが 4つ存在する．他

のクラスタリング手法において必要とされることがあ

るクラスタ数を定めるような難しいパラメータはない

が，セルの疎密を判定する 3つのパラメータは連続的

に変化させユーザの欲する結果を抽出できる値に設定

しなければならない．設定する順番は PMAX，PMIN，

そして PMEAN の順であり，出力結果に大きな影響を

与えるパラメータから順に設定する．この 3 つのパ

ラメータの設定はユーザの負担となると考えられるの

で，現在の設定方法よりも容易に設定できるように工

夫することは今後の課題である．FlexDiceの実行時間

がユーザが結果を欲する時間に近づいたとき，PMIN

と PMAX を PMEAN に自動的に切り替え，階層数が

PLAY に達する前にクラスタリング結果を出力するこ

とで対話的な応答が可能になっている．この対話的な

応答が可能になったのは，FlexDiceがトップダウン方

式にセルを構築するアルゴリズムであるためである．

5. FlexDiceの評価実験

本章において，FlexDiceを実験的に評価する．5.1節
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では評価実験のための準備として，扱う入力データや

クラスタリング結果の評価方法を説明する．5.2 節に

おいて，FlexDice と従来手法を精度と処理速度につ

いて比較する．

5.1 評価実験の準備

5.2 節以降では，SUN Ultra60 Model1450（CPU:

450MHz，Main memory: 1 GByte）を使用して実

験した．提案手法 FlexDice と従来手法 OptiGridは

C++言語で実現し，従来手法 Clustering Aggrega-

tion は著者から提供されたソースコードを用いてシ

ミュレーション実験した．結果を評価する指標として

計算時間を定義する．計算時間は入力データを主記憶

上に取り込んだ後から主記憶上にクラスタが形成さ

れるまでの時間とする．以降の図において計算時間は

Timeで表される．

5.1.1 入力データ

入力データセットとして，UCI KDD アーカイ

ブ15) の “Census Income Database”（収入データ），

“Mushrooms Database”（キノコデータ），“Forest

Cover Type”（森データ），そして “1990 US Cen-

sus Data”（USデータ）の 4種のベンチマークデータ

を使用する．収入データは 14属性を持つ 32,561デー

タ要素から構成され，キノコデータは 22属性を持つ

8,124データ要素から構成され，森データは 54属性を

持つ 581,012個のデータ要素から構成され，USデー

タは 68属性を持つ 2,458,285個のデータ要素から構

成される．これらのデータを扱うとき，とりうる値が

少ない属性はその属性における値の持つ意味（重要度

など）を理解したうえで，値を変換する必要がある．

しかし，データを解析し，各属性に重要度を定めるこ

とは難しい問題である．したがって，本論文では 2値，

または，3値の属性を除外したデータを使用する．こ

のとき収入データは 14 属性，キノコデータは 14 属

性，森データは 10属性，そして USデータは 51属性

を持つ．

5.1.2 クラスタリング結果の評価基準

入力データがClassificationに関するデータであり，

データ要素の分類がクラスラベルとしてすでにラベル

付けされているとき，出力結果の質を評価する方法が

提案されている．4 つのベンチマークデータのうち，

収入データ，キノコデータが Classificationに関する

データである．

クラスタリング結果の評価基準としてClassification

エラー EC，クラスタ平均 Precision Pavg，そしてク

ラスタ平均 Recall Ravg を用いる．クラスタリングア

ルゴリズムが要素数 s1, . . . , sk の k 個のクラスタを

出力し，それぞれのクラスタの最多共通クラスのラベ

ルが L1, . . . , Lk とする．また，s1, . . . , sk の各クラ

スタの最多共通ラベルを持つ要素数が m1, . . . , mk で

あり，入力データにおいてラベル Li のデータ要素の

総数を NLi としたとき，EC，Pavg，そして Ravg は

以下の式によって定義される．

EC =

∑k

i=1
(si − mi)

∑k

i=1
si

=

∑k

i=1
(si − mi)

N

Pavg =

∑k

i=1
mi
si

k

Ravg =

∑k

i=1
mi

NLi

k
EC は入力データ要素全体に対して誤って分類され

た要素数の割合である．Pavg は各クラスタが正確に

1 つのラベルだけを集められているかの評価であり，

各クラスタの正確さの平均値である．Ravg は同じラ

ベルのデータ要素を 1つのクラスタに集められている

かを評価する値である．EC は 0に近いほど，Pavg と

Ravg は 1に近いほど高精度な出力と評価できる．以

下のすべての実験において FlexDice と OptiGridの

入力パラメータは準備的な実験において EC，Pavg と

Ravg に関して高精度なクラスタリング結果を出力可

能な値を使用した．

5.2 評 価 実 験

5.2.1項において FlexDiceと従来手法のクラスタリ

ング精度について比較し，5.2.2 項において FlexDice

と OptiGridの計算時間について比較する．

5.2.1 従来手法との精度の比較

クラスタリング精度の比較には Classificationに関

するデータである収入データとキノコデータを用いる．

収入データは 14属性を持つ 32,561データ要素から

構成される Classificationに関するベンチマークデー

タである．収入データの各要素は人を表し，クラス

ラベルとして “収入が $50,000 以上” または “収入が

$50,000より少ない”を持っている．入力の時点では

この情報を除き，クラスタリング後に情報に基づいて

EC，Pavg，そして Ravg を求める．

文献 3)の Clustering Aggregationのサンプリング

を用いた Agglomerative 手法を収入データに適用し

たとき，サンプル数が 300から 5,000の間においてほ

ぼ等しい出力を得た．サンプル数を 300より小さくす

ると妥当なクラスタリング結果が出力されなかった．

ここで，サンプル数によるクラスタリング結果は 100

から 5,000の間で 9通り調べている．Agglomerative

手法と OptiGridと FlexDice の精度と計算時間につ
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表 1 収入データに関する従来手法と FlexDice の精度と計算時間
Table 1 Accuracy and processing time for the census

data by Agglomerative, OptiGrid, and FlexDice.

EC Pavg Ravg Time [s]

Agglomerative 0.21 0.87 0.003 942

OptiGrid 0.21 0.82 0.029 9.29

FlexDice 0.21 0.86 0.011 2.81

いての比較を表 1 に示す．Agglomerative手法のクラ

スタリング結果はサンプル数が 300から 5,000の間は

ほぼ等しい精度を保っているため，一例として最も高

速にクラスタリングできたサンプル数が 300での結果

を示した．

表 1 より，収入データに関して，3手法の EC はす

べて同じ値であった．Pavg は Agglomerative手法が

最も良い結果であったが，FlexDice とほぼ等しい値

であった．Ravg は OptiGridが最も良い結果であり，

FlexDice よりも 2 倍以上良い値であった．計算時間

に関しては Agglomerative手法が極端に遅かった．

キノコデータは 22属性を持つ 8,124データ要素から

構成される Classificationに関するベンチマークデー

タである．データ要素はキノコを表し，属性はキノコ

の形状，色，においなどを表す．各データ要素はクラ

スラベルとして “毒入りである”（poisonous），また

は “食用である”（edible）が記されている．クラスラ

ベルの属性を除いた入力データをクラスタリングした

後で，クラスラベル属性に基づいて EC を求める．

Clustering Aggregation のサンプリングを用いた

Agglomerative 手法をキノコデータに適用したとき，

サンプル数が 200 から 2,000 の間においてほぼ等し

い出力を得た．サンプル数を 200 より小さくすると

妥当な結果が出力されなかった．ここで，サンプル数

によるクラスタリング結果は 100 から 2,000 の間で

8 通り調べている．Agglomerative 手法と OptiGrid

とFlexDiceの精度についての比較を表 2に示す．Ag-

glomerative手法のクラスタリング結果はサンプル数

が 200から 2,000の間はほぼ等しい精度を保っている

ため，一例として最も高速にクラスタリングできたサ

ンプル数が 200での結果を示した．

キノコデータに関して，FlexDice で EC と Pavg

の精度に関する評価関数において最も高精度な結果

が得られた．Ravg に関してはクラスタ数を多く作成

しているため Agglomerative 手法よりも悪い結果と

なった．計算時間に関してはキノコデータにおいても

Agglomerative手法が極端に遅かった．

表 1，2 の結果から，OptiGridと FlexDiceは EC

と Pavg に重きを置いたパラメータ設定であるとき，

表 2 キノコデータに関する従来手法と FlexDice の精度と計算
時間

Table 2 Accuracy and processing time for the mushroom

data by Agglomerative, OptiGrid and FlexDice.

EC Pavg Ravg Time [s]

Agglomerative 0.10 0.89 0.22 76.4

OptiGrid 0.048 0.96 0.025 0.051

FlexDice 0.025 0.99 0.029 0.062

Agglomerative手法にほぼ等しい精度，または，それ

以上の精度を持つ結果を出力できた．Agglomerative

手法の Ravg の値は入力データによってばらつきがあ

り，Agglomerative手法が他の 2手法に比べて 10倍

近く良い結果を出力できる例があった．アルゴリズ

ムの精度は入力データに依存していることが分かる．

FlexDice は同じラベルを持つ要素を 1つのクラスタ

に集めることが得意ではないが，各クラスタ内に 1つ

のラベルだけを集めることについては他の手法と同程

度かそれ以上の精度を達成できた．以上の FlexDice

の結果はノイズクラスタを 1 つのクラスタとした精

度の評価となっている．ノイズを検出したときの評価

が十分でないため，その評価方法は今後の課題として

いる．

5.2.2 従来手法との計算時間の比較

5.2.1 項で簡単に示したように，Clustering Ag-

gregationを用いた Agglomerative手法の計算時間は

FlexDice と OptiGrid の計算時間に比べて非常に遅

い．したがって，計算時間に関して本項においては従

来手法の中で最も高速に処理できる手法の 1つである

OptiGridと FlexDiceを森データとUSデータを用い

て比較する．

FlexDice と OptiGrid の要素数と計算時間の関係

を調べるために，10属性を含む森データを使用した．

FlexDice と OptiGrid の要素数と計算時間の関係を

図 3 に示す．入力データ要素数の変化は，入力データ

セットからランダムに抽出する要素数を変化させるこ

とで実現した．10万データ要素から 58万データ要素

までの各出力結果は指定した要素数の 10種類の入力

データに関する結果の平均である．

図 3 から，FlexDiceは要素数に大きな影響を受け

ず，要素数に対して計算時間はなだらかに上昇してい

ることが分かる．一方，OptiGridは FlexDiceに比べ

て急激に上昇していることが分かる．FlexDice が要

素数の多い 30万から 58万の間でOptiGridよりも高

速であったのは，データ要素を多く含んだ密セルを作

成することにより，データ要素の再走査が少ないこと

が 1つの要因であると考えられる．
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図 3 森データに対する FlexDice と OptiGrid の要素数と計算
時間の関係

Fig. 3 Relation between the number of objects and Time

for the Forest cover type data set.

図 4 2 種類の US データ（25 万データ要素，50 万データ要素）に
対する FlexDice と OptiGrid の属性数と計算時間の関係

Fig. 4 Relation between the number of attributes and

Time for the US census data set.

FlexDiceとOptiGridの属性数と計算時間の関係を

調べるために，US データから抽出した 25 万データ

要素を含むデータと 50万データ要素を含むデータを

使用した．FlexDiceとOptiGridにおける属性数と計

算時間の関係を図 4 に示す．入力データの属性数 d′

の変化は，入力データの d 属性（d ≥ d′）からランダ

ムに d′ 個だけ属性を選び，d′ 属性の部分データを構

成することで実現した．図 4 での 10 属性から 50属

性までの各計算時間は，指定した属性数 d′ において，

10 種類の異なる属性選択パターンを持つ部分データ

に関する結果の平均である．

図 4 から，入力データの属性数が 10属性であると

FlexDiceとOptiGridの計算時間は要素数に関係なく

ほぼ等しく，要素数が 25万程度であると FlexDiceと

OptiGridの計算時間はほぼ等しいことが分かる．要

素数が 50万であるとき，FlexDiceでは OptiGridに

比べて属性数の増加に対し計算時間がなだらかに上昇

し，かつ，高速であることが分かる．

以上の結果から，FlexDice は従来手法で最も高速

な手法の 1つである OptiGridよりも高次元な大規模

データに対して高速に処理できることが分かる．

6. お わ り に

本論文では高次元な大規模データに対して対話的に

処理可能なクラスタリング手法 FlexDice を提案し，

FlexDice をベンチマークデータを用いたシミュレー

ション実験で評価した．

シミュレーション実験において，FlexDiceは近年に

発表された高精度にクラスタリング可能なClustering

Aggregationとほぼ同等な精度のクラスタリング結果

を出力できた．計算時間に関して，高次元な大規模

データに対して FlexDiceは従来手法の中で最も高速

な手法の 1つである OptiGridよりも高速にクラスタ

リングできることを示した．低次元な要素数の少ない

入力データに対して FlexDice よりも OptiGridのほ

うが高速に処理できているが，どちらも高速であり対

話的な応答が可能である．

FlexDice はクラスタ数の指定などの直感的に設定

しにくい入力パラメータの設定を必要としないが，ク

ラスタリング結果に影響する入力パラメータが 4つ存

在する．この 4つの入力パラメータの変化に応じた出

力結果の変化を解析することやクラスタリング結果の

クラスタの特徴を抽出する後処理が今後の課題である．
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