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Encoder-Decoderモデルを用いた
日本語崩れ表記の正規化

池田 大志1,a) 進藤 裕之1 松本 裕治1

概要：近年，ソーシャルメディアの普及に伴い，ウェブ上には人々が投稿した膨大な量のテキストデータ
が存在するようになった．それに伴い，評価極性分析や話題抽出などの需要が高まり，ウェブ上のテキス
トデータは重要な言語資源であると考えられている．しかし，新聞記事データを用いて訓練した形態素解
析器では，口語表現や表記揺れなどを多く含むウェブ上のテキストに対して，形態素解析誤りを起こすと
いう問題がある．そのため，崩れ表記を含む文を正規化することで，形態素解析誤りを削減することがで
きると考えられる．本研究では，ニューラルネットワークに基づく Encoder-decoderモデルを用いた日本
語崩れ表記の正規化手法を提案する．また，擬似崩れ表記データを用いて正規化に適用した実験結果につ
いても報告する．

1. はじめに

近年，マイクロブログや SNSが広く利用されるようにな

り，ウェブ上には人々が投稿した膨大な量のテキストデー

タが存在するようになった．それに伴い，評価極性分析や

話題抽出などの需要が高まり，ウェブ上のテキストデータ

は重要な言語資源であると考えられている．ウェブ上のテ

キストは，表記揺れ（ひらがな化，カタカナ化）や口語表

現・方言などの崩れ表記が多く含まれており [2]，新聞記事

データを用いて訓練した形態素解析器では，崩れ表記を含

むウェブ上のテキストに対して，形態素解析誤りを起こす

問題がある．

例えば，次のような崩れ表記文をMeCab [3]で形態素解

析を行うと，以下のような解析結果となる．

入力文: 博多最高で～す！らーめんおいしっ

解析結果: 博多 (名詞) 最高 (名詞) で (助詞) ～(記号) す

(名詞) ！ (記号) ら (名詞) ー (名詞) めん (名詞) お

い (感動詞) しっ (動詞)

この例文では，「です」という正規表記が「で～す」と長

音記号が插入され，単語分割と品詞タグ付けに失敗してい

る．次に「ラーメン」というカタカナ表記がひらがな表記

の「らーめん」と書かれており，単語分割に失敗している．

これはひらがな表記の「らーめん」が形態素解析器の辞書
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に存在していないため，このような解析誤りを起こしたと

考えられる．例文の崩れ表記を全て取り除いた場合，正規

表記文は「博多最高です！ラーメンおいしい」であると考

えられる．この正規表記文をMeCabで形態素解析を行う

と，以下のような解析結果となる．

入力文: 博多最高です！ラーメンおいしい

解析結果: 博多 (名詞) 最高 (名詞) です (助動詞) ！ (記

号) ラーメン (名詞) おいしい (形容詞)

このように，崩れ表記文を正規化することで形態素解析し

やすい文に変換し，結果として正しく単語分割と品詞タグ

付けを行うことが可能である．そこで，崩れ表記文を既存

の形態素解析器が想定している表記に変換することで，形

態素解析誤りを削減することができると考えられる．

本研究では，崩れ表記文を正規化するため，ニューラル

ネットワークに基づく Encoder-decoderモデルを用いた日

本語崩れ表記の正規化手法を提案する．Encoder-decoder

モデルは，機械翻訳において提案されて以来，屈折語の

生成や誤り訂正などの様々なタスクで高い精度を上げて

いる [1], [4], [5], [6], [7], [14]．しかし，言語資源が少ない

言語対では，翻訳精度が低下するとの報告されており [7]，

Encoder-decoderモデルを学習するためには，大規模なデー

タが必要となる．また日本語の崩れ表記に対して正規表

記が付与されている大規模なコーパスはほとんど存在し

ない．そこで人手で記述したルールに基づき擬似的な崩

れ表記文を生成することで，この問題に対処する．また

Encoder-decoderモデルに Attention機構を適用した手法
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を日本語崩れ表記の正規化に適用した実験結果についても

報告する．

2. 関連研究

本節では，主に日本語を対象とした正規化の研究につい

て説明する．また機械翻訳を中心とした Encoder-decoder

モデルの関連研究についても本節で述べる．

2.1 正規化手法

本稿では，新聞記事や形態素解析器の辞書に存在する表

記を正規表記，口語表現や表記揺れなど正規表記の異表記

として書かれた表現を崩れ表記，崩れ表記を含む文を崩れ

表記文，崩れ表記を含まない文を正規表記文，崩れ表記を

正規表記に変換する処理を正規化とする．

正規化と形態素解析を同時に行う手法として Saitoら [9]，

Kajiら [10]，Sasanoら [11]の研究が存在する．Saitoらは,

人手でブログや Twitterから崩れ表記を抽出し，抽出した

崩れ表記に対して人手で正規表記を付与している．これら

のペアから文字列アライメントの推定に基づき文字列レベ

ルの崩れ表記パターンを統計的に抽出し，得られた崩れパ

ターンを形態素ラティスに組み込むことで，正規化と形態

素解析を同時に行う手法を提案している. Kajiらも同様

に, 正規化と形態素解析を同時に行う手法を提案している．

Kajiらは既存の辞書エントリー中の表出形を人手で記述し

たルールにより崩れ表記に自動変換することによって，正

規化辞書を作成している．彼らは，Sasanoら [11]と同様

のルールに基づき，長母音から長音記号への変換や任意個

の母音または長音記号を插入することで，正規化辞書のエ

ントリーを自動的に生成している．この正規化辞書を用い

て，正規化と形態素解析を同時に行う手法を提案している．

正規化のみに着目した研究は，Ikeda ら [13]， 佐々木

ら [12]の研究が存在する．Ikedaらは，ブログと新聞記事

を用いて，形態素解析を行い，未知語となった箇所に注目

し，自動的に正規化ルールを構築する手法を提案してい

る．少量の汎用な正規化ルールをもとに，正規化ルールを

適用する前後の文の形態素解析の結果を比較することで，

具体的な正規化ルールをコーパスから学習し，自動的に多

数のルールを生成している．佐々木ら [12]は，人手で抽出

した崩れ表記に正規表記を付与し，ペアデータから一対一

の文字アライメントを抽出している．そして「残す」「削

除」「（任意の文字に）置換」をラベルとし，条件付き確率

場（Conditional Random Fields, CRF）を用いた系列ラベ

リングの問題として，文字単位の正規化を行っている．ま

た，Chrupaaら [22]も同様に CRFを用いて，英語の正規

化を行っている．Chrupaa らは大規模な Twitter コーパ

スから再帰的ニューラルネットワーク（Recurrnet Neural

Network, RNN）を用いて，文字単位の分散表現を学習し，

素性として CRFに組み込む手法を提案している．

図 1 本研究でのモデル

2.2 Encoder-decoderモデル

本研究では，ニューラルネットワークに基づく Encoder-

decoder モデルを用いた正規化の手法を提案する．そこ

で機械翻訳を中心とした Encoder-decoder モデルに関連

する研究についても述べる．現在，機械翻訳の分野では

Encoder-decoderモデルが非常に高い翻訳精度を実現して

いる [1], [4], [5], [6]．具体的には，ニューラルネットワー

クを用いて入力文を特徴ベクトルに変換し，このベクトル

をもとに出力側のニューラルネットワークで出力文を生成

している．この 2 つのニューラルネットワークを組み合

わせたものを Encoder-decoderモデルと呼ぶ．しかし，通

常の Encoder-decoderモデルでは，長い文における翻訳の

性能が低下することが報告されており，この問題を解決す

るために，Attention機構に基づくモデルが提案されてい

る [1], [4]．このモデルでは，出力文を生成する際に，入力

文のどの単語に注目して単語を生成するかを動的に決定す

ることで，文が長い場合における問題を解決している．ま

た単語単位でなく，文字を単位とした Enocder-decoderモ

デルを設計することで，屈折語の生成や誤り訂正に応用し

た研究も存在する [7], [14]．

Encoder-decoderモデルは，様々なタスクで高い精度を

上げているが，モデルを学習するためには大規模なデータ

セットが必要である．言語資源が少ない言語対では，翻訳

精度が低下するとの報告されており，モデルの学習には，

ある程度データ量が存在する言語対で事前学習を行うなど

の工夫が必要となる [7]．

3. 提案手法

本節では，本研究で用いる Encoder-decoder モデルの

アーキテクチャについて説明する．

3.1 Encoder-decoderモデル

2節で述べた通り，機械翻訳の分野では，Attention機構

を用いた Encoder-decoderモデルが高い精度を実現してい
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る [1], [4], [14]．そこで本研究では，Bahdanauら [1]が提

案した Attention機構を利用して，日本語の崩れ表記の正

規化を行う．図 1に本研究モデルの模式図を示す．

提案手法では，文字系列を入出力とする．まず，入力

文（崩れ表記文）を x = (x1, x2, . . . , xN ) とする．ここ

で，V 次元のベクトル xi ∈ RV は入力文字に対応する

One-hotベクトルである．N は入力文の文字数，V は学習

データの総文字数を表す．また，出力文（正規表記文）を

y = (y1, y2, . . . , yM )とする．ここで，V 次元のベクトル

yi ∈ RV は出力文字に対応する One-hotベクトルである．

M は出力文の文字数である．

ここで，正規化のタスクは，崩れ表記文 xが与えられ

たとき，正規表記文 y を求める問題と定式化できる．ま

た，式 1の条件付き確率 P (y|x; θ)を最大化する最適なパ

ラメータ θを崩れ表記文と正規表記文のペアデータから学

習する．

P (y|x; θ) =

M∏
t=1

p(yt|y1, y2, . . . , yt−1,x) (1)

yt = Decoder(y1, y2, . . . , yt−1, C) (2)

C = Encoder(x) (3)

ここで，Enocderは入力文 xを特徴ベクトルに変換する．

次に，入力文を変換した特徴ベクトルと過去の出力をもと

に，Decoderで出力の文字 ytを生成する．以下でそれぞれ

の詳細について述べる．

3.2 Encoder

Encoderは，RNNを用いて入力文を実数値の特徴ベク

トル hi ∈ Rl に変換する役割を果たす．本研究では，Bah-

danauら [1]が Encoderとして採用している両方向 RNN

（Bidirectional RNN）を用いる．両方向RNNは，両方向か

らRNNを学習する方法である．まず入力文を順方向（文頭

から文末）から文字列を読み取っていき−→h iを計算する．次

に逆方向（文末から文頭）から文字列を読み取っていき←−h i

を計算する．両方向各時刻のベクトル [
−→
h 1,
−→
h 2, . . . ,

−→
h N ],

[
←−
h 1,
←−
h 2, . . . ,

←−
h N ]を以下のように計算する．

−→
h t = f(xt,

−→
h t−1) (4)

←−
h t = f(xt,

←−
h t+1) (5)

RNN の計算は，各時刻 t において，入力系列 x から xt

と t − 1時刻の ht−1 を受け取り，ht を返すような計算を

行う．ここで f は任意の非線形関数である．本研究では，

f として Gated Recurrent Unit(GRU)[5]を用いる．GRU

は，Long short-term memory(LSTM)[8]と同様に，系列の

長期的な記憶の保持を目的とした RNNユニットの 1種で

ある．GRUには，更新ゲート（Update gate）とリセット

ゲート（Reset gate）の 2種類のゲートが存在し，それぞ

れのゲートが過去の履歴を制御する．z は更新ゲートで，

現時点での隠れ層 htを更新するか否かを調整する．rはリ

セットゲートで，1つ前の隠れ層 ht−1を忘却するか否かを

調整する．具体的には，GRUは以下のように計算される．

−→
h t =

{
(1−−→z t) ◦

−→
h t−1 +−→z t ◦

−→
h t′ (if t > 0)

0 (if t = 0)
(6)

−→
h t′ = tanh(

−→
WExt +

−→
U [−→r t ◦

−→
h t−1] +

−→
b ) (7)

−→z t = σ(
−→
W zExt +

−→
U z
−→
h t−1 +

−→
b z) (8)

−→r t = σ(
−→
W rExt +

−→
U r
−→
h t−1 +

−→
b r) (9)

◦ は要素ごとの積，σ はシグモイド関数，e は文字埋め

込みベクトルの次元数，l は隠れ層の次元数を表す．文

字埋め込みベクトルは，E ∈ Re×V とする．ここで，
−→
W,
−→
W z,
−→
W r ∈ Rl×e，−→U ,

−→
U z,
−→
U r ∈ Rl×l は順方向 RNN

の重み行列，−→b ,−→b z,
−→
b r ∈ Rl はバイアスベクトルである．

また，逆方向も同様に重み行列，バイアスベクトルを定義す

る．さらに，各時刻 tで順方向と逆方向の隠れ層のベクトル

を連結（Concat）し，ht = [
−→
h t,
←−
h t]とする．最終的に，両

方向 RNNでエンコードした入力文は C = [h1, h2, . . . , hN ]

となる．

3.3 Decoder

Decoderでは，Encoderでエンコードした実数値の特徴

ベクトルをもとに出力文を文字単位で生成する．Decoder

の非線形関数 f として，Encoder と同様に GRU を用い

る．さらに Bahdanauら [1]にならって，Attention機構を

Decoderに組み込む．彼らは，各時刻 tごとに両方向RNN

でエンコードした C とDecoderの時刻 t− 1の隠れ層 st−1

を用いて，文脈ベクトル ct を計算し，この ct を入力文の

情報としてDecoderに組み込む手法を提案している．文脈

ベクトル ct は以下のように計算される．

ct =

N∑
j=1

αijhj (10)

αij =
exp(eij)∑N
k=1 exp(eik)

(11)

eij = vta tanh(Wasi−1 + Uahj + ba) (12)

ここで，Wa ∈ Rl×l，Ua ∈ Rl×2l は重み行列，va ∈ Rl は

重みベクトル，b ∈ Rl はバイアスベクトルである．次に，

Decoderの隠れ層 st を以下のように計算する．

st =

{
(1− zt) ◦ st−1 + zt ◦ s′t (if t > 0)

(
−→
h N +

←−
h N )/2 (if t = 0)

(13)

s′t = tanh(WEyt + U [rt ◦ st−1] + Cct + b) (14)

zt = σ(WzEyt + Uzst−1 + Czct + bz) (15)
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表 1 崩れ表記化の例
ルール 品詞 正規表記 崩れ表記

(3), (4) 終助詞 な なぁ，な～

(2), (3), (4) 助動詞 たい たーい，ええ

(1), (2), (3), (4), (5) 形容詞 かわいい かわいいい, かわいぃ

(1), (2), (3), (4), (5) 感動詞 ありがとう ありがとー，ありがとぅ

rt = σ(WrEyt + Urst−1 + Crct + br) (16)

ここで，E は Encoder と同様の文字埋め込みベクトル

を用いる．また，W,Wz,Wr ∈ Rl×e，U,Uz, Ur ∈ Rl×l,

C,Cz, Cr ∈ Rl×l は Decoderの重み行列，b, bz, br ∈ Rl は

バイアスベクトルである．Decoderでは，Encoderとは異

なり，式 14, 15, 16に文脈ベクトル ct が導入されている．

この文脈ベクトル ct が，出力文を生成する際に，入力文

のどの単語に注目して単語を生成するか動的に決定してい

る．Decoderの最終的な出力として，V 次元のベクトル t̃i

を求める．

t̃t = softmax(Wsst + bs) (17)

ここで，Ws ∈ RV×l は重み行列，bs ∈ RV はバイアスベク

トルである．この t̃i の確率が最大となった文字を時刻 tの

出力とする．そして，ビーム探索を用いて，P (y|x; θ)を最

大とする出力系列 yを求める．

3.4 モデルの学習

式 1の θを最適化するような誤差関数を設定する．この

誤差関数を最小化することによって，最適化なパラメータ

集合 θを求める．

E(θ) = −
∑

(x,y)∈D

logP (y|x; θ) (18)

ここで，Dは学習データ，xは入力の文字列，yは出力の

文字列を表す．最適化を行うパラメータ θは，θ = [E,
−→
W ,

−→
W z,

−→
W r,

−→
U ,
−→
U z,

−→
U r,

−→
b ,
−→
b z,
−→
b r, W , Wz, Wr, U , Uz,

Ur, C, Cz, Cr, b, bz, br, Wa, Ua, ba, va, Ws, bs]となる．

ただし，逆方向 RNNのパラメータは省いている．学習の

詳細については 4.1.3節で述べる．

4. 実験

本研究では，マイクロブログ文を対象とした正規化の実

験を行うことで，提案手法の効果を検証した．

4.1 比較手法

提案手法と 2つのベースラインの手法について説明する．

4.1.1 Rule-based

ルールベースの手法として，Sasanoら [11]が形態素ラ

ティスを編集するルールを用いて，ルールベースの正規化

を行う．具体的には，長音記号・小書き文字による置換，

長音記号・小書き文字の挿入を正規化ルールとして用いる．

表 2 正規化結果の精度比較
手法 CER(%)

No-op 17.15

Rule-based 15.07

CRF (マイクロブログ) 14.13

EncDec (マイクロブログ) 123.1

EncDec (擬似崩れ表記データ) 13.97

4.1.2 CRF

機械学習の手法として，CRF を用いた正規化を行う．

佐々木ら [12]は，文字単位の系列ラベリングの問題として

正規化を行った．彼らの研究で最も精度の良い結果の素性

を採用した．素性として，入力文字とその周囲 3文字，入

力文字が母音であるか否かを用いた．ラベルは「残す」「削

除」「（任意の文字に）置換」の三種類を設定し，入力文字

に対してラベルを推定後，その文字に対してラベルの操作

を実行した．CRFの実装は CRFsuite [19]を利用した．

4.1.3 EncDec

ここでは，提案手法の詳細について述べる．パラメータの

最適化は，Adam[20]を用いて自動調整した．ミニバッチサ

イズは 32，文字埋め込みベクトルの次元数は 150，GRUの

隠れ層の次元数は 300とした．モデルの実装は theano[21]

を利用した．ビーム幅は 100として，ビーム探索を行った．

正規化を行う際に，入力とする文字列は「ひらがな」「カ

タカナ」「漢字」とする．正規表現を用いて，「ひらがな」

「カタカナ」「漢字」を抽出し，正規化を行い，それ以外の

文字列は正規化を行わずそのまま出力とした．

4.2 データセット

本研究では，データセットとして，マイクロブログコー

パスと擬似崩れ表記データを利用した．マイクロブログ

コーパスは，日本語の Twitterデータである．しかし，少

量のマイクロブログコーパスでは，Encoder-decoderモデ

ルを学習することが難しいと考えらるため，Kaji ら [10]

にならって，擬似的に生成した大量の崩れ表記データを作

り，Encoder-decoderモデルにおける正規化の実験を行っ

た．彼らは，辞書エントリー中の表出形を人手で記述した

ルールにより崩れ表記に変換し，この正規化辞書を用いる

ことで，正規化と形態素解析の精度向上を実現している．

4.2.1 マイクロブログコーパス

マイクロブログコーパスとして，Kajiら [10]が提供して

いるデータセットを利用する．彼らはTwitterから 171,386

の日本語ツイートを収集し，その中から無作為に選んだ

1000ツイートに対して形態素情報と正規化情報のアノテー

ションを行い，マイクロブログコーパスを作成した．本研

究では，マイクロブログコーパスから崩れ表記を少なくと

も 1つを含む 506文を学習・テストデータとして利用する．

また前処理として，事前に連続する文字は，「ー」「～」「っ」

は 1文字，それ以外の文字は 3文字に削減している．
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表 3 Encoder-decoder を用いた正規化結果の比較
手法 正規化結果

入力文 ラルクって海外でも人気すげーな☆

正解文 ラルクって海外でも人気すごいな☆

EncDec (マイクロブログ) 一近と一ー中ちゃんとうらみたとう☆

EncDec (擬似崩れ表記データ) ラルクって海外でも人気すごいな☆

4.2.2 擬似崩れ表記データ

擬似崩れ表記データを作成するため，現代日本語書き言

葉均衡コーパス（BCCWJ） [23]の新聞データ（PN）の

形態素を正規表記として，人手で記述したルールに基づき

正規表記を自動的に擬似的な崩れ表記に変換する．この方

法によって正規表記と崩れ表記のペアデータを作成する．

ルールの作成には，Kajiら [10]の研究を参考に行った．具

体的には，以下のルールを用いる．

( 1 ) 長母音から長音記号への変換（例：どうする → どー

する）

( 2 ) 頻出する語尾への変換（例：すごい→すげえ，すげっ）

( 3 ) 母音・促音の插入（例：美味しい → 美味しいいい，美

味しいっ）

( 4 ) 長音記号の插入（例：です → ですー，で～す）

( 5 ) 小書き文字化（例： い → ぃ）

このルールを新聞データの形態素に対して適用し，崩れ

表記への変換を行った．その結果，正規表記文と崩れ表記

文のペアデータ 213,618文を作成することができた（ルー

ルが適用されていない文も含まれている）．表 1に崩れ表

記化の例を示す．

4.3 評価手法

評価尺度として Character Error Rate(CER)を用いる．

CERは，削除，插入，置換，それぞれの操作コストを 1と

して，正規化後の文と正解文（正規表記文）の編集距離を

計算し，正解文の長さで割ったものである．この評価尺度

は，正規化後の文が正解文にどの程度近づくかを示す指標

である．また CERが小さい方が良い結果となる．

CER =
∑

(x,y)∈T

edit distance(x, y)

length(y)
× 100 (19)

xは正規化後の文, yは正解文を表す．T はテストデータの

集合である．

ここで，手法ごとのデータセットの利用方法について説

明する．Rule-based の場合，学習データは一切使用して

いない．CRFと EncDec（マイクロブログ）では，学習に

マイクロブログコーパスを用いた．これらを用いた実験で

は，5分割交差検定を行い 1つをテストデータ，1つを開

発データ，残りを学習データとして利用した．EncDec（擬

似崩れ表記データ）では，擬似崩れ表記データのみを学習

に使用した．擬似崩れ表記データからランダムに 150文を

抽出し，開発データとして利用した．エポック数は 50に

表 4 各手法の正規化結果の比較
手法 正規化結果

入力文 1 ラルクって海外でも人気すげーな☆

正解文 1 ラルクって海外でも人気すごいな☆

Rule ラルクって海外でも人気すげな☆

CRF ラルクって海外でも人気すげーな☆

EncDec ラルクって海外でも人気すごいな☆

入力文 2 久々にＴｗｉｔｔｅｒ浮上したなぁ。

正解文 2 久々にＴｗｉｔｔｅｒ浮上したな。

Rule 久々にＴｗｉｔｔｅｒ浮上したな。

CRF 久々にＴｗｉｔｔｅｒ浮上したな。

EncDec 久久々にＴｗｉｔｔｅｒ浮上したな。

入力文 3 車離れが捗りますなーｗ

正解文 3 車離れが捗りますなｗ

Rule 車離れが捗りますなｗ

CRF 車離れが捗りますなｗ

EncDec 車離れが暇りますなｗ

設定し，開発データの CERが最も低いエポックで評価し

た結果について報告する．

5. 実験結果

本節では，実験結果について述べる．表 2に各手法による

CERを示す．No-opは，正規化前の入力文と正解文のCER

を示す．これは正規化前の 1文の中に 17.15％（約 2文字）

の崩れ表記が含まれていることを示す．まず，Rule-based

では，No-opと比較して，2.08％のエラーを削減できてい

る．次に，CRFでは，No-opと比較して，3.02％のエラー

削減できており，単純なルールよりも良い結果を得ている．

ここで，CRFと同様にマイクロブログコーパスのみを用

いて，Encoder-decoderモデルを学習した結果では，CER

が 123.1％とひどく悪化していることがわかる．表 3の正

規表結果を見てわかる通り，入力文とは全く異なる文字列

を生成している．マイクロブログコーパスのみでは崩れ表

記文と正規表記文のペアが非常に少なく，提案手法の学習

が全くできていないことが考えられる．次に，擬似崩れ表

記データを利用して Encoder-decoderモデルを学習した結

果では，特に入力文と異なる文字を生成することもなく，

崩れ表記を正規化することもできている．また，No-opと

比較して，CERは 3.18％のエラー削減と，マイクロブロ

グコーパスを利用することなく CRFと同等の結果を得る

ことができた．

最後に，提案手法での失敗例について述べる．表 4の入

力文 2では，文頭の「久」が連続して二文字生成されてい

る．これは Encoder-decoderモデルを用いた機械翻訳で観

測されている Over-translation（同じ単語が繰り返し翻訳

される現象）が原因であると考えられる．また入力文 3で

は，「捗」の文字が「暇」と違う文字として出力されてい

る．これは BCCWJの新聞データの中に「捗」が一度しか

出現おらず，文字の出現頻度が低いことが原因であると考
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えられる．結果として，Encoder-decoderモデルを学習す

るためには，大量のデータが必要であると考えられる．

6. おわりに

本研究では，ニューラルネットワークに基づく Encoder-

decoderモデルを用いた日本語崩れ表記の正規化手法を提

案した．また，大量の擬似崩れ表記データを用いることで，

Encoder-decoderモデルの学習の精度を向上できることが

わかった．今後の課題としては，入力文を出力文にコピー

する機能を持つ Copy-attentionモデル [24], [25]を用いる

ことで Over-translationや出現頻度の問題を解決したいと

考えている．また，マイクロブログコーパスと擬似崩れ表

記データを組み合わせた追加実験を行う予定である．
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