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深層学習を用いたQAサイト質問文のカテゴリ分類

加藤　玲大1,a) 馬　青1,b) 村田　真樹2,c)

概要：本稿は，深層学習の手法であるDeep Belief Network (DBN)，Stacked Denoising Autoencoder (SdA)

を用いて，QAサイトに投稿された質問文のカテゴリ分類について述べる．カテゴリ分類における DBN

と SdAの有効性を確認するため，多層パーセプトロン (MLP)，サポートベクターマシン (SVM)をベース
ライン手法とし，分類精度の比較を行った．次元数の異なる入力データを 2種類用意し，入力の次元数の
違いにおける分類精度の比較を行った．機械学習手法のパラメータの最適化にはグリッドサーチを行うこ
とにより決定した．実験の結果，SdAが最も精度が高かった．また，入力が高次元の時，DBN，SdAとも
に分類精度がベースライン手法より高かった．さらに，入力の次元数を増やすことが深層学習の精度の向
上に有効であることが確認できた．

1. はじめに

昨今，Yahoo!知恵袋 *1 や OKWave*2 などの QAサイト

の利用者が増加している．そこでは，質問者の投稿した質

問に対し，専門家やサイトの利用者が自由に回答している．

多くの QAサイトでは，質問者は投稿ページで質問文を記

入した後，質問内容に適したカテゴリを選択する必要があ

る．また，回答者が答えられそうな質問を探す場合，得意

なカテゴリから探しだすことが基本となる．しかし、多く

のカテゴリが存在するため，質問者によっては質問文投稿

時に行うカテゴリ選択が面倒に感じる人もいると考えら

れる．Yahoo!知恵袋や教えて!goo*3 等の QAサイトでは，

投稿をする際に質問文の内容から類推し，適していると考

えられるカテゴリの候補を表示するサービスが提供されて

いる．しかし，カテゴリを予測する手法は明らかにされて

いない．また，予測精度も必ずしも高くなかったと思われ

る．我々は，深層学習を用いて質問文の単語から類推し，

適しているカテゴリに高精度で分類することを目標として

いる．

Webデータを用いた深層学習と従来の機械学習手法との

比較において，馬らは，検索用語の予測で，深層学習が従

来の機械学習手法よりも精度が高いことを示した [1][2][3]．

QAサイトの質問文に関する研究はいくつか存在する [4]
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[5][6][7][8]．その中で質問文を分類する研究については下

記のものがある．大森らは QAサイトの質問を情報検索型

と社会調査型の 2つのタイプに分類している [7]．情報検

索型とは客観的な事実や情報を求める質問であり，社会調

査型とは個人的な助言・意見・経験などを求める質問であ

る [4]．渡邊らは機械学習を用いて，QAサイトの質問文を

「事実」「根拠」「経験」「提案」「意見」の 5つのタイプに分

類している [8]．これらの研究では，質問文の特徴的な表現

を抽出し質問のタイプごとに分類する研究である．

本研究は，上記先行研究の分類と違い，QAサイト質問

文を「AV機器」「PCパーツ」と言ったカテゴリに分類する

ことを目的とし，カテゴリ分類において深層学習が有効で

あるかを確認するために従来の機械学習との比較を行った．

深層学習手法として Deep Belief Network (DBN)[9][10]と

Stacked Denoising Autoencoder (SdA)[11][10] を用いる．

比較する機械学習手法は Multi Layer Perceptron (MLP)

と Support Vector Machine (SVM)である．

2. OKWaveコーパス

本稿の実験では，OKWaveに投稿されている質問文を用

いて作成したコーパス（OKWaveコーパス）を使用した．

現在OKWaveのカテゴリは大分類，中分類，小分類の 3つ

の分類で構成されており，より細かい分類での質問の登録

が可能である．大分類では 19のカテゴリ *4 が存在し，中

分類ではおよそ 200，小分類になるとおよそ 1000のカテゴ

*1 http://chiebukuro.yahoo.co.jp
*2 http://okwave.jp
*3 http://oshiete.goo.ne.jp
*4 アンケート等のカテゴリも含む．
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リが存在する．

2.1 データ収集

機械学習手法を用いてカテゴリ分類を行う場合，学習

データ（training data），検証データ（validation data），テ

ストデータ（test data）が必要になるため，ラベル付きの

質問文が多く必要になる．本稿では質問文が属するカテゴ

リをラベルと呼ぶ．小分類では，カテゴリごとの質問文が

少なくなる問題があるため，中分類の中から 10種類のカテ

ゴリの質問文を自動で入手しコーパスを作成した．用いた

カテゴリは「AV機器」「Macintosh」「PCパーツ」「SNS」

「Windows」「ウィルス対策」「ソフトウェア」「ネットショッ

ピング」「マルチメディア」「携帯・スマートフォン・PHS」

である．これらは，デジタルライフカテゴリに属する中分

類のカテゴリの中から選択している．なお、検証データは

最適なハイパーパラメータを決定するのに用いる．表 1は

ラベルと質問文のペアの例を示す．

表 1 コーパスの例

ラベル 質問文

AV 機器 ウォークマンの液晶の修理費について今日、鞄に

入れていたらウォークマンの液晶が割れていまし

た。このウォークマンは去年の 12 月に買ったばっ

かりで、4 ヶ月ほどしか経っていません。修理費

はどのくらいかかるのでしょうか？機種は A16 で

す。

Windows Windows7 を使用しています。アップグレードの

予約を完了したのに何の連絡もないため、Windows

Update の更新履歴を確認したところ、何度も更新

に失敗したとの履歴が出てきました。どのような

対処をすればいいのか教えてください。

2.2 ベクトル変換

機械学習に用いるテキストコーパスはベクトルに変換す

る必要がある．テキストから単語を抽出した後，ベクトル

に変換し Bag-of-Words（BoW）で表現する．コーパスは

およそ 33,000の質問文からなっており，異なり単語の数が

膨大となるためベクトルの次元数が膨大となり機械学習で

学習にかかるコストがとても大きくなるため，次のような

手順でベクトル変換を行う

( 1 ) コーパスの形態素解析 *5を行い，名詞（固有名詞，サ

変接続，一般）を抽出する．

( 2 ) 名詞が連続しているのであれば，結合し 1つの単語と

みなす．

( 3 ) 単語は全角・半角を統一し，英単語は全て大文字で統

一する．

( 4 ) 各ラベルから出現頻度がトップ N以内の単語を抽出

*5 形態素解析には MeCab を用いた．

する．

(1)～(4)の手順で得られた単語をベクトルの要素とし，個々

の要素はその単語が出現すれば 1，出現しなければ 0の 2

値を取る．OKWaveコーパスは自動生成されたものである

ため，ベクトルの要素を 1つも含まない質問文が含まれて

いるが，本稿では，ベクトルを生成する時に，トップ N以

内の単語が一度も出現しない質問文を用いないこととする．

機械学習において，ベクトルの次元数の違いによる分類

性能を比較するため，トップ Nの Nをそれぞれ 300（その

結果，ベクトルが 1,276次元），500（同 2,018次元）とし

た．また，各カテゴリのデータを学習用、検証用，テスト

用の 3つに分類した．具体的には，1カテゴリあたりに学

習データを 2,000個，検証データを 400個，テストデータ

を 400個用意した．すなわち，10カテゴリの全データにお

いては，学習データ，検証データ，テストデータをそれぞ

れ合計 20,000，4,000，4,000個用意した．

3. 深層学習

深層学習とは，従来のニューラルネットワークを多層構

造にした機械学習手法の総称である．機械学習のアルゴ

リズムは大きく分けて教師あり学習，教師なし学習，強

化学習の 3 つであり，深層学習はそのいずれにも適用す

ることができる．DBN や SdA は，それぞれデータのよ

い特徴を抽出する事前学習（Pre-training）を行う教師な

し学習器（ディープニューラルネットワーク）と，その

事前学習で抽出した，よい特徴のベクトルに対して事後

学習（Fine-tuning）を行う教師あり学習器から構成され

る．DBNに用いられる教師なし学習器は積み重ねられて

いる (Stacked) Restricted Boltzmann Machine (RBM)で

あり，SdAに用いられる教師なし学習器は重ねられてい

る (Stacked)Denoising Autoencoder (dA)である．RBM，

dAのどちらも深層学習の事前学習法の一種だが，RBMが

確率モデルであるのに対して，dAは決定的モデルである．

中間層に RBMもしくは dAを用いたディープニューラ

ルネットワークの例を図 1に示す．図では，３層の RBM

もしくは dAから中間層が構成されている．中間層の数は

必要に応じて変えることができる．

3.1 Denoising Autoencoder (dA)

dAはランダムにノイズを与えた信号を入力し，ノイズ

加算前の信号を復元する Autoencoderの一種である [10]．

入力のベクトルを xとし，ノイズを加算したベクトルを x̂

とする．中間層の出力を式 (1)，出力層の出力を式 (2)と

する．

yj = sigmoid(

n∑
i=1

Wjix̂i + bj) (1)
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図 1 DBN と SdA の構造の例

zi = sigmoid(

m∑
j=1

W̃ijyj + b̃i) (2)

E(x, z) = −
n∑

k=1

[xk log zk + (1− xk) log(1− zk)] (3)

ただし，入力層のユニットを n個，隠れ層のユニットをm

個とし，W，bはそれぞれ入力層から中間層の結合の重み

とバイアスであり，W̃，b̃は中間層から出力層の結合重み

とバイアスである．一般に式 (1)は符号化，式 (2)は復号

化と呼ばれる．ノイズ加算前の xと復号化された zとの差

を表す誤差関数は式 (3) のようになる．式 (3)は交差エン

トロピー関数であり，この誤差関数を最小化させるように

符号化と復号化を繰り返し，学習を行う．

3.2 Restricted Boltzmann Machine (RBM)

RBMは可視層と，隠れ層の 2層で構成されたボルツマ

ンマシンの一種で，同じ層内のユニット同士に結合を持た

ず，可視層と隠れ層とのユニット間にのみ結合を制限して

いるものである．

RBM の可視層のユニットを n 個，隠れ層のユニット

をm個とするとき，可視変数は (v1, v2..., vn)，隠れ変数は

(h1, h2, ..., hm)である．RBMは以下の条件付き確率分布

に基づきサンプリングを行う．

P (h
(k)
i = 1|v(k)) = sigmoid(b

(2)
i +

m∑
j=1

wijv
(k)
j ) (4)

P (v
(k+1)
j = 1|h(k)) = sigmoid(b

(2)
j +

n∑
i=1

wijh
(k)
i ) (5)

ただし，k(≥ 1) はサンプリング繰り返し回数，wij はユ

ニット vi と hj 間の結合の重み，b
(1)
i と b

(2)
j はそれぞれ可

視層と隠れ層のバイアスである．学習のアルゴリズムは，

可視変数に学習データ vを与えた後，式 (4)を用いてサン

プリング，その後 (5)を用いてサンプリング，そして再度

(4)の順にサンプリングの工程を繰り返す．サンプリング

を k回行った後，以下の更新式に従い，重みとバイアスが

更新される．

W ←W+ϵ(h(1)vT−P (h(k+1) = 1|v(k+1))v(k+1)T)(6)

b(1) ← b(1) + ϵ(v − v(k+1)) (7)

b(2) ← b(2) + ϵ(h(1)P (h(k+1) = 1|v(k+1))) (8)

ただし，ϵは学習率である．サンプリングの繰り返しの

回数を十分に行うことを Gibbs samplingと呼ぶが，かな

りの計算コストを要するため，サンプリングを有限回で止

める Contrastive Divergence (CD)法が用いられることが

多い．CD法は経験的にサンプリングを 1回行う場合でも

十分良い結果 [10]になることから，本研究も CD法を用い

て，サンプリングを 1度だけ行い学習をする．

4. 実験

4.1 実験条件

本実験では，2.1節に従い構成した次元数の異なる 2つ

のベクトルをもとに用意したデータセットを用いて，カ

テゴリ分類を行う．DBN，SdAの有効性を確認するため，

ベースライン手法としてMLP，SVM (Linear，RBF)を用

いる．

それぞれの機械学習における最適なハイパーパラメー

タは，グリッドサーチを行うことで決定した．各機械学

習手法のハイパーパラメータの組み合わせの数がほぼ同

等になるように設定されており，その数は DBN，SdAで

216，MLPで 228，SVMで 225通りとなっている．グリッ

ドサーチに用いるハイパーパラメータの詳細は表 2に示す．

例として，DBNの入力が 2,018次元の場合の隠れ層の構

造の欄に 1513-1009-504とある．これは，DBNが 3つの中

間層（ノードの数が入力層側から順に 1513，1009，504）を
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表 2 グリッドサーチに用いるハイパーパラメータ
機械学習 パラメータ 値

DBN

入力が 1,276 次元の 638，851-425，957-638-319，

隠れ層の構造 1531，1531-1,531，1531-1531-1531

入力が 2,018 次元の 1009，1345-672，1513-1009-504，

隠れ層の構造 2421，2421-2421，2421-2421-2421

Pre-training の学習率 0.01，0.005，0.001

Pre-training の学習回数 100，300，500

Fine-tuning の学習率 0.1，0.01

活性化関数 ReLU，Sigmoid

SdA

入力が 1,276 次元の 638，851-425，957-638-319，

隠れ層の構造 1531，1531-1531，1531-1531-1531

入力が 2,018 次元の 1009，1345-672，1513-1009-504，

隠れ層の構造 2421，2421-2421，2421-2421-2421

Pre-training の学習率 0.01，0.005，0.001

Pre-training の学習回数 100，300，500

Fine-tuning の学習率 0.1，0.01

活性化関数 ReLU，Sigmoid

MLP

入力が 1,276 次元の 638，851-425，957-638-319，

隠れ層の構造 1531，1531-1531，1531-1531-1531

入力が 2,018 次元の 1009，1345-672，1513-1,009-504，

隠れ層の構造 2421，2421-2421，2421-2421-2421

学習率
0.1-0.01 間に 10 等分割，

0.009-0.001 間に 9 等分割

活性化関数 ReLU，Sigmoid

SVM
C

10−4-104 間に対数 (基底 10)

(Linear) スケールで 225 分割

SVM(RBF)

γ
10−4-104 間に対数（基底 10）

スケールで 15 分割

C
10−4-104 間に対数（基底 10）

スケールで 15 分割

持つことを表している．つまり，その DBNは 2018-1513-

1009-504-10という構造を持つことになる．ただし，ここ

での 2018，10とは入力層と出力層のノードの数であり，そ

れぞれ学習に用いるデータセットのベクトルの次元数とラ

ベルの数に対応している．ハイパーパラメータとしての隠

れ層のノードの数は，徐々に減らしていく構造を持つもの

と，入力層のノードの数を 1.2倍したものを同等に並べた

構造を持つものを用いている．

本実験で用いるDBN，SdA及びMLPはDeep Learning

Tutorials*6 に記載されているスクリプトを用いる．SVM

においては機械学習ライブラリ scikit-learnの SVMを用い

る．なお，SVM (Linear)は LIBLINEARに基づいて実装

されており，SVM (RBF)は LIBSVMに基づいて実装さ

れている．

4.2 実験結果

ハイパーパラメータの組み合わせの内，最も検証誤差の

小さいパラメータセットを用いたときの各機械学習の精度

と，次元数の変化による精度の増加率を表 3に示す．ここ

での精度は，テストデータに対する分類精度である．

　表 3より，最も精度が高かったのが SdA（2,018次元）の

0.735である．次いで，DBN（2,018次元)の 0.734となっ

ている．また，全ての機械学習手法で精度の増加率が正の

値を取ることから，次元数を増やすことにより精度が向上

*6 http://www.deeplearning.net/tutorial

表 3 分類精度と精度の増加率

手法 1,276 次元 2,018 次元 増加率

DBN 0.723 0.734 1.52%

SdA 0.720 0.735 2.08%

MLP 0.717 0.727 1.39%

SVM (Linear) 0.723 0.731 1.11%

SVM (RBF) 0.717 0.723 0.84%
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図 2 1,276 次元での各機械学習手法の精度
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図 3 2,018 次元での各機械学習手法の精度

していることがわかる．SdAの増加率が 2.08%，DBNの

増加率が 1.52%となっており，どちらもベースライン手法

の増加率より高くなっている．これは，次元数の増加に

よって，DBNと SdAが他の手法よりも大きく精度が向上

すると考えられる．

ハイパーパラメータの組み合わせを検証誤差の小さい順

に並べ，上位 N個（ただし N = 1,5,10,...,30）を用いた時

の各機械学習手法の平均精度を図 2，図 3に，N =1，5，10

の時の各機械学習手法の平均精度をそれぞれ表 3 *7，表 4，

表 5に示す．ただし，図 2，図 3はそれぞれ 1,276次元の

ベクトルと 2,018次元のベクトルを用いた場合である．

1,276次元において，検証誤差の一番小さい（N = 1）時
*7 表 3 は実際は N = 1 の平均精度の結果と同じである．
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表 4 N = 5 の時の各機械学習の平均精度

手法 1,276 次元 2,018 次元

DBN 0.725 0.733

SdA 0.720 0.734

MLP 0.717 0.727

SVM (Linear) 0.723 0.731

SVM (RBF) 0.711 0.722

表 5 N = 10 の時の各機械学習の平均精度

手法 1,276 次元 2,018 次元

DBN 0.724 0.732

SdA 0.721 0.733

MLP 0.717 0.727

SVM (Linear) 0.723 0.730

SVM (RBF) 0.709 0.719

の平均精度では，DBNと SVM (Linear)が同じで最も高い

が，Nが 5以上の時の平均精度を見ると DBNが最も高い

ことがわかる．2,018次元において，DBN，SdAは全ての

ベースライン手法より平均精度が高いことが見て取れる．

このことから，次元数を増やすことにより深層学習の平均

精度が高くなることがわかる．また，Nが 10までの平均

精度が最も高いのが SdAだと見て取れる．1,276次元では

SdAは DBNより平均精度が低いが，2,018次元では SdA

の方が平均精度が高いことがわかる．次元数を増やすこと

で SdAが最も性能が向上した．

ハイパーパラメータの組み合わせを検証誤差の小さい順

に並べ，上位 10個を用いた場合について，DBN，SdAと

ベースライン手法との性能に有意差があるかを確認するた

め，t検定を行った．検定結果を表 6，表 7に示す．（表の

数値は p値を表している．有意水準が 0.10で有意差があ

るものには*，有意水準 0.05で有意差があるものには**を

付けている．）

表 6 1,276 次元での DBN, SdA とベースライン手法との t 検定

SVM
MLP

SVM

(Linear) (RBF)

DBN 0.203 0.000 ** 0.000 **

SdA 0.006 ** 0.000 ** 0.000 **

表 7 2,018 次元での DBN, SdA とベースライン手法との t 検定

SVM
MLP

SVM

(Linear) (RBF)

DBN 0.096 * 0.000 ** 0.000 **

SdA 0.018 ** 0.000 ** 0.000 **

表より，1,276次元において，DBN，SdAの両方でMLP，

SVM (RBF)に対して有意差があるが．DBNは SVM (Lin-

ear)より有意差があると確認できない．SdAは検証誤差の

低い上位 10個のハイパーパタメータを用いたとき，SVM

(Linear)より平均精度が低いため，表の値は SVM (Linear)

が SdAに対して有意な差があると考えられる．2,018次元

において，SdAはベースライン手法に対して有意差がある

ことが確認できる．DBNは，MLPと SVM (RBF)に対し

て有意差があるが，SVM (Linear)に対して有意水準 0.1で

有意差があるが，有意水準 0.05では有意差がない．

4.3 考察

実験結果から，SdAで最も高い精度であることがわかっ

た．次元数の大きいデータを用いたとき，DBN，SdAの

両方でベースライン手法より高い精度となることがわかっ

た．また，次元数を増やしたときの精度の増加率が SdAが

最も高く，次いで DBNが高かった．これは，深層学習が

高次元のデータの中から，より良い特徴を抽出し，学習が

できたからだと考えられる．しかし，次元数の小さいデー

タを用いた場合では，SVM (Linear)の精度は SdAより高

く，平均精度においても DBNと近い結果であった．その

原因としては，学習に用いるハイパーパラメータの数が

SVM (Linear)は 1つと，DBN，SdAと比較してとても少

ないため，最適なハイパーパラメータの選択が容易になり，

精度が高くなったと考えられる．

5. おわりに

本稿では，QAサイトの質問文を深層学習を用いてカテ

ゴリに分類した．深層学習の分類精度がベースライン手法

よりも高いことから，QAサイトの質問分のカテゴリ分類

において，深層学習が有効であることが確認できた．また，

入力データの次元数を増やした場合の分類精度の増加率

は，深層学習の方がベースライン手法より高いことから，

次元数の多い入力データが深層学習に有効であることを示

した．

今回の最適なハイパーパラメータの決定方法はグリッド

サーチで行った．しかし，分類精度の向上に影響の大きい

ハイパーパラメータの値が，候補群に入っていなかった可

能性が考えられる．そのため，ハイパーパラメータの最適

化にランダムサーチ [12][13]が必要になると考えられる．

本稿では 10種類のカテゴリを用いて分類を行った．し

かし，実際の QAサイトのカテゴリ数は非常に多い．その

ため，分類に用いるカテゴリを増やした場合でも，精度を

低下させないことなどが今後の課題として考えられる．ま

た，次元数を更に増やした入力データを用いた場合の，分

類精度への影響を検証する予定である．
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