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概要：Fault-proneモジュール予測において，バージョン間におけるソフトウェアの変更履歴に着目した予測モデルが
有用であることが多くの文献で報告されている．本稿では， ソフトウェアの特徴量(プロダクトメトリクス)とバージ
ョン間の変更履歴を共に用いた Fault-prone モジュール予測モデルを提案する．複数回バージョンアップされている
OSSを用いて実際にモデルを作成し，どちらか一方のみを用いて作成したモデルよりも予測精度が高いことを確認し
た．さらに，作成したモデルに対して AICによる変数選択を行い，バージョン毎に選択される変数が異なっているこ
とがわかった． 
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Abstract: Many studies reported that code churn, the amount of code change between two versions, are useful for fault-prone 
module prediction. Based on them, we propose a fault-prone module prediction model utilizing measures of code churn as well 
as product metrics. We evaluate the model in terms of OSS to show that proposed model prediction is higher than that of models 
using one of them. We also applied AIC (Akaike’s Information Criterion) and examine the effect of variable selection. 
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1. はじめに   

 ソフトウェアをテストすることは重要であり，テストに

よってリリースをする前に欠陥を検出し，修正することが

できれば，運用時に不具合の発生を減少させることができ，

信頼性向上につながる．しかしながら近年ソフトウェアへ

の要求は多様化しており，ソフトウェアは複雑化，大規模

化していっている．そのため，本来望まれるテスト項目数

は一層肥大化の傾向にある．そこで少ないテスト工程でな

るべく欠陥を検出できるようなテスト手法が求められてい

る． 
その手法の一つとして Fault-proneモジュール予測が挙げ

られる．この手法は，欠陥を含んでいる可能性の高いモジ

ュールを予測するものである[1][6][12][14]．限られたテス
ト工数を Fault-proneモジュール予測モデルのテストに重点
的に振り分けることで，より欠陥の検出が効率的になると

いう考え方である．予測する方法は様々であり，ソフトウ

ェアの各モジュールからプロダクトメトリクス[13]を取得
し，[1]では判別分析，[6]では重回帰分析，[14]ではロジス
ティック回帰分析によって Fault-proneモジュール予測モデ
ルを作成する提案をした．また[12]では開発工程中のプロ
セスを数値化してメトリクスとして予測モデル作成に用い

                                                                 
†1 早稲田大学 

   Waseda University 

 

る提案をした． 
プロダクトメトリクスだけでなく，前バージョンとの変

更履歴に着目して Fault-proneモジュールを予測する手法も
提案されている[3][5][9][10][19]．[9]ではソフトウェアのビ

ルドを行ったバージョンの変更履歴，[5]では一回の開発工
程で複数回取得したバージョンの変更履歴を用いて予測を

行った．また[19]では比較対象をモジュールからメソッド
まで下げて細かく変更履歴に着目し，予測を行った． 
これらの研究を踏まえ，本稿ではソフトウェアのバージ

ョン間の変更履歴に着目し，プロダクトメトリクスと共に

用いて予測モデルを作成する手法を提案する．これは，ど

ちらか一方のみを用いて作成した予測モデルよりも精度が

高いのではないかと考えたからである．オープンソースソ

フトウェアで提案モデルを作成し，評価実験を行ったとこ

ろ予測精度の向上が確認できた． 
本稿の構成は以下の通りである．まず 2章では本研究に

関連する技術について，3 章では先行研究について紹介す

る．4章で本稿の予測モデルを提案する．5章で評価実験を
行い，6 章では関連する議論を行う．最後に 7 章で本稿を
まとめる． 
 

2. 関連技術 

 本章では，ソフトウェアメトリクスから予測モデルを作

成する技術と，作成したモデルに変数選択を行っていく技
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術について述べる． 
(1) ロジスティック回帰分析 
ロジスティック回帰分析とは，ある目的変数が 2値で与

えられている時，その目的変数が 2値のうちどちらをとる
確率が高いかを予測する統計手法である[17]．この手法は，
複数の説明変数をもとに，ある事象が起こる確率を求める

時などに用いられている．ロジスティック回帰分析を用い

て Fault-proneモジュール予測を行う先行研究は多く存在し，
その効果が報告されている[14][19]．この事から本稿でも，
Fault-prone モジュール予測モデル作成においてロジスティ
ック回帰分析を採用した． 

 

(2) AIC（赤池情報量規準） 
 赤池情報量規準[18]（以後 AIC）は，統計モデルの良さ
を評価するための指標である．回帰分析などによって得た

統計モデルは，パラメータ数が高いほどモデル作成に用い

たデータの当てはまりが高くなると考えられている．しか

し，パラメータ数が増えるにつれて新たなデータを正しく

判別することは難しくなる．AICは，モデル作成に用いる
データに当てはまり度が高く，新たなデータを正しく判断

できるようなパラメータを決定する手法である．AICは式
1のように求める事ができる． 

AIC(M）= -2×MLL(M）+2×k  (1) 
ここで，Mはモデル，MLLは最大対数尤度，kはパラメー
タ数である．パラメータの全組み合わせの AIC 値を求め，
モデルの変数選択を行うことで，モデル作成に重要なパラ

メータを確認することができる[8]． 

 

3. 先行研究 

 本稿の提案手法に関係する，先行研究について述べる． 
(1) Fault-prone判別分析 
John Cら [1]は，対象のモジュールが欠陥を含んでいるか
どうかを各モジュールのプロダクトメトリクスを利用して

判別分析を行うモデルを提案した．[1]で用いられているプ

ロダクトメトリクスを表 1に示す． 
 [4]では，どのメトリクスが欠陥を含むモジュールと相関
関係があるのかを検証した．特定のメトリクスと欠陥を含

むモジュールとの高い相関は確認することはできなかった

が，いくつかのメトリクスを用いてモデルを作成すること

によって，Fault-prone モジュール予測モデルの精度を向上
させることができることを確認した． 
 

(2) ソースコードの差異を利用した Fault-prone予測 
Nagappan らは，バージョンアップによるソースコード

の差異に着目した[3]．ソフトウェアのプロダクトメトリク
スのみで作成した予測モデルと，ソースコードの差異を数

値化して作成した予測モデルを比較した．予測モデル作成

には重回帰分析を用いた．この研究でバージョン間のソー

スコードの差異から取得したメトリクスを表 2に示す． 
 

表 1 [1]が用いたプロダクトメトリクス 
Table 1  Complexity metrics used in [1]. 

Total code lines of including commrnets(LOC) 

Total code lines (CL) 

Total character count(TChar) 

Total comments(TComm) 

Number of code comment characters (MChar) 

Number of code characters (DChar) 

Halstead’s program length (N) 

Halstead’s estimated program length (Ǹ） 

Jensen’s estimator of program length (NF） 

McCabe’s cyclomatic complexity (v(G)) 

Belady’s bandwidth metric (BW) 

 

表 2  [3]が用いたメトリクス 
Table 2  Relative code churn used in [3]. 

Churned LOC / Total LOC 

Deleted LOC / Total LOC 

Files churned / File Count 

Churn count / files churned 

Weeks of churn / file count 

lines worked on / weeks of churn 

churned LOC / Deleted LOC 

Lines worked on / Churn count 
 

 バージョン間の差異を利用して作成した予測モデルの精

度は，プロダクトメトリクスを用いて作成した予測モデル

よりも精度が高いことを確認した． 
 [5]ではソフトウェアの 1回の開発期間の中で 6回にわた
りソースコードを取得し，ソフトウェアの変更履歴を取得

した．そして取得した変更履歴を用いてロジスティック回

帰分析により予測モデルを作成した．その結果 Fault-prone
モジュールの予測精度はモデル作成に用いる変更履歴の数

が増えていくほど高くなり，6回目の予測精度は 90％近く

までになった． 
 

4. 提案モデル 

4.1  概要 
 先行研究から，バージョンアップによるソースコードの

差異を利用して予測モデルを作成することが有効であると

わかった．しかし，バージョンアップで変更がなかったモ
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ジュールの欠陥を予測することは難しいと考えられる．そ

こで本稿ではプロセスメトリクスとしてバージョン間の変

更履歴を用いるだけでなく，プロダクトメトリクスを共に

用いて予測モデルを作成する．これによってさらに精度の

高い予測モデルを作成できるのではないかと考えた． 
[11][15][16]はソフトウェアの開発期間中に複数回ソース

コードを取得しているが，１つ前のバージョンのみで取得

したメトリクスのみを用いて予測モデルを作成している．

本稿では 1つ前のバージョンのみで取得したプロダクトメ
トリクスとプロセスメトリクスを用いた予測モデルと，過

去の全バージョンにおけるプロダクトメトリクスとプロセ

スメトリクスを用いた予測モデルの 2つを提案する． 
[4]では，機能テストで欠陥が発見されたモジュールはシ

ステムテストでも欠陥が発見されやすいという相関関係に

あると述べている．この事から同じソフトウェアであれば，

バージョンが異なっていても欠陥が検出されるモジュール

は同じ傾向にあるのではないかと仮定した．その仮定が正

しければ，どのバージョンのメトリクスを用いても十分な

予測モデルを作成することができるのではないかと考えた．

また[5]では，Fault-prone モジュール予測モデルの精度は，
モデル作成に用いるメトリクスの数が多くなるほど精度が

高くなっていくと述べている．この事から過去のバージョ

ンのメトリクスを用いることによってモデル作成に用いる

メトリクスの数が増やしていけば，予測精度は上がってい

くのではないかと考えた．これら 2つの先行研究結果を踏
まえて，1 つ前のバージョンのモジュール情報のみで予測
モデルを作成するより過去の全バージョン全てのメトリク

スを用いて予測モデルを作成することによって，精度の高

い予測モデルを提案できるのではないかと考えた． 
 以上を踏まえて，本稿が提案するモデルは下記の 2つで
ある． 

1. 1 つ前のバージョンで取得したプロダクトメトリク
スとプロセスメトリクスを共に用いて作成した

Fault-proneモジュール予測モデル． 
2. 過去の全バージョンで取得したプロダクトメトリク

スと過去の全バージョンで取得したプロセスメト

リクスを全て用いて作成した Fault-prone モジュー
ル予測モデル． 

上記の 2 つの Fault-prone モジュール予測モデルを作成し，
予測精度についてそれぞれの評価実験を行う． 

先行研究では統計処理を行わずにモデルを作成してい

るものが多い．本稿では，ロジスティック回帰分析によっ

て作成した予測モデルを，AICによって変数選択を行うこ
とを提案する．これにより適合率の高い予測モデルを作成

できるのではないかと考えた．また，AICによって変数選
択をすることで，どのメトリクスが Fault-prone予測に有効
であるかを議論する事ができる．各バージョンで同じメト

リクスが予測モデルに組み込まれていれば，バージョンが

異なっていても欠陥が検出されるモジュールは同じ傾向に

あるのではないかという仮説の検証も行うことができる． 
予測モデル作成に用いるメトリクスを 4.2と 4.3に示す． 

どちらのメトリクスもソフトウェアのソースコードから取

得が可能であり，予測モデルの作成が容易である．開発者

自身が開発モジュールの予測モデルを作成することもでき，

利用しやすいことが考えられる． 
 

4.2 プロダクトメトリクス 
 Fault-prone モジュール予測モデルを作成するにあたって
用いたプロダクトメトリクスを表 3に示す．これは前述し
た[1]で用いられたメトリクスの一部を利用したものであ
る．用いるプロダクトメトリクスはすべて，各バージョン

のソースコードから求めることができる． 
 

4.3 プロセスメトリクス 
Fault-prone モジュール予測モデルを作成するにあたって

用いたプロセスメトリクスを表 4に示す．これは前述した
[5]で用いられたメトリクスの一部を利用したものである．
用いるプロセスメトリクスもすべて，各バージョンのソー

スコードから求める事ができる． 
 

表 3  予測モデルに用いるプロダクトメトリクス 
Table 3  Complexity metrics. 

メトリクス名 意味 

TChar  総文字数 

CL  総コード行数 

 TComm  総コメント数 

N 総オペレータ数＋総オペランド数 

NN オペレータ種類数＋オペランド種類数 

NF log2オペレータ数＋log2オペランド数 

SumCyclomatic サイクロマチック合計数 

 

表 4  予測モデルに用いるプロセスメトリクス 
Table 4  Relative code churn. 

メトリクス名 求め方 

Churn Metrics 新規行数+変更行数 

Relative churn （新規行数+変更行数）/総行数 

Deleted churn 削除行数/総行数 

NCD churn （新規行数+変更行数）/削除行数 

 

4.4 変数選択 
 AICで変数選択を行うにあたり，用いるメトリクスの全
組み合わせでモデルを作成し，その中で一番良いモデルを

採用する． 
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5. 評価実験  

5.1 実験概要 
実在するソフトウェアを対象に提案モデルを作成し，評

価実験を行った．対象プロジェクトには，オープンソース

ソフトウェア Apache Solr[20]を選択した．これは Java言語
で記述されている．本稿では Apache Solrが複数回バージョ
ンアップされているもののうち，各バージョンで欠陥含有

率がほぼ等しくなるような 5つのバージョンを選択した．
各バージョンのモジュール（ファイル）数，欠陥数,を表 5
に示す． 

 
表 5  対象プロジェクトデータ 

Table 5  Distribution of modules and faults per version. 

バージョン モジュール数 欠陥数 

4.5.0 971 62 
4.4.0 951 75 
4.3.0 872 44 
4.2.0 827 47 
4.1.0 785 80 

 

 ロジスティック回帰分析によって予測モデルを作成する

ためには，どのモジュールに欠陥が含まれていたかの情報

を得る必要がある．本実験では各バージョンのリリースの

時に添付される“Bug Fixes”項目に記されていたモジュール
を，前バージョンの欠陥を含んでいたモジュールとした． 
 4.2 で示したプロダクトメトリクスをメトリクス取得ツ
ールである Understand for java[22]を用いた．その後 4.3に

示したプロセスメトリクスを取得し，Pythonの統計解析用
フレームワークである statsmodels[23]によって提案モデル
を作成した． 
5.2 評価方法 
作成したモデルの評価方法は予測モデルの精度を評価

するのに一般的に多く用いられている[14]，適合率と再現
率の調和平均である F値比較を採用する．F値は式 2によ
って求める． 

F値 = 2×適合率×再現率
適合率+再現率

  (2) 

F 値を求めるにあたって，欠陥ありと判別したモジュー
ル数が必要である．作成したモデルに各モジュールのメト

リクスを入力すると，入力モジュールが Fault-proneである
確率を求めることができる．本実験では，その確率が 0.5
以上であれば Fault-proneモジュールであると判断した． 
 

5.3 実験 1概要 
 実験 1では，提案モデル 1の評価を行った．第 4章で示
したプロダクトメトリクスとプロセスメトリクスを用いて，

プロダクトメトリクスのみで作成した予測モデル，プロセ

スメトリクスのみで作成した予測モデル，両方を用いた予

測モデルの 3種類の予測モデルを作成した． 
 

z 実験対象となるバージョン（n+1）の 1 つ前のバージ
ョン（n）のプロダクトメトリクスを取得して，1_nml
モデルを作成する． 

z 実験対象となるバージョン（n+1）の 1 つ前のバージ
ョン（n）にバージョンアップした時に発生した変更
履歴（nと n-1のソースコードの差異）からプロセス
メトリクスを取得する．プロセスメトリクスのみを用

いて 1_chrnモデルを作成する． 
z 提案モデル 1を作成する．1_nmlと 1_chrn作成時に用

いたメトリクスを両方用いて 1_rfnモデルを作成する． 
実験 1で予測を行ったバージョンと，モデル作成に用いた
バージョンを表 6に示す． 
 

5.4 実験 1結果 
 3種類の作成したモデルの精度を比較したものを図 1 
に示す． 

 

図 1  モデル別予測精度比較(実験 1) 
Figure 1  compare F-value(ex1). 

 

提案モデル 1であるプロダクトメトリクスとプロセスメ
トリクスを共に用いて作成した予測モデル 1_rfn は，どち
らか一方のみを用いて作成した 1_nml及び 1_chrnモデルよ
りも精度が高いということがわかった． 
 

5.5 実験 2概要 
実験 1では実験対象の 1つ前のバージョンのみのメトリ

クスでモデルを作成したが，実験 2ではメトリクスを取得
する範囲を過去の全てのバージョンとして 3種類の予測モ
デルを作成した． 
z 実験対象となるバージョン（n+1）より過去の全ての

バージョンのプロダクトメトリクスを取得して，

2_nmlモデルを作成する． 
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z 実験対象となるバージョン（n+1）へのバージョンア
ップより過去の各バージョンアップ時に発生した変

更履歴からプロセスメトリクスを取得し，プロセスメ

トリクスのみを用いて 2_chrnモデルを作成する． 
z 提案モデル 2を作成する．2_nmlモデル作成時に用い

たプロダクトメトリクスと 2_chrn モデル作成時に用
いたプロセスメトリクスを用いて 2_rfnモデルを作成
する． 

 

5.6 実験 2結果 
 作成した 3種類の予測モデルの精度を比較したものを図 
2 に示す．提案モデル 2 であるプロダクトメトリクスとプ
ロセスメトリクスを共に用いて作成した予測モデル 2_rfn
は，実験 1と同様にメトリクスのどちらか一方のみを用い
て作成したモデル 2_nml，2_chrn よりも精度が高いという
ことがわかった． 
 

5.7 実験 3概要 
 実験 3では，実験 1で作成した 3種類の予測モデル（1_nml，
1_rfn，1_chrn）に，AIC による変数選択を行った．実験 3
で作成した予測モデルをそれぞれ 3_nmlモデル，3_refモデ
ル，3_chrnとした．その後それぞれ変数選択を行う前のモ
デルと，行った後のモデルの予測精度を比較した． 
 

5.8 実験 3結果 
 3 種類の予測モデルの判別精度を比較したものを図 3，
図 4及び図 5に示す．rfnモデル以外は変数選択を行った

モデルの方が予測精度は高くなった．このことより予測モ

デルに変数選択を行った効果を確認する事はできなかった． 

 

図 2  モデル別予測精度比較(実験 2) 
Figure 2  comparison F-values (ex2). 

 

 

図 3  3_nmlモデル予測精度比較 
Figure 3  Comparison F-values between 1_nml and 3_nml. 

 

図 4  3_rfnモデル予測精度比較 
Figure 4  Comparison F-values between 1_rfn and 3_rfn. 

 

図 5  3_chrnモデル予測精度比較 
Figure 5  Comparison F-values between 1_chrn and 3_chrn. 
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6. 議論 

6.1 モデル作成に用いるモジュール数 
実験 1，2 で作成した 3 種類のモデル（nml，rfn，chrn）

をそれぞれ比較した．それぞれの予測精度を比較したもの

を図 6, 図 7及び図 8に示す． 
chrnモデルを除く 2つのモデルは，実験 1で作成した提

案モデル 1 の予測精度の方が高かった．この事から，
Fault-prone モジュール予測モデルに，複数の前バージョン
を取り入れてモデル作成に用いるモジュール数を増やして

も予測精度が向上しないということがわかった． 
  

 

図 6  提案モデル 1-2予測精度比較(nml) 
Figure 6 Comparison F-values between 1_nml and 2_nml. 

 

図 7  提案モデル 1-2予測精度比較(chrn) 
Figure 7  Comparison F-values between 1_chrn and 2_chrn. 

 

図 8  提案モデル 1-2予測精度比較(rfn) 
Figure 8  Comparison F-values between 1_rfn and 2_rfn. 
 

6.2 バージョンアップによる欠陥検出傾向 
 4.1 節で同じソフトウェアであれば，バージョンが異な
っていても欠陥が検出されるモジュールは同じ傾向にある

のではないかと仮定した．評価実験 1，2の結果から，この
ことについて次の 2つのことが考えられる． 
(1) 予測精度から見た欠陥検出傾向 

2_nml よりも 1_nml の予測精度の方が高いことから考え
て，プロダクトメトリクスに関しては，バージョンが異な

っていても欠陥が検出されるモジュールは同じ傾向にある

とはいえないということがわかる．一方でプロセスメトリ

クスに関しては，1_chrnよりも 2_chrnの予測精度の方が高

いことから考えて，バージョンが異なっていても欠陥が検

出されるモジュールは同じ傾向にあるといえることがわか

る． 
(2) 判別結果から見た欠陥検出傾向 

 評価値を求める際に算出した適合率と再現率に着目し
た. nmlモデルと refモデルは適合率の変化はないものの，
再現率は実験 1で作成したモデルよりも実験 2で作成した
モデルの方が低くなった．この事から，Fault-prone モジュ
ールだと判別するモジュール数が減り，それによって正答

数も減ったのだと考えられる．一方 chrnモデルは再現率の
変化はないものの，適合率は実験 2で作成したモデルの方
が高くなった．このことから Fault-proneモジュールだと判
別するモジュール数は減らして，正答数を増やしたことが

確認できる． 
上記の 2つのことから考えて，バージョンアップ時に変

更があった箇所は欠陥を検出しやすい傾向にあると考えら

れる． 
 

6.3 変数選択前後のモデル比較 
 評価実験 3より nmlモデル，chrnモデルでは変数選択に
よって予測精度が高くなったことを確認できたが，rfnモデ
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ルでは確認できなかった．表 8，表 9及び表 10に，それ
ぞれのモデル作成において用いられたメトリクスを記す．

chrnモデルはバージョンに関わらず，選択される変数がほ
とんど等しい．それに対して，rfnモデルはバージョンによ
って選択された変数が大きく異なる．rfnモデルは他の 2
つの予測モデルと比較してパラメータの数が多く，バージ

ョンごとにモデルに必要なパラメータが異なる傾向にあり，

複数のバージョンのモジュール情報を混ぜてしまったため，

各モデルの予測精度が下がったのではないかと考えられる． 
 

 

表 6  評価実験 1-対象バージョンと使用メトリクス 
Table 6  Data about predict version, seed version and seed period of model 1.  

対象バージョン プロダクトメトリクス プロセスメトリクス 

4.2.0 4.1.0 4.0.0-4.1.0 

4.3.0 4.2.0 4.1.0-4.2.0 

4.4.0 4.3.0 4.2.0-4.3.0 

4.5.0 4.4.0 4.3.0-4.4.0 

 

表 7  評価実験 2-対象バージョンと使用メトリクス 
Table 7  Data about predict version, seed versions and seed periods of model 2.  

対象バージョン プロダクトメトリクス プロセスメトリクス 

4.2.0 4.1.0 4.0.0-4.1.0 
4.3.0 4.1.0, 4.2.0 4.0.0-4.1.0, 4.1.0-4.2.0 

4.4.0 4.1.0, 4.2.0, 4.3.0 
4.0.0-4.1.0, 4.1.0-4.2.0, 

4.2.0-4.3.0 

4.5.0 4.1.0, 4.2.0, 4.3.0, 4.4.0 
4.0.0-4.1.0, 4.1.0-4.2.0, 
4.2.0-4.3.0, 4.3.0-4.4.0 

 
 

表 8 変数選択後モデル変数(nml) 
Table 8  Selected variables of nml model. 

4.4.0 TCchar 
 

TComm 
 

NN NF 
 

4.3.0 TCchar 
 

TComm 
 

NN NF 
 

4.2.0 TCchar 
 

TComm N 
 

NF 
 

4.1.0 
 

CL TComm N NN NF Cyclomatic 

 

表 9 変数選択後モデル変数(chrn) 
Table 9  Selected variables of chrn model. 

4.4.0 churn relativeChurn 
 

ncdChurn 

4.3.0 churn relativeChurn delectChurn 
 

4.2.0 churn relativeChurn delectChurn ncdChurn 

4.1.0 churn relativeChurn delectChurn ncdChurn 
 

表 10 変数選択後モデル変数(rfn) 
Table 10  Selected variables of rfn model. 

4.4.0 CL 
 

TComm NF NN NF' Churn 
 

delectChurn 
 

4.3.0 
 

TChar TComm NF NN NF' 
 

relativeChurn delectChurn 
 

4.2.0 
 

TChar 
 

NF 
   

relativeChurn delectChurn ncdChurn 

4.1.0 
  

 TComm NF NN 
 

Churn 
 

delectChurn 
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7. おわりに 

 本稿では，バージョンアップにおけるソフトウェアの変

更履歴に着目し，ロジスティック回帰分析により

Fault-prone モジュール予測モデルを作成した．変更履歴を
メトリクスとしたものとソースコードからプロダクトメト

リクスを取得し，双方のメトリクスを用いて予測モデルを

作成し，評価した． 
 実験により得られた結果は以下の通りである． 
z ソースコードからプロダクトメトリクスと，バージョ

ン間の変更履歴を取得し，双方を組み合わせて

Fault-prone予測モデルを作成することによって，どち
らか一方のみを用いて作成したモデルよりも予測精

度の高いモデルを作成することができる． 
z 予測モデルにおいて重要なメトリクスはバージョン

毎に異なる．よって前バージョンのプロセスメトリク

ス，及びプロダクトメトリクス情報を全て用いて予測

モデルを作成すると，予測精度を下げる可能性があり

望ましくない． 
z バージョンごとに変数選択されたプロダクトメトリ

クスが異なったことより，欠陥が検出されるモジュー

ルは同じ傾向にない可能性がある． 
z バージョン毎に，予測モデルで選択されるメトリクス

は異なる．よって次のバージョンの Fault-proneモジュ
ール予測を行う際にモデルに変数選択を行うと，予測

精度を下げる可能性がある． 
本稿では，Apache Solrを対象として評価実験を行った．

他のソフトウェアを対象に提案モデルが適用するかを今後

の課題としたい．
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