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1 はじめに
近年，ヒューマノイドロボット（HR）の制御手法と

して強化学習が注目されている．従来，強化学習で扱っ
てきた問題は離散状態空間であるが，HRを制御するた
めには連続状態空間を効率的に扱う必要がある．木村氏
の研究 [1]では，行動選択において行動空間の位相構造
に着目し多数の類似した行動を効率良く扱うために階
層的行動選択を行う強化学習方式を提案している．しか
し，この手法では学習の初期段階から 2分木の全ノー
ドにおいてパラメータ学習を行う必要がるため，1）与
えられた環境において不必要な行動に対しても学習を
行う必要がある，2）木構造が設計者に依存するため目
標運動に特化した木を作れない，等の問題がある．そこ
で本研究では，確率的２分木を用いた Actor-Criticア
ルゴリズムにおいて２分木の動的生成を提案すること
により，ロボットが状況に応じた必要な行動を動的に獲
得することができる強化学習手法を提案する．

2 動的行動生成に基づく強化学習

2.1 2分木を用いたActor-Critic法
本研究では，HR制御のための強化学習法として，Actor-

Critic法を使用する．Actor-Critic法は，Actorと呼ば
れる制御器と Criticと呼ばれる評価器で構成される．
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図 1: 行動選択 2分木

本研究では，Actorにおける行動決定に確率的２分木
[1]を用いる．確率的２分木はの図 1のように選択ノー
ド（中間ノード）と行動ノード（葉ノード）から構成さ
れ，行動ノードには HRの制御情報として微小時間に
おける各関節の角度変位が格納される．HRの状態を示
す特徴ベクトル st=(x1(t), x2(t),・・・, xi(t),・・・, xn(t))が
与えられたとき，2分木を用いて採るべき行動を探索す
る．選択ノード j における分岐確率 fj は以下の式で定
義される．

fj =
1

1 + exp(−
∑n

i=1 θjixi)
(1)

ここで θji は政策パラメータであり，nは状態 st の特
徴ベクトルの要素数である．得られた分岐確率 fj で右
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子ノード（もしくは 1-fj で左子ノード）を選択し，遷
移を行なう．遷移先においても同様の処理を繰り返し，
たどり着いた行動ノード（葉ノード）が示す行動をHR
に実行させる．しかし，この手法は学習初期に 2分木
の木構造を与える必要があり，その木構造が学習の可否
と効率に大きくに影響する．

2.2 行動ノードの評価
そこで本稿では行動ノードの動的生成手法を提案す

る．本手法では，全ての行動ノードに対し，行動の行き
1) 初期化:Critic の n 個の変数 ωi(i = 1・・・n) およびその適

正度の履歴を保持する n個の変数 evi,Actorの n(m− 1)
個 (m-1 はノードの個数) の政策パラメータ変数 θji(j =
1・・・m− 1)およびその適正度の履歴を保持する n(m− 1)
個の変数 eπji を保持する．

2) 状態 st の特徴ベクトル (x1(t), x2(t),・・・, xi(t),・・・, xn(t))
を環境から観測する．

3) Actor の 2 分木より行動を選択する．
4) 報酬 rt を受け取り，次の状態 st+1 を観測する．Criticは

以下の式により TD 誤差 δ(t) を算出する．ただし，γ は
割引率．

δ(t) = rt + γ V (st+1) − V (st).
= rt + γ(

∑n

i=1
ωixi(t + 1)) −

∑n

i=1
ωixi(t)

5) Critic は TD 誤差に基づき V (s) を以下のように更新す
る．ただし，αv は学習率．

evi(t) = xi(t)
evi ← evi(t) + evi

∆ωi(t) = δ(t)evi(t)
ωi ← ωi + αv∆ωi(t)

6) Actorは適正度 eπji(t)に基づき行動選択確率を更新する．
ただし，απ は学習率．

δ(t) = r(t) + γV (s(t + ∆t)) − V (s(t)).
eπji(t) ← eπji(t) + eπji(t)
∆θji(t) = δ(t)eπji(t)
θji ← θji + απ∆θji(t)

7) 適正度の履歴を以下のように更新する．ただし，λπ, λπ は
減衰パラメータである．

evi(t + 1)←γλvevi(t).
eπji(t + 1)←γλπeπji(t).

V (s(t)) =
∑N

i
vibi(s(t)).

8) 試行の終了条件を満たしてなければ，時刻を更新してステッ
プ 2 に戻る．

t←t + ∆ t.
9) 試行における TD 誤差の絶対値の平均と 2 分木における

行き詰まり度の最大値を観測し，新たな行動の生成条件を
満たすか判断する．

図 2: 動的行動生成に基づく Actor-Critic
詰まり度合を示す変数 eactを設定する．この変数は，学
習中に得られる TD誤差 δ(t)を政策の安定度合と見な
し，δ(t)に応じた大きさの値をとるように更新される．

eact ← eact + h(δ(t))r(t) (2)

ここで，h(δ(t))はTD誤差に応じた重みを返す正規分布
の関数，r(t)は時刻 tにおける報酬である．eactは初期
値として 0をとる．確率的 2分木を用いたActor-Critic
法は，図 2の処理を繰り返すことで，Criticは価値関数
V (s)を正しく推定し，Actorは V (s)を最大化する行
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動を選択するように学習を行う．学習の更新には適正度
の履歴 [2]を用いる．
2.3 新規行動ノードの生成条件
提案手法の Actor-Criticは以下の条件を満足すると

き，新たに選択できる行動を生成する．

|TD|ave < Tadd and max(eact i) > emax (3)

ここで，Tadd, emaxは閾値である．また，|TD|aveは一試
行を通してロボットが得たTD誤差の絶対値の平均であ
り，その試行における学習の収束度合を表す．max(eact i)
は一試行の終了時における全行動ノード中の行き詰ま
り度 eactの最大値を表す．つまり，|TD|aveが閾値より
低いことで学習の収束を判断し，そのとき，行動ノード
の eact の最大値が閾値より超えたか否かで，学習が行
き詰まっているか安定して収束しているかを判別する．

2.4 新たな行動の生成
ある行動ノード a1が式 (3)の条件を満足した場合，a1

が保持する各関節の制御角が最も近い行動ノード a2(図
1(右)円盤参照) との間に新たな行動を生成する．新た
な行動 a3 の制御値は，2つの行動 a1, a2 の行き詰まり
度 eact1, eact2 の比に基づき，以下の式を満足する値を
とる．

eact1 : eact2 = ang2−3 : ang1−3 (4)

ここで ang1−3は a1, a3の持つ制御角の差の絶対値（図
1(右) 円盤上における a1, a3 の角度）を表す．つまり
a1, a2の制御角の内分比が行き詰まり度の比と等しくな
るように a3が作成される．a1は新たに選択ノード bに
置換され，選択ノード bの子ノードは，a1 と新規行動
ノード a3となる．bに対する選択確率は fb = 0.5に初
期化される．a1と a3の左右関係は，2分木において行
動の類似性と整合するように決定される．また a1の行
き詰まり度 eact1 は初期値にリセットされる．

3 動作実験
本手法の有効性を確認するために，HRの椅子からの

立ち上がり動作の学習を行う（図 3）．本実験では，富
士通オートメーション製 HOAP-1（図 4）の機構デー
タを用いて動力学シミュレータを作成した．学習シミュ
レーションには，Open Dynamics Engine[3]を用いた．
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図 3: 学習動作 図 4: HOAP-1

Actorの行動出力は，腰，膝および足首の角度変化量
(∆θW , ∆θK ,∆θA) とした．確率的 2 分木への入力は，
(θW , θK , θA, θP )とした．学習パラメータは，γ = 1.0
αv = 0.02, απ = 0.02, λv = 0.9, λπ = 0.9, TDadd =
70.0, emax = 50.0, ∆t = 0.01[s], とした．報酬 r(t)は
以下の式で与えた．

r(t) = −| y − ls
ls − ld

| (5)

ただし，yは胸の重心位置，lsは起立時の胸の重心位
置 (ls = 0.351)，ld は転倒時の胸の重心位置 (ld = 0.20)
である．また，立ち上がりの途中段階においてサブゴー
ルとして正の報酬を与えた．1試行は，300回の行動出
力を行う，あるいは転倒したら終了とした．

4 評価
上記の条件下で実験を行なったところ，142回目の試

行で図 5に示すような運動を獲得することができた．こ
のとき作成されたActorの行動数は 33個であった．作
成された 2分木では腰に関する選択ノードが 19個，膝
に関する選択ノードが 9個，足首に関する選択ノード
が 4個得られ，腰を比較的細かく制御してバランスを
保つ運動が獲得された．本手法の効果を検証するため，
行動数を 20個で固定した [1]との比較実験を行なった．
図 5に学習過程における獲得報酬の推移を示す．同図よ
り，本手法の方が良い政策を得ていることがわかる．

t=0.00[s] t=1.00[s] t=1.50[s] t=2.00[s]

t=5.00[s]t=4.25[s]t=3.75[s]t=3.00[s]

図 5: 獲得された運動
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図 6: 獲得報酬の推移（5回平均）
5 おわりに
本研究ではロボットの運動制御において，必要な行動

を与えられた環境に応じて生成し，その制御を 2分木
で扱う手法を提案した．提案手法の適応的な動作獲得
に基づく学習により，椅子からの立ち上がりにおいて，
より良い政策を獲得することに成功した．本稿では制
御を細分化させる手法を提案したが，今後，細分化し
た行動の汎化や，学習中に木構造を再構築する手法を
提案する．また，他の運動制御について提案手法を適
用する必要がある．
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