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S3Baggingによる高速な分類器生成

寺 邊 正 大† 鷲 尾 隆†† 元 田 浩††

データマイニングの過程では，意思決定者がデータから必要とする知識を得ることができるまでに，
分類器の生成を繰り返さなければならないことが多い．よって，データマイニングツールには大規模
データから正確な知識を抽出するだけでなく，意思決定者の要求に応えるべく高速に抽出することも
要請される．高速に分類器を生成する方法としては，サブサンプリングを行うことにより学習データ
の事例数を減らすことが考えられる．しかしながら，一般的には学習データの事例数が減少すると
分類器の分類精度が劣化する．本論文では，サブサンプリングとコミッティ学習手法の 1 種である
Baggingを組み合わせた新しい分類器生成手法である S3Bagging（Small SubSampled Bagging）
を提案する．S3Baggingでは，複数の分類器をサブサンプリングされた学習データを用いて並列に
生成し，生成された分類器を用いてコミッティ分類器を構成する．これにより，サブサンプリングに
よる分類精度の劣化を防ぐことができる．また，S3Baggingの性能について実験を通じて確認した
結果をあわせて示す．

Fast Classifier Generation by S3Bagging

Masahiro Terabe,† Takashi Washio†† and Hiroshi Motoda††

In the data mining process, it is often necessary to induce classifiers iteratively until the
human analysts complete extracting valuable knowledge from data. Therefore, the data min-
ing tools have to extract accurate knowledge from a large amount of data quickly enough in
response to the human demand. One of the approaches to answer this request is to reduce
the training data size by subsampling. In many cases, the accuracy of the induced classi-
fiers becomes worse when the training data is subsampled. We propose S3Bagging (Small
SubSampled Bagging) that adopts both subsampling and a method of committee learning,
i.e., Bagging. S3Bagging can induce classifiers efficiently by reducing the training data size by
subsampling and parallel processing. Additionally, the accuracy of the classifiers is maintained
by aggregating the result of each classifier through the Bagging process. The performance of
S3Bagging is investigated through carefully designed experiments.

1. は じ め に

近年，大規模データから有用な知識を発掘するデー

タマイニングの研究がさかんである10)．データマイニ

ングは，金融や流通・小売などのビジネス分野から，

製造，通信などの産業分野に至るまで広範な分野で現

実問題に適用されている22)．

意思決定者がデータマイニングツールを用いて知識

抽出を行う過程では，必要とする知識の抽出が完了す

るまでに，データからの分類器生成を繰り返さなけれ

ばならない場合が多い2)．このため，意思決定者の利

便性を考えると，データマイニングツールには高い精

度の知識を抽出するだけでなく，高速に知識を抽出し，
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意思決定者に提示することが要請される．

分類器の分類精度を向上させるための研究につい

ては，機械学習の分野でコミッティ学習（committee

learning）に関する研究がさかんである25)．一般的な

分類器生成手法では，元学習データのすべての事例を

使って学習を行うことにより，1つの分類器を生成す

る．これに対してコミッティ学習の枠組みでは，以下

の手順によりコミッティ分類器とよばれる分類器を生

成する．まず準備された元学習データからサンプリン

グすることにより，事例構成を多少異ならせた複数の

学習データを生成する．次に，各学習データを用いて

学習を行い，学習データごとに 1つのメンバー分類器

を生成する．コミッティ学習により生成されるコミッ

ティ分類器とは，これらメンバー分類器の集まりとし

て構成されるものである．コミッティ分類器ではメン

バー分類器が自らの分類結果に基づいて投票を行い，

最も多くの投票を獲得したクラスをコミッティ分類器

25
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の分類結果とする．

コミッティ学習手法の主なものに，Boosting9),11),21)

と Bagging1),3)がある．Boostingは，次のような手順

で系列的にメンバー分類器を生成し，これらをもとに

コミッティ分類器を構成する．まず，元学習データの

事例ごとに付与されたサンプリング確率に基づいて重

み付きサンプリングを行い，学習データを 1 つ準備

する．次に，この学習データから分類器を生成する．

そして，生成した分類器による学習データの分類結果

をもとに，分類を誤った事例がよりサンプリングされ

やすくなるようにサンプリング確率を更新する．ここ

で，収束条件が満たされた場合には分類器の生成を終

了し，それまでに生成された分類器をメンバー分類器

とするコミッティ分類器を構成する．一方，収束条件

を満たさない場合には，さらに分類器の生成を繰り返

す．Boostingと一般的な分類器生成手法を比較する

と，Boostingにより生成された分類器の方が分類精

度が優れることが報告されている．一方，Boostingは

メンバー分類器を系列的に生成することが必要である

ために，一般的な分類器生成手法に比べて多くの処理

時間を要する．

一方，Baggingでは，まず元学習データに対して復

元抽出法によるサンプリングを行い，複数の学習デー

タを準備する．そして各学習データからメンバー分

類器を生成し，これらをメンバー分類器としたコミッ

ティ分類器を構成するものである．ここで，サンプリ

ングからメンバー分類器を生成する過程は，各々独立

して実行が可能である．Baggingは Boostingに比べ

て，生成されるコミッティ分類器の分類精度の面で劣

ることが多い．しかしながら，データを問わず安定し

て一般的な分類器生成手法よりも分類精度の良い分類

器を生成することができる．さらには Boostingと異

なり，コミッティ分類器を構成するメンバー分類器を

並列に生成することができる．このため並列処理を行

えば，一般的な分類器生成手法と分類器の生成が完了

するまでの処理時間がほとんど変わらないという特長

を持つ．

データマイニングにおいて大規模データから分類器

を高速に生成する方法としては，大規模データを高速

に処理することができる学習アルゴリズムを開発する

ことのほかに，学習データに対してサブサンプリング

を行うことにより学習データの事例数を少なくするこ

とが有効である．ここでサブサンプリングとは，元の

学習データの事例数よりも少ない数の事例を抽出（サ

ンプリング）してデータを生成することをいう．

サブサンプリングによる分類器の分類精度への影響

については，Catlettがサンプリング手法としてラン

ダムサンプリングや層別サンプリングを適用した場合

について実験を通じた研究を行っている7)．この実験

では，学習アルゴリズムに代表的な決定木学習アルゴ

リズムであるC4.5 18)を用いている．C4.5が数値属性

の多い大規模データを扱った場合に処理速度が遅くな

ることに注目し，サブサンプリングを行うことにより

処理時間が大幅に削減できることを確認している．一

方，現在では並列計算が可能な計算機環境が身近なも

のになっており14)，並列処理を導入することにより，

さらに高速に精度の良いの高い分類器を得ることがで

きる手法の開発が可能となっている16)．

本論文では並列処理が可能な環境において，大規模

データから高速に，かつ分類精度の良い分類器を生

成することができる手法として，サブサンプリングと

Baggingを併用する S3Bagging（Small SubSampled

Bagging）を提案し，性能評価を行う．S3Baggingは，

サブサンプリングを行い学習データの事例数を減らす

ことにより，分類器の生成に要する時間を学習データ

の全事例を用いる場合に比べて大幅に短縮する．また，

サブサンプリングを行うことによる分類精度の劣化を，

Baggingと同様の方法でコミッティ分類器を構成する

ことにより補うことを狙っている．また，Baggingの

メンバー分類器の生成を並列に行えるという特長を活

かして，メンバー分類器の生成を並列に行うことによ

り分類器生成を高速化している．

本論文は，以下のように構成される．まず，2 章で

は提案手法に関連する Baggingとサンプリングにつ

いて説明する．次に，3 章で S3Baggingについて提

案する．さらに，4 章と 5 章で S3Baggingの性能を

評価するために実験を行った結果を示し，この結果を

もとに 6 章で考察を行う．

2. Baggingとサンプリング

2.1 Bagging

Baggingとは，Breiman3)により提案されたコミッ

ティ学習手法の 1つであり，図 1 に示すようにメン

バー分類器の生成を並列分散的に行うことができる．

まず，準備されている元学習データ D から復元抽出

法（sampling with replacement）によりサンプリン

グを行い，元学習データと同じ事例数 |D| をもつ複
数の学習データ Dt (t = 1, . . . , T ) を生成する．ここ

で T は，メンバー分類器数である．復元抽出法とは，

すでにサンプリングされた事例についても，再びサン

プリングの対象とする方法である．よって，復元抽出

法によるサンプリングでは，同じ事例が複数回サンプ
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Bagging(D,T )
INPUT:

D: 元学習データ，
T : メンバー分類器数．

OUTPUT:
C: コミッティ分類器．
{

for each t from 1 to T
{

/* 復元抽出法により |D| 個の
事例をサンプリングした学習
データ Dt を作成する */
Dt := Samping(D);
/* メンバー分類器 Ct を生成
する */
Ct := Learning(Dt);

}
/* 生成された T 個の分類器により
コミッティ分類器 C を構成する */
C := {Ct : t = 1, . . . , T};

}
return C;

図 1 Baggingのアルゴリズム
Fig. 1 Algorithm for Bagging.

リングされることがある．このため，高い確率で生成

された学習データ間で事例構成が異なる．次に，各学

習データを用いて同種の学習アルゴリズムによりメン

バー分類器 Ct (t = 1, . . . , T ) を生成し，これらの集

合としてコミッティ分類器を構成する．そして，新規

の事例 xを分類する場合には，各メンバー分類器によ

る分類結果 Ct(x)について多数決をとってコミッティ

分類器の分類結果とする．

ここで，サンプリングから各メンバー分類器の生成

までの過程は，それぞれ独立に行えるために並列処理

が可能である．よって並列処理が可能な計算機環境下

では，Boostingなど系列的に学習データのサンプリ

ングと分類器の生成を行わなければならない手法に比

べて処理時間の面で優れる．

Baggingは他のコミッティ学習手法と同様に，一般

的な分類器生成手法よりも分類精度の良い分類器を

得られることが知られている．また，学習アルゴリズ

ムに決定木アルゴリズムの CARTを用いた場合3)や

C4.5を用いた場合19)，さらにはニューラルネットワー

クを用いた場合15)についても，Baggingにより分類

精度が改善されることが実験を通じて明らかにされて

いる．

2.2 サンプリング

データマイニングの分野では，一般的な分類器生成

におけるサンプリング手法について，以下の内容を目

的とした研究が行われてきた．

• 分類精度の向上：学習（アルゴリズム）に適した
事例を選択的にサンプリングする．学習に適した

事例のみを使うことにより，生成される分類器の

分類精度を高めることができる．機械学習分野の

事例選択手法に関する研究の多くは，主に分類器

の分類精度の向上を狙ったものである．

• 処理時間の短縮：サブサンプリングにより学習
データの事例数を減らす．学習データの事例数を

減らすことにより，分類器の生成に要する時間を

短縮することができる．

前者の目的で用いられるサンプリング手法は，事例

の特徴を分類するために学習を行うものなど，処理に

時間を要するものが多い20)．一方，後者の目的では，

統計解析の分野で用いられるランダムサンプリングや

層別サンプリング13)などがよく利用される．ランダ

ムサンプリングとは，元学習データからランダムにサ

ンプリングする事例を選択するものである．層別サン

プリングとは，元学習データの事例をクラスなどの特

徴に基づいて部分データ（階層）に分割しておき，そ

れぞれの部分データからサンプリングを行うものであ

る．これらの手法は，多くの処理時間を要さない．

一方，コミッティ学習におけるサンプリングは，各

メンバー分類器の学習データ間で事例構成を異ならせ

ることを目的として行われる．サンプリングされる学

習データの事例数は，一般的に元学習データと同じで

ある．Baggingでは，復元抽出しながらランダムサン

プリングを行うことにより抽出する事例を選択する．

Boostingでは，各事例に与えられたサンプリング確

率に基づいて抽出する事例を選択する重み付きサンプ

リングを行う．また，これらのサンプリング手法は非

常に短い処理時間で行えるという特徴を持つ．

3. S3 Bagging

高速に分類精度の良い分類器を生成する手法として，

Baggingとサブサンプリングを併用する S3Bagging

を提案する．S3Baggingは，Baggingのサンプリング

部分にサブサンプリングを適用している．S3Bagging

のアルゴリズムを図 2 に示す．

まず，元学習データ D の r%の事例数分をサブサ

ンプリングした学習データ Dt を T 個生成する．T

はメンバー分類器数である．Dt を生成するためのサ

ブサンプリングは，復元抽出法を用いて行う．ここで，

サブサンプリング率 r < 100であるため，サンプリン

グされた学習データの事例数は元学習データの事例数
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S3Bagging(D, T, r)
INPUT:

D: 元学習データ，
T : メンバー分類器数，
r: サブサンプリング率 (%)
(0 < r < 100).

OUTPUT:
C: コミッティ分類器．
{

/ * 以下を並列処理する */
for each t from 1 to T
{

/* |D| · r/100 個の事例を
復元抽出法によりサブサン
プリングする */
Dt = SubSampling(D, r);
/* メンバー分類器 Ct

を生成する */
Ct := Learning(Dt);

}
/* 生成された T 個の分類器により
コミッティ分類器 C を構成する */
C := {Ct : t = 1, . . . , T};

}
return C;

図 2 S3Baggingのアルゴリズム
Fig. 2 Algorithm for S3Bagging.

|D| よりも少ない．次に各学習データ Dt から分類器

Ct を生成する．これら生成された T 個のメンバー分

類器 Ct により構成される分類器 C が，S3Bagging

により生成されるコミッティ分類器である．コミッティ

分類器による新規の事例 x の分類は，Baggingと同

様に各メンバー分類器による分類結果 Ct(x) につい

て多数決をとる．

ここで，各サブサンプリングとメンバー分類器の生

成は独立に行われるので，並列処理が可能であること

に注目されたい．サブサンプリングとメンバー分類器

生成の処理に要する時間を proc timet(t = 1, . . . , T )

とする．このとき T 個のサブサンプリングとメン

バー分類器の生成が並列に行われる場合には，コミッ

ティ分類器の構成までに要する時間 proc timec は，

proc timec = maxt proc timet である．よって，

S3Baggingにおいて分類器生成に要する処理時間は，

サブサンプリングを行ってメンバー分類器を 1つ生成

するのに要する時間とほぼ同じである．また，Bag-

gingと異なりサブサンプリングを行っているため，メ

ンバー分類器の生成に要する時間も一般的な分類器生

成手法のように全学習データを用いる場合に比べて短

縮することができる．

S3Baggingは，各メンバー分類器を生成するため

のデータを準備するサンプリングにおいてサブサン

プリングを行い，学習データの事例数を減少させる

点で Baggingと異なる．Baggingの枠組みでは，元

学習データと同じ事例数をサンプリングすることを

前提としており，サブサンプリングを行った場合につ

いては研究が行われていない．また，Baggingの性能

に関する議論は分類精度に関するものが中心であり，

処理速度に関する議論はない．これに対して提案する

S3Baggingでは，Baggingを行うことにより分類精度

については 1つの分類器を生成する場合に比べて向上

させながら，サブサンプリングとメンバー分類器生成

の並列化により処理速度を大幅に短縮することを狙っ

ている．

S3Baggingのアルゴリズムを特徴づける主なパラ

メータは，サブサンプリング率 r とメンバー分類器数

T である．サブサンプリング率を大きくすると，学習

データの事例数が増えるために分類器の生成に要する

時間が増加するが，サブサンプリングによる分類精度

の劣化は防ぐことができる．一方，サブサンプリング

率を小さくすると，逆に学習データの事例数が減るこ

とにより，一般に分類器の生成に要する時間は短縮さ

れるが分類精度は劣化すると考えられる．また，メン

バー分類器数は，コミッティ分類器の分類精度に影響

を与える可能性がある．

次章以後では，これらのパラメータが S3Bagging

の性能に与える影響を確認するために実験を行った結

果を示す．

4. 実験 1：サブサンプリング率と分類精度

4.1 実 験 内 容

S3Baggingにおいてサブサンプリング率を小さく

設定することによる分類精度の劣化と，コミッティ学

習による分類精度向上の効果について確認することを

目的として実験を行った．学習アルゴリズムには，決

定木アルゴリズムの代表的なものである Quinlanに

よる C4.5 Release 8 18)を用いた．C4.5の実行時のオ

プションは，生成される決定木に影響を与えるものに

ついてはすべてデフォルトのものを用いた．また，以

下の分類精度の評価はすべて枝刈り後の決定木を用い

た．なお，S3Baggingおよび Baggingにおけるコミッ

ティ分類器を構成するメンバー分類器数 T は，一般

的な設定として T = 10 とした19)．

実験中で分類精度を評価した分類器は，以下の 5種

類である．

• S3 Bagging（コミッティ）：S3Baggingにより生
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成されたコミッティ分類器，

• S3 Bagging（メンバー）：S3Baggingにおいてコ

ミッティ分類器を構成する各メンバー分類器，

• Bagging（コミッティ）：通常の Baggingにより

生成されるコミッティ分類器，

• Bagging（メンバー）：通常の Baggingにおいて

コミッティ分類器を構成する各メンバー分類器，

• All：全学習データから生成された分類器．一般

的な分類器の生成手法（以下，一般的な手法と略

す）であり，評価の基準とする．

なお，メンバー分類器に関する実験結果は，コミッティ

分類器を構成する各メンバー分類器の平均をとったも

のである．

4.2 実験データ

UCI Machine Learning Repository6)のデータの中

から，Quinlan19)，Reinartz20)が実験に用いているも

のを参考に実験データ選択した．各データの特徴を

表 1 にまとめる．実験は，10分割の交差検定により

行った23)．S3Baggingと Baggingの実験では，各ア

ルゴリズム中のサンプリングによる影響を考慮するた

めに，交差検定に使う元データから，それぞれ 10回サ

ンプリングをして分類器を生成し，平均をとっている．

また，コミッティ分類器内のメンバー分類器による

分類結果間の多様性を見るために，以下のようなエン

トロピー E を計算した．

E = −
|C|∑

i=1

p(ci) log2 p(ci) (1)

ここで，p(ci)はコミッティ分類器内で，ある事例につ

いてクラス C = ci と分類したメンバー分類器の割合

である．今回実験 1で用いた実験データは，すべてク

ラス数が 2であるため 0 ≤ E ≤ 1 である．エントロ

ピー E は，メンバー分類器がすべて同じ分類結果を

出したときに 0となり，各クラスと分類したメンバー

分類器が同数のときに 1となる．

表 1 実験データ 1

Table 1 The specifications of data sets for experiment 1.

データ名 事例数 属性 クラス数
数値属性 離散属性

BREAST-W 699 9 – 2

CREDIT-A 690 6 9 2

CREDIT-G 1,000 7 13 2

HEPATITIS 155 6 13 2

PIMA 768 8 – 2

SICK 3,772 7 22 2

TIC-TAC-TOE 958 – 9 2

VOTE 435 10 16 2

4.3 実 験 結 果

4.3.1 サブサンプリング率と分類精度

サブサンプリング率の設定とコミッティ分類器の分

類精度の関係を図 3 に示す．すべてのデータについ

て，サブサンプリング率を大きくすることにより，分

類精度が良くなっている．ただし，多くのデータでは，

サブサンプリング率を 20%より大きくしても分類精度

の改善はなくなっている．

次に，すべてのデータを使って 1つの分類器を生成

する一般的な手法により生成された分類器（All）と，

S3Baggingにより生成されたコミッティ分類器の分類

精度について比較した．S3Baggingにより生成され

たコミッティ分類器の誤分類率 (B)と一般的な手法を

使って生成された分類器（All）の誤分類率 (C)の比

率 (B/C)を図 4 に示す．この比率が 1より小さいと

き，S3Baggingにより生成された分類器が一般的な

手法により生成された分類器よりも分類精度が優れて

図 3 サブサンプリング率とコミッティ分類器の分類精度（誤分
類率）

Fig. 3 The subsampling rate vs. prediction accuracy of

committee classifier.

図 4 コミッティ分類器の誤分類率 (B)と一般的な手法により生成
された分類器の誤分類率 (C)の比率 (B/C)

Fig. 4 The ratio (B/C) of the error rate of committee clas-

sifier (B) to the error rate of classifier induced from

all training data (C).
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図 5 サブサンプリング率とメンバー分類器の分類精度（誤分類率）
Fig. 5 The subsampling rate vs. prediction accuracy of

committee member classifier.

いる．すべてのデータにおいて，サブサンプリング率

を大きく設定すれば比率が 1より小さくなっており，

S3Baggingを行うことにより分類精度を改善するこ

とができる．

メンバー分類器の各サブサンプリング率における分

類精度を図 5に示す．この図から分かるように，サブ

サンプリングを行うことにより，生成されるメンバー

分類器の分類精度は悪くなる．特にサブサンプリング

率が 1%のときのように極端に学習データの事例数が

少なくなる場合には，分類精度が大幅に劣化する．こ

れは，学習データの事例数が正しく学習を行うのに必

要な数に対して不足しているためである．

4.3.2 コミッティ学習による分類精度の改善

次に，コミッティ学習においてコミッティ分類器を

構成することによる分類精度の改善について確認する．

コミッティ分類器の誤分類率 (B)とメンバー分類器の

誤分類率 (A)の比率 (B/A)を図 6 に示す．この比率

は，コミッティ学習による分類精度の改善効果を示し

ている．比率が 1より小さいとき，コミッティ学習に

より分類精度が改善されている．実験結果より比率は

すべて 1より小さくなっており，コミッティ学習を行

うことにより分類精度を改善することができることが

確認できる．このようにコミッティ学習は，Bagging

のみでなくサブサンプリングを行う S3Baggingにお

いても分類精度の改善に効果がある．また多くの場合，

分類精度の改善効果は，サブサンプリング率が 5%程

度と比較的小さいときに大きい．

各データのうち，tic-tac-toeのみがサブサンプリ

ング率が 20%以上でもコミッティ学習による分類精度

の改善効果が大きくなっている理由について考察する．

コミッティ学習を通じてコミッティ分類器を構成する

ことにより，メンバー分類器に比して分類精度を十分

に改善するためには，以下の条件を満たすことが必要

図 6 コミッティ分類器の誤分類率 (B)とメンバー分類器の誤分類
率 (A)の比率 (B/A)

Fig. 6 The ratio (B/A) of the error rate of committee clas-

sifier (B) to the error rate of committee member

classifier (A).

図 7 サブサンプリング率とメンバー分類器による分類結果の多様
性（エントロピー）

Fig. 7 The subsampling rate vs. entropy of classfication

by committee member classifiers.

である．

( 1 ) コミッティ分類器を構成するメンバー分類器が

多様であること．

( 2 ) メンバー分類器の分類精度が一定の水準以上で

あること．

( 1 )の条件関連する指標として，式 (1)で定義した

エントロピーを計算した結果を図 7に示す．このエン

トロピーは，コミッティ分類器を構成するメンバー分類

器による分類結果の多様性を評価したものである．ま

た計算結果は，全テスト事例について計算した値の平

均である．図 7から，サブサンプリング率が 20%以上

の場合には，credit-g，hepatitis，pima，tic-tac-

toeがエントロピーが大きい☆ことが分かる．( 2 )の

条件については，図 5から tic-tac-toeでは，サブサ

ンプリング率が 20%のときには誤分類率が 25%強と

☆ ここでは，エントロピーが 0.3以上を基準にしている．
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悪いが，サブサンプリング率を大きくすることにより

分類精度が良くなっていることが確認できる．これに

対して，credit-g，hepatitis，pimaでは，それぞ

れメンバー分類器の分類精度が 20%以上と悪く，サブ

サンプリング率を大きくしても改善されていない．こ

のメンバー分類器の分類精度の違いが，tic-tac-toe

と credit-g，hepatitis，pimaの間のコミッティ学

習による分類精度の改善効果の違いに表れていると考

えられる．

また図 6で確認できるように，breast-wではサブ

サンプリング率が大きくなるにつれてコミッティ学習

による分類精度の改善が小さくなっている．これは，

メンバー分類器の分類精度は良くなっているが，図 7

のようにメンバー分類器間の多様性が小さくなってい

ることによるものと考えられる．

5. 実験 2：大規模データを用いた実験

5.1 実 験 内 容

サブサンプリング率と S3Baggingの性能の関係と，

メンバー分類器数およびデータ中のノイズが分類精度

に与える影響について確認するために，大規模データ

を使った実験を行った．S3Baggingの性能は，生成さ

れるコミッティ分類器の分類精度と処理速度について

評価した．

処理時間（CPU Time）とは，サンプリングに要す

る時間と分類器の生成に要する時間の和である．ま

た，3 章で述べたように，S3Baggingや Baggingな

どのコミッティ学習では，各メンバー分類器の生成は

並列に行えるものとして，コミッティを構成する各メ

ンバー分類器の生成に要した時間のうち最も長いもの

をコミッティ分類器の生成に要した時間としている．

なお，実験に用いた計算機は，OSが Linux OS，CPU

が PentiumIII 700MHz，メインメモリが 256MBの

ものである．

5.2 実験データ

実験に用いるデータとして，UCI KDD Archive 5)か

ら census-income（以下，censusと略す）を，UCI

Machine Learning Repository 6)から led(10%) と

waveformを選択した．データの特徴を表 2 にまと

表 2 実験データ 2：大規模データ
Table 2 The specifications of data sets for experiment 2.

データ名 事例数 属性 クラス数
数値属性 離散属性

CENSUS 299,285 7 33 2

LED(10%) 500,000 – 7 10

WAVEFORM 300,000 21 – 3

める．データを選択する際には，Provostら17)が実験

に用いているものを参考にした．led(10%)とwave-

formは，Repositoryで指定した事例数のデータを生

成するプログラムが配布されている．また，ledは，

データ生成の際にノイズを加える事例の割合（以下，

ノイズ率とよぶ）を指定することができる．事例にノ

イズを加える際には，ランダムに 1つの属性を選び，

その属性値を他の属性値に変更するという操作を行う．

“led(10%)”という表記は，ノイズ率が 10%であるこ

とを表している．今回の実験では，ノイズ率を過去の

研究でデフォルトとして用いられている 10%とした．

5.3 実 験 結 果

5.3.1 サブサンプリング率と S3Baggingの性能

各データの実験結果のうち分類精度について，図 8，

9，10 に示す．led(10%)については，1%以下とい

う比較的小さいサブサンプリング率で分類精度の変化

が大きく，その後ほぼ一定となったため，ここではサ

ブサンプリング率が 5%以下の部分のみを示した．

実験 1の結果として図 6 で確認されたのと同様に，

メンバー分類器よりもコミッティ分類器の方がつねに

分類精度が良い．すなわち，コミッティ学習により分

類精度が改善されている．また，コミッティ分類器の

分類精度は，メンバー分類器よりも小さいサブサンプ

リング率で一定となっている．サブサンプリング率が

censusでは 30%，led(10%)では 0.1%，waveform

では 0.1%を超えると，S3Baggingにより生成された

コミッティ分類器の分類精度は，一般的な手法によ

り生成された分類器（All）のものと同等以上となる．

Baggingと比較すると，サブサンプリング率が cen-

susでは 50%，led(10%)では 0.5%，waveformで

は 5%をそれぞれ超えると，S3Baggingによるコミッ

ティ分類器の分類精度は Baggingによるコミッティ分

類器のものとほぼ同じになる．

次に処理時間に関する各データの実験結果について，

図11，12，13に示す．censusにおいて，Baggingに

はサンプリングに要する時間があるにもかかわらず一

般的な手法（All）より処理時間が短いのは，Bagging

で生成されたメンバー分類器が一般的な手法により生

成された分類器よりも単純なものであったため，分類

器の生成に要する時間が短かったことによる．処理時

間は，サブサンプリング率にほぼ比例するか，やや上

回る程度である．このことから，サブサンプリング率

を小さくすることにより，処理時間を大幅に短縮する

ことができることが分かる．たとえば，censusでは，

サブサンプリング率が 30%のときで S3Baggingに要

する時間は 22秒程度であり，一般的な手法（All），お
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図 8 サブサンプリング率と誤分類率：CENSUS

Fig. 8 The subsampling rate vs. error rate: CENSUS.

図 9 サブサンプリング率と誤分類率：LED(10%)

Fig. 9 The experimental result of LED(10%): error rate.

図 10 サブサンプリング率と誤分類率：WAVEFORM

Fig. 10 The subsampling rate vs. error rate: WAVEFORM.

よび Baggingに要する処理時間のそれぞれ 7，8%程

度である．

5.3.2 メンバー分類器数の分類精度への影響

次に，コミッティ分類器を構成するメンバー分類器

数 T を変化させた場合のコミッティ分類器の分類精

度への影響について確認した．メンバー分類器の数は，

T = 10，20，30の 3とおりに設定した．各データに

ついての実験結果を図 14，15，16 に示す．図中で

は，それ以上サブサンプリング率を高くしてもコミッ

ティ分類器の分類精度の改善がなくなる点より小さい

図 11 サブサンプリング率と処理時間：CENSUS

Fig. 11 The subsampling rate vs. processing time:

CENSUS.

図 12 サブサンプリング率と処理時間：LED(10%)

Fig. 12 The subsampling rate vs. processing time:

LED(10%).

図 13 サブサンプリング率と処理時間：WAVEFORM

Fig. 13 The subsampling rate vs. error rate: WAVEFORM.

部分を中心に示している．

いずれのデータの場合も，メンバー分類器数を増や

すことによりコミッティ分類器の分類精度が良くなっ

ている．led(10%)と waveformの場合では，特に

サブサンプリング率が小さい場合に，メンバー分類

器数を増やすことによる分類精度の改善が大きい．こ

のようにサブサンプリング率が小さく，メンバー分類

器の分類精度が悪い場合には，メンバー分類器数を増
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図 14 メンバー分類器数の分類精度への影響：CENSUS

Fig. 14 The effect of the number of committee member

classfiers on the prediction accuracy: CENSUS.

図 15 メンバー分類器数の分類精度への影響：LED(10%)

Fig. 15 The effect of the number of committee member

classfiers on the prediction accuracy: LED(10%).

図 16 メンバー分類器数の分類精度への影響：WAVEFORM

Fig. 16 The effect of the number of committee member

classfiers on the prediction accuracy: WAVEFORM.

やすことにより，より良い分類精度のコミッティ分類

器が得られる可能性がある．S3Baggingでは，各メ

ンバー分類器の生成を並列で行える場合には，処理時

間はメンバー分類器数にかかわらずほぼ一定である．

よって，計算機環境が許す限りのメンバー分類器数で

コミッティ分類器を構成することが，より良い分類精

度の分類器を得るために有効である．

図 17 ノイズ率の分類精度への影響：LED(15%)

Fig. 17 The effect of the noise rate on the prediction

accuracy: LED(15%).

図 18 ノイズ率の分類精度への影響：LED(20%)

Fig. 18 The effect of the noise rate on the prediction

accuracy: LED(20%)

5.3.3 ノイズ率の分類精度への影響

データ中に含まれるノイズがコミッティ分類器の分

類精度に与える影響について確認するために，ledを

用いた実験を行った．ノイズ率については，他の実

験で用いた 10%から，15%，20%と増加させたデー

タを用いた．各データを led(15%)，led(20%)と表

す．また，メンバー分類器の数は，前節の実験と同様

に，T = 10，20，30の 3 通りで行った．led(15%)

と led(20%)の実験結果を図 17，18に示す．ノイズ

率が高い場合でも，S3Baggingによる分類器の分類

精度は，サブサンプリング率が 0.1%を超えると，一

般的な手法による分類器（All）と同程度以上となる．

ただし，いずれのメンバー分類器数でも，ノイズ率が

高くなるに従いノイズの影響から分類精度は劣化して

いる．一方，ノイズ率が高い場合でもサブサンプリン

グ率が小さいときにはメンバー分類器数の多い方が分

類精度は良い．分類精度の改善がなくなるサブサンプ

リング率については，異なるノイズ率のデータを用い

た実験結果間で明確な違いは見られなかった．
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6. 考 察

4 章の実験結果から，10%程度の低いサブサンプリ

ング率でサンプリングを行った場合でも S3Bagging

が採用しているコミッティ学習を行うことによって，

一般的な手法により分類器を生成した場合からの分類

精度の劣化を防ぐことができることを確認した．5 章

の大規模データを用いた実験結果からは，S3Bagging

が採用しているサブサンプリングを行うことにより，

分類器の生成に必要な処理時間を大幅に削減できるこ

とを確認した．また S3Baggingは，大規模データに対

しても低いサブサンプリング率で十分な精度を持つ分

類器を生成することを確認した．さらに，メンバー分

類器数を増やすことにより，コミッティ分類器の分類

精度の改善を期待できることを確認した．S3Bagging

による分類精度の改善は，学習データにノイズが多く

含まれる場合にも変わりがない．

データマイニングの過程では，一度の知識抽出で必

要な知識を取り出せることは少なく，抽出された知識

を分析者が吟味しながら知識抽出を重ねなければなら

ない場合が一般的である．このように，意思決定者と

のインタラクションの中で知識抽出を行うことを考え

ると，短い時間で知識を提示することは，意思決定者

にその後の知識抽出のきっかけを与えるという点で非

常に重要である．よって，S3Baggingのように抽出さ

れる分類器の質の劣化を抑えながら，大規模データか

ら高速に分類器を生成するような枠組みは，データマ

イニングツールの実用性の観点から有用である．

サブサンプリング率の設定について，分類器の生成

に必要な処理時間のコストと分類精度により代表され

る分類器の質との間のバランスという観点から考える．

分類精度については，4 章の結果からサブサンプリン

グ率が 30%程度で，一般的な分類器生成手法による分

類器からの分類精度の劣化がほぼ 20%以下になってい

る．tic-tac-toeについては，サブサンプリング率を

大きくすることにより，さらに分類精度が良くなって

いる．これは tic-tac-toeでは，データ中の各事例

がそれぞれ特徴的な内容を表しているため12)，サブサ

ンプリングすると抽出されなかった事例の持つ情報が

落ちてしまうというデータの特徴によるものである．

5 章の大規模データを用いた実験結果を見ると，一般

的な手法による分類器と分類精度が同程度になるサブ

サンプリング率は，最も大きい censusでも 30%程度

である．一方，処理時間については，サブサンプリン

グ率に比例するか，やや上回る程度である．分類精度

と同じく censusを例にとると，サブサンプリング率

を 30%程度に設定した場合でも，S3Baggingに要す

る処理時間は全データを用いる場合の 10%弱程度で

ある．

以上から，今回の実験からは，サブサンプリング率

を 30%程度に設定するのが適切であると考えられる．

ただし，これは今回の実験で用いた C4.5を学習アル

ゴリズムとして適用した場合の結果に基づいたもので

ある．ニューラルネットワークなど学習に他のアルゴ

リズムを適用した場合については，実験を通じた検討

が必要である．

サブサンプリング率については，データに対して事

前に与えられる知識から適切に設定することは難しい．

一方，事例の内容を吟味することができれば，サンプ

リングを打ち切るサブサブサンプリング率や事例数に

ついて，サンプリングの途中で決定することも可能で

ある．しかしながら，一般的には事例の吟味に多くの

処理時間を要する．

筆者らは，処理時間が少なく，かつサンプリング

の打ちきり点を決定するための参考指標として，次

のようなサンプリングされた事例の記述長である

DLsampled data を採用することについて検討した．

DLsampled data(r) =

N∑

i=1

log2 nvci(r) (2)

ここで，N は属性数，nvci(r)はサブサンプリング率

が r の時点までにサンプリングされたデータ中に現

れた異なる（属性 Ai の属性値，クラス値）の組の種

類数である．これは，サブサンプリング率が r の時点

までにサンプリングされたデータに含まれる属性値と

クラス属性の組合せのパターンを記述するために必要

な記述長である．この記述長の計算は，各属性の属性

値とクラス値の組の種類数を数え上げるだけなので，

わずかな処理時間で計算することができる．

各サブサンプリング率における記述長DLsampled data

とコミッティ分類器の分類精度の変化について，ここ

では一般的なものとして credit-aの例を図 19 に示

す．多くのデータでは図 19 のように，記述長の増加

量が小さくなるサブサンプリング率 rd，メンバー分

類器の分類精度の改善がなくなるサブサンプリング率

rm，およびコミッティ分類器の分類精度の改善がなく

なるサブサンプリング率 rc の間に以下のような関係

が見られる．

• 記述長の増加量が小さくなるとメンバー分類器の
分類精度の改善もほぼなくなっている (rm ≤ rd)．

• コミッティ分類器の分類精度の改善は，図 8，9，

10にも示したようにメンバー分類器よりも小さい
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図 19 記述長 DLsampled data（上）と誤分類率（下）：
CREDIT-A

Fig. 19 The subsampling rate vs. the description length

DLsampled data (top) and error rate (bottom):

CREDIT-A.

サブサンプリング率でなくなっている (rc < rm)．

• よって，記述長の増加量が小さくなった時点では，
コミッティ分類器の分類精度の改善もなくなって

いる (rc < rm ≤ rd)．

このように記述長 DLsampled data の増加量が小さ

くなる点 rd は，サンプリングを打ち切る点，すなわ

ちコミッティ分類器の分類精度の改善が十分に小さく

なっている点を判断するのに有効である．記述長の増

加量が小さくなった点 rd については，実験から記述

長の 2階微分が −0.01 より小さくなった点をもって
判断するのが適当であることが確認された．表 3 に，

この判断基準に基づいた場合のサンプリング打ち切り

点を実験から求めた結果を示す．

しかしながら，この記述長は定義のように各属性と

クラス間のパターンの多様性について計算されるもの

であり，属性間の相関については反映されない．よっ

て，たとえば属性間に強い相関が存在することが知ら

れている tic-tac-toe
12)の場合は，図 20 のように

分類精度の改善が小さくなる前に記述長は一定とな

る．属性間に相関があることが分かっている場合には，

サブサンプリング率を大きめに設定することが必要で

ある．

表 3 DLsampled data の 2階微分値から判断されるサンプリン
グ打ち切り点 rd

Table 3 The cut point of sampling rd derived from the

second derivative coefficient of DLsampled data.

データ名 rd

BREAST-W 30%

CREDIT-A 31%

CREDIT-G 11%

HEPATITIS 36%

PIMA 37%

SICK 33%

TIC-TAC-TOE 9%

VOTE 11%

図 20 記述長 DLsampled data と誤分類率 (TIC-TAC-TOE)

Fig. 20 The subsampling rate vs. the description length

DLsampled data (top) and the error rate (bot-

tom): TIC-TAC-TOE.

S3Baggingにより生成されるコミッティ分類器の内

容を，そのままルール表現すると非常に複雑なものと

なるため理解するのが困難である8)．しかしながらコ

ミッティ分類器からはデータマイニングに有用な情報

として，分類器および分類結果のほかにコミッティ分

類器を構成する各メンバー分類器による分類結果も得

ることができる．S3Baggingによるコミッティ分類器

を構成する各メンバー分類器の分類結果が一致してい

た割合を一致率とよぶことにする．S3Baggingによる

分類器と一般的な手法による分類器（All）が，それぞ

れ正答，誤答した場合ごとの一致率を計算した結果を

表 4に示す．実験の設定は，実験 1と同じであり，実
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表 4 メンバー分類器による分類結果の一致率：VOTE，
S3Baggingのサブサンプリング率 r = 10(%)

Table 4 The rate of identical classifications among com-

mittee member classifiers: VOTE, subsampling

rate r = 10(%).

All

正答 誤答
S3Bagging 正答 96.0% 81.7%

(10%) 誤答 78.2% 86.0%

験データには voteを用いている．また，S3Bagging

のサブサンプリング率は 10%である．S3Baggingと

Allがともに正答している比較的分類が容易な事例に

ついては，ほぼすべてのメンバー分類器が同じ分類結

果を出している．これに対して，いずれかの分類器が

誤答しているような分類が難しい事例については，メ

ンバー分類器間で分類結果が異なっている場合が多い．

このように，メンバー分類器間の分類結果の一致率

を見ることにより，分類が困難である特徴的な事例を

抽出することができる．生成されたコミッティ分類器

の情報だけでなく，あわせてメンバー分類器間の分類

結果の一致率を適切な形で提示することができれば，

データマイニングを行う意思決定者に示唆を与えられ

ると考えられる．メンバー分類器による分類結果を含

むコミッティ分類器の提示方法の検討については，今

後の課題としたい．

7. 関 連 研 究

Weissらはサブサンプリング率と得られる分類器の

分類精度の関係について，分類器の生成に様々な学習

アルゴリズムを用いた実験を行っている24)．その中

で，最も良い分類精度が得られるサブサンプリング率

が学習アルゴリズムごとに異なることを示している．

また，コミッティ学習に Arcing4)を用いて，サブサン

プリングした学習データから生成した分類器によりコ

ミッティ分類器を構成した場合の分類精度の変化を確

認する実験も行っている．実験結果として，サブサン

プリングを行った場合でもコミッティ学習を行うこと

により分類精度の劣化を抑えることができることを示

しているが，処理時間の点については言及していない．

Reinartzは，サンプリングによる分類精度の向上

と新たに必要となる処理時間の両面から，サンプリン

グ手法の有効性について実験を通じた研究を行ってい

る20)．ただし，実験で用いられているデータは小規模

なものであり，大規模データに適用した場合の処理時

間と分類精度については議論されていない．

8. お わ り に

本論文では，大規模なデータから高速に分類器を生

成する手法として，サブサンプリングと Baggingを

併用する S3Bagginigを提案し，テストデータを用い

た実験を通じて性能を確認した．

S3Baggingでは，サブサンプリングにより学習デー

タの事例数を減らし，かつコミッティ分類器を構成す

るメンバー分類器の生成を並列に行うため，処理時間

はサブサンプリング率にほぼ比例するか，やや上回る

程度である．大規模データを用いた実験からは，サブ

サンプリング率を 30%に設定した場合には，全学習

データを用いる場合に比べて処理時間を 10%弱程度に

抑えることが可能であることを確認した．

また S3Baggingは，Baggingの方法によりコミッ

ティ学習を行うことにより，サブサンプリングによる

分類精度の劣化を抑えることができる．実験結果から，

サブサンプリング率を 30%に設定すれば，分類精度の

劣化は多くの場合 20%以下に抑えることができること

を確認した．

さらに，コミッティ分類器を構成するメンバー分類

器数を増やすことにより，分類精度を改善できること

を確認した．この効果は，特にサブサンプリング率が

小さい場合に顕著である．また，分類精度はノイズを

含むデータに対しても安定して改善される．

このように，提案手法は並列処理が可能な計算機環

境下において，大規模データから高速に，かつ分類精

度の高い分類器を生成するのに有効である．

今後の検討課題として，以下のようなものを考えて

いる．

• 並列計算機への実装：S3Baggingを並列計算機に

実装し，評価実験を行う．

• 属性間の相関を考慮したサンプリング率決定
のための指標の検討：サブサンプリング率を

決定する際の参考指標として提案した記述長

DLsampled data は，属性間の相関を考慮してい

ないものである．注目する属性数を絞り込むこと

により処理時間を小さくしながら，属性間の相関

も考慮することができる指標について検討する必

要がある．

• S3Baggingにより抽出された情報の効果的な提

示方法の検討：6 章で述べたように，S3Bagging

では抽出されるコミッティ分類器以外にも，メン

バー分類器による分類結果などデータマイニング

を進めるうえで有用な情報が含まれている．これ

ら情報の意思決定者への効果的な提示方法につい
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て検討していきたい．
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