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混合システム的視点に基づく遺伝的アルゴリズムのモデリング

今 井 順 一† 塩 谷 浩 之†† 栗 原 正 仁†

遺伝的アルゴリズム（GA）を理論的に解析する従来の研究は，対象となる GAを限定したうえで，
その振舞いを精密に記述している．これに対して本論文では，GAを，現世代の個体群を入力，次世
代の個体群を出力とした入出力データを発生する情報源と見なし，データからの学習を行う．GAの
入出力関係のみに注目し，その内部構造をあえて捨象することで，多様な GAを共通の形式で記述す
るとともに，従来にない視点からの解析が可能となる．本論文では，この入出力関係の表現として混
合モデルを採用する．GAを混合システムの視点からモデリングすることで，多くの要因が複雑に絡
み合う GAシステム全体を複数の部分システムに分解した表現が得られる．本論文では 2 種類の混
合モデルを取り上げ，これらを利用した GA 解析の有効性を数値実験を通じて検証する．

Modeling of Genetic Algorithms Based on
the Viewpoint of Mixture Systems

Jun-ichi Imai,† Hiroyuki Shioya†† and Masahito Kurihara†

Some mathematical models have been proposed for theoretical analyses of genetic algo-
rithms (GAs). However, these works have limited their objects to a few kinds of GAs in order
to formulate them accurately. In this paper, we regard a GA as an information source that
generates input-output data. That is, we regard a population and its next population gener-
ated by the GA as input and output respectively. Then we model the GA by learning from
these data. Since this method uses only the input-output relations of data and ignores interior
structures, we can describe a variety of GAs in a common form, and analyze them from a
new point of view. We use some mixture models for a representation of these input-output
relations in this paper. By using a mixture model for modeling a GA, we can represent the
GA system as a combination of some partial systems. In this paper, we treat two types of
mixture models, and investigate how these models are effective for analyzing GAs through
some numerical experiments.

1. ま えが き

遺伝的アルゴリズム（genetic algorithm; GA）1)は

生物進化に着想を得た確率的探索手法であり，様々な

最適化問題に対して良好な結果が報告されてきた．そ

れにともない，その基礎的な性質を探る研究が重要性

を増している．

GA を理論的に解析するための手法として，微分

方程式2)や差分方程式3)，Markov連鎖4)∼6)，離散力

学系7)∼9)などを用いる手法が提案されている．また，

Markov連鎖と離散力学系を関連させた解析も行われ
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ている10),11)．これらの研究はいずれも，対象となる

GAを限定したうえで，その振舞いをそれぞれの形式

で定式化する．最も汎用性が高いと考えられる Vose

モデル11) においても，遺伝子型分布による個体群の

表現や，個体群サイズが有限の場合と無限大の場合と

の関係など，その枠組みに関しては一般の GAに広く

適用できるものの，主要な構成要素である写像の定式

化は simple GA（SGA）に対してのみ行われている．

これに対して本論文では，GAを，現世代の個体群

を入力，次世代の個体群を出力とした入出力データを

発生する情報源と見なし，データからの学習を行う．

GAの入出力関係のみに注目し，その内部構造をあえ

て捨象することで，多様な GAを共通の形式で記述す

るとともに，従来にない視点からの解析が可能となる．

本論文では，この入出力関係の表現として混合モデ

ルを採用する．混合モデルは複数の部分システムを組

み合わせることで全体を表現する手法である．GAを
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混合システムの視点からモデリングすることで，多く

の要因が複雑に絡み合うGAシステム全体を複数の部

分システムに分解した表現が得られる．本論文では，

異なる 2 つのアプローチによる混合モデルを取り上

げ，これらを利用した GA解析の妥当性，有効性を数

値実験を通じて検証する．

2. 準 備

以降の議論の準備として，Voseが提案した GAモ

デルの枠組みを概説する．

2.1 Voseモデルの概要

P をサイズ nの個体群とし，各個体は長さ lのビッ

ト列で表現されるとする．このとき P は集合 Ω の

要素を n 個含む多重集合として表現される．ここで

Ω = {0, 1}l は長さ l の遺伝子型の集合を表す．各遺

伝子型は整数 0, 1, . . . , 2l − 1 の 2進表現と対応する

ので，以後，遺伝子型を整数で表す．

P は Ω上の分布 � = (x0, x1, . . . , x2l−1)
T で特徴付

けられる．ここで，xk = nk/n (k = 0, 1, . . . , 2l − 1)，

nk は遺伝子型 k の個体の数，T は転置を表す．nが

既知のとき，P は対応する分布 �から一意に定まる．

Ω 上の分布の集合を

Λ =


�

∣∣∣∣∣∣
2l−1∑
k=0

xk = 1, xk ≥ 0 (∀k)


 (1)

とする．また，サイズ n の個体群に対応する分布の

集合を Λn (⊂ Λ) とする．

n → ∞ の極限において，ある個体群の遺伝子型

分布から次世代の個体群の遺伝子型分布への推移は大

数の法則により決定論的となる．現世代の個体群の分

布が � のとき，その次世代の個体群の分布を，写像

G : Λ → Λ を用いて G(�) と書く．このとき GAは

�(t + 1) = G(�(t)) (2)

という差分方程式の反復による離散力学系で記述され

る．ここで �(t) は第 t 世代の個体群の分布を表す．

nが有限のとき，遺伝子型分布 �を持つ個体群から

次世代の個体群を生成する GAの動作は，分布 G(�)

に従って Ω から n 個のサンプルを抽出することと同

等と見なせる．現世代の個体群の分布が �のとき，次

世代の個体群の分布が � となる条件付き確率 p(�|�)

は次の多項分布で与えられる．

p(�|�) = n!

2l−1∏
k=0

(G(�)k)nyk

(nyk)!
(3)

現世代の分布が � のとき，次世代の分布の条件付

き期待値ベクトルは G(�)である12)．有限の個体群サ

イズ n を持つ GAは，Λn を状態集合，式 (3)を状

態 � (∈ Λn) から状態 � (∈ Λn) への推移確率とする

Markov連鎖で記述される．

Voseは選択，交叉，突然変異からなる SGAにつ

いて写像 G を定式化した．G は選択オペレータに関
する写像 F : Λ → Λ と遺伝子組換えに関する写像

M : Λ → Λ の合成として次のように記述される．

G = M◦F (4)

たとえば選択オペレータとして適応度比例選択を用い

た場合，F は次のような写像となる．

F(�) =
F�

1T F�
(5)

ここで，1はすべての成分が 1の 2l 次元ベクトル，F

はその成分が

Fi,j =

{
fitness(i), if i = j

0, otherwise
(6)

と定義される 2l 次対角行列，fitness(i)は遺伝子型 i

の適応度を表す．また，M はその第 k 成分が

M(�)k = (σk�)T M(σk�) (7)

と記述される写像となる (k = 0, 1, . . . , 2l − 1)．ここ

で M は交叉率 pc と突然変異率 pm から定まる 2l

次対称行列であり，その成分 Mi,j は遺伝子型 i と j

の個体から遺伝子型 0の個体が生成される確率を表す

（行列 M の定義の詳細は付録に示す）．また，σk は

その成分が

(σk)i,j =

{
1, if i ⊕ j = k

0, otherwise
(8)

と定義される 2l 次置換行列であり (i, j =

0, 1, . . . , 2l − 1)，(σk�)T M(σk�) は遺伝子型分布が

� のとき遺伝子型 k の個体が生成される確率を表す．

ここで ⊕ はビットごとの排他的論理和を表す．
2.2 GAを特徴付ける写像

Voseモデルにおいて重要な役割を果たすのが写像

G である．G は n → ∞の極限での決定論的な個体群
推移の記述であり（式 (2)），サイズ n が有限な個体

群の推移確率（式 (3)）の中にも現れる．これを知れ

ばあらゆるサイズの個体群の振舞いを記述できるとい

う意味で，G は対象の GAを特徴付ける．すなわち，

離散力学系，Markov連鎖のいずれにおいても，異な

る条件下での振舞いの相違はすべて G の性質の相違
に起因する．

逆にいえば，G の性質（不動点の位置など）はすべ
て GAの振舞いの特徴を反映する．ここで振舞いの特

徴とは，どのような傾向の個体群になりやすいのか，
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表 1 GA の設定例
Table 1 An example of parameter settings.

最適化問題
0 �→ 4.1, 1 �→ 2.2, 2 �→ 1.3, 3 �→ 3.6

（genotype �→ fitness value）

使用オペレータ
適応度比例選択

（パラメータ値）
一点交叉（交叉率 pc = 0.6）

突然変異（突然変異率 pm = 0.001）

<0>

<1>

<2>

<3>

Initial Point

Attractor

図 1 Λ における軌道の例
Fig. 1 An orbit in Λ.

どのような変化を経て最適解へ到達するのかなどであ

り，これらは解く最適化問題やオペレータ，パラメー

タの値などに複合的に依存する．これらの要素はすべ

て G に集約されるため，これを通じて GAの振舞い

に与える影響を探ることができる．したがって，各種

パラメータ設定における G の性質の差異を解析する
ことにより，パラメータの設定指針が得られる可能性

もある．

ここで注意すべきは，SGA以外に対しても写像 G
は（陽に定式化されないが）存在する点である．した

がって，G の定式化以外のVoseモデルの枠組み（遺伝

子型分布による個体群の表現や，nが有限ならMarkov

連鎖で，無限大の極限では離散力学系で表現されるこ

となど）は一般の GAに対しても広く適用できる．

2.3 写像とベクトル場

2.1節で述べたとおり，n → ∞の極限におけるGA

は写像 G のなす離散力学系として記述される．簡単
な場合として，表 1 のような設定の l = 2 の GAを

表す力学系の軌道の例を図 1 に示す．状態空間 Λ は

R4 内の 3次元部分空間であり，図 1では正四面体と

して表されている．Λ の頂点は同じ遺伝子型の個体で

占められた個体群の遺伝子型分布を表す．図 1ではそ

の遺伝子型 k を “〈k〉”の形で示した．
力学系の初期点は GA の初期個体群に，アトラク

タは最適解（局所最適解）が多数を占める個体群に相

当する．この例では，遺伝子型 0 (=“00”)が最適解，

:Fixed Points<0>

<1>

<2>

<3>

図 2 Λ 上のベクトル場
Fig. 2 A vector field on Λ.

3 (=“11”)が局所最適解である．図 1 の軌道は最適解

が多数を占める個体群のアトラクタへ収束している．

同じ例について，点 � ∈ Λ にベクトル

V(�) = G(�) − � (9)

を対応させたベクトル場を，G の不動点と合わせて
図 2 に示す．この例では 〈0〉 と 〈3〉 の頂点付近にア
トラクタが存在する．ベクトル場 V は写像 G と 1対

1に対応するため，本論文では以後，これらを同一視

する．

3. 学習によるGAのモデリング

写像 G が GAを特徴付け，これを通じて GAを解

析できることを 2.2節で述べた．しかし，対象が SGA

以外であったり，適応度関数や使用オペレータなどが

未知だったりする場合には G を得ることができない．
この問題を解決するために，本論文では「入出力デー

タからの学習」によるモデリング手法を利用する．

3.1 モデリングの手順

対象となる GA（ビット長 l）に対し，可変なパラ

メータ � = (θ1, θ2, . . . , θu)T (∈ Ru) を持ち，入力

� (∈ R2l

)に対して f(�;�) (∈ R2l

) を出力する入出

力モデルを用意する．以下の手順に従って適切なパラ

メータ �̂ を決定する．

( i ) 学習に用いるデータを対象のGAから作成する．

任意に選んだ個体群 P に対し，対象の GA

を実際に動作させてその 1 世代先の個体群 Q

を生成する．この個体群の組 (P, Q) を遺伝

子型分布の組 (�,�) に変換し，1 組の学習

データとする．これを d 組作成し，まとめて

S = {(�1,�1), (�2,�2), . . . , (�d,�d)}とする．
( ii ) S を用いて学習を行い，�̂ を決定する．

学習には一般的によく用いられる最小 2乗法を
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図 3 GA，モデル，ベクトル場の関係
Fig. 3 The relation among GAs, models and vector fields.

用いる．すなわち

�̂ = arg min
θ

E(�) (10)

E(�) =
1

2d

d∑
j=1

‖�j − f(�j ; �)‖2 (11)

とする．ここで ‖ ·‖はユークリッドノルムを表
す．パラメータ推定には最急降下法を用いる．

3.2 Voseモデルとの関係

現世代の遺伝子型分布 � に対する次世代の遺伝子

型分布の期待値ベクトルは G(�)であるから，モデル

の表現能力とデータサイズ d が十分であれば，上述

の手順に従って得た f(�; �̂) は GAを特徴付ける写

像 G(�) の近似となる．図 3に GA，モデル，G に対
応するベクトル場の関係をまとめた．GAの個体群の

確率的な推移は，n の増加とともにベクトル場が記述

する決定論的な推移へ収束する．一方，ベクトル場は

n → ∞ の極限における GAの記述であると同時に，

有限なサイズの GAの振舞いを特徴付ける．モデルは

有限なサイズの GAを観測することでデータを得，学

習を通じてベクトル場を推定，近似する．

学習によるモデリングは，現世代の個体群を入力，

次世代の個体群を出力としたときの入出力関係のみを

利用する．したがって，対象の内部構造に依存せず，

設定の詳細が未知の場合や SGA以外に対しても G を
求められる．このため，この手法は Voseモデルの枠

組みにおいて対象についての写像 G を求める部分を
補完する．

3.3 モデルの記述形式を利用した GA解析

学習によるモデリング手法を用いるもう 1 つの目

的は，G の記述に共通の形式を与え，その視点から
GAを比較，解析することである．GAの内部構造を

あえて捨象するため，十分な表現能力さえあればモデ

ル f( · ;�) の記述形式に制限はない．形式によっては

GAの直接的な表現とならない反面，従来の枠にとら

われない解析が可能となる．

たとえば，階層型ニューラルネットワークや動径基

底関数（radial basis function; RBF）ネットワーク

によるモデリングは，G をシグモイド関数展開，ある
いは RBF展開することに相当する．また，2章で述

べた Voseモデルの写像 G (= M◦F) を利用するこ

ともできる．この場合のモデリングは，対象の GAに

「（式 (11) の意味で）最も近い」SGA のパラメータ

（各遺伝子型の適応度や交叉率，突然変異率）を求め

ることに相当する．

4. GAの混合モデル

混合モデルは複数の部分システム（以後，エキス

パートと呼ぶ）の組合せで全体のシステムを表現する

手法であり，汎化性能の向上を目的として複数の学習

機械を混合するアンサンブル学習13)や，互いに異なる

役割を持つエキスパートを入力に依存した比率で混合

する mixture of experts 14) などが知られている．ま

た，RBFネットワークや正規化ガウス関数ネットワー

ク15) なども，基底となる局所ユニットをエキスパー

トとした混合モデルといえる．

本論文では，GAのモデリングに混合モデルを適用

する．混合モデルは GAの直接的な表現ではないが，

多くの要因が複雑に絡み合う GAを混合システムと

見なし，複数の部分に分解して表現することが可能と

なる．

4.1 2種類の混合モデル

本論文では次の 2 種類の混合モデルを取り上げる

（図 4）．

G-混合モデル エキスパートとして，互いに異なる設

定の SGAを特徴付ける Voseモデルの写像を m

個用意する．これを Gi(�) (i = 1, 2, . . . , m) と

し，次のように混合する．

f(�; �) =

m∑
i=1

tiGi(�) (12)

ここで，� = (t1, . . . , tm)T，
∑m

i=1
ti = 1，ti ≥

0 (i = 1, 2, . . . , m) とする．この形式はアンサン

ブル学習のそれと同じであるが，同一対象のモデ

ルである学習機械を複数用意するアンサンブル学

習に対し，互いに異なる SGAのモデルであるエ

キスパートを用意する点が異なる．

F-混合モデル SGAに対する Voseモデルの選択オ

ペレータに関する写像 F と遺伝子組換えに関す
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(a) G-混合モデル (b) F-混合モデル

図 4 2 種類の混合モデル
Fig. 4 Two types of mixture models.

る写像 M を利用する．互いに異なる最適化問

題に対応する m 個のエキスパート F i(�) (i =

1, 2, . . . , m)，および遺伝子組換えに関する写像

M(�) を用意し，次のように混合する．

f(�; �) = M
(

m∑
i=1

tiF i(�)

)
(13)

ここで，� = (t1, . . . , tm)T，
∑m

i=1
ti = 1，ti ≥

0 (i = 1, 2, . . . , m) とする．F i(�) は線形混合さ

れるが，M(�)が非線形変換であるから（式 (7)），

式 (13)は混合率 ti に関して非線形となる．

4.2 モデルの意味付け

G-混合モデルは，それぞれが GAを特徴付けるエキ

スパートを組み合わせ，これらとは異なるGAを表現

する．これはベクトル場 V をエキスパートのベクト
ル場 Vi の重ね合わせで近似することに相当する．あ

るいは混合率 ti をエキスパート i の選択確率と考え，

Vi の確率的な切換えとも見なせる．これらはいずれ

も，エキスパートが特徴付けるGAのシステムを基底

と見なし，既存の構造を利用して対象の GAを表現す

ることを意味する．

F-混合モデルでは，SGAに対する Voseモデル同

様，選択オペレータに関する部分（F）と遺伝子組換
えに関する部分（M）とを分けて考えた．これは「対
象の GAが解く最適化問題」に依存する部分，しない

部分ともいい換えられる．混合率 ti が M によって

非線形的に変換されるため，F-混合モデルに「ベクト

ル場の重ね合わせ」という意味付けはできないが，選

択オペレータに関する部分を混合する形式は「最適化

問題の混合」という概念を自然な形で導入する．

このような意味付けを行うことで，各エキスパート

表 2 対象の GA が解く最適化問題（実験 1）
Table 2 Optimization problems that the GA solves

(Experiment 1).

適応度関数
だまし性（genotype �→ fitness value）

f1 0 �→ 4.1, 1 �→ 2.2, 2 �→ 1.3, 3 �→ 3.6 Type II

f2 0 �→ 3.6, 1 �→ 3.2, 2 �→ 1.3, 3 �→ 2.9 Type I

f3 0 �→ 3.6, 1 �→ 3.2, 2 �→ 2.9, 3 �→ 1.3 —

表 3 実験設定（実験 1）
Table 3 Parameter settings (Experiment 1).

個体群サイズ n = 10

使用オペレータ
適応度比例選択

（パラメータ値）
一点交叉（交叉率 pc = 0.6）

突然変異（突然変異率 pm = 0.001）
データサイズ d = 200

学習係数 η = 0.01

学習回数 2,000 回

の役割を明確にし，対象の GAを特徴付ける写像 G
の特徴を理解しやすい形で表現できる．また，写像ど

うしを比較する有効な手段になると考えられる．逆に，

このように混合モデルを構成することで，混合率 �，

すなわち基底上の分布から GAの特徴を抽出できると

期待される．

5. 数 値 実 験

3つの数値実験を通じて，混合モデルを利用したGA

解析の妥当性，有効性を検証する．

5.1 実 験 1

5.1.1 設 定

表 2に示す l = 2 の最適化問題 f1～f3 を解く GA

をモデリングする．これらは Juliany ら8) が用いた

最適化問題をもとにしている．f1 は Type IIの，f2

は Type Iの最小だまし問題16) である．個体群サイ

ズやオペレータに関する設定は表 3 のとおりとする．

いずれの最適化問題についても，無作為に生成した

d = 200 個の個体群の遺伝子型分布を入力とした．対

象の GAに各入力に対する次世代の個体群を生成さ

せ，その遺伝子型分布を出力とする．このデータに対

して表 3 の条件で学習を行い，混合率を推定する．ま

た，入力に対して真の G による像を出力とする 200

組のテストデータ St を用意した．

エキスパートとして，表 4 に示す最適化問題を解

く 24種類の GAに対応する写像 Gi，F i を用意する．

これらの最適化問題は，適応度によって遺伝子型に付

けられるすべての順序を網羅するように選んだ．最適

化問題を表す 4桁の数字は遺伝子型を適応度の高い順

に並べたものであり，以後，対応するエキスパートを

この数字で表す．また，最適化問題以外の設定は表 3
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表 4 エキスパートに対応する最適化問題（実験 1）
Table 4 Optimization problems that correspond to

experts (Experiment 1).

適応度関数
（genotype �→ fitness value）

f0123 0 �→ 4.0, 1 �→ 3.0, 2 �→ 2.0, 3 �→ 1.0

f0132 0 �→ 4.0, 1 �→ 3.0, 2 �→ 1.0, 3 �→ 2.0

f0213 0 �→ 4.0, 1 �→ 2.0, 2 �→ 3.0, 3 �→ 1.0

.

.

.
.
.
.

f3201 0 �→ 2.0, 1 �→ 1.0, 2 �→ 3.0, 3 �→ 4.0

f3210 0 �→ 1.0, 1 �→ 2.0, 2 �→ 3.0, 3 �→ 4.0

表 5 実験 1–(i) の結果（平均 2 乗誤差）
Table 5 Experimental results 1–(i) (mean squared error).

G-混合モデル F-混合モデル
f1 0.70 × 10−3 1.44 × 10−3

f2 0.32 × 10−3 0.25 × 10−3

f3 0.70 × 10−3 0.98 × 10−3

表 6 実験 1–(i) の結果（混合率の高いエキスパート）
Table 6 Experimental results 1–(i)

(the first six experts in order of the mixture rate).

G-混合モデル
遺伝子型の順序 混合率の高いエキスパート

f1 0 > 3 > 1 > 2 0321 0312 3012 0132 3102 1032

f2 0 > 1 > 3 > 2 0132 3012 1032 0312 3102 1302

f3 0 > 1 > 2 > 3 0213 2013 2103 1203 0132 0123

F-混合モデル
遺伝子型の順序 混合率の高いエキスパート

f1 0 > 3 > 1 > 2 3012 0312 0321 0132 3102 1032

f2 0 > 1 > 3 > 2 0132 3012 1032 0312 3102 1302

f3 0 > 1 > 2 > 3 0213 2013 2103 0132 1203 1032

と共通とする．これらのエキスパートのうち，24個す

べてを用いた場合を実験 1–(i)とする．また，だまし

性がなくベクトル場が比較的単純と考えられる 0123，

0213，1032，1302，2031，2301，3120，3210の 8個

のエキスパートのみを用いた場合を実験 1–(ii)とする．

5.1.2 結果と考察

実験 1–(i)の結果を表 5，表 6に示す．表 5には学

習後のモデルの St に対する平均 2 乗誤差を示した．

どちらのモデルも真の入出力関係をよく表現できてい

る．表 6 には，高い混合率を得たエキスパートを左

から値が高い順に 6 個示した．下線を引いたエキス

パートは，対応する最適化問題の遺伝子型の順序が，

対象の GAが解く最適化問題のそれと同じことを示

す．表 6から，いくつかの例外はあるが，次の傾向が

読み取れる．

• 遺伝子型の順序が対象の最適化問題と一致するエ
キスパートが高い混合率を得ている．

• f1～f3 において適応度の値が近い遺伝子型どう

しの順序を網羅するようにエキスパートが選ばれ

表 7 実験 1–(ii) の結果（平均 2 乗誤差）
Table 7 Experimental results 1–(ii) (mean squared error).

G-混合モデル F-混合モデル
f1 8.26 × 10−3 7.22 × 10−3

f2 2.04 × 10−3 1.43 × 10−3

f3 0.77 × 10−3 1.00 × 10−3

ている．たとえば f1 では遺伝子型 0と 3，1と

2がそれぞれ適応度の値が近いが，“03” または

“30”，“12”または “21”の組合せのエキスパート

が上位で選ばれている．f2 では，適応度が最も

低い遺伝子型 2の位置が最後尾であるようなエキ

スパートが網羅的に選ばれている．f3 でも f2 と

同様に遺伝子型 3が最後尾となるエキスパートが

上位で選ばれているが，例外（0132，1032）も生

じている．

続いて表 7 に実験 1–(ii)の結果を示す．実験 1–(i)

に比べて精度は劣るものの，真の入出力関係を十分よ

く表現できている．

実験 1–(i)では，GAが解く最適化問題の遺伝子型

の順序という特徴に注目した．G-混合モデルは「複数

の GAの混合」，F-混合モデルは「複数の最適化問題

の混合」とアプローチ方法は異なるが，どちらのモデ

ルも対象の GA，最適化問題の特徴をよく反映して，

主要な役割を果たすエキスパート，微調整に必要なエ

キスパートが選ばれている．遺伝子型の順序は，適応

度関数が未知な問題の最適解，準最適解を知るには十

分な情報である．それを GAの振舞いの観察，および

写像 G の推定を通じて抽出できたことは，G をもと
にした GA解析の妥当性，および混合モデルによるモ

デリングの有効性を示している．

一方，遺伝子型の順序が一致，もしくは類似するエ

キスパートがなければ対象の GAを表現できないわけ

ではない．実験 1–(ii)では，少数のエキスパートから

十分な精度の混合モデルを構成し，必要な基底が揃え

ば対象の GAを表現できることを示した．これは少な

いコストでの学習や GAの表現の簡素化に関連して重

要である．

また，実験 1–(i)の f3 に見られたエキスパート選

択の混乱については，学習データ S のサイズ d が小

さいことが原因と考えられる．しかし，データサイズ

の増加は学習に要する計算コストを増大させることに

もなる．少ないコストでの高精度の解析に関しては，

今後，機械学習における「汎化」の議論と関連させな

がら検討する必要がある．
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表 8 実験 2 の結果（混合率の高いエキスパート）
Table 8 Experimental results 2

(the first six experts in order of the mixture rate).

G-混合モデル
遺伝子型の順序 混合率の高いエキスパート

f1 0 > 3 > 1 > 2 1230 2013 2103 1203 1032 3210

f2 0 > 1 > 3 > 2 1320 1032 0132 0213 3210 1230

f3 0 > 1 > 2 > 3 0213 2013 2301 0321 0132 1230

F-混合モデル
遺伝子型の順序 混合率の高いエキスパート

f1 0 > 3 > 1 > 2 2013 1230 0213 3210 2301 1320

f2 0 > 1 > 3 > 2 1320 1230 3210 0213 1032 2013

f3 0 > 1 > 2 > 3 2013 0213 2301 2103 1230 0321

5.2 実 験 2

5.2.1 設 定

実験 1 と同様，表 2 に示す l = 2 の最適化問題

f1～f3 を解く GAをモデリングする．個体群サイズ

やオペレータに関する設定も実験 1と共通（表 3）と

するが，突然変異率のみ pm = 0.3に設定を変更する．

エキスパートも実験 1–(i)と同様，表 4に示す最適

化問題を解く 24種類の GAに対応する写像 Gi，F i

を利用する．最適化問題以外の設定は表 3 のとおりと

し，こちらの突然変異率は pm = 0.001 のまま変更し

ない．

5.2.2 結果と考察

実験 2の結果（混合率の高いエキスパート）を表 8

に示す．実験 2では，突然変異率が不適切に高く，正

常な探索が困難な GAに対してモデリングを行った．

解く最適化問題は共通であるが，これらの GAに対

応する写像 G は実験 1におけるそれとは性質が大き

く異なると考えられる．実際，表 8に示されたエキス

パートは表 6 のものとは大きく異なっている．

突然変異率が極端に大きい場合，通常よりもはるか

に多くの個体が別の遺伝子型に変化する．したがって，

選択オペレータによって多く選ばれた適応度の高い遺

伝子型の個体が突然変異によって破壊され，結果的に

適応度の低い遺伝子型の割合が増加しやすい．表 8に

示されたエキスパートは，この「突然変異によって生

じた遺伝子型の割合の増減」を，対象の GAとはかけ

離れた最適化問題を解くGAの振舞いで近似的に表現

するために選ばれたと考えられる．すなわち，あるパ

ラメータの設定が GAの振舞いに与える影響を別のパ

ラメータの影響に置き換えて表現したととらえること

ができる．これは GAを解析するための新たな視点を

提供する．

5.3 実 験 3

5.3.1 設 定

表 9に示す品物数 5のナップザック問題を解くGA

表 9 対象の GAが解くナップザック問題（実験 3）
Table 9 A knapsack problem that the GA solves

(Experiment 3).

品物 1 2 3 4 5

価値 15 9 21 42 18

重量 12 14 6 26 13

制限重量 50

表 10 実験設定（実験 3）
Table 10 Parameter settings (Experiment 3).

個体群サイズ n = 100

使用オペレータ
適応度比例選択

（パラメータ値）
一点交叉（交叉率 pc = 0.6）

突然変異（突然変異率 pm = 0.001）
データサイズ d = 500

学習係数 η = 0.001

学習回数 500 回

表 11 エキスパートに対応するナップザック問題（実験 3）
Table 11 Knapsack problems that correspond to experts

(Experiment 3).

k1

品物 1 2 3 4 5

価値 17 3 22 40 22

重量 12 14 6 26 13

制限重量 50

k2

品物 1 2 3 4 5

価値 9 27 18 48 6

重量 12 14 6 26 13

制限重量 50

（ l = 5）をモデリングする．ナップザック問題は制約

条件付き組合せ最適化問題である．品物 j に 2 値変

数 aj を割り当て，その品物をナップザックに詰める

とき aj = 1，そうでないとき aj = 0 とする．遺伝

子型 k = (a1a2 . . . al)2 の適応度は次のように与えら

れる．

fitness(k) ={ ∑l

j=1
vjaj , if

∑l

j=1
wjaj ≤ W

0, otherwise
(14)

ここで，vj，wj はそれぞれ品物 j の価値と重量，W

は制限重量を表す．また (·)2 は 2 進表現であること

を表す．個体群サイズやオペレータ，学習に関する設

定は表 10 のとおりとする．

エキスパートとして，表 11に示すナップザック問題

を解く 2種類の GAに対応する写像 Gi，F i を用意す

る．これらの問題は，各品物の重量，制限重量は表 9の

問題と等しく，各品物の価値が vj = 0.75 v1
j +0.25 v2

j

となるよう設定した．ここで v1
j，v2

j はそれぞれ k1，

k2 における品物 j の価値を表す．最適化問題以外の
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表 12 実験 3 の結果（混合率）
Table 12 Experimental results 3 (mixture rate).

G-混合モデル F-混合モデル
(0.763, 0.237) (0.762, 0.238)

設定は表 10 と共通とする．

5.3.2 結果と考察

表 12 に実験 3 の結果（推定された混合率 � =

(t1, t2)）を示す．実験 3 では，あらかじめ適切なエ

キスパートを用意し，振舞いを観察して得た入出力

データからの学習によって対象の GAの分解表現を獲

得した．4.2節で述べたように，F-混合モデルは「最

適化問題の混合」を意識した形式である．したがって，

学習で得られた F-混合モデルは「ナップザック問題

の分解」を表現する．また，この実験設定のように最

適化問題以外の要素がすべて等しいエキスパートを用

いた G-混合モデルも，F-混合モデルと記述形式こそ

違うものの，同様に「ナップザック問題の分解」を表

すと考えられる．学習の結果，両モデルとも真の混合

率 �∗ = (0.75, 0.25)に近い値を推定したことから，こ

の「最適化問題の分解」という意味付けは妥当と考え

てよい．

このように GAの混合モデルを介して得られる「最

適化問題の分解」は，GAが解く対象としての最適化

問題に新しい関係を導入する．この関係は，Voseモ

デルの写像 G や式 (3)からは導出されず，混合モデ

ルを用いることで初めて導入される．

6. 議 論

6.1 エキスパートの個数

Voseモデルは最も微視的な GAモデルであるため，

ビット長 l の値が大きくなるにつれて次元が指数関数

的に増大し，その取扱いが非常に困難となる．本論文

における 2つの混合モデルについても，Voseモデル

と同様の制約を受ける．

しかし，混合モデルの構造を考えると，あらかじめ

適当な個数のエキスパートを用意できれば，学習に

よって決定する必要のあるパラメータはエキスパート

数と同次元の混合率のみとなる．エキスパートのモ

ジュール計算を固定オーダーとし，混合率の学習計算

が主要なコストと考えると，学習スピードは混合モデ

ルにおけるエキスパートの個数に依存する．したがっ

て，どんなビット長においてもエキスパートの個数が

学習計算のコストに関する主要な要因であり，これを

いかに適切に選択するかが現実的な問題に適用する際

のキーポイントになると考えられる．実験 1–(i)で主

要な役割を果たすエキスパートが選択的に高い混合率

を与えられている点や実験 1–(ii)の結果から，モデリ

ングに必ずしも多くのエキスパートが必要とされるわ

けではない．最適なエキスパート数の決定に関しては，

AIC 17)や BIC18),19)，MDL 20),21)などの情報論的モ

デル選択を利用した解決が有望と考えられる．

6.2 他手法との関連

混合モデルの学習法については，たとえば混合ガウ

ス分布のモデル的仮定が GAからの遺伝子型分布の遷

移データ（入出力データ）に対して妥当な適合がある

場合，EMアルゴリズム22) などは有効な手段になる

と考えられる．

また，Voseモデルは遺伝子型分布空間 Λにとどま

らない広い空間における離散力学系までをも扱ってお

り8)，こうした拡張空間における解析も重要な課題であ

る．このような拡張空間においては，たとえばMarkov

Chain Monte Carlo（MCMC）手法23),24) などの適

用は難しい．一方，本論文における混合モデルの学習

は一般のベクトル化された入出力学習機械を基盤とし

た学習方式であるため，こうした場合においても対応

可能であるという特徴がある．

6.3 2つの混合モデルの使い分け

本論文の実験では G-混合モデルと F-混合モデルと

の間に顕著な差異が見られなかったが，実際に GA解

析に適用する際にはこれら 2つのモデルの特徴を把握

しておくことが重要である．

F-混合モデルはその内部で SGAに対する写像 F，
M を利用しており，比較的 SGAの影響が強いモデ

ルといえる．したがって，対象が SGA，あるいはそれ

に近いとの情報が得られ，かつ最適化問題に関する解

析を行いたい場合に最も有効に活用できると考えられ

る．一方，G-混合モデルはその構造が比較的単純であ

り，各エキスパートがそれぞれ 1つの GAに対応する

という高いモジュール性を有している．また，本論文

ではエキスパートとして SGAに対する Voseモデル

を利用しているが，モデルの構造上は必ずしも SGA

である必要はなく，各エキスパート Gi を学習機械で

も用意できる．したがって，F-混合モデルよりも汎用

的な利用が可能である．

7. む す び

本論文では，混合システムの視点に基づいた GAの

モデリング，および解析について述べた．

まず，対象の GAから入出力データを作成し，それ

に対する学習によって Voseモデルにおける写像 G を
近似するモデリング手法について述べた．入出力関係
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のみに注目し内部構造を捨象することで，従来にない

視点からの GA解析が可能となる．本論文では，2種

類の混合モデルを GAのモデリングに適用した．それ

ぞれのモデルに対して意味付けを行うとともに，これ

らを利用した GA解析の有効性を示した．

今後の課題として，5.1.2項で述べた汎化能力や 6.1

節で述べた最適なエキスパート数に関する考察のほか，

GAの巨視的なモデリングへの適用があげられる．6.1

節でも述べたように，個体群の表現として遺伝子型分

布を用いる場合，ビット長 lが大きくなるにつれて分

布の次元が指数的に増大するという問題がある．これ

を避けるために，個体群の表現として遺伝子型分布よ

りも巨視的な分布を採用する方法が考えられる．たと

えば，van Nimwegenらは個体群の表現に適応度分布

を採用し，その推移を表現するモデルを構築した10)．

この表現を学習によるモデリングに適用するには，3.1

節の手順 ( i ) において学習データを作成する際，個

体群の組を遺伝子型分布ではなく適応度分布の組に変

換すればよい．これ以外の手順は変更せずに学習を行

うことで，得られたモデルは適応度分布の推移を表現

する．この枠組みを利用し，巨視的表現と混合モデル

とを組み合わせた GA 解析について検討する予定で

ある．
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付録 行列 M の定義

演算子 ⊕，⊗ をそれぞれビットごとの排他的論理
和，論理積とし， を i = (2l−1)⊕ iで定義される演

算（ビットごとの否定）とする (i = 0, 1, . . . , 2l − 1)．

演算の優先順位は ，⊗，⊕ の順とする．また [ · ] を
次のように定義する．

[ expr ] =

{
1, if expr is true

0, otherwise
(15)

ここで expr は真または偽の値をとる論理式を表す．

ベクトル � = (µ0, µ1, . . . , µ2l−1)
T，� = (χ0, χ1,

. . . , χ2l−1)
T を次のように定義する．

µi = (pm)n(i)(1 − pm)l−n(i) (16)

χi =

{
1 − pc + pcc0, if i = 0

pcci, otherwise
(17)

ここで n(i) は整数 i の 2進表現に含まれる “1”の数

を表す．また，交叉オペレータとして一点交叉を用い

る場合，
ci ={

1/(l − 1), if ∃k ∈ (0, l) i = 2k − 1

0, otherwise
(18)

である (i = 0, 1, . . . , 2l − 1)．

2l 次対称行列 M を次のように定義する (i, j =

0, 1, . . . , 2l − 1)．

Mi,j =

2l−1∑
n=0

2l−1∑
m=0

µn
χm + χm

2

× [ i ⊗ m ⊕ m ⊗ j = n ] (19)

たとえば，l = 2，pc = 0.6，pm = 0.001 のとき，

�= (0.998001, 0.000999, 0.000999, 0.000001)T，�=

(0.4, 0.6, 0, 0)T となり，

M =


0.998001 0.4995 0.4995 0.2002

0.4995 0.000999 0.2998 0.0005

0.4995 0.2998 0.000999 0.0005

0.2002 0.0005 0.0005 0.000001




(20)

となる．
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