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線形ダイナミカルシステムモデルの変分ベイズ推定による
遺伝子発現時系列のシステム同定

行 縄 直 人† 吉本 潤一郎††,†

大 羽 成 征† 石 井 信†

遺伝子発現ダイナミクスの解析のために，状態空間モデルに基づく解析法が提案されている．従来
の解析法では，状態変数のダイナミクスを仮定せず，また，システムノイズと観測ノイズを無視した
モデルを仮定していたため，状態空間に含まれるノイズ成分を状態変数として誤検出する可能性があ
る．本研究では，ノイズプロセスに白色ガウシアンを仮定した線形ダイナミカルシステムモデルを考
え，変分ベイズ法による推定とモデル選択を行う．本手法を出芽酵母細胞周期に関する公開データセッ
トに適用したところ，従来手法で選択されたモデルと比較し，よりシンプルでもっともらしいモデル
が選択された．また，この結果得られたモデルパラメータは，生物学的な考察とよく一致した．人工
データへの適用も行い，ノイズを含む時系列データに対する有効性が示された．

System Identification of Gene Expression Time-series Based on
a Linear Dynamical System Model with Variational Bayesian Estimation

Naoto Yukinawa,† Jun-ichiro Yoshimoto,††,† Shigeyuki Oba†

and Shin Ishii†

Several methods based on state space models have been proposed for analyzing dynamics
of gene expression. Existing analysis methods can detect false noisy internal variables which
seem to have no dynamics in state space because the methods do not assume any dynam-
ics with system noise and observation noise. In this study, we propose a linear dynamical
system model in which state variables and observation variables are generated by Gaussian
white noise process and provide a variational Bayes inference for the model. We first show
effectiveness of our method when applied to a synthesized noisy time-series data set. We also
applied our method to a published yeast cell-cycle gene expression data set, then our method
could select a simpler and more plausible model than existing method did. In addition, the
resultant model parameters well matched the biological considerations.

1. 序 論

細胞の機能を分子レベルで理解するためには，どの

遺伝子が，いつ，どんな条件で，どの細胞内小器官で，

どれだけ発現しているのかを詳細に知る必要がある．

しかし，生物における遺伝子の発現制御は，核酸や酵

素から低分子にいたるまでの多くの構成要素の複雑な

相互作用により形成される制御ネットワークを通して

実現されている．そのため，たとえ細胞内の生体分子

に関する濃度情報が詳細に得られたとしても，それら
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のダイナミクスを直接解釈するのは困難である．現在，

この問題に対してmRNA定量化技術を用いて細胞の

状態と包括的な遺伝子発現量の関係を遺伝子発現プロ

ファイルとして蓄積し，これらに対して統計学的，情

報科学的な手法に基づく解析を行うアプローチがとら

れている1)．

本研究では，遺伝子発現プロファイルをもとに，多

数の遺伝子の発現をコントロールする遺伝子発現制御

因子の数を推定する問題を扱う．細胞には数千から数

万の遺伝子が含まれており，その個別の発現挙動は複

雑な制御ネットワークによる．一方で，遺伝子発現の

大域的な挙動については，転写制御因子や外的環境と

いったわずかな数の要因に支配されており，そのこと

が生物の恒常性維持のために重要である．こうした仮

説に基づき，細胞状態の時間変化を観測した遺伝子発

現プロファイルからのダイナミクスの解析のために，
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線形状態空間モデルをベースにした解析法が提案され

ている2)～4)．

遺伝子発現プロセスの状態空間モデルでは，観測系

列は遺伝子発現量の時間変化に対応し，非観測な内部

状態空間における状態変数および遷移行列は，細胞に

おける潜在的な上位システムあるいは外部環境，すな

わち，遺伝子発現を制御する因子を仮想している．遺

伝子発現のダイナミクスの複雑さを知ることは，シス

テム同定という工学的逆問題において重要なだけでな

く，生物の恒常性維持と環境適応との競合のメカニズ

ムを知るうえで手がかりとなる．このため，モデルの

複雑さを規定する状態空間の次元数の最適決定が問題

となる．従来手法では，状態空間モデルにおいて，し

ばしば状態空間でのダイナミクスと，システムノイズ

と観測ノイズを無視したモデルを仮定している．特に

文献 2)では，観測行列と内部状態変数の推定を因子

分析の問題として定式化している．しかし，遺伝子発

現プロファイルは高次元でありノイズが多く含まれる

ため，こうした簡略なモデルでは，ノイズを含みデー

タの生成過程にダイナミクスが想定されるデータを扱

うには十分とはいえない．

本研究では，遺伝子制御系のモデルとして線形ダイ

ナミカルシステム（Linear Dynamical System; LDS）

モデルを仮定したシステム同定法を提案し，遺伝子発

現レベルの時系列データから，生きた細胞内で動的に

変化する発現制御因子の挙動と，個々の遺伝子の特徴

を同時に解析する手法を提案する．LDSモデルは，白

色ガウスノイズをともなうガウス過程モデルの 1つで

あり，時間変化する内部状態変数の系列から観測系列

が生成されるものとする．

因子分析モデルや LDSの生成モデルは，内部状態

変数とパラメータを持つ指数族に属するため，EMア

ルゴリズムによる最尤（maximum likelihood; ML）

推定法を用いて推定することができる5),6)．ここで内

部状態変数の次元数の同定が問題となるが，ML推定

法では複雑なモデルほど選択されやすいため，次元同

定が困難である．この問題に対する 1つの解決法とし

ては，情報量基準を用いてモデル選択を行う方法があ

げられる．たとえば，因子分析モデル2) では次式で定

義される Bayesian information criterion（BIC）7)に

よるモデル選択を行っている．

BIC ≡ −2L + F log2 n

ここで，L は推定されたモデルの対数尤度，F はモデ

ルに含まれるパラメータ数，n は標本数である．BIC

はモデルの自由度に対する罰則付きの負の対数尤度を

表すため，この値が最小のモデルが，データを表現す

るのに適切なモデルとして選択される．これに対し，ベ

イズ推定法の一手法である，変分ベイズ（variational

Bayes; VB）法8) は，有効なパラメータ推定アルゴリ

ズムであるとともに，特にデータ数が不十分なときな

どで情報量基準よりも有効なモデル選択法として用い

ることもできる．

本研究では，LDSモデルの変分ベイズ推定法9),10)

を用いて，ロバストなパラメータ推定と，システムの

複雑さに関わる状態空間の次元の同定を行う．また，

学習により得られた LDSモデルのパラメータのうち，

特に観測行列に着目した．これは遺伝子の特徴を表す

特徴ベクトルの集合と解釈できることから，遺伝子に

関する既知の生物学的研究との比較を行うことで，手

法の有効性を検討した．適用実験では，まず人工デー

タからのモデルパラメータの推定を行い，ダイナミク

スを持つ内部状態変数系列の次元を正しくとらえら

れることを示した．次に，出芽酵母の細胞周期の各位

相における遺伝子発現についての公開データ11) を用

いて，モデルパラメータ推定を試み，本モデルとデー

タとの適合性，データ生成の内部状態に関して検討し

た．また，得られた観測行列と公開データに対する生

物学的知識との関連付けを行い，遺伝子を特徴付ける

情報が観測行列に抽出されている可能性があることを

示した．

2. 線形ダイナミカルシステムモデル

2.1 遺伝子発現プロファイル

遺伝子発現プロファイルとは，さまざまな実験条件

下での細胞サンプルにおける遺伝子の発現レベルを網

羅的に測定したデータである．通常，各遺伝子の発現

レベルとして，測定対象サンプルとコントロールサン

プルの対数発現比が用いられる．

測定時点 t における発現プロファイルベクトル yt

を，

yt = (yt1, . . . , ytD)′; t = 1, . . . , T (1)

で表す．ここで ytj は測定時点 t，遺伝子 j の発現レ

ベル，D は測定対象となる遺伝子数，また T は測定

時点数である．

2.2 線形ダイナミカルシステムの確率モデル

本研究で用いる LDSモデルは，離散時間で遷移す

る N 次元の非観測な内部状態変数の系列 x と，その

線形変換により生成される D 次元の可観測な観測状

態変数の系列 y の 2つの状態系列について，以下の

システム方程式として定式化される．

xt = W xt−1 + εt; t = 2, . . . , T, (2)
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yt = V xt + ηt; t = 1, . . . , T, (3)

x1 ∼ NN (x1|µ1, σ
2
1IN ), (4)

εt ∼ NN (εt|0N , σ2
ε IN ), (5)

ηt ∼ ND(ηt|0D, σ2
ηID) (6)

x1 は x の初期値である．εt ∈ RN および ηt ∈ RD

はそれぞれ観測ノイズとシステムノイズである．これ

らのノイズは正規分布に従うものと仮定する．ここで，

観測ノイズとシステムノイズをともに一般的な正規

分布でモデル化するのは，ノイズモデルに関して先験

的な知識がないこと，推定の対象となるパラメータ数

を抑えて推定をロバストにすること，および，状態変

数の推定がロバストに行えるようにするためである．

なお，

Np (x|µ, S)

≡ (2π)
−p
2 |S|− 1

2 exp
[
−1

2
(x −µ)′S−1(x −µ)

]
は，平均 µ，共分散行列 S の p 次元正規分布の確率

密度関数である．

µ1 ∈ RN は状態変数の初期値の平均値，W ∈
RN×N は内部状態遷移行列（遷移行列），V ∈ RD×N

は観測状態生成行列（観測行列）である．σ2
1，σ2

ε，

σ2
η はそれぞれ x1，εt，ηt の分散である．θ ≡

{µ1, σ
2
1 , W , σ2

ε , V , σ2
η} が，モデルパラメータのセッ

トとなる．

状態変数 xt と観測変数 yt に関するシステム方程

式 (2)，(3)と白色ガウシアンノイズの仮定 (4)，(5)，

(6)より，以下の確率モデルが導かれる．

p(xt|xt−1, θ)

=

{
NN (x1|µ1, σ

2
1IN ) t = 1,

NN (xt|W xt−1, σ
2
ε IN ) t = 2, . . . , T,

p(yt|xt, θ) = ND

(
yt|V xt, σ

2
ηID

)
以上をまとめると，完全データ X1:T ≡ {xt}，

Y 1:T ≡ {yt} に対するモデルパラメータ θ の尤度

関数

p(Y 1:T , X1:T |θ)=

T∏
t=1

p(xt|xt−1, θ)p(yt|xt, θ)

(7)

が得られる．

本研究では，モデルパラメータ θ の事前分布とし

て以下で与えられる共役事前分布を仮定した．

p(µ) = NN

(
µ|0, γ−1

0 IN

)
, (8)

p(σ2
1) = G

(
σ−2

1 |γ0, γ0τµ0

)
, (9)

p(W ) =

N∏
i=1

NN

(
wi|0N , γ−1

0 IN

)
, (10)

p(σ2
ε ) = G

(
σ−2

ε |γε, γετµε

)
, (11)

p(V ) =

D∏
j=1

ND

(
vj |0D, γ−1

0 ID

)
, (12)

p(σ2
τ ) = G

(
σ−2

τ |γτ , γττµτ

)
(13)

ただし，G(σ−2|γ, γτ) は，

G (σ−2|γ, γτ)

≡ (γτ)γ(σ−2)γ−1

Γ(γ)
exp[−γτσ−2]

で定義されるガンマ分布である．wi と vi はそれぞれ，

W の第 i 行ベクトルと V の第 j 行ベクトルを示す．

ほぼ無情報な事前分布を実現するために，γ0 = 0.0001，

γε0 = γη0 = 0.01，τε0 = τε0 = 0.01 を用いた．また

後の適用実験では，τµ0 を遺伝子ごとの分散の 1遺伝

子あたりの平均値とした．

2.3 観測行列の性質

観測行列 V は D × N 行列である．各行ベクトル

vi ∈ R1×N , i = 1, . . . , D は内部状態変数 xt から観

測変数 yti への写像を規定し，大域的因子に対する遺

伝子 i の応答特性を示すものである．この性質から，

vi を遺伝子 i に対する特徴量と見なすことができ，観

測ベクトルと呼ぶ．

2.4 変分ベイズ法

観測変数の系列 Y が与えられたとき，未知変量に

関する事後分布 p(X , θ|Y ) を求めることがベイズ推

定の目的である．この事後分布はベイズの定理により，

以下で与えられる．

p(X , θ|Y ) =
p(X , θ, Y )

p(Y )
, (14)

p(X , θ, Y ) = p(X , Y |θ)p(θ), (15)

p(Y ) =

∫
p(Y , X |θ)p(θ)dθdX (16)

正規化項 P (Y ) は，周辺化尤度と呼ばれ，LDSモ

デルにおける内部状態変数の次元 N に対する尤度を

表すため，モデル選択のための指標として用いること

ができる12)．LDSモデルは内部状態変数については

ガウス過程モデルの一種であるが，パラメータと内部

状態変数の事後分布および周辺化尤度を解析的に求め

ることは困難である．このため，本研究では変分ベイ

ズ法を用い，事後分布および周辺化尤度の近似計算を

行う．

変分ベイズ推定では，内部状態変数 X およびパラ

メータ θ の事後分布 p(X , θ|Y ) を近似するための試
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験事後分布 q(X , θ) ≈ p(θ, X |Y ) を用意し，以下で

定義される対数周辺化尤度 ln p(Y ) の下界である自

由エネルギー（variational free energy）F [q(θ, X)]

を，試験事後分布に関して変分法的に最大化すること

でベイズ推定を実現する．

ln p(Y ) ≡ ln

∫
p(Y , X |θ)p(θ)dθdX

≥
∫

q(θ, X) ln
p(Y , X |θ)p(θ)

q(θ, X)
dθdX

= log p(Y ) − KL(q(X , θ)||p(X , θ|Y ))

≡ F [q(θ, X)] (17)

ここで，KL(·||·) は 2つの分布間のKullback-Leibler

情報量であり，q(θ, X) = p(X , θ|Y ) で最小値 0 と

なる．

F [q(θ, X)] の最大化は，独立分解近似

q(θ, X) = q(θ)q(X), (18)

q(X) =

T∏
t=1

q(xt|xt−1),

q(x1|x0) ≡ q(x1)

のもとで，q(X) に関する最大化，q(θ) に関する最大

化を交互に繰り返す変分法的 EM（VB-EM）アルゴ

リズムによって行うことができ，収束性が保証されて

いる．また，自由エネルギーの最大値は対数周辺化尤

度の近似値となっているため，パラメータ数の異なる

モデル間での，モデル選択基準となりうる12)．

自由エネルギーは，前述のBICと比較した場合，指

数分布族で与えられる確率モデルに対して，より有効

なモデル選択基準である．LDS モデルでは事後分布

が単峰に近い可能性があるため，変分ベイズ法はサン

プリング手法に迫る性能を，大幅に少ない計算コスト

で実現できると考えられる13)．

3. 関 連 研 究

3.1 状態空間モデルの先行研究

状態空間モデルを用いた発現プロファイルからのシ

ステム同定を目指した先行研究では，内部状態変数の

ダイナミクスとノイズの過程を無視した簡略なモデル

を想定し，特異値分解3) や因子分析に対する EM ア

ルゴリズム2)により状態変数とパラメータを求める手

法が提案されているが，現状で発現制御因子（内部状

態）数の推定まで踏み込んでいるのはWuらの研究2)

のみである．Wuらは，因子分析モデルにおける自由

度を，最尤推定の結果から得られる BICを用いて決

定することにより，発現制御因子数の推定を試みた．

3.1.1 因子分析モデル

Wuらの因子分析モデルは，

Y = V X (19)

で定義される．ここで，Y は T 点の発現プロファイ

ルをまとめた D × T の遺伝子発現行列，V は LDS

モデルと同様の D × N の観測行列，X は T 点の状

態変数ベクトルからなる N × T の状態変数行列であ

り，これらがモデルパラメータとなる．

パラメータ推定では，与えられたデータ Y に対し，

因子分析モデルの EMアルゴリズムによる推定14) に

より，因子得点行列と因子負荷行列に対応する V と

X を求める．

3.2 その他の関連研究

状態空間モデル以外の遺伝子発現時系列データの解

析法では，S-systemsによる非線形微分方程式モデル

や15),16) ブーリアンネットワークモデル17),18) に基づ

いた手法が代表的なものとしてあげられる．S-systems

によるモデル化では，mRNAやタンパク質など生体

分子の濃度変化のダイナミクスをそれぞれ微分方程式

により記述し，連立微分方程式を構成する．そして，

各種数理最適化手法によりデータから係数を同定する．

ブーリアンネットワークモデルでは，各遺伝子の発現

に応じて状態を二値化し，その制御規則をブール関数

で表す．データからその状態遷移規則を学習すること

で，遺伝子制御ネットワークの構造推定を行うことが

できる．ブーリアンネットワークモデルと線形計画法

を組み合わせて，微分方程式モデルの係数を最適化す

る手法も提案されている19)．

我々が提案する LDSモデルを含む状態空間モデル

と，これらのモデルが大きく異なる部分は，前者が遺

伝子間の相互作用を陽に仮定せず，全 D 個の遺伝子

に共通する N 個の遺伝子制御因子により発現が駆動

されるとするのに対し，後者では，個々の遺伝子が個

別に相互作用を持つことで発現が制御されるとする点

にある．このため，状態空間モデルでは N = D とい

う特殊なケースを除くと，遺伝子間の相互作用を直接

扱うことができない．だが，その代わりに，観測ベク

トル vi を，内部状態変数のダイナミクスのモデルに

応じて低次元に射影された遺伝子発現ベクトルと見な

し，遺伝子間の類似度を評価できる．これが状態空間

モデルならではの特徴である．特に，LDS モデルで

は，連続的に時間変化する遺伝子制御因子のみを抽出

するために，従来の因子分析では規定されていなかっ

た線形の内部状態変数のダイナミクスを考えているた

め，大域的な遺伝子を制御する滑らかな基底と，それ

に対応した遺伝子の情報の両者の抽出が期待できる．
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図 1 人工データ．左図は 5 つの内部状態変数の時系列，右図は内
部状態変数と観測行列から生成された 100 サンプルの観測系
列を示す

Fig. 1 Synthesized data. The left figure shows time-series

of three-dimensional internal state, and the right

one shows the observation time-series of 100 sam-

ples generated by the internal-state time-series and

an observation matrix.

4. 適 用 実 験

4.1 人工データによる評価

状態空間に含まれるダイナミクスを持つ成分を抽出

できるかどうかを評価するために，人工データを用い

て提案手法の性能評価を行った．

4.1.1 人工データ

まず，状態遷移行列

W =


 0.9071 0.7655 −0.2499

−0.3238 0.7116 −0.2128

0.6780 0.0002 −0.2133




を持つ LDS モデル（N = 3）を用いて，15 時点

（T = 15）の内部状態変数系列を生成した．これらの内

部状態変数系列に加え，ダイナミクスを仮定しない無情

報な 2つの内部状態変数系列を，区間 [−0.053, 0.053]

の一様乱数より生成することで，合計 5つの内部状態

変数系列を得た（図 1 左）．ここで，システムノイズ

の標準偏差 σε は 0.02とした．次に，得られた内部状

態変数系列に対し，N100(0, I100) に従って生成した

観測行列 V を用いて，100サンプルの観測状態系列

Y 1:15 を生成した（図 1 右）．観測ノイズの標準偏差

ση は 0.05とした．

4.1.2 システム同定

生成したデータ Y 1:15 を用いて，LDSモデルを用い

たパラメータ推定，およびモデル選択を行った．デー

タに対し， N = 1 から N = 10 までの 10個の LDS

モデルを用意し，推定の結果最大の自由エネルギーが

得られたモデルを最適なモデルと決定した．比較のた

め，従来手法である，因子分析と BICによるモデル

選択も同様に行った．

図 2 は，LDSモデルと因子分析モデルでの自由エ

ネルギーおよび BIC を示す．自由エネルギー最大化

図 2 人工データに関するモデルの内部状態空間の次元に対する提
案モデルでの自由エネルギーと因子分析モデルでの BIC．実
線が自由エネルギー，破線が BIC を示す

Fig. 2 Plot of the free energy of LDS models (solid) and

BIC of factor analysis models (dash) versus the di-

mensionality of the internal state space for the syn-

thesized data set.

図 3 人工データに関する LDS モデル (N = 2, . . . , 9) のシステ
ムノイズと観測ノイズの標準偏差の推定値．実線と破線はそれ
ぞれ，観測ノイズの標準偏差 σε とシステムノイズの標準偏
差 ση を示す

Fig. 3 Standard deviation of noise on estimated LDS mod-

els for the synthesized data set (N = 2, . . . , 9).

Solid and dash lines represent standard deviation

of observation noise and system noise, respectively.

の観点からモデル選択を行うと，データ Y 1:15 につい

て，LDSモデルでは状態空間の次元 N = 3 が選択さ

れた．また，因子分析モデルでは，BICより N = 5

のモデルが選択された．

次に，LDSモデルに関するシステムノイズ分散と観

測ノイズ分散の推定値に関して評価を行った（図 3）．

モデルの複雑さが増加するほど，データに適合しやす

くなるため，観測ノイズ分散は内部状態変数の次元に

対して単調減少を示す．一方，システムノイズ分散は，

N = 3 のモデルで最小値をとる形となっている．こ

れは，LDS で選択されたモデルの内部状態変数の次

元と一致しており，本 LDSモデルと変分ベイズによ

る推定では，システムノイズを最小化する方向でモデ

ル選択が行われたと考えられる．

以上より，LDSモデルでは，そのダイナミクスに従
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う内部状態変数の成分の数 N = 3 を自動的に検出で

きることが示された．これに対し，因子分析モデルで

は，ダイナミクスを持つ成分だけでなく，無情報な成

分も検出してしまう結果となった．

4.2 酵母遺伝子発現プロファイルに対する適用

4.2.1 データセット

提案手法の実データに対する適用性を評価するた

め，公開遺伝子発現プロファイルデータに対する適

用実験を行った．用いるデータは，Spellmanらが文

献 11) の実験において，出芽酵母 cdc15-2 の変異株

の細胞周期における 6177 遺伝子の発現量の 24 時

点にわたる時間変化を cDNA マイクロアレイを用

いて観測して得た対数発現比である．本データは，

http://cellcycle-www.stanford.edu/ ☆から入手可能

である．

本データは，1) 包括的な遺伝子発現の観点から細

胞内の現象を明らかにする目的で計測されたものであ

る，2) 実験結果に基づいた 800個の遺伝子の機能分

類情報が提供されているため，LDS モデルによる特

徴抽出結果との対応付けが可能である，3) 時系列デー

タの形式をとり時点数も十分である，4) 従来手法の適

用実験2)でも用いられた，といった性質を持ち，LDS

モデルの評価に適していると考え，評価に用いること

にした．

まず，前処理としてデータセットから，Spellmanら

によって同定された 800個の遺伝子と，等間隔（10分間

隔）で測定された 19時点のサンプルのデータ（800遺

伝子 ×19 時点）を選択した．ついで，このデータに含

まれる 1,023個（5.3%）の欠測値について，Bayesian

PCAアルゴリズム20) により補完を行った．さらに，

800個の遺伝子から，ランダムに 200遺伝子を抽出し

学習データを構成した．

4.2.2 システム同定

内部状態変数の次元を N = 1, . . . , 10 に設定した

10個の LDSモデルを用意し，VB-EMアルゴリズム

によるパラメータ推定を行った．事後分布は単峰に近

いものと予想されるが，アルゴリズムが局所最適解に

収束する可能性もあるため，推定の初期値を変えつつ

20試行繰り返し，20試行中で最大の自由エネルギー

を実現したモデルを採用した．また，因子分析モデル

に対する EM アルゴリズム（最尤推定）によるシス

テム同定を行い比較した．因子分析モデルでは解が一

意に求まるため，各モデルに対し 1 試行のみ推定を

行った．

☆ Stanford 大学 Yeast Cell Cycle Analysis Project.

図 4 酵母データに関するモデルの内部状態空間の次元に対する提
案モデルでの自由エネルギーと因子分析モデルでの BIC．実
線が自由エネルギー，破線が BIC を示す

Fig. 4 Plot of the free energy of LDS models (solid) and

BIC of factor analysis models (dash) versus the di-

mensionality of the internal state space for the yeast

data set.

図 5 酵母データに関する LDS モデル（N = 1, . . . , 7）のシステ
ムノイズと観測ノイズの標準偏差の推定値．実線と破線はそれ
ぞれ，観測ノイズの標準偏差 σε とシステムノイズの標準偏
差 ση を示す

Fig. 5 Standard deviation of noise on LDS estimated mod-

els for the yeast data set. (N = 1, . . . , 7). Solid and

dash lines represent standard deviation of observa-

tion noise and system noise, respectively.

図 4 は，内部状態変数の次元 N = 1, . . . , 7 に対

する，LDS モデルにおける自由エネルギーの最大値

と，因子分析モデルにおける BICを示すプロットで

ある．これより，自由エネルギー最大化の観点から評

価すると，LDS モデルでは最適な状態空間の次元数

は N = 2 であるといえる．図には示していないが，

状態変数の次元が 7より大きいモデルでも，自由エネ

ルギーは単調減少の傾向が見られた．一方，因子分析

モデルでは N = 5 のモデルが選択されている．

選択された N = 1, . . . , 7 の LDSモデルに関する，

システムノイズおよび観測ノイズの標準偏差の推定値

を図 5 に示す．やはり N = 2 のモデルにおいてシス

テムノイズが最小となっていることが分かる．

図 6 は，自由エネルギーが最大となった N =
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図 6 自由エネルギーが最大となったモデルでの内部状態変数 x の
時系列．各列はモデルの内部状態変数の次元に対応する

Fig. 6 Time-series of the internal variable x in the model

with the largest free energy. Each panel corresponds

to a single internal dimensionality.

1, . . . , 5 のモデルの内部状態変数の変動を，推定し

たパラメータから再現したものである．N = 1 のモ

デルでは発現プロファイルの変動を表すには十分では

ないと考えられる．また，N = 4 や N = 5 のモデル

では，ある状態変数の変動が，他の状態変数のものの

定数倍，もしくは，状態変数の変動どうしの重ね合わ

せで表現されるような，冗長性が観察される．このこ

とは，図 5 において，システムノイズ分散が N = 4

や N = 5 で N = 2 よりも大きくなっているという

ことに対応すると考えられる．あらゆるモデル中で自

由エネルギーが最大となった N = 2 では，ちょうど

フーリエ基底に対応するような，位相が異なりながら

周期的挙動を示す 2種類の変動が抽出されている．

図 7 は，自由エネルギーが最大となった N = 2

のモデルにおける V の推定値における観測ベクト

ル vi, i = 1, . . . , D を，二次元の要素空間にプロット

したものである．図中の各点が 1 遺伝子に対応する．

Spellmanらは，細胞周期における機能が既知である

93 個の遺伝子の発現プロファイルをもとに，細胞周

期に関与すると考えられる 800個の遺伝子を同定し，

各遺伝子に対して，G1/S，S，S/G2，G2/M，M/G1

の 5つに分割できる細胞周期の中でいつ活性されるの

かを，既知遺伝子との時系列の類似性に基づき分類を

行った．図中のシンボルは，この分類結果に対応して

いる．観測ベクトルの空間である v1–v2 空間におい

て，時計回りの回転方向に 5つの細胞周期フェーズに

分類された遺伝子が並んでいることから，LDS モデ

ルが Spellmanらが遺伝子を分類した際の特徴空間を

自動的に構成していることが分かる．

5. 議 論

体細胞分裂は，多細胞生物にみられる最も基本的な

周期的かつ自律的な生理現象である．細胞が分裂し遺

伝情報を複製した後，再び分裂するまでの過程を細胞

周期というが，これは巨視的な観点から明確に 4 つ

の段階に分けることができる．分子レベルで見た場合

図 7 N = 2 の LDS モデルの推定結果から得られた V の横ベク
トルの散布図．各シンボルは，Spellman らによって同定さ
れた，体細胞分裂の過程において遺伝子が高いレベルで発現す
るフェーズを示す

Fig. 7 Scatter plot of the observation vectors of V in the

LDS model with N = 2. Each symbol represents

the known phase information identified by Spellman

and others.

も，各段階で発現する遺伝子は特異的であり，各遺伝

子の発現量は細胞周期の中でつねに動的に変動してい

る．Spellman ら11) は，細胞周期における遺伝子発

現変化の周期性を仮定し，解析のための遺伝子発現の

ダイナミクスのモデルとして，周期変動する 2 種類

の基底，サイン波とコサイン波の線形和すなわちフー

リエ基底を採用している．このモデルでは，位相と振

動数がシステムを規定するパラメータであり，それら

は LDSモデルにおける状態遷移行列と状態変数の初

期値に対応する．また，2つの線形和の重みパラメー

タは，LDSモデルの観測ベクトルに対応する．今回，

我々は LDSモデルと変分ベイズ推定を組み合わせる

ことにより，Spellmanらの解析モデルにおいて仮定

されているものと等価な N = 2 の基底（内部状態時

系列）を自動的に構成した．

一方，ノイズと状態変数のダイナミクスを陽に仮定

しない因子分析モデルを，我々が用いたものと同様の

データへ適用した結果では，我々の結論とは異なる状

態空間次元 N = 5 のモデルが選ばれた．人工データ

の解析結果をふまえると，これは，彼らのモデルが，

状態空間に含まれる意味のないノイズ成分を別の因

子としてとらえてしまったことが一因であると考えら

れる．

我々の LDSモデルは，状態変数のダイナミクスと

システムノイズと観測ノイズを組み込んだ確率モデル

となっているため，データのノイズに対して比較的ロ

バストに，時間変化する状態変数の基底を抽出できる

と考えられる．マイクロアレイ実験などから得られた
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ノイズのある時系列データを解析するためには，この

性質は大きな利点としてはたらくと思われる．

6. 結 論

我々の手法の一番の強みは，定常的な過程にあると

考えられる現象から観測されたダイナミクスを持つ時

系列データに対して，最適な基底を自動的に求めるこ

とができることにある．これは，生物のような自律的

に恒常的活動を刻むシステムの背後にある要因を探る

ことを可能にする道具となりうる．

一方で，本手法の欠点としては，一般的に構成要素

間の因果関係が非線形であると考えられている生物の

システムに線形性の仮定を行っていること，システム

に定常性を要求すること，また，内部状態変数に対す

る外部因子の入力を省いた状態空間モデルとなってい

ることの 3 つが主に考えられる．特に第 3 の簡略化

は，生物の環境への適応性を議論するためには問題で

あり，将来的には，これらの簡略化を除去した手法を

提案したい．また，より広範なデータに対して本手法

を適用し，その有効性を検討する予定である．
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よび奈良先端科学技術大学院大学非常勤講師となり現

在に至る．博士（工学）．強化学習，ニューラルネット

ワーク，統計的学習理論，システム同定の研究に従事．

大羽 成征

平成 14 年奈良先端科学技術大学

院大学情報科学研究科博士後期課程

修了．平成 15年より同研究科助手．

遺伝子発現量データの統計的解析手

法開発の研究に従事．博士（工学）．

石井 信

昭和 63年東京大学大学院工学系研

究科修士課程修了．昭和 63年（株）

リコー中央研究所研究員．平成 6年

（株）ATR人間情報通信研究所研究

員．非線形力学系と最適化の研究に

従事．平成 9年奈良先端科学技術大学院大学情報科学

研究科助教授．脳型情報処理と統計的学習の研究に従

事．平成 13年より奈良先端科学技術大学院大学情報

科学研究科教授．バイオインフォマティクスとシステ

ム神経生物学の研究に従事．博士（工学）．


