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誤り傾向と文の容認性に着目した英作文のレベル判定

林 正頼1 笹野 遼平1 高村 大也1 奥村 学1

概要：英語教育において，学習者が書いた英作文が，どの程度のレベルであるかを把握することは，教育
者，学習者双方にとって有用である．本研究では，英作文のレベル判定問題を順序回帰問題として定式化
する．レベル判定の手がかりとして，語彙情報といった基本的な素性に加え，英作文に含まれる誤りの傾
向や，文の容認性などを導入し，それらの有効性を検証する．

1. はじめに
語学教育において，学習者が書いた作文が，どの程度の
レベルであるかを知ることは，教育者，学習者双方にとっ
て有用である．たとえば，教育者側は，学習者のレベルに
即した指導法を用意することで，より効率的な指導を行え
ることが期待でき，学習者側は，自分の現在の英作文レベ
ルが明確になることで，学習意欲の向上が期待できる．
近年，語学レベルの指標として，ヨーロッパ言語共通
参照枠 (Common European Framework of Reference for

Languages : CEFR) [1]が欧州で普及しており，欧州の外
国語教育者は，この CEFRレベルを参照して学習状況の評
価や指導を行うことが増加している．本研究では，日本人
英語学習者による英作文から構成される JEFLL (Japanese

English as a Foreign Language Learner) コーパスを対象
に，学習者が書いた英作文がどの CEFRレベルに該当す
るか，自動的に判定するシステムの提案を行う．英作文の
CEFRレベルの自動判定ができれば，英作文の CEFRレ
ベルを人手で判定していた教育者への負担が軽減され，ま
た，システムが自動的に CEFRレベルを判定することで，
学習者単独でも効率的な学習が行えるようになることが期
待できる．
これまでにも，英作文のレベルを自動判定するシステム
は複数提案されてきた．これらのシステムが英作文能力を
判定する手がかりとして，学習者がどのような語彙が使え
るか，どのような構造を持つ文が書けるかといった情報が
よく使われている．しかし，学習者が書いた作文中には，
さまざまな誤りが含まれる可能性が高く，どのような誤り
をしているかという傾向も，作文のレベルを判定する上で
重要な手がかりとなると考えられる．また，母語話者が学
習者の書いた文を読むとき，文法的には正しい文であって
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も読みづらく感じることがあるが，このような母語話者が
感じる文の容認性の度合いも作文レベルの判定の手がかり
となると考えられる．そこで，本研究では，学習者が書い
た作文に含まれる誤り傾向と文の容認性に着目した英作文
のレベル判定システムを提案する.

2. 関連研究
英作文のレベル判定と関連した研究として，英作文の
自動採点に関する研究がある．英作文の自動採点に関す
る研究は，教師の負担を軽減する目的で古くから行われ
ており，様々なアプローチが提案されている [2, 3]．代表
的なアプローチとしては，Project Essay Grade (PEG) [2]

や E-rater [3]は重回帰分析，Bayesian Essay Test Scoring

sYstem (BETSY) [4]はナイーブベイズ分類器に基づいた
方法を用いて，英作文の自動採点を行っている．また，自動
採点を行うための手がかりの抽出法に関してもいくつかの
手法が提案されており，Intelligent Essay Assessor (IEA)

は潜在的意味解析 (LSA) [5]，IntelliMetricは決定木を用
いている [6]．
この中で，TOEIC や TOEFL で知られる Educational

Testing Service (ETS)が提案した E-raterは，アメリカの
Graduate Managemant Admissions Test (GMAT)の作文
試験で使用されている．E-raterは，スコア予測のために，
異なり語数や総単語数といった基本的な素性に加えて，本
研究でも着目している誤りに関する素性も使用している．
具体的には，英作文内に含まれる品詞バイグラムを，相互
情報量と対数尤度比を基に誤り箇所を推定し，全体の作文
中に含まれる誤りの出現割合を素性として利用している．
これに対し本研究では，誤りの出現割合ではなく，誤り訂
正モデルを導入することで，どのような誤りをしているか
という誤り傾向を抽出し，分類の手掛かりとして使用する．
本研究でも用いる文法誤り訂正は，近年，文法誤り訂
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正の精度を競う Shared Task も近年開催される [7, 8] な
ど，盛んに研究されている分野である．誤りの傾向によっ
て，ルールベースと機械学習手法を組み合わせを変える手
法 [7]，さらに，機械翻訳のモデルとして Neural Machine

Translationを用いた手法 [9]などが提案されている．本研
究では，このうち，機械翻訳に基づく手法を文法誤り検出
に使用する．

3. JEFLLコーパス
JEFLL (Japanese English as a Foreign Language

Learner) コーパス *1 は，中学・高校の日本人英語学習
者，約 1万人分の自由英作文データをコーパス化したもの
である．表 1に示した論題について書かれた英作文 (原文)

と，原文を英語教育者が訂正したもの (正解文)のペアか
ら構成される．原文と正解文は，一文の原文に対して一文
の正解文のみ存在し，一対多の関係となるペアは存在しな
い．ただし，単語単位での対応付けはされていない．

表 1 JEFLL コーパスの論題

　論題 概要
Urashima 浦島太郎のその後を想像
Rice or Bread? 朝食はどちらが良いか，理由も説明
Festival 自身の学校祭についての説明
Earthquake 地震に巻き込まれた時に何をするか，理由も説明
Otoshidama お年玉をもらったら何を買いたいか
Bad Dream これまで見た悪夢で一番の悪夢を説明

なお，以下の条件で原文は作成された．
• 授業中に作成
• 制限時間は 20分
• 辞書不使用
• 事前準備なし
• 英語で書けない場合はローマ字等でも可
原文と正解文にはそれぞれ各単語の原形と品詞情報が追
加されている．さらに，英語教育者によって各英作文毎に
CEFRレベルが付与されている．CEFRレベルはA1，A2，
B1，B2，C1，C2の 6段階から構成されており，C2が最
も高いレベルとなっている．なお，今回の JEFLLコーパ
スでは，B2レベルが最高であった．
本研究では，英作文の平文からレベル判定を行うため，
付与された情報は原則的に使用していない．ただし，後述
する文法項目の抽出には，原文に付与された原形，品詞情報
を，予備実験の評価の際には，正解文に付与された原形，品
詞情報をそれぞれ使用した．それ以外の実験では，JEFLL

コーパスの原文，および事例ごとに付与された CEFRレベ
ルのみを使用した．
*1 http://jefll.corpuscobo.net/index.htm

4. 提案手法
本研究では，英作文のレベル判定タスクを順序回帰問題
として捉え，JEFLL コーパスから抽出した素性集合に基
づく CEFR レベルの判定モデルを構築する．

4.1 分類方法
英作文のレベルを判定するということは，各事例が英作
文レベルのどのクラスに属するかを判定する分類問題と考
えられる．しかし，英作文のレベル判定を行う場合は，各
クラスが完全に独立したものではないことから，広く使わ
れる多クラス分類の手法を用いることは適切ではないと考
えられる．
そこで，本研究では，順序回帰を用いて英作文のレベル
判定を行う．順序回帰 (ordinal regression)は，順序付きの
カテゴリを従属変数，素性集合を独立変数とする回帰問題
であり，各事例間の順序を用いて判定を行う手法である．
つまり，各事例に付与されたラベルが英作文のレベルであ
ることを踏まえた上で判定する手法であり，今回の目的に
対して有効な手法であると考えられる．

4.2 素性集合
本研究では，ベースラインとなる素性に加えて，英作文
内に含まれる誤りに関する素性，英作文内で使用された文
法に関する素性，文の容認性に着目した素性を使用する．
以下では，それぞれのタイプの素性についての詳細を述
べる．
4.2.1 ベースライン素性
ベースライン素性として，単語情報，文書情報，および
単語の難易度情報を使用する．これらは自動採点に関する
研究で広く使用されている素性である．品詞情報を表す素
性としては，英作文中に出現する品詞タグのユニグラム，
バイグラム，トライグラムの頻度を用いる．なお，品詞情
報の付与には Stanford POS Tagger*2を使用した．単語の
表層形は，品詞情報と同様に，単語ユニグラム, バイグラ
ム，トライグラムの頻度を用いる．また，文書情報として
は，一文あたりの平均単語数，一単語あたりの平均文字数，
文章中の異なり語数を総単語数で割った値を使用する．
単語の難易度の情報は，投野によって分類されたリス
ト [10]を使用する．このリストでは単語は英語教育者に
よって 4段階にレベル分けされており, 事例中に含まれる
各レベルの割合を離散化したものを素性とする．
4.2.2 誤りに関する素性
学習者が書いた作文には，作文内に誤りが含まれる可能
性が高く，どのような誤りをしているかという情報は，英
作文のレベルを判定する際に有効な情報と考えられる．し

*2 http://nlp.stanford.edu/software/tagger.shtml
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かし，学習者が書いた作文の情報だけでは，どの箇所に誤
りが含まれているか，どのような種類の誤りであるかは特
定できない．本研究では，誤りを含む原文と，その誤りを
訂正した正解文の対から，統計的機械翻訳の技術に基づく
誤り訂正モデルを事前に構築することで，この問題に対処
する．具体的な処理の流れは以下の通りである．
まず，誤りを含む原文を入力すると，その誤りを正した
文 (システム出力文) を出力する誤り訂正システムを構築
する．続いて，原文とシステム出力文の対応付けを行うこ
とで，誤りの箇所，種類を特定する．この際，誤りの箇所
を特定するためには，原文-システム出力文間の単語同士の
アライメントを行うことが必要である．本研究では，望月
ら [11]による編集距離を用いた動的計画法に基づく英文自
動エラータグ付与ツールで，単語間のアライメントを行っ
た．この特定した情報を学習者のレベル判定の手がかりと
して使用する．システムが正しい訂正を行っている場合，
アライメントの出力結果としては，以下の 4通りが考えら
れる．
• 誤りなし：原文とシステム出力文の単語が同一である
• 置換誤り：システムが単語を書き換えた
• 脱落誤り：システムが単語を追加した
• 余剰誤り：システムが単語を削除した
本研究では，置換，脱落，余剰の誤りがあった単語の頻
度を，その品詞ごとに集計し，素性として用いる．たとえ
ば，システムが形容詞を追加しているような場合，「形容詞
(脱落)」という素性が用いられる．ただし，品詞が，前置
詞や限定詞といった，機能語である品詞の場合は，単語の
表層形をそのまま素性として使用する．すなわち，たとえ
ば，誤り訂正システムが前置詞 ‘in’を ‘at’に置き換えてい
るような場合，「in (置換)」という素性が用いられる．
4.2.3 文法項目に関する素性
指示形容詞が使用されているかや，仮定法過去が使用さ
れているかなどの，英作文内で使用されている文法につい
ての情報は，英作文のレベル判定に有効な手がかりとなる
と考えられる．石井ら [12]はこのような情報を文法項目と
呼び，表 2に示すような合計 493種類の文法項目のリスト
を整備している．

表 2 文法項目の例
ID 文法項目
1 人称代名詞主格 (I am)

3 人称代名詞主格 (he/she is)

11 指示形容詞 (this/that+名詞)

137 助動詞類 (should)

253 wish+仮定法過去

本研究では，石井らの文法項目リストを参照し，英作文
に含まれる各文法項目の頻度を文法項目に関する素性とし
て使用する．しかし，英作文中に使われている文法項目は，

誤って使用されている可能性も考えられる．本研究では，
誤って使用した文法項目の情報も素性として利用するため
に，前節で述べた，原文-システム出力文間の単語のアライ
メント結果を使用する．もし誤った使い方をしているなら
ば，原文からは抽出されない文法項目が，システム出力文
から抽出されることになる．したがって，システム出力文
で文法項目が出現している該当箇所の単語に着目し，以下
の基準で正用例と誤用例の 2つに分類した上で，493 種類
の文法項目それぞれに対し，正用例，誤用例の頻度を素性
として利用する．
• 誤用例：置換，脱落，余剰の誤りがある単語を含む
• 正用例：上の誤りがある単語を含まない
なお，英作文から文法項目を抽出するためには，JEFLL

コーパスに対応した正規表現パターンを使用しなければな
らない．本研究では，文法項目を抽出する時のみ，JEFLL

コーパスの原文のデータを使用する．また，誤り訂正シス
テムで出力された文は平文のままであり，このままでは文
法項目を抽出できないため，JEFLLコーパスの作成方法
をシステム出力文に適用し，XML形式に変換を行ってか
ら文法項目を抽出を行う．
4.2.4 容認度
母語話者が文を読んだ際，その文全体が自然に感じる（容
認できる），もしくは不自然に感じる（容認出来ない）とい
うように，文を容認できる度合いを容認度 (Acceptability)

と呼ぶ．本研究では，英作文のレベルが高いほど容認度が
高いとの仮定に基づき，容認度を英作文のレベル判定の素
性として利用する．具体的には，Lauらの手法 [13]により
文の容認度を算出する．Lauらの手法は，まず，確率言語
モデルを大量の文書データから学習し，文の生成確率を出
力する．その上で，表 3に示す式により，文の生成確率を
容認度に変換する式に適用する．なお，Pm(ξ)は各言語モ
デルが出力する ξ の確率，Pu(ξ)はユニグラム言語モデル
による ξ の確率，|ξ|は単語数である．

表 3 言語モデルの生成確率から容認度への変換式
容認度 式

LogProb logPm(ξ)

MeanLP
logPm(ξ)

|ξ|
NormLP (Div) − logPm(ξ)

logPu(ξ)

NormLP (Sub) logPm(ξ)− logPu(ξ)

SLOR
logPm(ξ)− logPu(ξ)

|ξ|

4.2.5 surprisal value

人間は自然言語を理解する際，文中に含まれる単語を逐
次的に処理しているとされている．また，これまでの研究
で，既知の情報を処理しているだけではなく，既知の情報
を元に，次にどのような単語が来るかを予測していること
が明らかになっている [14]．
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文を予測して読み進めるという仮定のもとに，文を読む
時に生じる単語単位の処理負荷を計算する数理モデルが
Haleによって提案されている [15]．Haleは予測を含んだ
文処理モデルを Surprisal Theoryと呼び，文中の i− 1番
目の単語までで予測される文の生成確率と，i番目の単語を
処理した後の文の生成確率の差が処理負荷と比例する，と
いう説を提唱している．つまり，この説が正しいならば，i

番目の単語が，i− 1番目まで読み進めた予測と大きく異な
ると処理負荷が大きくなる．この各単語に生じる処理負荷
は surprisal valueと定義され，i番目の単語 wiの surprisal

valueは以下の式で算出される：

Surprisal(wi) = −log
Pr(w1...i)

Pr(w1...(i−1))
.

なお，Pr(w1...i)と，Pr(w1...(i−1))はそれぞれ，i番目，i−1

番目までの文の生成確率である．
また，Revyは人間は単語を予測しながら読み進めると同
時に，文の構造も予測していると考え，文構造においても
この surprisal theoryが成り立つことを示した [16]. すなわ
ち，i番目の単語を見た時，i− 1番目までで予測していた
文の構造と大きく異なる場合に処理負荷が増大する．そこ
で本研究では，単語を予測した際に生じる surprisal value

を lexical surprisal，文構造を予測した際に生じる surprisal

valueを syntactic surprisalとし，それぞれを素性として利
用する．

5. 実験設定
5.1 使用データ
実験には，JEFLLコーパスを使用し，１つの英作文を 1

事例として扱った．JEFLLコーパスのレベル別の事例数
を表３に示す．なお，今回使用した JEFLLコーパスには
B2レベルと分類された英作文も存在するが，他のレベル
と比較して事例数が非常に小さかったため，A1，A2，B1

の 3つのレベルの事例のみを使用した．

表 4 JEFLL コーパスの事例数
レベル 事例数

A1 3362

A2 4900

B1 1520

B2 45

合計 9827

5.2 誤り訂正システム
5.2.1 設定
機械翻訳技術を用いた誤り訂正システムの構築のため
の学習データとして，Lang-8 Learner Corpora を使用し
た [17]．Lang-8 Learner Corporaは，投稿者が学習したい
言語で文章 (投稿文)を投稿すると，その言語を母語とす

る添削者が，投稿文を添削して添削文を返信する，言語学
習者向けの相互添削型 SNSである Lang-8*3 のログデータ
をデータベース化したものである．この Lang-8 Learner

Corporaから英語で書かれている作文のみを取り出し，投
稿文，添削文のペアを学習データとし，誤り訂正モデルの
構築を行った．水本ら [17]の前処理を参考に，最終的に
793,190文対を学習データとして使用した．デコーダには，
オープンソースの統計的機械翻訳システムである Moses

Decoderを用いた [18]．
また，アライメントの手法によって誤り訂正の精度が変
化すると考え，今回は 2つのアライメントモデルを用意し
比較を行った．1つ目は GIZA++で，Moses decoderを用
いる際にデフォルトで使われる，IBMモデルに基づくアラ
イメント手法である [19]．2つ目は交差するアライメント
をとらないという制約がある Fast Alignを使用した [20]．
Fast Alignを使用したのは，英語の誤りの傾向として，語順
が入れ替わる誤りは，今回定義した置換，脱落，余剰誤りと
いう単純な誤りに比べ少量であると予測し，この手法が今
回のタスクにおいて有効であると考えためである．言語モ
デルとして IRST Language Modeling Toolkit (IRSTLM)

の 5-gram言語モデルを使用した [21].

本研究ではこのアライメントのためのパラメータはデ
フォルト値を使用した *4．
5.2.2 誤り訂正の性能評価
機械翻訳手法を用いた誤り訂正がどの程度訂正されてい
るかの評価を行うために，機械翻訳の性能評価で広く用い
られる BLEU [23]と，単語単位の適合率, 再現率, 及び F

値で評価した．評価には，本実験でも用いる JEFLLコー
パスの A1, A2, B1レベルから無作為に 100事例ずつ選び，
合計 300文書，2,998文を使用した．
BLEUは，システムが出力した文と参照文の n-gramの
適合率に基づいて評価する．今回は誤り訂正システムが出
力した文と，正解文間で評価を行う．つまり，原文-正解
文間の BLEUスコアに比べ，システム出力文-正解文間の
BLEUスコアが向上しているならば誤り訂正が有効である
と考えられる．結果は表 5となり，両アライメント手法と
もに，システム出力文-正解文間の BLEUスコアが向上し
ていることを確認した．

表 5 BLEU スコア
レベル 原文 GIZA++ Fast Align

BLEU 44.66 46.96 46.31

また，適合率, 再現率, 及び F値は図 1のように，単語
単位で原文，正解文，システム出力文を対応付けて評価
*3 http://lang-8.com/
*4 MERT (Minimum Error Rate Training) [22]を用いたパラメー
タチューニングを試したが，効果を確認できなかったためにデ
フォルト値を使用した．
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図 1 単語単位の誤り訂正の評価

を行った．TP (True Positive)は，システムが訂正を行い
かつ正しい訂正だった箇所，FP (False Positive)は，シス
テムが訂正を行ったが誤った訂正だった箇所，FN (False

Negative)は，システムが訂正を行わずかつ訂正が必要で
あった箇所である．また，N(x)は各箇所の総数を表す．
なお，適合率, 再現率, F値は以下の式で算出する：

適合率 =
N(TP )

N(TP ) +N(FP )

再現率 =
N(TP )

N(TP ) +N(TN)

F値 =
2×適合率×再現率
再現率+適合率 .

結果は表 6に示す．再現率に比べ，適合率は比較的高い
値となった．適合率に関して注意すべき点として，原文に
対する正解文が 1つのみという実験設定で評価を行ったこ
とが挙げられる．これは，ある誤りに対して，複数の訂正
候補が考えられる場合もあり，人手による誤り訂正でも適
合率が 1とならない可能性が高い．また，２つのアライメ
ント手法に関しては，誤り訂正の精度に大きな差は見られ
ず，また，英作文のレベル判定を行った結果にもほとんど
違いが確認できなかった．このため，本稿では速度の面で
優位なアライメント手法である Fast Alignを使用した場合
の結果を報告する．

表 6 単語単位の誤り訂正結果
アライメント 適合率 再現率 F 値
GIZA++ 0.349 0.067 0.113

Fast Align 0.329 0.072 0.118

5.3 容認度
Lauらのの報告 [13]によると，人手によって作成された
容認度と最も相関が高かった組み合わせは，ニューラル言
語モデルと，SLORの変換式であった．一方，英語学習者
のエッセイから成るデータセットとの相関は，n-gram言
語モデルと，NormLP (Div)の変換式が最良の結果となっ
ている．このように，データにより最適なモデルは異なっ
ていることから，本研究では，まず，ニューラル言語モデ
ルと 4-gram言語モデルの 2つの言語モデルを用意し，先
行研究で提案されている変換式すべてで容認度を算出し，
本論文の実験に最適な組み合わせを検討した．

ニューラル言語モデルの学習には，Recurrent Neural

Network Language Model (RNNLM) [24]を使用し，パラ
メータは隠れ層のユニット数が 600，学習率は 0.1 とし
た．n-gram 言語モデルの学習には，The SRI Language

Modeling Toolkit (SRILM) [25]を使用し，4-gramで学習
させ，Kneser-Neyスムージングを行ったものを使用した．
また，言語モデルの学習データとしては，British National

Corpus(BNC コーパス) を使用し，先行研究と同様に，1

文に含まれる単語が 8単語未満の場合は学習データとして
使用しなかった．この結果，総文数は 3,258,189文で，語
彙サイズは 424,621単語となった．
用意した 2つの言語モデルと，表 3に示した各変換式で
各文の容認度を計算し，CEFRレベルとの相関係数を算出
した結果を表 7に示す．ここで，容認度は 1文ごとに算出
されるため，各事例ごとの容認度の平均値と，付与されい
てる CEFRレベルの相関係数を算出している．

表 7 CEFR レベルと容認度の相関係数
RNNLM 4gram LM

LogProb 0.2635 0.2667

MeanLP 0.3449 0.3460

NormLP (Div) 0.2669 0.2839

NormLP (Sub) 0.3378 0.3372

SLOR -0.0851 -0.1255

この結果から，先行研究では有効であった SLORは，ど
ちらの言語モデルを使用した場合でも負の相関となり，本研
究においては有効ではないことが確認された．なお，以降の
実験ではニューラル言語モデルを使用し，NormLP (Sub)

の変換式によって得られた容認度を使用した．容認度を素
性として利用する際は，各事例ごとの容認度の平均値を離
散化し利用した．

5.4 構文解析器
surprisal value を計算する際に必要となる単語の生成
確率を計算するための構文解析器として，Roark [26] ら
の Incremental top-down parserを使用した．Incremental

top-down parser は句構造解析を行う構文解析器である．
この構文解析器は，確率的文脈自由文法の一種で，一単語
ずつ文頭から逐次的に解析することが特徴である．つま
り，各単語位置までの途中状態の文の生成確率，および文
構造の途中状態の生成確率を算出することができる．この
ため，途中状態の確率値を元に surprisal valueを計算する
ことが可能である．学習データには，Penn Treebank [27]

内にあるWall Street Journalの 2章から 24章までを利用
した．
学習に使用する素性は，事例内の単語の中で最も高い値
となる syntactic surprisal, lexical surprisalを使用し，そ
れらの連続値を離散化したものを素性に加えた．
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5.5 分類器
順序回帰の実装は mord: Ordinal Regression in Python

[28]を使用した．mordでは，損失関数が複数定義されて
いるが，先行研究 [29]で最良の結果が報告されている All-

thresholdを使用した．また，順序回帰には正則化のパラ
メータである αがハイパーパラメータとして存在する．そ
こで，各素性集合において最適な αを用いて実験を行うた
めに，学習データ内で 5分割交差検定を行うことで αを決
定した．このハイパーパラメータ αを決定する実験の評価
方法としてMean Absolute Error (MAE) を用いた．MAE

の式を以下に示す：

MAE(y, ŷ) =
1

N

∑
|yi − ŷi|.

N は評価事例数，yiは正解の値，ŷiは予測値である．こ
の際，αは 0.01から 3までの範囲で変動させ実験を行っ
た．そして，各 αごとに得られたMAEの平均値をとり，
最もMAEの平均値が低くなる αを採用した．
なお本稿では，提案した各素性がそれぞれ有効であるか
検討するために，以下の 6通りで実験を行った．
• ベースライン素性
• ベースライン素性＋誤りに関する素性
• ベースライン素性＋文法項目に関する素性
• ベースライン素性＋容認度
• ベースライン素性＋ Surprisal Value

• ベースライン素性＋提案素性すべて

6. 実験結果
本研究では 5分割交差検定を行うことで得られる F値に
よって提案した素性の有効性を確認する．各レベル間，お
よび全体の F値を表 8に示す．

表 8 実験結果 (F 値)

素性 A1 A2 B1 全体
ベースライン (Base) .802 .879 .745 .834

Base + 誤り .812 .883 .783 .844

Base + 文法項目 .812 .904 .788 .857

Base + 容認度 .801 .877 .754 .834

Base + Surprisal Value .795 .880 .764 .835

Base + 提案素性すべて .853 .889 .864 .873

この結果から，誤りに関する素性，および文法項目に関
する素性は特に有効であることが示された．一方，容認度，
surprisal valueといった容認性に関する素性は有効とは言
えない結果となった．しかし，本研究で提案したすべての
素性を組み合わせた場合に最も良い F値となっており，素
性の組み合わせ方によってはこれらの素性も有効である可
能性も考えられる．このことから，素性の組み合わせにつ
いての検討が必要であり，今後の課題として挙げられる．

7. まとめ
本研究では，学習者が書いた英作文を対象に，英作文の
レベルを順序回帰に基づき自動的に判定するシステムを提
案した．提案システムでは，英作文の自動採点に使われる
語彙情報といった基本的な素性に加え，文法誤り訂正シス
テムを用いることで得られる誤りの傾向に関する素性や，
文の容認性に関する尺度である容認度や surprisal valueを
素性として導入した．また，実験を通して，誤りの傾向に
関する素性が英作文のレベル判定に有効であることを確認
した．今後の課題としては，本研究で有効性が確認できな
かった容認度や surprisal valueの導入方法の検討や，文間
の関係に着目できる談話構造の利用などが挙げられる．
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