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1. はじめに
時系列データ中から特徴的な波形（例えば高頻度で発

生する波形）を時系列パターンとして自動的に発見する
時系列パターン発見 [3] [4] は得られた時系列パターン
ないしはその特徴を利用することでパターン識別やデー
タ分析に使用できる。時系列データに全く同一の波形が
含まれていることはまれであるため、時系列パターン発
見では類似している波形の検出に時間方向や高さ方向の
伸縮を考慮した波形のマッチングを行わなければならな
いという問題がある。この問題を解決するために提案さ
れたマッチング方法として時系列パターンに 1対 1対応
した確率モデル Deformable Markov Models [1] を使用
する方法があり、柔軟なマッチングが可能になる。しか
しこの手法は関数近似を行っているために元の波形を損
なってしまうという問題点や、時系列クラスタリングに
使用するには多くの計算量が必要という問題点がある。
本論文では、上記の問題点を解決するためにSegmental

Gaussian Modelsを提案し、この確率モデルを時系列パ
ターンの保持に使用した時系列パターン発見方法を提案
する。提案手法を株価データや生体センサデータに適用
してその有効性の評価を行う。

2. Deformable Markov Models と
Segmental Gaussian Models

Deformable Markov Models は与えられた時系列パ
ターンを隠れマルコフモデル (HMM) のパラメータと
して保持し、その尤度関数で波形との類似度を計算す
る。HMMの各状態を回帰関数 fi(θi, t)が通用する区間
であるとして持続時間 diと回帰変数 θiを推定している。
この区間内では、時間方向や高さ方向の伸縮は考慮され
る。時系列データの区間分け（セグメンテーション）を
明に含んでいるため、同一パターンだが異なるセグメン
テーションであるような場合にも対応できる。しかし、
回帰関数で近似を行っているために元の波形が複雑であ
る場合にはその形状を損なってしまう。また、各状態の
持続時間 di を推定しているために時系列クラスタリン
グとして使用するには多くの計算量が必要である。
この点を解決したものが Segmental Gaussian Models

である。Deformable Markov Modelsと比較し、代表形
状をモデルパラメータに含めたために複雑な形状を直接
的に表現可能であること、持続時間 diの推定をせずに [2]
等のセグメンテーション手法で得た区間長を採用するこ
とで高速化したこと、モデル構造として単純なGaussian
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Modelsを採用したために同一パターンだが異なるセグ
メンテーションという場合に対応できなくなったこと、
の 3点を特徴とする。次節ではこの Segmental Gaussian
Modelsを時系列パターンの保持方法として用いた時系
列パターン発見方法を構成する。

3. Segmental Gaussian Modelsによる
時系列パターン発見方法

提案する時系列パターン発見方法の概略は次の通りで
ある。時系列データを [2]等の手法でセグメンテーション
し、分割した区間が L個連続したもの全てを Segmental
Gaussian Modelsで保持する。この確率モデルをクラス
タとみなしてボトムアップ型のクラスタリングを行い、
最終的に得られた確率モデルの代表波形を融合回数順に
時系列パターンとして出力する。（図 1）
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図 1: 時系列パターン発見アルゴリズム概要 (全体の区
間数:5、時系列パターンの区間数:2)
3.1 Segmental Gaussian Model
セグメンテーションによって時系列を区間に分け、連

続した L区間を取り出して尤度
∏L

i=1 Qi(si,yi)を計算
する。この尤度はスケールに関する確率 psi(si)と形状
に関する確率 pyi

(yi|si)から構成される。
L∏

i=1

Qi(si, yi) =
L∏

i=1

psi(si)pyi
(yi|si)

psi(si) = (2π)−
ds
2 |Σsi |−

1
2 exp(−1

2
(si − µsi

)T Σ−1
si

(si − µsi
))

pyi
(yi|si) = (2πσ2

yi
)−

dy
2 exp(− 1

2σ2
yi

(f(yi, si)− µyi
)T (f(yi, si)− µyi

))

si の次元数は ds、ỹi の次元数は dy である。ds は長
さ、高さのみを考えるので通常は 2 となる。スケール
に関するパラメータは長さと高さ (の差分)を組にした
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平均ベクトル µsi
と共分散行列 Σsi

である。形状に関
するパラメータはスケール siと元の波形 yiを正規化関
数 f(yi, si)を使用して正規化した波形 ỹiの平均ベクト
ル µyi

と分散 σ2
yi
である。パラメータにバイアスは含

まれていないため高さの違いはこのモデルでは区別され
ない。正規化関数で正規化して形状からスケールに関す
る影響を取り除き、yi と µyi

の次元数を dy に正規化
する。σ2

yi
は対角行列である共分散行列 Σyi

の対角成
分である。各区間ごとに独立していると仮定しているの
で、区間ごとの尤度Qi(si,yi)の積を取ると、連続した
L個の区間に対する Segmental Gaussian Modelの尤度∏L

i=1 Qi(si, yi) となる。

3.2 確率モデルの融合
ボトムアップクラスタリングは最も類似するクラスタ

を融合していく。確率モデル iを構成する元データを確
率モデル j に入れた尤度の平均と iと j を入れかえた場
合の尤度の平均のうち小さい方を代表値とすると、最も
類似する確率モデル i, jはその値が最も大きい組とする。
確率モデル i, j を融合するために構成している元デー
タから再度パラメータを推定する。パラメータ推定式は
尤度関数

∏n1+n2
j=1

∏L
i=1 Qi(si,yi)を最尤推定すれば良い

が、得られた式では融合するたびに構成している元デー
タを全て使用するため効率が著しく良くない。そこで融
合前のパラメータのみを使用して融合後の確率モデルの
パラメータを再推定する次の式を使用する。

α = n1/(n1 + n2), β = n2/(n1 + n2)
µs = αµs1 + βµs2 , µy = αµy1

+ βµy2

Σs = α(Σs1 + (µs − µs1)(µs − µs1)
T )

+ β(Σs2 + (µs − µs2)(µs − µs2)
T )

σ2
y = α(σ2

y1
+ (µy − µy1

)T (µy − µy1
)/dy)

+ β(σ2
y2

+ (µy − µy2
)T (µy − µy2

)/dy)

添え字に 1, 2があれば融合前、添え字に 1, 2がなけれ
ば融合後のパラメータを表し、nは元データ数を表す。

4. 実験
1983/1/4～2003/8/25の日足株価データの 10点移動

平均、及び、腕時計型生体センサの加速度データを用い
て本手法の有効性を検証した。
本実験では、融合回数が 3以上の確率モデルの数（小

さすぎると性能が極端に悪化）、尤度関数に自分自身を
構成している元データを入れた時の尤度の平均と標準偏
差（前者が大、後者が小で良好）、確率モデルの代表パ
ターンとその元データのグラフ（ばらつき小で良好）の
3種類の評価方法を使用して手法の性能を測定する。

4.1 形状の有無の評価
形状の有効性を確認するため µy に元の形状を入れた

場合と直線を入れた場合について株価データで実験した。
表 1に結果を示す。形状無しの場合は形状有りの場合

と比較して標準偏差が大きくなっている。微妙な形状を
区別できないため、集まる波形のばらつきが大きいから
だと思われる。これは図 2からも理解できる。

形状 パターン数 平均 標準偏差 最大 最小
有 30 31.4 4.96 37.5 22.2
無 21 34.6 13.7 48.2 5.53

表 1: 形状の効果 (株価,区間数 1,融合 200回)

図 2: 代表パターン (太線)と元の波形 (株価,区間数 1,
融合 200回)、(左)形状有り、(右)形状無し

4.2 他種データによる有効性の評価
本手法が株価データに特化したアルゴリズムでない事

を示すため、他の種類のデータで実験を行った。図 3よ
り、類似波形が集まっていることが分かる。

図 3: 代表パターン (太線)
と元の波形 (生体センサ,区
間数 4,融合 500回)

5. まとめ
時系列パターンの保持方法として、Segmental Gaus-

sian Modelsという確率モデルを提案した。この確率モ
デルの特徴は、元の波形をモデルパラメータにしたこ
とで波形が複雑な場合でもマッチングできること、De-
formable Markov Model ベースのために時間方向と高
さ方向の伸縮を考慮した波形のマッチングが可能である
こと、同一パターンが異なるセグメンテーションを行っ
た場合の処理を省略することで計算量を低くしているこ
と、省略した状況に非対応になったこと、の 4点である。
また、この Segmental Gaussian Models を時系列パ
ターンの保持方法として使用し、時系列パターン発見手
法を構成した。この手法は、最終的に得られた確率モデ
ルの代表波形を出現頻度順に時系列パターンとして出力
する。これにより、大量の時系列データから高頻度で発
生する波形を時系列パターンとして発見し、データ分析
やデータ識別を行うことができる。
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