
情報処理学会研究報告
IPSJ SIG Technical Report

活性値情報のグループ化とランク学習による
化合物スクリーニング

鈴木 翔吾1,4,a) 大上 雅史2,3,b) 秋山 泰2,3,4,c)

概要：新薬開発の支援手法に，まだ実験されていない化合物の活性値を機械学習等の技術によって予測する
化合物スクリーニングがある．化合物スクリーニングのうち，活性値そのものではなく活性値の大小の順
序関係を予測する問題としてランク学習で扱う手法が提案されている．既存手法では生化学実験データに
含まれる化合物間の全ての順序関係について学習・評価を行っているが，非活性化合物間の順序関係や活
性値が類似した化合物間の順序関係といった生化学実験上の誤差による無意味な順序関係も考慮している
という問題がある．そこで本研究では，活性値のグループ化によってこれらの無意味な順序関係を無視し，
ランク学習に適用する手法を提案する．評価実験には PubChem BioAssayに登録されている Luciferase，
Scp-1，sEHを標的とした 3つのハイスループットスクリーニングデータを用いた．評価実験の結果，活
性値のグループ化とランク学習を組み合わせて学習する提案手法によって，グループ化をせずに学習する
既存手法よりも予測精度が有意に向上することを確認した．
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A Compound Screening with Grouping Activity Score
and Learning to Rank

Shogo D. Suzuki1,4,a) Masahito Ohue2,3,b) Yutaka Akiyama2,3,4,c)

Abstract: Virtual screening which predicts activity of untested compounds by machine learning techniques
is widely used in the process of a drug discovery research. Recent studies have proposed some methods
of virtual screening with learning to rank with the order of activity scores (e.g. %Inhibition, IC50, etc.).
However, these methods have a problem that nonsense order (i.e. the order between inactive compounds
and that between compounds which have a similar activity score) is considered. In this study, we present a
new method to ignore nonsense order with grouping activity score and apply to learning to rank. With three
high-throughput screening data (each of the target is Luciferase, Scp-1 and sEH) registered in PubChem
BioAssay, we confirmed that our methods of grouping and learning to rank significantly improves prediction
accuracy compared with the existing method of without grouping.
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の医薬品あたり十数年といった年月と約一千億円の費用が

必要である [1]．新薬開発の初期段階では，創薬ターゲッ

トに有効な活性を持つ化合物を化合物ライブラリーから探

索する化合物スクリーニングが行われる．しかし，化合物

ライブラリーに含まれる化合物は数が多く，生化学実験に

よる化合物スクリーニングはきわめて大きなコストがか

かる．そのため，計算機を用いて化合物の活性を予測する

バーチャルスクリーニングという技術が用いられている．

バーチャルスクリーニングによる活性予測によって生化学

実験にかける順番を決定することで，新薬開発に必要なコ

ストの削減が期待できる．

バーチャルスクリーニングの手法の 1 つとして，創薬

ターゲットに対して既に実験された化合物の活性情報を用

いるリガンドベースの手法があり，様々な機械学習技術が

用いられている [2]．リガンドベースの手法によるバーチャ

ルスクリーニングは，創薬ターゲットに対する活性の有無

を予測する分類問題や，活性値そのものを予測する回帰問

題として従来扱われてきた．一方で，活性値そのものでは

なく活性値の大小の順序関係を予測する問題として扱い，

学習手法としてランク学習を用いる手法が近年提案されて

いる [3–5]．分類問題ではなく順序を予測する問題として

扱うことで，創薬ターゲットに対して活性を持つ化合物間

の活性強弱を扱えるというメリットがある．また，活性強

弱を絶対的な値でなく相対的に扱うことで，生化学実験に

よって得られた活性値に含まれる誤差の影響を低減するこ

とができる．

ランク学習を初めてバーチャルスクリーニングに導入

したのは S. Agarwalら [3]である．S. Agarwalらは Sup-

port Vector Machine (SVM)，Support Vector Regression

(SVR)およびランク学習手法の一つである RankSVM [6]

の 3つの手法による予測精度を比較し，RankSVMによる

予測精度が最も高かったと報告している．F. Rathkeら [4]

はランキング上位を正しくランク付けすることを重視する

StructRankという手法を提案し，SVRと RankSVMを比

較して予測精度の向上を報告している．W. Zhangら [5]

は複数のアッセイデータに対し様々なランク学習手法を適

用し予測精度を比較した．さらに，標的タンパク質に対す

るアッセイデータだけでなく他のタンパク質に対するアッ

セイデータも学習に用いることで，予測精度をさらに向上

させることができたと報告している [5]．

ランク学習を用いたバーチャルスクリーニングの先行研

究では，阻害率や IC50 といった活性値の大小の順序関係

を用いていた．一方で，活性値の大小関係の中には学習・

評価の上で大きな意味を持たない 2つの順序関係が含まれ

ていると考えられる．

( 1 ) 非活性化合物間の順序

標的タンパク質に対して活性を持たない化合物にも生

化学実験によって得られた活性値が報告されるが，活

性を持たない化合物の活性値はきわめて誤差が大き

く，本質的な意味は無い．

( 2 ) 活性値が類似した化合物間の順序

活性値には生化学実験による誤差が含まれる．そのた

め，活性値が近い化合物間の順序は容易に入れ替わる．

先行研究ではこれらの順序関係も含めて学習・評価してい

るという問題がある．

そこで，本研究では活性値のグループ化によって，無意

味な大小関係を無視し，ランク学習に適用する手法を提案

する．つまり，各化合物に紐づく活性値の大小関係ではな

く，各化合物が属するグループに紐づくグループ評価値の

大小関係をランク学習に適用する．

グループ化の際には，非活性化合物は全て同じグループ

に属するように，活性化合物は活性値が類似しているもの

は同じグループに属するようにグループ化を行った．そし

て，活性値の高い順に各グループにグループ評価値を割り

振り，グループ評価値の大小関係をランク学習に適用した．

上述の本研究の概要を図 1に示す．

図 1 本研究の概要

2. 手法

2.1 ランク学習

ランク学習は情報検索，特にウェブ検索の分野で広く

用いられている機械学習手法である．ランク学習は特徴

ベクトルの集合を入力とし各特徴ベクトルに対応する順

位を出力する [7]．ランク学習における訓練データは，n

個のクエリ qi (i = 1, . . . , n) とそれに紐づく要素の集合

x(i) =
{
x
(i)
j

}m(i)

j=1
（m(i) はクエリ qi に紐づく要素の個数）
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図 2 ランク学習の枠組み

と各要素の関連度 y(i) =
{
y
(i)
j

}m(i)

j=1
で表される．与えられ

た訓練データを学習することで予測モデル h(x)を得て，新

たな入力 (q,x)に対して各要素の予測関連度
{
h(xj)

}m

j=1

を出力する．上述のランク学習の枠組みを図 2に示す．

W. Zhangら [5]は，いくつかのランク学習手法をバー

チャルスクリーニングに適用し予測精度の比較を行い，

RankSVM [6]による予測精度が最も高かったと報告してい

る．そこで本研究ではランク学習の手法として RankSVM

を用いた．RankSVMは様々な実装が存在するが，本研究

ではC. P. Leeら [8]によって実装されたものを用いた．C.

P. Leeらの実装は，線形カーネルを用いた RankSVMの解

がその他の実装よりも高速に収束するものである．

2.2 活性値のグループ化

先行研究では各化合物の評価値として標的タンパク質に

対する活性値を用いていたが，非活性化合物間の順序関係

や活性値が類似した化合物間の順序関係も考慮してしまう

という問題がある．標的タンパク質に対して活性を持たな

い化合物に対して生化学実験によって得られる活性値は無

意味な値であり，生化学実験による誤差の影響を考えると

活性値が非常に近い化合物間の順序関係も無意味なもので

ある．本研究ではこれらの無意味な順序関係をグループ化

によって無視することで解決する．つまり，化合物の評価

値 yとして活性値 aを用いるのではなく，グループ評価値

g(a)を用いてランク学習に適用する．

本研究で用いた生化学実験データに含まれる各化合物に

は，実験者によって活性が認められるかどうかのラベルが

付与されている．生化学実験の誤差は活性化合物よりも非

活性化合物の方が大きいと考えられるため，それぞれ異な

るグループ化の基準が必要である．以下に非活性化合物の

グループ化および活性化合物のグループ化の方法について

述べる．

2.2.1 非活性化合物のグループ化

実験者によって非活性だと判断された化合物群につい

て，非活性化合物間の順序関係を全て無視するため，非

活性化合物は全て同一のグループとしてまとめる．つま

り，非活性化合物の活性値 a(−) に対し，グループ評価値

g(a(−)) = 0として定義する．非活性化合物のグループ化

の様子を図 3に示す．

図 3 非活性化合物のグループ化の様子

2.2.2 活性化合物のグループ化

活性化合物の中で活性値の類似した化合物をグループ化

するために，本研究では階層型クラスタリングによってグ

ループ化を行った．具体的には，データセットに含まれる

活性化合物の活性値を並べたベクトル a(+)に対し，活性値

間のユークリッド距離を用いたWard法による階層型クラ

スタリングを適用する．クラスタ数については，生化学実

験の精度を考慮しながらユーザーが指定する．こうして得

られたグループには順序が付いていることから，各グルー

プに含まれる化合物についてグループ評価値 g(a(+))を 1

から順に振っていく．活性化合物のグループ化の例を図 4

に示す．

図 4 阻害率が {65.0%，65.1%，74.9%，75.3%，90.5%}として与
えられた活性化合物をクラスタ数 3 でグループ化する例．
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3. 評価実験

3.1 データセット

本研究では PubChem BioAssay [9]に含まれている，Lu-

ciferase，Scp-1，sEHをそれぞれ標的タンパク質としたハイ

スループットスクリーニングのデータを用いて実験を行っ

た．Luciferaseを標的タンパク質としたハイスループット

スクリーニングのデータは Q. Liら [10]が，Scp-1および

sEHを標的タンパク質としたハイスループットスクリーニ

ングのデータはM. Lindhら [11]がバーチャルスクリーニ

ングの研究に用いていたものである．これらのハイスルー

プットスクリーニングのデータは，化合物をある濃度で固

定した際の阻害率が報告されており，実験者によって各化

合物に活性有無のラベルが付与されている．本研究で用い

たデータセットの概要を表 1に示す．

特徴量には RDKit [12] で計算される Extended-

connectivity fingerprints (ECFP) [13] を用いた．ECFP

は化合物の部分構造の有無をビット列で表現したものであ

り，化合物を機械学習で扱う際の特徴量として広く用いら

れている．ECFPにはパラメータとして化合物をグラフと

して見た際の部分構造の直径および次元数があるが，本研

究では直径を 4，次元数を 2048とした ECFPを用いた．

3.2 評価基準

本研究では予測精度を 5-fold Cross Validationによって評

価した．予測精度の評価基準としては，Discounted Cumula-

tive Gain (DCG)に基づくNDCG@100およびNDCG@All

を用いた．

DCG とは関連度付きランキング出力結果の評価に

用いられる評価指標であり，真のランキングに近い予

測ほど高い値となる [14]．関連度を並べたベクトルを

y =
{
y1, y2, . . . , yn

}
とすると，DCG は式 (1) で与えら

れる．

DCG@k = y1 +

k∑
i=2

yi
log2(i)

(1)

ここで，kは順位付けを行う個数である．

Normalized DCG (NDCG) とは関連度の順に正しく順

位付けを行った際に得られる理想的な DCG で予測順位

から得られる DCGを正規化した値であり，式 (2)で表さ

れる．

NDCG@k =
DCG@k

idealDCG
(2)

NDCGは 0から 1の範囲の値を取り，予測順位が真の順

位と一致するとき 1となる．DCGはデータセットによっ

て取りうる値の範囲が異なるが NDCGは 0から 1の値を

取るため，ランク学習を用いた研究の予測精度の評価には

NDCGが広く用いられている．

3.3 ハイパーパラメータ探索

SVMと同様に RankSVMもカーネルを指定することが

できるが，本研究では線形カーネルのRankSVMを用いた．

線形カーネルのRankSVMにはコストパラメータCがハイ

パーパラメータとして存在する．本研究では 5-fold Cross

Validationによって得られる予測精度の平均値が最も高く

なるようなコストパラメータ C を，
{
2−5, 2−3, . . . , 215

}
か

ら探索した．

4. 実験結果

4.1 非活性化合物のグループ化の効果

まず，訓練データに含まれる非活性化合物のグループ化

による予測精度の変化について検証する．データセットを

5-fold Cross Validationで訓練データとテストデータに分

割した後，訓練データは「グループ化なし (No Grouping)」

および「非活性化合物のみグループ化 (Inactive Group-

ing)」，テストデータは「非活性化合物のみグループ化

(Inactive Grouping)」としたときの予測精度を評価す

る．この実験の概要を図 5に，得られた予測精度を表 2に

示す．

4.2 活性値の類似した化合物のグループ化の効果

次に，訓練データに含まれる活性値の類似した化合物の

グループ化による予測精度の変化について検証する．デー

タセットを 5-fold Cross Validationで訓練データとテスト

データに分割した後，訓練データは「非活性化合物のみグ

ループ化 (Inactive Grouping)」および「非活性化合物＋

活性値の類似した化合物グループ化 (All Grouping)」，テ

ストデータは「非活性化合物＋活性値の類似した化合物グ

ループ化 (All Grouping)」としたときの予測精度を評価

する．訓練データに含まれる活性化合物のグループの個数

として
{
10, 100

}
を実験した．テストデータに含まれる活

性化合物のグループ化は次の手順で行った．

( 1 ) 訓練データに含まれる活性化合物について階層型ク

ラスタリングを行い，各グループの活性値の範囲を求

める．

( 2 ) 上で求められた各グループの活性値の範囲を用いて，

テストデータに含まれる各活性化合物についてそれぞ

れ属するグループを決定する．

この実験の概要を図 6に，得られた予測精度を表 3およ

び表 4に示す．
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表 1 本研究で用いたデータセットの概要

Target PubChem AID #Active #Inactive Activity

Luciferase 1006 2,976 192,588 %Inhibition at 10 µM

Scp-1 493091 2,984 337,701 %Inhibition at 20 µM

sEH 707 310 90,339 %Inhibition at 2 µM

図 5 非活性化合物グループ化の効果の検証実験の概要

表 2 テストデータ：「非活性化合物のみグループ化」に対する予測精

度．No Groupingはグループ化なしを，Inactive Grouping

は非活性化合物のみグループ化したことを表す．No Grouping

と Inactive Groupingについて対応のある t検定によって

得られた P 値を括弧内に示し，P < 0.05 となった項目を*を

つけて表す．

ターゲット 手法 NDCG@100 NDCG@All

Luciferase

No Grouping 0.070 0.700

Inactive Grouping 0.132 0.755

∗(6.48× 10−3) ∗(1.02× 10−3)

Scp-1

No Grouping 0.041 0.571

Inactive Grouping 0.090 0.644

∗(2.36× 10−3) ∗(2.30× 10−5)

sEH

No Grouping 0.332 0.605

Inactive Grouping 0.560 0.771

∗(7.77× 10−3) ∗(4.30× 10−3)

図 6 活性値の類似した化合物のグループ化の効果の検証実験の概要

表 3 テストデータ：「非活性化合物＋活性値の類似した化合物グ

ループ化」に対する予測精度．訓練データに含まれる活性化合

物のグループの個数を 10 とした．Inactive Grouping は

非活性化合物のみグループ化したことを，All Grouping は

非活性化合物および活性値の類似した化合物をグループ化し

たことを表す．Inactive Grouping と All Grouping に

ついて対応のある t 検定によって得られた P 値を括弧内に示

し，P < 0.05 となった項目を*をつけて表す．

ターゲット 手法 NDCG@100 NDCG@All

Luciferase

Inactive Grouping 0.149 0.722

All Grouping 0.150 0.723

(3.35× 10−1) (6.70× 10−2)

Scp-1

Inactive Grouping 0.090 0.605

All Grouping 0.090 0.606

(2.75× 10−1) ∗(3.06× 10−3)

sEH

Inactive Grouping 0.558 0.721

All Grouping 0.556 0.721

(1.96× 10−1) (4.74× 10−1)

表 4 テストデータ：「非活性化合物＋活性値の類似した化合物のグ

ループ化」に対する予測精度．訓練データに含まれる活性化合

物のグループの個数を 100とした．Inactive Groupingは

非活性化合物のみグループ化したことを，All Grouping は

非活性化合物および活性値の類似した化合物をグループ化し

たことを表す．Inactive Grouping と All Grouping に

ついて対応のある t 検定によって得られた P 値を括弧内に示

し，P < 0.05 となった項目を*をつけて表す．

ターゲット 手法 NDCG@100 NDCG@All

Luciferase

Inactive Grouping 0.151 0.719

All Grouping 0.151 0.719

(4.69× 10−1) (1.03× 10−1)

Scp-1

Inactive Grouping 0.091 0.596

All Grouping 0.091 0.596

(4.20× 10−1) ∗(1.70× 10−2)

sEH

Inactive Grouping 0.559 0.718

All Grouping 0.559 0.718

(1.97× 10−1) (9.72× 10−1)
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5. 考察

5.1 非活性化合物のグループ化の効果

表 2 によると，3 つのデータセット全てにおいて非

活性化合物をグループ化することで NDCG@100 および

NDCG@Allが向上していることがわかる．これは，グルー

プ化をせずに学習して得られる解は無意味な非活性化合物

間の順序も正しく並ぶように学習されて得られるものであ

るため，汎化性能が低下しているからだと考えられる．こ

のことを図 7を用いて直感的に説明する．

図 7 非活性化合物のグループ化による汎化性能の向上．赤色で示し

た点 {1, 2, 3, 4}は活性化合物を，青色で示した点 {−3,−2,−1}
は非活性化合物を表している．青点の順序を無視して得られ

た解 wg は，青点の順序を考慮して得られた解 w よりも，射

影後の赤点間の間隔および赤点と青点の間隔が大きくなって

いる．

図 7において，w は {−3,−2,−1, 1, 2, 3, 4}の順に並ぶ
ように学習して得られた解を，wg は青点 {−3,−2,−1}の
順序を無視し学習して得られた解を表している．各点をw

および wg へ射影すると，wg に射影した方が赤点間の間

隔および赤点と青点の間隔が大きくなることがわかる．こ

れは，青点の順序を無視すれば，射影後の赤点間の間隔お

よび赤点と青点の間隔がより大きくなるような解が存在す

るためである．赤点を活性化合物，青点を非活性化合物と

捉えると，活性化合物間の射影後の距離および活性化合物

と非活性化合物の射影後の距離が大きくなることから，汎

化性能が向上したのだと考えられる．

5.2 活性値の類似した化合物のグループ化の効果

表 3および表 4によると，非活性化合物のみグループ化

をした場合と，非活性化合物＋活性値の類似した化合物のグ

ループ化をした場合とで NDCG@100および NDCG@All

の差はほとんど見られなかった．本研究では 2048次元と

いう比較的次元数の大きい特徴量を用いたため RankSVM

のカーネルには非線形カーネルではなく線形カーネルを用

いたが，非線形カーネルと比べて線形カーネルを用いた場

合は訓練データにアンダーフィッティングする傾向があ

る．そのため，活性化合物に含まれる生化学実験由来の誤

差の影響をあまり受けなかったことから，予測精度の差が

ほとんど見られなかったのではないかと考えられる．

5.3 階層型クラスタリングにおけるグループ数

本研究では活性値の類似した化合物のグループ化の際

に，グループの個数を {10, 100}として実験を行った．グ
ループの個数を小さくすると生化学実験の誤差の影響を小

さくすることができるが，活性化合物間の順序関係を無視

することになる．そのため，生化学実験による誤差がどの

程度含まれているのかを確認しながらグループの個数を決

定する必要がある．

6. まとめ

6.1 結論

先行研究では活性値そのものの大小の順序関係を用いて

ランク学習によるバーチャルスクリーニングを行っていた

が，本研究では活性値をグループ化することで無意味な順

序関係を無視しランク学習に適用する手法を提案した．無

意味な順序関係として，(1)非活性化合物間の順序と (2)活

性値の類似した化合物間の順序の 2種類を考慮した．非活

性化合物は全て一つのグループとしてまとめ，活性値の類

似した化合物は階層型クラスタリングを用いてグループ化

を行った．NDCG@100および NDCG@Allを用いて予測

精度の評価をした結果，活性値のグループ化による予測精

度の有意な向上が確認できた．一方で，「非活性化合物の

グループ化 (Inactive Grouping)」と「非活性化合物＋

活性値の類似した化合物のグループ化 (All Grouping)」

の予測精度に差は見られなかったが，より生化学実験の誤

差が大きいデータセットを用いる場合は，活性値の類似し

た化合物のグループ化による効果が現れると考えられる．

6.2 今後の課題

6.2.1 非線形カーネルを用いたRankSVMの適用

本研究では活性値の類似した化合物のグループ化の効

果は確認できなかった．これは，線形カーネルを用いた

RankSVMは訓練データにアンダーフィッティングし，活

性化合物に含まれる誤差の影響をあまり受けなかったので

はないかと考えられる．誤差の影響が大きくなるような非

線形カーネルを用いた場合では，活性値の類似した化合物

のグループ化による効果が大きくなるのではないかと予想

される．非線形カーネルを用いた RankSVMを適用し，活

性値の類似した化合物のグループ化の効果を確認したい．

6.2.2 生化学実験の誤差の大小を考慮したグループ化

本研究では活性値の類似した化合物のグループ化を階層

型クラスタリングによって行った．これは，活性化合物は

c⃝ 2016 Information Processing Society of Japan 6

Vol.2016-MPS-108 No.26
Vol.2016-BIO-46 No.26

2016/7/5



情報処理学会研究報告
IPSJ SIG Technical Report

全て同等の生化学実験による誤差を含むという状況を想定

している．しかし，創薬ターゲットに強く結合する化合物

の実験誤差は小さくなることや，弱く結合する化合物の実

験誤差は大きくなることが予想される．そのため，活性値

の大小に応じてグループ化の基準を変更する手法が求めら

れる．
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